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表 6  CIFAR10-VGG16 实验对象上各个类别测试输入的准确率估计平均误差变化 
选择数量 DMOS-Nocluster PACE DMOS-Best EA-Best DMOS-Median 

55 (0.075,0.081) (0.159,0.105) (0.079,0.055) (0.075,0.076) (0.151,0.046) 
65 (0.070,0.041) (0.160,0.123) (0.060,0.042) (0.052,0.051) (0.131,0.040) 
75 (0.079,0.056) (0.145,0.112) (0.061,0.062) (0.046,0.034) (0.121,0.025) 
85 (0.066,0.064) (0.155,0.101) (0.066,0.057) (0.051,0.035) (0.123,0.037) 
95 (0.061,0.031) (0.140,0.085) (0.066,0.041) (0.051,0.048) (0.109,0.027) 

105 (0.056,0.069) (0.147,0.090) (0.060,0.055) (0.042,0.026) (0.097,0.027) 
115 (0.052,0.039) (0.152,0.109) (0.053,0.071) (0.048,0.039) (0.100,0.026) 
125 (0.059,0.045) (0.130,0.100) (0.042,0.020) (0.041,0.041) (0.086,0.022) 
135 (0.067,0.057) (0.118,0.092) (0.056,0.047) (0.043,0.039) (0.096,0.036) 
145 (0.053,0.044) (0.103,0.090) (0.031,0.012) (0.035,0.025) (0.086,0.018) 
155 (0.047,0.045) (0.108,0.097) (0.045,0.029) (0.037,0.026) (0.085,0.029) 
165 (0.047,0.028) (0.091,0.093) (0.048,0.041) (0.030,0.032) (0.080,0.018) 
175 (0.057,0.061) (0.093,0.083) (0.042,0.044) (0.032,0.028) (0.081,0.021) 
185 (0.039,0.035) (0.095,0.069) (0.028,0.024) (0.041,0.029) (0.070,0.018) 
195 (0.053,0.055) (0.085,0.065) (0.032,0.021) (0.027,0.021) (0.071,0.020) 
205 (0.043,0.033) (0.080,0.050) (0.029,0.018) (0.028,0.023) (0.072,0.015) 

表 7  CIFAR100-ResNet20 实验对象上各个类别测试输入的准确率估计平均误差变化 
选择数量 DMOS-Nocluster PACE DMOS-Best EA-Best DMOS-Median 

350 (0.208,0.163) (0.256,0.202) (0.190,0.162) (0.184,0.145) (0.220,0.063) 
450 (0.165,0.137) (0.214,0.158) (0.154,0.131) (0.157,0.135) (0.185,0.051) 
550 (0.143,0.122) (0.182,0.147) (0.131,0.110) (0.130,0.097) (0.164,0.041) 
650 (0.127,0.099) (0.160,0.100) (0.117,0.090) (0.116,0.096) (0.146,0.037) 
750 (0.121,0.088) (0.140,0.098) (0.106,0.074) (0.104,0.083) (0.129,0.034) 
850 (0.114,0.089) (0.130,0.095) (0.099,0.094) (0.092,0.076) (0.124,0.030) 
950 (0.095,0.073) (0.111,0.090) (0.097,0.079) (0.088,0.073) (0.111,0.027) 

1 050 (0.097,0.084) (0.105,0.082) (0.087,0.076) (0.086,0.080) (0.109,0.026) 
1 150 (0.086,0.070) (0.097,0.081) (0.079,0.067) (0.081,0.063) (0.101,0.023) 
1 250 (0.090,0.068) (0.091,0.074) (0.083,0.064) (0.074,0.064) (0.094,0.022) 
1 350 (0.084,0.070) (0.084,0.076) (0.079,0.065) (0.071,0.062) (0.091,0.019) 
1 450 (0.075,0.063) (0.084,0.068) (0.075,0.059) (0.070,0.064) (0.087,0.021) 
1 550 (0.073,0.057) (0.081,0.065) (0.072,0.058) (0.067,0.062) (0.083,0.021) 
1 650 (0.077,0.062) (0.085,0.063) (0.069,0.066) (0.061,0.053) (0.079,0.016) 
1 750 (0.070,0.059) (0.083,0.061) (0.062,0.052) (0.058,0.048) (0.079,0.022) 
1 850 (0.064,0.053) (0.077,0.060) (0.065,0.045) (0.062,0.049) (0.076,0.018) 
1 950 (0.061,0.052) (0.076,0.060) (0.059,0.048) (0.058,0.052) (0.071,0.014) 
2 050 (0.058,0.046) (0.075,0.059) (0.059,0.047) (0.058,0.047) (0.069,0.019) 

表 8  Speech-Commands-DeepSpeech 实验对象上各个类别测试输入的准确率估计平均误差变化 
选择数量 DMOS-Nocluster PACE DMOS-Best EA-Best DMOS-Median 

22 (0.420,0.448) (0.472,0.454) (0.324,0.418) (0.361,0.433) (0.535,0.403) 
86 (0.097,0.175) (0.077,0.084) (0.053,0.026) (0.058,0.041) (0.150,0.035) 

150 (0.058,0.043) (0.061,0.048) (0.056,0.028) (0.050,0.025) (0.086,0.031) 
214 (0.060,0.032) (0.050,0.031) (0.050,0.031) (0.045,0.030) (0.065,0.026) 
278 (0.046,0.029) (0.047,0.030) (0.044,0.026) (0.041,0.025) (0.061,0.027) 
342 (0.040,0.028) (0.045,0.030) (0.037,0.027) (0.036,0.030) (0.057,0.025) 
406 (0.037,0.029) (0.039,0.025) (0.035,0.032) (0.027,0.020) (0.052,0.022) 
470 (0.031,0.028) (0.039,0.024) (0.034,0.026) (0.030,0.026) (0.044,0.021) 
534 (0.029,0.023) (0.034,0.021) (0.025,0.021) (0.027,0.020) (0.040,0.013) 
598 (0.029,0.022) (0.035,0.028) (0.028,0.022) (0.024,0.018) (0.037,0.015) 
662 (0.024,0.020) (0.032,0.024) (0.023,0.014) (0.023,0.016) (0.035,0.011) 
726 (0.027,0.020) (0.031,0.025) (0.024,0.020) (0.021,0.013) (0.034,0.010) 
790 (0.023,0.014) (0.032,0.025) (0.022,0.018) (0.020,0.014) (0.031,0.012) 
854 (0.027,0.022) (0.030,0.026) (0.023,0.018) (0.020,0.016) (0.031,0.012) 
918 (0.022,0.019) (0.029,0.025) (0.019,0.021) (0.019,0.015) (0.028,0.008) 
982 (0.022,0.016) (0.028,0.026) (0.022,0.016) (0.019,0.015) (0.027,0.010) 

1 046 (0.022,0.019) (0.027,0.024) (0.022,0.016) (0.018,0.012) (0.026,0.008) 
1 110 (0.018,0.013) (0.026,0.023) (0.020,0.017) (0.016,0.013) (0.026,0.009) 
1 174 (0.017,0.013) (0.027,0.027) (0.019,0.018) (0.018,0.012) (0.027,0.009) 
1 238 (0.019,0.017) (0.027,0.027) (0.018,0.012) (0.014,0.014) (0.026,0.008) 
1 302 (0.016,0.013) (0.023,0.023) (0.019,0.014) (0.016,0.012) (0.024,0.008) 
1 366 (0.017,0.010) (0.023,0.022) (0.018,0.015) (0.017,0.014) (0.022,0.006) 
1 430 (0.017,0.012) (0.022,0.021) (0.018,0.015) (0.011,0.011) (0.022,0.007) 
1 494 (0.016,0.015) (0.021,0.019) (0.016,0.010) (0.013,0.009) (0.020,0.006) 
1 558 (0.016,0.013) (0.020,0.019) (0.018,0.013) (0.014,0.011) (0.021,0.005) 
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表 9  ImageNet-VGG19 实验对象上各个类别测试输入的准确率估计平均误差变化 

选择数量 DMOS-Nocluster PACE DMOS-Best EA-Best DMOS-Median 
500 (0.525,0.241) (0.526,0.241) (0.517,0.241) (0.515,0.242) (0.531,0.216) 

1 050 (0.360,0.237) (0.376,0.248) (0.356,0.245) (0.361,0.235) (0.372,0.177) 
2 050 (0.272,0.204) (0.283,0.215) (0.266,0.202) (0.267,0.207) (0.278,0.124) 
3 050 (0.212,0.171) (0.228,0.183) (0.209,0.173) (0.208,0.167) (0.220,0.077) 
4 050 (0.177,0.148) (0.183,0.156) (0.173,0.141) (0.170,0.136) (0.182,0.063) 
5 050 (0.150,0.122) (0.159,0.133) (0.151,0.124) (0.149,0.127) (0.157,0.057) 
6 050 (0.137,0.111) (0.138,0.114) (0.133,0.111) (0.135,0.113) (0.143,0.044) 
7 050 (0.119,0.096) (0.126,0.109) (0.117,0.095) (0.121,0.099) (0.127,0.037) 
8 050 (0.112,0.092) (0.118,0.098) (0.108,0.088) (0.111,0.091) (0.116,0.034) 
9 050 (0.103,0.085) (0.111,0.092) (0.101,0.082) (0.101,0.083) (0.108,0.030) 

10 500 (0.098,0.079) (0.104,0.086) (0.095,0.078) (0.095,0.080) (0.100,0.030) 
11 500 (0.092,0.075) (0.097,0.078) (0.090,0.074) (0.090,0.073) (0.094,0.030) 
12 500 (0.083,0.069) (0.091,0.075) (0.084,0.068) (0.086,0.069) (0.089,0.025) 
13 500 (0.081,0.066) (0.087,0.070) (0.081,0.066) (0.080,0.064) (0.085,0.022) 
14 500 (0.077,0.063) (0.083,0.067) (0.076,0.060) (0.075,0.061) (0.080,0.021) 
15 500 (0.074,0.060) (0.079,0.064) (0.072,0.058) (0.070,0.057) (0.076,0.021) 
16 500 (0.067,0.055) (0.075,0.062) (0.070,0.057) (0.070,0.056) (0.073,0.020) 
17 500 (0.066,0.053) (0.072,0.060) (0.066,0.053) (0.066,0.054) (0.069,0.020) 
18 500 (0.064,0.052) (0.069,0.058) (0.062,0.049) (0.062,0.052) (0.066,0.019) 
19 500 (0.061,0.050) (0.068,0.057) (0.060,0.048) (0.059,0.048) (0.063,0.018) 
20 500 (0.059,0.048) (0.065,0.056) (0.056,0.044) (0.060,0.048) (0.061,0.018) 

表 10  4 种多目标优化方法与 PACE 在 8 组实验对象上不同类别的 Win/Tie/Loss 分析 
ID DMOS-Nocluster VS PACE DMOS-Best VS PACE EA-Best VS PACE DMOS-Median VS PACE 
1 6/3/1 8/1/1 8/1/1 4/5/1 
2 3/7/0 5/5/0 6/4/0 4/6/0 
3 4/6/0 4/6/0 4/6/0 3/7/0 
4 7/3/0 7/3/0 7/3/0 3/7/0 
5 5/4/1 4/6/0 6/4/0 2/6/2 
6 23/65/12 23/64/13 23/67/10 31/42/27 
7 195/655/150 208/642/150 199/653/148 277/493/230 
8 7/16/7 11/12/7 11/14/5 7/13/10 

表 11 展示了各个方法在不同评测指标上的平均误差结果, 从第 1 行各个类别测试输入的平均准确率估计

误差来看, DMOS-Nocluster, DMOS-Best, DMOE-Median, PACE 方法在 8 组实验对象共计 144 组实验上各个类

别测试输入准确率的平均误差分别 5.954%, 5.547%, 7.589%和 8.473%, 与 PACE 相比, 这 3 种方法平均降低了

2.519%, 2.926%, 0.884%的误差, 平均提升幅度(计算公式为(PACE-DMOS-X)/PACE)分别为 29.73%, 34.53%, 
10.43%. 这同样也说明了 DMOS 方法对于目前领域内经典方法 PACE 的性能优越性. 

表 11  各个方法在 7 个评测指标上的平均误差结果 
Metric DMOS-Nocluster (%) DMOS-Best (%) DMOS-Median (%) PACE (%) 

AvgAcc 5.954 5.547 7.589 8.473 
TotalAcc 1.238 1.081 1.211 1.926 
KMNC 10.520 10.516 10.517 11.721 
NBC 6.412 6.412 6.435 11.527 
NC 3.157 3.149 3.143 11.471 

SNAC 9.258 9.223 9.285 18.938 
TKNC 14.526 14.394 14.438 26.676 

小结: (1) DMOS 方法求解出的 Pareto 最优解集中最好的解接近理论最优的情况, 且在语音、图像测试集

上均表现优异, 超过现有方法 PACE; (2) DMOS方法求解出的 Pareto最优解集中, 性能一般的解仍然在图像测

试集上超过现有方法 PACE, 但在语音测试数据集上表现不佳; (3) 原始测试集中包含的类别越多, 对选择方

法有效估计各个类别测试输入的准确率带来的难度越大, 但在这些测试集上, DMOS 方法求解出的 Pareto 最

优解集中, 性能一般的解仍然能够保持对现有方法 PACE 的优势. 
• RQ2: DMOS 方法选出的测试子集在整体准确率、测试覆盖标准上能否具备与原始测试集相近的测试

能力? 
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(1) 设计 
在本实验中, 我们将 DMOS-Best, DMOS-Median, DMOS-Nocluster 和 PACE 在 8 组实验对象上的实验结

果(共计 144 组数据, 在 8 号实验对象上共 25 次实验, 1−5 号实验对象上均是 16 次实验, 6 号实验对象上 18 次

实验, 7 号实验对象上 21 次实验)从整体准确率的估计误差、NC、NBC、SNAC、TKNC、KMNC 这 5 个测试

覆盖指标的估计误差共 6 个角度进行 Scott-Knott ESD 检验分析, 以探究 DMOS 方法从其他评测指标来看能否

比其他选择方法具备与原始测试集更相似的测试性质. 
(2) 结果 
如图 2−图 7 所示, 各类选择方法在整体准确率和测试覆盖度量上的估计误差越小越好, 因此, 图中方法

的排名应是越靠右表示方法的性能越好. 结果显示, DMOS-Best 和 DMOS-Median 方法在 4 种测试覆盖指标上

的估计误差显著低于 PACE (在 KMNC 上, DMOS-Best 和 DMOS-Median 方法虽然没有显著超过 PACE, 但仍

然保持微弱优势), 且整体准确率的估计误差也显著超过 PACE. 从箱线图的各个方法的上界看, 虽然 DMOS- 
Best, DMOS-Median 方法与 PACE 持平且有时超过 PACE, 但从箱线图中的中位线及下界来看, DMOS 方法在

6 个指标上能够达到更低的估计误差且性能更稳定. 从表 11 中第 3 行−第 7 行来看, DMOS-Nocluster, DMOS- 
Best, DMOE-Median, PACE 方法在 8 组实验对象共计 144 组实验上平均整体准确率误差分别 1.238%, 1.081%, 
1.211%和 1.926%, 与 PACE 相比, 这 3 种方法分别平均降低了 0.688%, 0.845%, 0.715%的误差, 对 PACE 的平

均提升幅度分别为 35.72%, 43.87%, 37.12%; DMOS-Nocluster, DMOS-Best, DMOE-Median, PACE 方法在 8 组

实验对象共计 144 组实验上, 5 种测试覆盖标准的平均误差分别 8.775%, 8.739%, 8.763%和 16.067%, 与 PACE
相比, 这 3 种方法平均降低了 7.292%, 7.328%, 7.304%的误差, 对 PACE 的平均提升幅度分别为 45.39%, 
45.61%, 45.46%. 这同样充分说明了 DMOS 方法性能的优越性. 

小结: (1) DMOS 方法选出的测试子集能够在其他测试评测指标上比 PACE 选出的测试子集更为接近原始

测试集; (2) 确保测试子集对于各个类别测试输入的准确率的精准估计, 对于保证测试子集的其他性质与原始

测试集相似具有重要的意义. 
• RQ3: 聚类以及多目标优化对 DMOS 方法的贡献如何? 
(1) 设计 
为了调研聚类以及多目标优化对 DMOS 方法的贡献, 我们首先将 DMOS-Nocluster 方法与采取聚类的

DMOS-Best 方法(因 DMOS-Nocluster 方法取的也是 Pareto 解集中各个类别测试输入的准确率估计平均误差最

小的解作为最终结果, 因此为了探究聚类对 DMOS 方法的贡献, 所以在此 RQ 中只与 DMOS-Best 方法进行比

较)从各个类别测试输入的准确率、整体准确率以及测试覆盖率等几个方面评估它们的性能差异; 然后, 我们

将 DMOS 方法求解的 Pareto 解和 RandomSearch 方法求解出的解集在 IGD 指标上进行比较, 从多目标优化的

角度评估求出的解集的收敛性和多样性. 
(2) 结果 
与 DMOS-Nocluster 的比较. 我们选取了 DMOS-Nocluster 求得的解集中在各个类别测试输入的准确率估

计平均误差最小的解作为代表 DMOS-Nocluster 性能的最终解. 从表 2−表 6 来看, DMOS-Nocluster 方法的性

能同样比 PACE 要好很多, 能够在更少的选择数量下更早地达到误差更低的估计水平, 但还是略差于 DMOS- 
Best 方法. 而从整体准确率和测试覆盖指标来看, DMOS-Nocluster 方法与 DMOS-Best 方法并没有显著性的性

能差异, 但 DMOS-Best 方法仍然保持微弱的优势. 聚类背后的潜在直觉是: DMOS 方法并不盲信于待测 DNN
模型最终预测的标签信息, 而是通过抽取其中间层输出作为原始测试集数据的特征表示, 以保留更多性质. 
因此, 在此基础上, 利用聚类方法对原始测试集进行数据分布的评估时(不同类别测试输入的占比情况), 会使

得多目标优化采样时参考的信息更为准确. 因此我们建议, 在实际使用过程中, 先应用聚类对原始测试集各

个类别的分布进行预估, 然后采样. 
与 RandomSearch 的比较. 如图 8 所示, RandomSearch 方法在 IGD 指标上的表现非常不稳定, DMOS 方法

显著优于 RandomSearch. 这说明在优化求解的过程中, RandomSearch 方法的搜索方向波动幅度更大, 且整体
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走势没有明显下降趋势. 这说明其未能找到合适的优化方向. 与 RandomSearch 的比较结果不仅说明 DMOS
方法的多目标优化求解过程具备更好的收敛性, 求得的解集具有更好的多样性, 同时也意味着在深度学习测

试输入选择问题中, 设计合适的优化目标进行求解是必要的, 随机的搜索方向不能找到合适的解. 

 
图 8  IGD 指标评估结果 

小结: (1) 聚类方法能够有效矫正 DMOS 使用待测 DNN 模型预测的类别标签带来的偏差, 进而更好地估

计原始测试集的数据分布, 为多目标优化打好基础, 保证 DMOS 方法的性能; (2) 设计合适的优化目标, 对于

求解出期望的 Pareto 最优选择方案有着极大的帮助, 深度学习测试输入选择问题, 不是一个可以通过随机搜

索决策即可达到期望性能的简单问题. 
• RQ4: DMOS 方法的运行时间开销如何? 
(1) 设计 
DMOS 方法的时间运行开销主要集中在抽取测试输入特征表示、降维、聚类以及多目标优化上. 在 8 个

实验对象上, 指定 DMOS 和 PACE 都从原始测试集上筛选出包含 1 000 个测试输入的测试子集, 计时从读取

模型及数据开始, 直到选出测试子集为止. 最终, 我们将 DMOS 方法的时间开销结果与 PACE 进行了比较. 
(2) 结果 
实验结果见表 12. 第 1 列中实验对象的 ID 与表 1 中的信息对应, 第 2 列中括号中左边的数字代表 DMOS

方法在当前实验对象下选出 1 000 个测试输入的测试子集花费的时间开销, 右边的数字则是 PACE 的时间开

销, 加粗的元素表示该方法时间开销更小, 方法性能更好. 值得注意的是, 表中结果显示, 现有测试输入选择

方法进行筛选的时间成本开销(以秒为量级单位)远远小于人工标注的成本. 而从表中的数据看, DMOS 方法在

6 个实验对象上的时间开销要小于最新的选择方法 PACE, 充分说明了 DMOS 方法的高效性; 同时, DMOS 仅

在 5 号实验对象上略高于 PACE, 在 7 号实验对象上由于类别数量过多(1000 分类)加重了多目标优化中进化迭

代的每一步时间开销, 最终使其性能表现输于 PACE. 在 8 号实验对象上, PACE 由于根据最佳参数推荐抽取

的模型中间层表示过于复杂, 大幅度增加了 MMD-critic 的原型采样方法的时间开销, 最终导致其在此实验对

象上的性能表现远远弱于 DMOS 方法. DMOS 方法和 PACE 方法在 8 个实验对象上分别选择 1 000 个测试输

入的时间开销分析可见表 12. 
表 12  DMOS 和 PACE 方法的时间开销分析 

ID DMOS VS PACE(单位: s) 
1 (85,203) 
2 (86,113) 
3 (86,48) 
4 (93,202) 
5 (106,120) 
6 (146,233) 
7 (4683,3591) 
8 (132,1967) 

小结: (1) 现有深度学习测试输入选择方法的时间开销远远小于人工标注的成本开销, 因此, 设计行之有

效的深度学习测试输入选择方法具有较高的实际意义; (2) 采用多目标优化的 DMOS 方法的运行时间开销要
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显著优于目前最新的选择方法 PACE. 

4   讨  论 

4.1   DMOS求解的Pareto解集的质量研究 

上一节实验结果充分说明了 DMOS 方法求解出的选择方案, 能够有效构建出接近原始测试集测试能力的

测试子集. 但我们同时注意到, 在同一选择数量下求出的选择方案最终的质量参差不齐(从各个类别测试输入

的准确率平均估计误差来看), 但从中位数的角度来看, 目前 DMOS 方法求解出的解仍然优于现有的选择方

法. 为了在之后的研究中进一步提升 DMOS 求解出的解集质量, 我们对实验结果进行了进一步分析, 并得出

了以下的结论. 
(1) 选择数量的增加, 会使解的性能波动变小. 在选择数量极其稀少时, 各个解的性能都表现不佳差异

不大; 而随着选择数量的增多, 各个解之间的性能开始分化, 性能差异随之增加. 而当选择数量增

加到一定程度时, 由于各个解对应的选择方案之间选中的重复样本开始增加, 各个解之间性能的差

异又开始逐渐变小. 例如, 实验结果显示, 原始测试集为 10 000 个样本的 10 分类或百分类数据集, 
在选择数量为 800 左右时, 求解出的 Pareto 最优解集之间的性能开始趋于稳定. 

(2) 原始测试集中包含的类别越多, 解的性能波动越小. 原始测试集中包含的类别越多, 对所有类别准

确估计的难度也就越大, 各个解的性能差异也就越小. 因此, 在测试输入类别更丰富的测试集中, 
虽然在不同选择数量下解的性能变化符合上一点中描述的规律, 但是波动变化的区间要远远小于

类别数量少的测试集. 
(3) DMOS 方法在没有进行任何变异的测试集上, 求解出的 Pareto 解集的质量更高. 实验结果显示, 

DMOS方法对于那些混入了对特征进行微小扰动使模型致错的对抗测试输入的测试集表现不佳. 原
因是这些对抗测试输入的特征与原始测试输入的特征相差极小, 但模型预测的结果却相差极大, 这
使得聚类步骤无法对测试集的数据分布进行准确估计, 进而影响了多目标优化的性能. 

4.2   有效性威胁 

• 内部有效性威胁 
内部有效性威胁主要来自于对 DMOS 方法的实现、对比实验中采用的选择方法的实现以及对所有实验结

果进行分析评估的脚本实现. 为了有效地减少这些威胁, 对于 DMOS 方法, 我们依赖于 Python 中一些现有的

成熟框架中的封装算法进行实现; 对于其他对比方法, 我们采用了这些方法共享出的开源链接上最新的版本, 
并遵循了原文中给出的最佳参数推荐进行实验; 对于分析评估实验结果的所有脚本, 我们编码实现了多种方

式的脚本相互验算校对, 确保结果无误. 此外, 在实现过程中, 我们对所有涉及的代码都进行了仔细检查. 
• 外部有效性威胁 
外部有效性威胁主要来源于研究的实验对象, 即所采用的深度学习测试集以及待测 DNN 模型. 对于使用

的 DNN 模型 , 我们采用了基于流行数据集 (包括 MNIST, CIFAR-10, CIFAR-100, ImageNet 和 Speech- 
Commands)训练而成的模型. 由于优化目标的原因, 我们只考虑了分类模型, 但是为了减少其带来的威胁, 我
们从高精度模型和低精度模型、CNN 模型和 RNN 模型(即 DeepSpeech)这几个方面考虑了待测 DNN 模型的不

同类型. 对于所使用的深度学习测试集, 我们从不同类型的测试输入, 包括图片类型测试输入、语音类型测试

输入出发, 丰富类型以减少外部有效性威胁. 目前没有在文本数据及相关模型上进行实验的原因是, 现有常

见的一些文本分类任务的数据中, 其数据类别数量(通常是二分类, 例如垃圾邮件识别等)远远少于图像数据

(可以达到百分类甚至千分类), 不能充分展示各个选择方法的选择效果. 此外, 简单分类的文本任务本质上与

图像数据的分类任务极为相似: 以待测 DNN 模型对文本数据学习到的中间层输出作为特征进行聚类, 并打上

类别标签, DMOS 就可以在此基础上进行多目标优化, 同样能够以聚类形成的各个簇中不同类别测试输入的

数据占比情况设计优化目标迭代求解, 因此我们暂时没有考虑这类文本数据及相关模型. 在之后的研究中, 
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我们将继续收集任务更加复杂的实验对象, 并进行更广泛地研究. 
• 结构有效性威胁 
结构有效性的威胁主要在于实验中方法运行时指定的参数. 在本项研究中, 主要包括聚类参数、降维参

数、特征类型参数(选择待测 DNN 模型的哪一层输出作为聚类时的特征)、多目标优化参数(种群规模及进化

迭代次数). 对于聚类参数和降维参数, 我们遵循了 Chen 等人[17]工作中最佳参数的推荐; 对于特征类型参数, 
我们尝试了 4 组参数(−1, −2, 0, 1), 最终选出了一组鲁棒性较高的结果作为最佳参数推荐在第 3.3 节中进行了

介绍. 此外, 对于多目标优化参数, 其主要决定了搜索空间的范围以及进化迭代的时间. 根据其他相关工作中

的参数推荐, 我们尝试了 4 组组合(20−50, 50−100, 100−200, 200−400), 最终选出了在时间成本和最终结果上

综合性能最好的一组参数作为最终结果. 在未来的工作中, 我们将继续研究这些参数对方法性能的影响. 

5   相关工作 

5.1   深度学习测试 

DNN 模型中的可信性问题促使研究人员开发出各种能够有效、完备地进行测试的技术[53]. 除了保证深度

学习测试的高效性以外, 对待测 DNN 模型测试的充分性也是目前深度学习测试领域中的一个热点. 大量的研

究提出了丰富的测试充分性度量指标来评估测试方法, 测试输入扩增成为提升测试充分性的主要方法. 
近几年研究最深入的深度学习测试充分性度量指标是神经元覆盖率标准[25,26,54], 例如, DeepXplore[26]引

入了神经元覆盖率来测量激活值高于预定义阈值的神经元的比率. 类似地, DeepGauge[25]引入了一系列基于

神经元激活值的测试充分性标准. 最近的研究还提出了由符号执行[55]、覆盖引导模糊[56,57]和变形变换[13]驱动

的测试标准和技术 . Gerasimou 等人 [58]提出了一种基于重要神经元覆盖的 DNN 模型测试充分性准则

(importance-driven coverage, IDC). 重要神经元指对决策过程有核心贡献的神经元, 即当测试输入经过神经网

络时, 对结果影响最大的神经元. 相关实验已经证明, 其能够从神经元激活层面对测试集充分性进行有效的

综合评估. 
测试输入扩增的目的在于在原有测试集的基础上产生新的测试数据, 以揭露原来无法暴露的错误, 进而

提升测试充分性. 目前, 针对深度学习系统的测试输入扩增研究大致可以分为以下两类. 
• 第 1 类方法是以测试覆盖率为指导准则, 通过变换随机种子, 使用特定的变异算子有指导地扩增测试

集, 使得扩增后的测试集具有更高的测试覆盖率. 例如, Guo 等人[59]提出了 DLFuzz 方法使用神经元

覆盖率[26]作为最终目标, 指导变异生成新的测试输入. 在迭代过程中, DLFuzz 在测试输入上引入微

小的扰动, 并保留能够增加神经元覆盖范围的测试输入作为下一轮迭代中变异的测试输入. 
• 第 2 类方法则聚焦深度神经网络的特点, 产生对抗样本, 即在原有测试输入上对其特征进行微小扰

动、变换, 使得新的测试输入与原始的相近却能够触发原始测试输入不能触发的缺陷. 例如, Szegedy
等人[60]使用对抗样本与检测结果的损失函数作为目标函数来指导对抗样本的生成. Xiao 等人[61]提出

了一种在高维空间对像素点变换的方法, 并证明了该方法产生的对抗性样本更加平滑, 变化也比较

微小, 真实性也更高. 
与之不同的是, 我们的工作旨在通过筛选出一个能够保持原始测试集性质的小规模测试子集, 帮助开发

人员降低标注成本. Li 等人[15]首先提出了 CSS 方法, 基于模型预测的置信度划分区间比例采样形成最终的测

试子集, 然后提出了 CES 方法, 使用交叉熵衡量测试子集与原始测试集之间的差异, 经过多轮迭代采样, 缩
小两者间的差异形成最终的测试子集. Zhou 等人[16]提出了一种两阶段的采样方法 DeepReduce, 其首先根据神

经元覆盖率挑选出一个小规模的测试子集; 然后利用启发式规则不断往其中添加入更多的测试数据, 直到达

到用户指定的采样数量. Chen 等人[17]提出了一种实用精度估计方法 PACE 进行选择采样, 其首先通过聚类对

原始测试集的数据进行分层分簇, 然后针对正常簇和异常簇分别利用 MMD-critic 的采样方法[19]和自适应随

机选择方法[20]进行采样, 最终合并形成测试子集. 现有方法生成的测试子集在整体准确率上已经达到了原始

测试集极为接近的水平, 但在选择数量稀少时, 不能充分覆盖原始测试集中各个类别的测试输入, 且对其准
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确率估计误差也非常大. 本文创新性地从多目标优化的思路出发, 通过聚类, 对原始测试集的数据分布进行

预估并设计优化目标, 不断缩小测试子集与原始测试集之间的分布差异, 以此保证测试子集能够充分覆盖并

且准确估计原始测试集中不同类别的测试输入. 

5.2   测试输入选择 

传统的软件测试面临着由于冗余测试输入导致测试成本提升的问题, 因此也需要对原始测试集进行筛

选, 以提升测试效率, 即在数量最小化的情况下满足于原始测试集相同的测试功能. 传统的软件测试领域中,
常见的测试输入约减算法有贪心算法、启发式算法等[62−67], 这些方法均以移除原始测试集中与某些测试能力

度量相关的冗余测试输入为主要目标 . Harrold 等人 [68]提出了一种贪心策略与启发式搜索相结合的方法

(harrold-gupta-sof, HGS), 它以设计好的测试需求作为依据, 反复迭代筛选原始测试集中的测试输入. 华丽等

人[69]首先利用遗传算法对原始测试集进行进化迭代, 求解得出测试输入最优解集合; 然后利用蚁群算法对结

果进一步约减, 得到最小化之后的最优测试子集. 聂长海等人[70]首先分析测试能力度量间的关系, 并对原始

测试集进行划分, 然后再基于启发式算法、贪心算法分别对划分之后的小集合进行采样, 最终得到筛选之后

的小规模测试子集. 然而, 由于深度学习系统是由基于数据驱动的编程范式开发而成, 深度学习测试输入选

择问题旨在通过选出一组小规模、能够代表原始测试集测试能力的测试子集对待测的深度学习系统进行测试, 
这与传统软件测试中的测试约减问题有着很大区别, 因此无法直接将传统软件测试约减中的评价标准、算法

等直接迁移解决深度学习测试输入选择的问题. 

6   总  结 

本文将深度学习测试输入选择问题建模为一个多目标优化问题, 并创新性地提出了 DMOS 方法, 从各个

类别测试输入的准确率出发设计优化目标, 并结合多目标遗传进化算法优化求解, 得到一个高效的小规模测

试子集. 我们在 8 组 DNN 模型和测试集构成的实验对象上对方法的性能进行了实证研究, 结果表明, DMOS
方法在保证对测试集各个类别测试输入的准确率估计精准的情况下, 同时保证了新生成的测试子集与原始测

试集具有相近的其他测试性质(例如整体准确率、测试充分性等), 显著优于最新的选择方法 PACE. 在之后的

研究工作中, 我们将尝试从更多的评价角度衡量测试子集的质量, 并尝试将 DMOS 方法拓展到回归任务的

DNN 模型及测试集上应用. 
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