












整, 适应新的代码环境.

 3.2   模型具体设计

 3.2.1    执行者网络

执行者网络用来产生对于测试用例的排序, 如图 3 所示, 其主要由编码器和解码器两个部分组成, 编码器为

Bi-LSTM模型, 解码器为 LSTM模型. 测试用例的特征向量 (包含其预估执行时长, 上一次执行时间以及历史执行

结果) 首先通过一个嵌入层, 得到其隐层表示   , 其中   为第 i 个测试用例的嵌入向量, 然后在第 i
步将    输入编码器进行编码, 直到测试用例集中的 n 个测试用例输入完成. 在解码时, 首先输入一个开始向量

 , 在之后每一步中使用指针注意力机制产生选择下一个测试用例的概率分布, 然后指向概率最大的测试用例,
当这个测试用例被选择后, 其嵌入向量作为解码器的下一步输入, 如此逐步得到模型对测试用例的下一步选择, 最
终输出对测试用例集的排序结果.
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图 3　执行者网络
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在测试用例排序场景下, 测试用例的输入顺序理应不影响排序结果, 因而本文使用 Bi-LSTM作为模型的编码

器. 如图 4所示, 在 Bi-LSTM中, 每一个时间步, 隐藏状态由前向和后向两个方向的 LSTM所得结果拼接起来, 也
即   , 这样使得每个时间步能够同时得到输入的过去和未来状态信息, 减少了输入顺序对结果造成的影

响, 最终得到每一步的编码   .
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图 4　Bi-LSTM
 

传统的序列到序列模型的输出的类别数量是固定的, 其取决于设计的输出类别数量. 在测试用例排序这个应

用场景下, 因为测试用例集中的测试用例数量是不固定的, 对于不同的输入序列长度, 传统的序列到序列模型都需

要进行重新训练, 这不利于实际应用: 本文希望模型的输出类别数量是可变的, 且直接依赖于输入序列长度. 为了

解决这个问题, 本文利用指针注意力机制, 将注意力当作指针, 对输入序列直接输出一个概率分布, 指示每个输入

序列的元素在该时刻出现的概率, 这样输出类别数量即直接取决于输入序列的长度, 模型就能够完成对不同序列

长度的样本的求解.
{ki}ni=1具体地, 指针注意力机制可以计算对于某个查询向量 q, 键向量   的注意力分布, 于是可以将注意力权值

当作指针, 计算出的权重大的键需要得到更多注意, 也即指示了该时刻该键对应的输入应该在该位次出现的概率
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ki更大, 对于查询向量 q, 键向量   的注意力权重计算公式如下 [42]:

ui =

{ v⊤ · tanh(Wkey · ki +Wq ·q), if i , π( j) for all j < i
−∞, otherwise

for i = 1,2, . . . ,k (6)

A(key,q;Wkey,Wq,v) = Softmax(u) (7)

Wkey Wq ui ki其中,     、    为可训练的权重矩阵, v 为可训练的参数向量,     表示了查询向量 q 对键向量    的关注程度,
Softmax 函数归一化向量 u 得到对各个查询向量的注意力 A. 因此, 选择排在第 j 位的测试用例时, 每个测试用例被

选择的概率即为以第 j 步解码器的输出作查询向量, 以编码器每一步输出作键向量 (与每一个输入相对应)的注意

力权值, 计算公式如下:
p(π( j)|π(< j), s) = A(enc1:n,dec j) (8)

enci dec j其中,    为编码器的第 i 步输出,    为解码器的第 j 步输出, p 为各个测试用例在第 j 步排序时被选择的概率.

 3.2.2    评论者网络

如图 5 所示, 评论者网络由编码器、处理模块和解码器 3 部分组成, 编码器是 Bi-LSTM, 处理模块利用注意

力机制对测试用例特征进行综合计算, 解码器是全连接的神经网络 (一个两层的 ReLU神经网络). 与执行者网络

相同, 测试用例特征向量首先要经过编码器的编码生成隐藏状态序列, 然后通过数轮处理模块的计算, 在每轮的处

理模块计算中, 通过计算编码器各步输出的隐藏状态的注意力权重, 然后根据注意力权重计算隐藏状态的加权线

性组合, 更新隐藏状态, 最终的处理结果能够很好地包含相关的重要输入信息, 处理模块的计算公式如下 (注意力

权值计算公式同公式 (6)、公式 (7))[42]:
p = A(key,q;Wg

key,W
g
q ,v

g) (9)

G(key,q;Wg
key,W

g
q ,v

g) =
k∑

i=1

ki pi (10)

g0 = q (11)

gl =G(key,gl−1;Wg
key,W

g
q ,v

g) (12)

Wkey Wq vg l

gl−1 g0

gl

其中,    、   为可训练的权重矩阵,    为可训练的参数向量, G 是键向量使用注意力权值加权后的线性组合,  
为重复处理的轮数, 上一轮处理结果   可以作为下一轮处理过程的查询向量, 第 1轮的   即为查询向量 q, 该过

程可以进行数轮以更好地综合输入信息. 经过数个处理过程后,    被送入两层维度分别是 d 和 1 的神经网络中解

码产生评论值 (也即基线预测值), 该评论值与真实值求均方误差后作为损失函数用于优化网络, 更新网络参数使

评论者网络预测的期望值更准确.
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图 5　评论者网络
 

 3.3   奖励函数设计

为了给予模型合适的反馈, 引导其产生更好的排序, 需要使用合理的奖励函数, 在排序后的测试用例集得到执
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行后, 模型依据测试执行结果, 强化得到奖励的行为, 规避得到惩罚的行为, 利用梯度下降算法 (见公式 (4)), 逐渐

学习到有利于揭示错误的排序策略. 不同于 RETECS[18]给予每个测试用例奖励, 凸显每个特定的测试用例对于揭

示错误的作用, 本文使用的奖励函数以排序后的测试用例集作为整体给予奖励, 这样的好处是能视测试调度为整

体, 因为测试用例在不同测试用例集中可能有不同的优先级, 仅根据特征给予单个测试用例奖励可能会忽视其相

对其他测试用例揭错能力的高低, 并且, 直接以测试用例集作整体给予奖励能够以排序的整体效果作为奖励信息,
直接优化最终目标, 于是本文提出使用如下两个函数计算奖励.

定义 1. NAPFD[43].

NAPFD(TS i) = p−

∑
t∈TS i

fail rank(t)∣∣∣TS i
fail
∣∣∣× |TS i|

+
p

2× |TS i|
(13)

p =

∣∣∣TS i
fail
∣∣∣∣∣∣TS i

total,fail
∣∣∣ TS i

fail其中,    , rank(t)为测试用例 t 所在位次,    为测试用例集中能够揭示错误的测试用例子集, 因为

测试用例不是全部被执行, 存在没有被揭示的错误, 因此公式中包含比例 p 进行了标准化.
对于测试用例的一个排序, 当揭错的测试用例被排到前面, 通过的测试用例被排到后面, 我们就认为这个序列

能够在执行更少测试用例的条件下, 发现更多的错误, NAPFD就是据此衡量序列检错性能的一个指标, 本文使用

NAPFD作为奖励函数. 排序并调度后的测试用例集能够揭示的错误越多, 揭错的测试用例被排在越前面, NAPFD
值就越大, 表明测试用例的排序越成功, 该奖励信息就会给予模型更积极的反馈.

定义 2. NAPFDc.

NAPFDc(TS i) =

m∑
i=1

 n∑
j=T Fi

t j −
1
2

tT Fi


m

n∑
j=1

t j

(14)

ti T Fi其中, n 为执行的测试用例数, m 为执行的测试用例中揭示错误的用例数,    为测试用例 i 的实际执行时长,    为

排序后的测试用例集中第 i 个揭错的测试用例.
如前所述, NAPFD的计算仅考虑了揭错测试用例所排位次, 并没有考虑测试用例执行的时长, 在实际情况中,

能够在越短时间内揭示出错误, 开发者就能更快地得到反馈. 于是类比于 APFD与 APFDc的关系, 本文对 NAPFD
做一个外推提出 NAPFDc. 相较于 NAPFD 只考虑揭错测试用例的排序位置, NAPFDc 的计算则进一步考虑了测

试用例的执行代价, 因为对于两个均能揭错的测试用例而言, 先执行用时更短的可以用迅速地揭示出错误, 揭错效

率更高. 整体上, 在越短的时间内执行越多的揭错测试用例, 该排序的 NAPFDc值就越大, 给予模型的奖励就越多.
NAPFDc相较 NAPFD包含了执行时长, 能够更好地指示出排序的时间代价, 更有方向性地激励模型.

 3.4   算法描述

算法 1. 决策过程.

For each cycle:
{ ftc1 , ftc2 , . . . , ftcn }获得该集成周期内的环境状态, 即 n 个测试用例的特征向量 

环境状态输入强化学习模型, 输出个体动作, 即对所有测试用例进行排序

(根据排序结果执行测试)
根据排序结果、测试执行结果, 计算该排序对应的奖励

奖励反馈给强化学习模型, 模型利用梯度下降算法更新参数

决策过程的伪代码描述如上. 对于每个集成周期, 模型首先获得测试用例的特征作为环境状态, 将其输入模

型, 通过神经网络计算对测试用例进行排序 (对应于强化学习中的“个体动作”, 具体过程详见第 3.2.1节), 得到排
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序结果, 按照排序执行测试用例后, 根据排序结果以及每个测试用例的执行结果 (通过或失败), 按照公式 (13)或公

式 (14)计算奖励, 该奖励用于模型的反向传播以更新参数, 于是模型获得了新的排序策略. 在每个周期中, 模型都

会使用最新的数据进行训练, 以确保排序策略不断调整.

 4   实验验证

 4.1   研究问题

本文提出的研究问题如下.
(1)指针排序方法是否能够有效地提升测试用例序列检错能力.
(2)不同的测试用例历史信息长度对指针排序方法效果的影响.
(3)指针排序方法在仅含回归测试用例的数据集上的排序效果.
(4)指针排序方法的执行效率如何.
第 1 个研究问题是通过指针排序方法与 RETECS 的排序效果的比较, 研究指针排序方法在工业数据集上的

性能表现, 探究其是否能够很好地提升测试用例序列的检错能力, 达到尽早揭示错误的效果, 第 2个研究问题是通

过改变输入的历史信息长度, 探究该因素对方法的效果有何影响. 第 3个研究问题是探究去除集成周期中新增的

无历史执行信息的测试用例后, 排序有历史信息的回归测试用例, 方法表现如何, 这也能间接验证指针排序方法能

否很好地处理新增测试用例. 第 4个研究问题是探究指针排序方法的执行效率, 由于持续集成环境对测试时间有

较强的限制, 而机器学习方法需要一定时间进行训练与预测, 因此需要探究方法的执行效率表现, 以确保方法的可

用性.

 4.2   实验设置

(1) 数据集: 为验证排序方法在实际场景上的可用性, 实验在 3 个工业数据集 (Paint Control, IOF/ROL,
GSDTSR[18]) 和两个开源项目数据集 (Bcel, Nfe) 上进行, 其中 Paint Control 和 IOF/ROL 来自 ABB Robotics
Norway, 是复杂的工业机器人的测试数据, GSDTSR是 Google公司的产品测试数据, Bcel和 Nfe是从 GitHub上
收集的高星数项目的测试数据, 这些数据集是从实际的测试过程中得到的, 包含了测试用例的历史执行结果、预

估执行时长、上一次执行时刻、当前集成周期的执行结果, 每个数据集包含了超过 300个集成周期的数据, 具体

统计数据如表 1所示.
 
 

表 1    工业数据集的统计数据 
数据集 测试用例数 集成周期数 执行结果数 失败率 (%) 执行结果数/测试用例数 执行结果数/集成周期数

Paint Control 89 352 25 594 19.36 287.57 72.71
IOF/ROL 1 941 320 32 260 28.79 16.62 100.81
GSDTSR 5 555 336 1 260 618 0.25 226.93 3 751.83
Bcel 60 308 3 114 2.67 51.90 10.11
Nfe 235 318 20 090 10.03 85.49 63.18

 

表 1 中, “测试用例数”表示在所有集成周期中所出现的不同的测试用例的总数, “集成周期数”表示代码经过

了多少个周期的集成和测试, “执行结果数”表示所有测试用例在全部集成周期中执行的总次数, “失败率”表示在

所有测试执行结果中失败的测试所占比例. 从统计数据可以看出, Paint Control、IOF/ROL、Bcel、Nfe数据集的

规模相对较小, 总的测试结果数相较 GSDTSR少, 但它们的失败率高, 能够揭错的测试用例多, 其中 IOF/ROL的

失败率最高, 达 28.79%. 此外, 观察执行结果数/测试用例数的值, 可以得知, Paint Control和 GSDTSR中每个测试

用例被执行的平均次数更多, 这表明在这两个数据集中测试用例的历史执行信息更为丰富, 而在 IOF/ROL、Bcel、
Nfe数据集中每个测试用例被执行的平均次数更少, 这表明在该数据集中, 测试用例的历史执行信息相对较少. 从
执行结果数/集成周期数的值可以看出, Paint Control、IOF/ROL、Bcel和 Nfe数据集在每个集成周期中需要执行
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的测试数量较少, 而 GSDTSR数据集在每个集成周期中需要执行的测试数量较多, 也即需要排序的测试用例数更

多, 考虑到 GSDTSR相对更少的失败率, 其对于排序技术的考验更大, 是一个更具有挑战性的任务. 由以上分析知,
这 5个数据集的差异性大, 在项目规模、失败率、测试用例历史执行信息多少、集成所需执行的测试数量方面均

有差异, 因此实验结论具有普遍意义. 为了减少算法随机性造成的影响, 我们在 Paint Control、IOF/ROL、Bcel、
Nfe数据集上进行了 30次实验取其平均值, 而在 GSDTSR上进行 3次实验取其平均值 (由于 GSDTSR的测试用

例数太多, 有百万级的执行结果数, 平均每个周期需要执行的测试用例数达 3 000以上, 受限于实验时间和计算资

源, 我们重复实验 3次).
(2)对比技术: RETECS[18]是最早提出的将强化学习应用于持续集成环境测试用例排序的算法, 其也是目前在

工业数据集上表现效果最好的强化学习方法 [23]. 与本文提出方法不同的是, RETECS仅使用浅层全连接神经网络,
根据单个测试用例的特征估计其失败概率, 然后将失败概率作为排序优先级进行排序, 其设计的奖励函数也是针

对单个测试用例给予反馈, 而没有给予关于测试用例集的整体排序效果的反馈.
(3) 参数设置: 参照文献 [18], RETECS 算法的隐藏层神经元数为 12, 使用的奖励函数为表现效果最佳的 TF

奖励函数. 指针排序方法中, 使用不同参数组合在 IOF/ROL数据集上的实验结果如表 2 (使用 NAPFDc作为奖励

函数). 由于时间所限, 我们对于各个参数进行了局部探索, 各个参数的探索范围为, 嵌入层维度{4, 8, 16}, 隐藏层

维度{16, 32, 64}, Bi-LSTM层数{1, 2}, 处理模块轮数{1, 2, 3}, 学习率{0.001, 0.0001, 0.00001}, 由实验结果, 我们

设定模型的嵌入层维度为 8, 隐藏层维度为 16, 编码器的 Bi-LSTM层数为 2, 解码器的 Bi-LSTM层数为 1, 处理模

块轮数为 1, 学习率为 0.000 1.
  

表 2    不同参数设置的结果 
嵌入层维度 隐藏层维度 Bi-LSTM层数 处理模块轮数 学习率 NAPFD平均值

8 16 2 1 1E–4 0.410
4 16 2 1 1E–4 0.383
16 16 2 1 1E–4 0.385
8 32 2 1 1E–4 0.387
8 64 2 1 1E–4 0.374
8 16 1 1 1E–4 0.372
8 16 2 2 1E–4 0.384
8 16 2 3 1E–4 0.383
8 16 2 1 1E–3 0.384
8 16 2 1 1E–5 0.382

 

已有的研究 [18]在实验中模拟实际的持续集成测试情况: 较强的时间限制不一定能够允许所有的测试用例得

到执行, 因此作者限制每个集成周期只有总测试用例执行时长的一半用于测试调度, 只有排在总执行时长前半段

的测试用例才能够得到执行. 本文参照这样的做法进行实验.

 4.3   评价指标

本文使用 NAPFD作为评价指标, 且假设每个测试用例揭示的错误不同, 计算公式见公式 (13). APFD首先被提

出 [45], 用于衡量测试用例排序技术的效果, 它通过揭错的测试用例在最终排序结果中出现的位次来衡量排序的质

量, 揭错用例排序越靠前, 其值越大, 代表排序越有效, 但其假设的是测试用例能够全部得到执行, 不适用于只有一

部分测试用例被选择执行的情况. 而 NAPFD则是 APFD指标的一个拓展, 它包含了执行部分测试用例检测到的

错误占所有错误的比例, 因此适用于只有一部分测试用例能够得到执行的情况.
此外, 本文还使用了 TTF (test to fail)值作为另一个衡量指标, 其意义是排序后的测试用例集中第 1个揭错测

试用例所在的位次, 测试用例排序的目的就是尽早揭示错误, 如果开发人员及时得到了此次集成中有错误的反馈

(取决于第 1 个揭错测试用例的位次), 那么就会更早地对代码进行深入的检查修改. 第 1 个揭错测试用例排的越

靠前, TTF值就越小, 表明排序效果越好.
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为了验证排序的效果, 召回率 (recall)也是一个重要的衡量指标, 它衡量的是检测出的错误 (即排在总执行时

长前半段的揭错测试用例)占所有错误的比例, 召回率越大, 证明测试出的错误就越多, 表明排序效果越好.

 4.4   实验结果与分析

 4.4.1    对研究问题 1的分析

图 6、图 7分别为 NAPFDc奖励函数和 NAPFD奖励函数的实验结果, 均将指针排序方法与 RETECS方法做

了比较. 图中横坐标表示持续集成的周期数, 纵坐标表示在每个周期方法排序结果的 NAPFD值, 蓝色曲线、红色

曲线分别展示了指针排序方法 (pointer ranking method, PRM)和 RETECS的排序效果随集成周期数增加的变化,
黑色实线和虚线分别是蓝色、红色曲线的一次拟合, 指示了 NAPFD 值随周期数变化的趋势, 也表示了模型的学

习趋势. 为了展现方法真实的排序效果, 测试用例集中只有一个测试用例的集成周期, 其结果没有被画在图中, 因
为此时不需要进行排序. 在实验中, 我们使用 NAPFD作为奖励函数评价指标, 是为了更好地展示排序效果随集成

周期推移的变化情况: 若使用 NAPFDc 作为衡量指标, 由于其计算考虑了测试用例的执行代价, 而每个集成周期

包含执行时长各异的测试用例, 且同一个测试用例在不同集成周期中执行时长也会有差异, 因而不能够公平地比

较每个集成周期的排序序列检错效果, 而 NAPFD 值的计算关注的是揭错测试用例的排序位次, 这在各个集成周

期中是可比较的, 因此我们使用 NAPFD作为衡量指标, 比较模型在不同集成周期的排序效果.
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图 6　使用 NAPFDc作奖励函数的指针排序方法与 RETECS实验结果比较
 

在 5 个数据集上, 观察学习曲线, 从图 6 和图 7 的排序方法效果的对比可以看出, 选择 NAPFDc 作为奖励函

数对模型的激励效果更好, 因为其考虑了测试用例的执行代价, 相对于单纯考虑测试用例排序位次的 NAPFD 来

说, 其包含了测试用例的执行时长, 能够指示模型尽可能将执行时间短的测试用例排在前面, 而这在有时间限制的

测试用例排序场景下是较为重要的. 在图 6中, 模型初始时没有学习到对测试用例进行排序的模式, 因此表现效果

较差, 随着集成周期数的增加, 模型根据排序结果反馈调整策略, 学习到排序的模式和如何应对环境的变化, 排序

效果逐渐提升, 最终达到了一个较好的排序效果, 这证明了强化学习技术可以在变化的环境中学习到排序模式, 并
进行策略的适应性调整. 在图 7中, 使用 NAPFD作为奖励信息时, 指针排序方法在 Paint Control、GSDTSR、Nfe、
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Bcel数据集上表现效果逐渐下降, 这可能是由模型的欠拟合或是奖励信息不够明确, 对模型更新产生误导所致, 因
为方法的特殊性, 模型是将整个测试用例集作为一个样本, 在每个集成周期结束时才获得一次反馈并更新一次参

数, 这使得模型得到的奖励较为稀疏, 在如此稀疏的奖励引导下学习, 奖励函数的设计便至关重要.
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图 7　使用 NAPFD作奖励函数的指针排序方法与 RETECS实验结果比较
 

RETECS算法在 Paint Control、IOF/ROL、GSDTSR、Bcel、Nfe这 5个数据集上的平均NAPFD值分别为 0.653 5、
0.325 4、0.121 4、0.033 1、0.241 8, 而指针排序方法在这 5个数据集上的平均 NAPFD值分别为 0.428 9、0.410 5、
0.660 3、0.344 8、0.453 5, 由图 6 和 NAPFD 平均值知, 在 IOF/ROL、GSDTSR、Bcel、Nfe 这 4 个数据集上, 使
用 NAPFDc作为奖励函数的指针排序方法的表现好于 RETECS, 不仅其 NAPFD平均值更高, 且其在大多数集成

周期上的表现也更好, 由拟合的直线可看出其良好的学习趋势. 从算法稳定性来看, RETECS算法在 Paint Control、
IOF/ROL、GSDTSR、Bcel、Nfe 这 5 个数据集上的 NAPFD 值的方差分别为 0.261  1、0.114  1、0.114  1、
0.084 9、0.179 8, 指针排序方法在这 5个数据集上的 NAPFD值的方差分别为 0.080 5、0.070 9、0.129 3、0.093 9、
0.070 6, 由此可知指针排序方法在所有数据集上表现稳定. 在 Paint Control数据集上, 指针排序方法表现略差, 平
均 NAPFD值较低, 但 NAPFD值的方差更小, 排序效果更为稳定, 由剧烈抖动的曲线和较大的方差可知, RETECS
的表现效果很不稳定, 偶尔会达到很差的排序效果, RETECS算法在 Paint Control、IOF/ROL、GSDTSR、Bcel、
Nfe 这 5 个数据集上的最差 NAPFD 值分别为 0.070 7、0、0、0、0.001 5, 指针排序方法在这 5 个数据集上的最

差 NAPFD值分别为 0.280 4、0.261 1、0.296 5、0.114 7、0.350 2, 由此可知, 在最坏情况下, RETECS在 5个数据

集上的排序效果微乎其微, 在原有测试用例集包含揭错测试用例的情况下, 经过排序、选择、执行的测试用例集

甚至有可能检测不出错误, 而指针排序方法在最坏情况下仍能够进行较为合理的排序, 将揭示错误的部分测试用

例识别出来并前排, 排序效果尚可. 方法的稳定性在实际应用中也是至关重要的, 一个在某些情况下表现极差的排

序算法可能为后续的开发埋下隐患, 因而指针排序方法可能在实际使用中更有价值.
表 3、表 4 展示了各个算法在的 TTF 值和召回率的比较, 加粗的为最优值. 由表 3 知, 除了 Paint Control 和

Bcel, 在其余数据集上指针排序方法均有更小的平均 TTF值, 特别是在 GSDTSR数据集上, 指针排序方法与 RETECS

2720  软件学报  2023年第 34卷第 6期



方法的表现差距十分显著, 这表明指针排序方法能够有效地将第 1个揭错的测试用例排序位次提前, 使得开发者

能够更早地发现错误. 由表 4知, 在除 Paint Control外的所有数据集上, 指针排序方法均有更高的召回率, 表明在

有时间限制的情况下, 指针排序方法能够检测出更多的错误, 而在 Paint Control数据集上, 则是 RETECS方法能够

检测出更多的错误.
  

表 3    不同方法的 TTF平均值比较 
方法 Paint Control IOF/ROL GSDTSR Bcel Nfe

RETECS 3.205 2 9.435 8 665.538 3 1.149 4 31.518 4
PRM (NAPFDc) 6.188 5 3.795 4 24.448 6 1.743 8 7.358 9

  
表 4    不同方法的召回率平均值比较 

方法 Paint Control IOF/ROL GSDTSR Bcel Nfe
RETECS 0.776 1 0.440 4 0.167 6 0.096 4 0.505 3

PRM (NAPFDc) 0.537 4 0.541 1 0.723 9 0.418 5 0.587 4
 

 4.4.2    对研究问题 2的分析

本文接着改变了测试用例输入特征中的历史信息长度的大小, 探究这个变量对方法效果的影响. 历史信息即

为某个测试用例过去被执行所得的结果 (成功通过或失败), 基于以前失败过的测试用例很有可能再次失败的假

设, 基于历史信息的排序方法 [36]使用测试用例的历史执行结果作为排序依据, 其基本思想是将过去频繁失败的测

试用例排在前面, 而越长的历史信息则包含了测试用例的更多次的执行结果.
本文在 IOF/ROL和 Paint Control数据集上改变使用的测试用例历史信息长度进行实验, 图 8中横坐标表示

使用的历史信息长度, 纵坐标表示在 18个结果中, 每个结果相对于最好结果的百分比, 由图 8看出, 指针排序方法

受历史信息长度影响相对较小, 在两个数据集上, 历史信息长度由 2增加到 10的过程中, 其排序效果整体变化不

大, 在 IOF/ROL数据集上历史信息长度为 2时即可达到最优效果, 在 Paint Control数据集上历史信息长度为 5时
即可达到最优的效果, 这是因为指针排序方法在排序时不单考虑到单个测试用例的特征, 还参考了其他测试用例

的特征, 故而其对单个测试用例的历史信息依赖相对较小, 可以综合考虑全局信息, 而 RETECS 受历史信息长度

的影响较大, 由图 8(a)知, 在 IOF/ROL数据集上, 历史信息长度由 8增加到 9时, 其性能有了较大的提升, 且随着

历史信息长度的增加, 方法效果在不断变好, 表明在该数据集上, RETECS方法需要较多的历史信息进行测试用例

优先级的判断, 而由图 8(b)知, 在 Paint Control数据集上, RETECS在历史信息长度为 3、4时表现较好, 而后排序

性能随着历史信息长度增加而降低, 这表明在该数据集上过多的历史信息又对 RETECS造成了干扰, 这可能是因

为浅层神经网络难以处理如此复杂的信息. 这些结果表明, 指针排序方法不需要很长的历史信息就可以在数据集

上达到良好的效果, 且对于所利用的历史信息长度变化不敏感, 能够综合考虑多个测试用例特征进行排序, 而
RETECS因为基于单个测试用例特征赋予其优先级, 对所利用的历史信息变化敏感, 在使用时需要进行更多的参

数调整.
 4.4.3    对研究问题 3的分析

因为在集成过程中新增测试用例没有历史执行结果, 模型无法获得这部分特征, 因此可能学习不到排序策略,
于是本文去除数据集中在集成周期中新增的测试用例, 只保留那些含有历史执行信息的测试用例, 即回归测试用

例, 探究方法在这些有历史执行记录的测试用例上的表现如何, 图 9 是方法在 3 个处理后的工业数据集上 (Paint
Control、IOF/ROL、GSDTSR)的排序效果曲线, 表 5、表 6展示了各个算法 (其中指针排序方法使用 NAPFDc作
为奖励函数)在处理后的数据集上, 所有集成周期上的 TTF平均值和召回率平均值的比较.

由图 9、表 5、表 6 可知, 使用 NAPFDc 作为奖励函数时, 指针排序方法仍旧具有良好的学习曲线, 且在

IOF/ROL和 GSDTSR数据集上排序效果好于 RETECS, 在 Paint Control数据集上表现逊于 RETECS但更为稳定.
与图 6、表 3、表 4比较, 指针排序方法在这 3个处理后仅包含回归测试用例的数据集上, 表现与其在原先数据集
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上的表现相差不大, 而 RETECS 在处理后的 Paint Control 和 IOF/ROL 数据集上表现与原先相差不大, 在处理后

的 GSDTSR 数据集上模型效果却远好于原数据集, 模型训练曲线的学习趋势更为明显, 这表明 GSDTSR 中新增

的测试用例阻碍了 RETECS 的学习, 因为在测试用例的特征表示中, 为了保证历史信息长度的一致, 没有历史信

息或历史信息长度小于预先设定值的测试用例, 其缺少的历史执行结果会被当作“成功”对待, 用“成功”的结果填

充至固定长度, 这就导致新增测试用例与历史执行结果均为成功的测试用例特征表示没有不同, 使得模型难以区

分这二者区别, 并很难据此预测测试用例的失败概率, 这是考虑单个测试用例特征的缺点, 而指针排序方法在排序时

能够综合考虑所有测试用例特征, 即便有个别的新增测试用例, 也能够通过执行时长等其他特征的相对比较, 将其

放到合适的位置上, 不至于被历史执行信息直接误导. 实验结果表明, 新增测试用例没有对指针排序方法的效果产

生很大影响, 该方法在仅含回归测试用例的数据集上表现良好, 能够较好地处理不含历史信息的新加入的测试用例.
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图 8　输入不同历史信息长度的情况下方法的相对表现
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图 9　处理后数据集上不同方法的实验结果
 
 

表 5    处理后数据集上不同方法的 TTF平均值比较 
方法 Paint Control IOF/ROL GSDTSR

RETECS 2.786 0 7.934 7 415.448 6
PRM (NAPFDc) 5.977 4 4.002 1 45.480 4

 
 

表 6    处理后数据集上不同方法的召回率平均值比较 
方法 Paint Control IOF/ROL GSDTSR

RETECS 0.768 5 0.417 3 0.383 8
PRM (NAPFDc) 0.565 9 0.521 0 0.699 3

 

 4.4.4    对研究问题 4的分析

我们进一步比较了指针排序算法和 RETECS算法的训练与预测的平均时间, 实验结果如表 7、表 8所示.
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表 7    不同方法的平均预测时间的比较 (s) 
方法 Paint Control IOF/ROL GSDTSR Bcel Nfe

RETECS 0.014 2 0.017 6 0.646 9 0.001 7 0.010 9
PRM (NAPFDc) 0.158 1 0.211 5 21.975 9 0.023 5 0.129 6

 
 

表 8    不同方法的平均训练时间的比较 (s) 
方法 Paint Control IOF/ROL GSDTSR Bcel Nfe

RETECS 0.004 5 0.003 3 0.400 2 0.003 0 0.001 7
PRM (NAPFDc) 0.220 4 0.376 8 307.497 4 0.035 2 0.173 9

 

训练时间包含了计算奖励函数和模型根据所得奖励更新参数的时间, 预测时间包含了模型对每个测试用例的

优先级进行判定并据此排序的时间. 由结果可知, 总体而言, RETECS算法的执行效率比指针排序方法要高, 其具

有更短的测试时间以及训练时间, 本文认为这是指针排序模型复杂的网络结构所致, 相较 RETECS 模型, 其有更

多的网络参数, 因此在排序和训练时需要进行更多的计算. 但是, 在大部分数据集上 (4/5), 指针排序方法的训练/预
测时间与 RETECS相差不多, 如在 Paint Control、IOF/ROL、Bcel、Nfe数据集上, 指针排序方法的训练与预测时

间比 RETECS长不超过 0.4 s. 虽然前者在 GSDTSR数据集上的时间开销 (包括预测和排序时间)要比后者长得多

(由表 1知, 该数据集有百万级的执行结果数, 平均每个周期需要执行的测试用例数达 3 000以上. 因此, 指针排序

方法的时间开销大.), 但持续集成环境中的测试用例排序模型的训练是离线的, 而其平均预测时间仅有 20 s左右.
因此, 指针排序方法的时间开销不大, 结合其更好、更稳定的排序性能, 本文认为指针排序方法是一个非常有竞争

力的方法.

 4.5   有效性威胁

在本文场景下, 可能威胁实验有效性的因素分为两类: 内部有效性威胁和外部有效性威胁, 我们对其分析如

下, 并阐述了本文如何减轻这些威胁.
(1)内部有效性的威胁. 这一方面来自于算法实现中可能出现的错误, 为了减轻这方面的威胁, 本文使用了成

熟的开源机器学习库 PyTorch、Scikit-learn构建模型, 并且仔细检查了模型训练过程, 确保模型按照预先设想的网

络结构搭建, 按照合理的训练方法进行训练.
另一方面的威胁来自于机器学习算法的随机性对结果造成的影响, 因为初始的策略是通过随机化参数产生,

为了减轻这种威胁, 本文对每个实验都重复进行多次并取其平均值, 确保实验结果不是出于偶然.
在机器学习算法中, 参数的选择十分重要, 不同的参数可能在不同的环境下导致模型表现有较大差异. 为了减

轻这个威胁, 本文没有改变文献 [18] 对于模型参数的设置, 并且对于指针排序方法, 在多个数据集上使用的是同

一套参数, 没有对其做出调整, 使用的测试用例特征也和 RETECS保持相同, 以便进行公平的比较.
(2)外部有效性的威胁. 主要来自于使用的 5个数据集, 其中 Paint Control、IOF/ROL、GSDTSR都是被研究

者公布并且在相关工作中 [18,21−23]得到使用的数据集, 这证明研究者们相信其能够较好地反映真实的持续集成环

境, 能够成为衡量算法效果的试验田, 而 Bcel、Nfe则是来自于 GitHub的两个项目, 它们是高星数的大型项目 (星
数大于 100, 代码行数大于 60 000), 具有真实的持续集成环境下的测试数据. 但为了验证算法的有效性, 更多数据

集上的实验应该被添加.

 5   总结与未来展望

本文提出了一种新的持续集成环境中的测试用例排序技术——基于强化学习的指针排序技术, 它利用了强化

学习技术构建了一个模型, 其能够随着软件的演化适应性地调整自己的策略, 不同于以往的关注单个测试用例特

征的强化学习方法, 它将测试用例集整体作为模型输入, 在每一步排序时都利用注意力机制考虑所有测试用例的

特征, 并且得到对排序整体的结果反馈, 据此动态地调整策略. 相较于以往的机器学习算法, 它在排序时考虑的信
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息更加全面, 不容易被单个测试用例的特征误导而陷入局部最优, 且能够根据整体的排序效果反馈直接优化最终

目标, 不易被人为设立的中间目标误导.
本文基于 5个数据集进行了实验, 以便验证方法在真实场景下的排序效果和探究影响其排序效果的因素. 实

验结果证明了指针排序方法能够有效地提升测试的质量, 缩短发现软件错误的时间, 且随着集成周期数的增多, 模
型会越来越多地学习到如何排序、如何根据环境变化动态调整策略. 本文设计了两个奖励函数: NAPFD 和

NAPFDc, 由实验结果本文发现, 使用 NAPFDc作为奖励函数, 方法能够更有效地给予揭错且用时短的测试用例更

高的优先级, 排序效果好于 RETECS且表现更为稳定, 因为 NAPFDc奖励函数考虑了测试用例的执行代价, 能够

给予模型更为明确的指示. 通过对输入的改变, 本文探究得到结论: 指针排序方法不需要很长的历史执行信息就可

以达到较好的排序效果, 在可获得的历史信息长度改变时方法表现稳定, 因为指针排序方法不只考虑单个测试用

例的特征, 还参考了其他测试用例的特征, 故而其对单个测试用例的历史信息特征依赖较小. 此外, 通过对数据集

的处理本文发现, 得益于做决策时能够获得所有用例的信息, 方法在回归测试用例集上表现良好, 能够很好地处理

新增的无历史信息的测试用例. 通过记录模型的训练和预测时间, 本文发现指针排序方法的时间开销不大. 这些都

表明, 指针排序方法是一个有效的测试用例排序技术.
对于未来的展望, 本文有如下考虑: (1)在更多的持续集成数据集上对指针排序技术的有效性进行验证; (2)现

阶段的编码器设计使得测试用例的输入顺序仍对结果有影响, 且就结果来看方法的效果仍然欠佳, 考虑使用对输

入顺序依赖更小的、能提取更深层次特征的神经网络而非 RNN作为编码器, 设计更为精细的模型; (3)考虑加入

更多有用的测试用例特征, 帮助方法提升排序性能.
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