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摘　要: 在数据量与数据复杂度不断增加的时代, 大数据处理与分析成为当前的热门研究内容, 高维空间数据的使

用越来越频繁, 数据检索和访问速度成了衡量数据处理系统性能的重要指标. 因此, 如何设计实现一种高效的高维

索引结构, 提高查询访问速率、降低内存占用, 变得至关重要. 近年, Kraska等人提出了学习型索引的方法. 实验证

明该方法在真实数据集上表现良好. 之后机器学习与深度学习在数据库系统中的运用越来越广泛. 众多研究者尝

试在高维数据上构建学习型索引, 来提升高维数据的查询速度. 但是目前的高维学习型索引采用的方法并不能将

数据分布的信息有效利用起来, 而且过于复杂的深度学习模型使得索引初始化开销过大. 结合空间区域划分与降

维两种技术, 提出一种新颖的高维学习型索引. 它能更有效地利用数据分布信息提高索引的查询效率, 并利用多段

线性模型在保证查找精确度的前提下尽可能减少索引初始化的开销. 分别在随机生成的数据集和开源街区地图数

据集上进行实验验证. 结果表明, 与现有的高维索引相比, 其在索引构建、查询效率、以及内存占用方面都有显著

提高.
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Abstract:  In  recent  years,  the  prevalent  research  on  big-data  processing  often  deals  with  increased  data  scale  and  high  data  complexity.
The  frequent  usage  of  high-dimensional  data  poses  challenges  during  application,  such  as  efficient  query  and  fast  access  of  database  in  the

system.  Hence,  it  is  critical  to  design  an  effective  high-dimensional  index  to  increase  query  throughput  and  decrease  memory  footage.

Kraska  et  al.  proposed  learned  index,  which  has  been  proved  superior  in  real-world  low-dimensional  datasets.  With  the  success  of  wide

adoption  of  machine  learning  and  deep  learning  on  database  management  system,  more  and  more  researchers  aim  to  set  up  learned  index

on  high-dimensional  datasets  so  as  to  improve  the  query  efficiency.  However,  current  solutions  fail  to  effectively  utilize  the  distribution

information  of  data,  and  sometimes  incur  high  overhead  on  the  initialization  of  complex  deep  learning  models.  In  this  work,  an  improved

high-dimensional  learned  index  (IHDL  index)  is  proposed  based  on  the  division  of  data  space  and  dimension  reduction.  Specifically,  the
 

 

*   基金项目: 国家重点研发计划 (2018YFB1004401); 国家自然科学基金 (61772537, 61772536, 62076245, 62072460)
收稿时间: 2021-02-10; 修改时间: 2021-04-17; 采用时间: 2021-07-01; jos在线出版时间: 2022-07-15
CNKI网络首发时间: 2022-11-15 

软件学报 ISSN 1000-9825, CODEN RUXUEW E-mail: jos@iscas.ac.cn
Journal of Software,2023,34(5):2413−2426 [doi: 10.13328/j.cnki.jos.006414] http://www.jos.org.cn
©中国科学院软件研究所版权所有. Tel: +86-10-62562563

mailto:licuiping@ruc.edu.cn
http://www.jos.org.cn/1000-9825/6414.htm
http://www.jos.org.cn/1000-9825/6414.htm
http://www.jos.org.cn/1000-9825/6414.htm
http://www.jos.org.cn/1000-9825/6414.htm
mailto:licuiping@ruc.edu.cn
http://www.jos.org.cn/1000-9825/6414.htm
http://www.jos.org.cn/1000-9825/6414.htm
http://www.jos.org.cn/1000-9825/6414.htm
http://www.jos.org.cn/1000-9825/6414.htm
mailto:jos@iscas.ac.cn
https://doi.org/10.13328/j.cnki.jos.006414
http://www.jos.org.cn


index  utilizes  multiple  linear  models  on  the  dataset,  and  decreases  the  initialization  overhead  while  maintains  high  query  accuracy.
Experiments  on  the  synthetic  dataset  and  the  OSM  dataset  verifyits  superiority  in  terms  of  initialization  overhead,  query  throughput,  and
memory footage.
Key words:  learned index; high-dimensional index; Hilbert curve; machine learning
 

随着互联网和大数据时代的发展, 各种数据爆炸式增长, 数据格式也随之越来越复杂, 基础数据类型以外的如

图像、声音、文本等复杂数据类型的使用也越来越广泛, 这些数据大多是以高维度的形式进行存储、运算, 这就

使得快速准确的高维数据查询变得更加重要, 如何构建高效快速且节省内存空间的高维索引成为提高数据查询效

率的关键.
常用的高维数据查询类型有范围查询、点查询和最近邻查询等. 范围查询即在给定数据空间中, 返回一定查

询范围内的所有数据点; 点查询可以看做一种特殊的范围查询, 即给定的查询范围很小, 只有唯一满足条件的数据

点; 最近邻查询是给定数据空间中的一个目标点, 返回空间中距离它最近的一个或几个数据点.
由于大数据应用中数据量的庞大, 使得用遍历的方式对高维数据进行查询变得低效不可行, 所以必须为高维

数据搭建专门的索引结构. 最典型的传统高维索引结构有 R树 [1]及其各种变体如 R* 树 [2]、R+ 树 [3]、QR树 [4]等,
以及四叉树及其各种变体 [5−7]. R树是 B树在高维数据的拓展, 也是一种平衡树. 它将高维数据按范围划分, 每个结

点都对应一个区域, 非叶结点中存储其所有子结点的区域范围, 保证它的所有子结点区域都落在它的区域范围之

内; 叶结点中存储其区域范围之内的所有高维对象的外接矩形. 每个结点所能拥有的子结点数目有上、下限, 用来

保证 R树的动态平衡. R树极大地提高了高维数据的检索效率, 但是它本身存在一定的缺陷, 其各种变体尝试从不

同方面弥补它的不足, 但是当数据维度较大的时候, 它们的查询速度会骤降, 数据量增加时, 也会影响它们的查询

效率, 而且 R树本身内存占用极大, 构建过程也十分耗时. 四叉树与 R树类似, 它是将平面空间四等分, 然后在四

等分上迭代划分, 它的应用只局限于二维空间, 而且查询与维护的开销较大. 在数据高度发达的当下, 显然传统高

维索引并不能满足人们的查询需求. 为了解决传统高维索引结构的缺点, 国内外研究者在索引结构中引入了机器

学习和深度学习的知识, 利用学习的方式来代替传统索引, 将查询转换为模型的一次预测, 这样就可以依赖计算机

的计算优势来提高索引查询效率. 最初的高维学习型索引是对整个数据空间进行模型训练, 但是结果并不理想, 模
型难以收敛, 精度明显无法满足需求, 而且模型只能针对单一的数据分布, 迁移性很差, 于是数据降维和空间区域

划分等策略被运用到了索引结构中. 为了有效地使用学习型方法, 首先需要将高维数据按照一定的顺序排列, 数据

降维类索引的思路是先将空间中所有点降至一维, 然后在一维有序数据上训练模型, 这类方法会将全部降维后的

数据进行排序, 并对整体数据训练模型, 所以会存在误差大、模型复杂、训练时间久、难以收敛等缺点; 空间区域

划分类索引首先在数据轴上对空间进行切分, 然后对数据空间进行排序, 从而使空间内的数据有序, 再利用学习的

方式筛选与查询相关的区域, 遍历相关区域内数据点. 这种方法稳定性较差, 查询效率易受查询范围影响.
针对上述问题, 本文尝试结合空间区域划分和数据降维两种策略, 尽可能将数据分布的信息全部利用起来, 构

造符合数据分布的高维学习型索引结构, 提升高维数据查询效率. 除此之外利用最简单的多段线性模型, 在保证查

询精确度的前提下, 尽可能降低索引的构建开销和存储开销.

 1   相关工作

近年, 机器学习和深度学习技术与数据库系统的结合越来越紧密, 如文献 [1]介绍, 数据库的查询优化、数据

布局、索引构建、索引推荐等方面都引入了学习型的思路, 而机器学习和深度学习也常常会依靠数据库技术来提

速. 数据库系统与机器学习已经发展到了互相促进、互相提升的阶段. 索引技术也是数据库与机器学习结合的重

要研究方向. 与传统的数据库索引相比, 学习型索引有更好的搜索性能和更低的空间占用率. 传统索引大多是通用

数据结构, 并不会考虑底层数据分布, 这就会使得大部分有关数据分布的有效信息被遗漏, 而学习型索引就是将这

些信息利用起来, 依据数据分布来构建索引结构, 从而提高检索效率, 它的核心思想是: 将索引看做是一种数据检

索的模型.

 1.1   一维学习型索引

学习型索引最早是在 2018年由 Kraska等人 [8]提出. 这篇论文的主要贡献是提出了用模型代替索引结构的思
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想. 他们认为当数据分布本身存在一定规律的时候, 就可以利用已有的规律进行检索, 而不用通用数据结构. 如有

序数据, 可以用近似累计分布函数 CDF来预测数据的位置, 累积分布函数模型的预测复杂度为 O(n). 如图 1所示,
学习型索引将索引结构看作模型, 将传统树型结构的页面大小看做是机器学习模型的最大误差, 只要使得模型的

预测误差小于页面大小就等于保证了查询精度. 文献 [8] 针对这种思路实现了一种递归索引结构, 来解决单个模

型在较大数据集上误差太大的问题, 递归结构用多层全连接的模型做索引, 查询的关键字作为输入, 数据位置作为

输出, 由上层模型来对下层模型做出选择, 逐层递归, 由最底层模型做出最终预测. 递归索引在每层使用了不同的

模型, 顶层因为需要学习大范围的复杂数据分布, 所以使用较为复杂的神经网络, 下层只需要学习少量数据的分布

信息, 所以使用简单的线性回归模型来降低模型复杂度, 使得时间和空间的开销都相对更小一些. 而且系统会设置

阈值, 当数据分布难以拟合时, 就会在模型最底层使用传统的 B树. 在真实数据集的实验中, 递归索引的查询效率

和存储空间占用都比传统树形结构索引有了不止一个数量级的提升. 随着学习型索引思路的普及, 众多学习型索

引结构也纷纷被提出, 它们分别适用于不同应用场景. 如自适应树 [9], 它只对数据进行一次遍历, 然后根据设定的

最大误差构建多段模型, 并用树形结构来存放训练结果, 极大地降低了学习型索引的训练时间, 以及模型的空间消

耗. 文献 [10]是针对动态数据进行构建, 文章认为索引更新的时候, 需要进行大量的数据移动, 于是它改变了原始

数据的数据分布, 对原数据进行模型预测, 将数据按照预测的位置存放, 并在数据之间增加大量空隙, 以此来减少

索引更新时数据移动带来的开销, 解决了学习型索引不能进行增删改的问题; 文献 [11]是在递归模型的基础上更

换了底层模型, 用简单的线性模型代替神经网络, 用来降低索引的复杂度; 文献 [12] 也是根据数据分布学习多个

线性模型来进行检索, 并对每个模型的精度进行判断, 当数据不满足线性关系的时候, 更换模型进行拟合; 文献 [13]
认为递归模型直接用模型对数据进行划分会造成额外的误差, 所以提出使用数据之间的距离作为划分依据, 当相

邻数据之间的距离大于阈值之后, 就会进行切分, 然后对每个数据段分别训练模型, 以此来提高模型的精度. 学习

型索引的思路不光被应用在数值型索引上, 在其他数据类型上也有诸多成果, 如文献 [14]将学习型索引的思路应

用到了字符型数据中, 它用字符串中去掉公共前缀的子串来代表整个字符串作为模型的关键字, 并保持原始的字

符串排放顺序作为位置, 针对它们训练递归模型; 文献 [15] 提出用学习型的思路改进布隆过滤器, 提高存在型查

询的效率; 文献 [16] 用线性函数代替插值排序算法, 可以提高排序后查询的速度. 这些研究在不同方面提升了学

习型的性能, 使得学习型索引这一研究方向被进一步挖掘. 除了上述种类学习型以外, 还有一些研究是在传统索引

结构的基础上进行的, 如文献 [17−19] 提出的各种索引结构, 它们均以 B 树为基础, 在其中运用机器学习的方法,
来提高检索速度、更新速度等.
  

关键字 关键字

模型

位置 位置

位置+最大误差位置−最大误差

B 树

··· ··· ······

位置+页面大小

图 1　B树与学习型索引
 

 1.2   高维学习型索引

随着一维数据上学习型索引的探索, 研究者逐渐把学习的思路代入了多维空间, 用来提升高维索引的性能. 最
有代表性的传统多维索引是 R树, 但是它本身存在维度爆炸等缺点, 众多研究者试图引入学习型索引的方法来解

决传统索引的问题. 高维数据的学习型索引大致可以分为两类: 基于降维的索引和基于空间区域划分的索引.
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基于降维的高维学习型索引核心思想是: 先将高维数据降至一维, 然后针对一维有序数据利用现有技术进行

检索. 具有代表性的如Wang等人提出的 ZM索引 [20], 它采用了 Z排序方式对高维数据进行预处理. Z排序所依据

的 Z曲线是一种空间填充曲线, 它可以将多维向量空间完全填充, 使所有的数据点都映射到一维空间, 每个多维向

量都可以转换成一个唯一的整数, 即 Z地址. 而且可以保证高维数据之间原有的大小关系, 即当一个数据点的每个

维度都大于另一个数据点时, 它对应的 Z地址也一定大于另一个点. 这就可以保证将高维的范围查询转换成一维

数据范围查询. 进行降维后 ZM索引将一维数据进行排序, 并选择采用文献 [8]先前提出的递归模型, 训练有序一

维数据的累积分布函数. 在利用索引进行查询的时候, 首先将查询范围进行降维, 然后利用训练好的递归模型进行

预测, 返回全部范围内数据的一维形式, 最后对一维数据进行反映射, 即为满足查询条件的数据点. 在高维数据的

降维上, 文献 [21]提出了另一种方法. 他们设计的空间索引首先将数据空间根据空间中心点和空间边界进行分区,
并将每个分区边界的中心点定义为该分区的参考点. 然后将数据按照其与所在分区参考点之间的距离进行排序,
从而达到高维数据降维的目的. 文献 [22] 也提出了不同的索引方式, 他们设计实现的索引结构, 首先根据数据分

布, 把数据划分开, 然后选择每个集合的中心作为参考点, 运用与文献 [21]一样的方式, 将每个集合内的高维数据

转换成与参考点之间的距离, 接着又对集合进行排序, 给每个集合设置一个偏移值, 将全部高维数据转换成距离与

偏移的和, 从而实现整体数据的降维. 针对已经降成一维的数据, 文献 [22]还是沿用了递归模型的思路, 训练数据

的累积分布函数来做检索.
基于空间区域划分的高维学习型索引核心思想是: 根据数据分布对数据空间在数据轴上进行规则的划分, 然

后对与查询范围相关的区域进行检索. 具有代表性的成果如文献 [8]设计实现的空间索引系统 Flood[23]. 系统首先

选择查询最频繁的维度进行排序, 然后将剩余维度根据每个维度的数据密度将其划分成小网格. 当使用索引进行

查询的时候, 首先通过查询条件得到需要遍历的数据网格, 将索引范围约束在这些网格中, 然后对已经排序的网格

进行查找. 由于每个网格内的数据已经根据第一维度排序, 所以可以使用一维索引的技术进行检索. 与文献 [23]
一样使用空间区域划分方法的还有 Li等人设计实现的空间数据索引系统 LISA[24]. 它也是根据数据轴对空间进行

规则的切分, 然后用学习的方法进行检索. 但是与文献 [23]不同的是, 它训练了一个单独的分区预测模型, 学习数

据的分区信息, 这样就可以实现对不同数据分布都通用的索引结构. 针对最近邻查询, 文献 [25] 也提出了一种以

学习型方法进行空间划分的方法, 他们根据数据的分布将空间分成尽量均匀的几部分, 保证每个点的最近邻点基

本来自相同部分, 这样就可以极大地提高最近邻查询的速度.
除了上述研究成果, 还有许多高维学习型索引结构被提出, 如文献 [26]在 Flood的基础上, 增加了对倾斜查询

和工作负载的考虑, 对网格划分进行了优化, 提高了索引的内存利用率; 文献 [27] 认为维度爆炸是影响高维索引

的主要因素, 于是提出学习各个维度之间的相关性, 对索引中相关性强的维度进行删减, 由此来提高索引的查询效

率; 文献 [28] 将学习型索引运用到地图查询上. 它们大多只可以实现高维空间的某一种查询方式, 并不能同时满

足多种查询, 而且也只针对静态数据, 难以实现数据的更新.

 2   索引设计

本节将详细描述基于空间划分和降维的增强高维学习型索引 IHDL (improved high-dimension learned index)
的结构设计. 如上文所述, 本文的目标是尽可能利用高维数据的数据分布信息, 构建高效的学习型索引; 同时尽可

能降低索引构建和存储的开销, 实现轻量级高维索引. 由于数据本身分布存在差异, 所以将全部数据进行降维排序

处理或者是对数据轴进行均匀划分, 并不能有效地将数据分布的信息利用起来, 而且只靠单个机器学习模型很难

学习空间数据的整体分布规律, 模型的误差较大. 所以如何根据数据分布将空间分区域处理, 并在每个区域内训练

高效的模型结构成了提升高维学习型索引效率的关键.
IHDL 索引设计了 3 个处理阶段对数据分布进行学习: (1) 利用聚类算法根据数据的聚集程度将空间划分成

K 个区域, 使相同区域内的数据分布尽可能集中, 不同区域之间的数据分布尽可能分散, 这样有利于下一步的模型

训练; (2)对每个空间区域中的数据, 利用 Hilbert编码的方式分别进行降维排序处理, Hilbert编码是现有降维技术

中稳定性最好的, 可以在保证空间数据相对位置的前提下实现降维, 而且当数据空间改变, 编码阶数增大的时候,
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也可以保证数据点之间的相对位置不被改变; (3)针对每个区域已经降维的数据进行学习型模型的训练, 尽可能去

拟合对应空间区域的数据分布. 除此之外, 由于不同数据区域的模型都是独立训练维护, 所以有数据更新需要进行

模型重新训练的时候, 只需要对数据更新涉及区域重新训练模型即可, 不需要对整个索引结构进行更改, 从而极大

地减少了索引维护的成本, 提高了索引的可扩展性.
由图 2可以看出 IHDL索引主要分为 3个部分: (1)根据聚类结果对数据空间根据数据的分布情况进行划分,

将整个空间划分成 K 个部分, 并对每个部分分别进行 Hilbert降维处理, 对降维数据进行排序得到 K 个有序数列;
(2)初始化 K 个模型, 针对 K 个有序数列进行模型训练, 得到 K 个一维的学习型索引; (3)进行数据查询时, 首先根

据其在空间中的位置, 定位所涉及查询的目标区域, 并对查询边界其进行降维, 然后利用该区域的模型预测数据

所在的位置, 根据设定的误差边界在预测位置的两侧进行二分查找. 接下来, 我们将对索引的各个部分进行逐一

介绍.
  

数据分区降维 模型训练 数据查询

查询信息
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降维并预测

结果输出
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图 2　IHDL索引整体架构
 

 2.1   空间区域划分

如上文所述, IHDL 索引尽可能根据数据分布进行学习, 从而提高索引的效率, 减少查询误差. 然而空间数据

分布普遍较为复杂, 很难用一个模型学习到全部数据分布的信息, 所以需要对数据空间进行有效地分割. 大多空间

数据存在一定的聚集性, 如在地图类型数据集中, 整体数据点的分布存在区域性, 反映在现实地图中, 就可以理解

为, 有的区域内地点与建筑分布较为密集, 而有的区域则比较稀疏. 所以根据数据分布的聚集情况进行空间划分,
可以有效地将分布较为相似的数据划分到同一个区域, 而且分布相似的点进行 Hilbert编码以后, 可以使模型更容

易学习, 精度更高.
根据上述分析可知, 我们需要在降维处理前, 先对空间数据进行聚类, 按照聚类结果, 将空间划分成不同的子

区域, 使得在相同子区域内, 数据分布较为相似, 不同子区域内数据分布不同. 在划分结果上进行多段线性模型的

训练, 不仅可以提高训练速度, 更可以提升模型的精确度. 本文采用基于划分的聚类算法 K-means, 这是一种简单

有效的无监督学习算法, 可以快速实现区域划分, 而且最大限度地保证数据区分度. 由于高维数据存在维度诅咒的

问题, 即当数据维度过高时, 各数据点直接的距离会趋于一致使得一般距离公式失效的现象. 所以 K-means需要根

据数据的维度对距离公式进行选择, 当数据维度较低时采用较为简单的欧式距离, 数据维度过高时采用余弦相似

性. 算法 1 展示了数据空间划分的过程. 显然, 作为 K-means 的超参数, K 值的设定会影响索引的效率, 设定过大

的 K 值可以使得空间被划分成很多区域, 每个区域内数据量小, 模型精度高, 但是训练大量模型会造成极大的开

销; 设定过小的 K 值, 会使得每个区域内数据量较大, 模型精度难以保证. 不同的数据分布需要设定不同的 K 值,
在实验部分我们将进行详细的说明. 除此之外, 当数据量太大时, 也可以使用 K-means的各种优化版本进行优化.
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算法 1展示具体的聚类及空间区域划分的过程. D 为空间数据集, 首先根据 K-means算法进行迭代, 计算每个

数据点与所有中心点的距离, 选择与其距离最近的簇作为自己的标签, 全部数据计算之后, 更新聚簇中心点, 再次

迭代全部数据, 直至聚类簇不发生改变为止. 最后根据聚类返回的聚簇中心点和聚簇边界, 将数据空间划分成 K
个部分.

算法 1. 空间区域划分过程.

{d1,d2, . . . ,dn}输入: 数据空间的全部高维数据 D =    ;
{P1,P2, . . . ,Pk}输出: 子空间区域 P =    .

{C1,C2, . . . ,Ck}初始化: 随机选择 K 个点作为聚类中心 

1. 重复以下过程直到聚类簇不发生变化{
2. 　　对于每个数据点 d, 计算其与所有聚类中心之间的最小距离:

Ci←min(|d−Ci|)3. 　　 

4. 　　将 d 分配到第 i 簇;
5. 　　对于每个簇重新计算中心点}
6. 计算每个聚类中心与该聚簇中数据的最远距离:

d_maxi←max(| p−Ci |)7.  
Pi← (Ci,d_maxi)8.  

 2.2   降维与模型训练

本节详细介绍 IHDL 索引的降维与模型训练过程. 第 2.1 节的空间区域划分, 已经将整个高维空间划分成了

K 个部分. 接下来就是针对每个区域进行降维处理, 并对降维的数据进行模型训练. 在一维空间中, 数据之间有自

然的大小关系, 对于范围查询只要返回两个边界点之间的全部数据即可, 但是高维数据本身没有固定的相对大小,
无法进行有规则的排序, 学习型索引只适用于有序数据, 所以需要运用 Hilbert 的映射方式, 将高维数据映射成

一维.
如图 3所示, Hilbert曲线是一条可以将整个空间填充的曲线, 其构造方式是把前一阶的曲线复制 4份, 将左下

角和右下角的曲线做一个沿对角线的翻转, 然后增加 3条线段把这 4份连起来, 这样一直划分的极限就是 Hilbert
曲线. 该曲线将高维空间的数据点全部串连起来, 使得高维数据有了固定的排序, 这样就可以实现高维数据向一维

的映射. 除此之外, Hilbert曲线还具有很好的聚集性, 在空间中相近的点在 Hilbert曲线上也一定相近, 这就使得编

码后的数据保留了原始数据的分布特点.
  

图 3　1–3阶 2维 Hilbert曲线
 

Hilbert降维就是根据数据点在 Hilbert曲线上的位置即 Hilbert编码, 将其降成一维. Hilbert编码的计算过程

为: 首先确定高维数据在 1阶 Hilbert曲线的所在位置, 然后一直迭代至 Hilbert初始化的最高阶, 将该数据点在各

阶中位置的二进制编码连起来就是其在 Hilbert曲线上的编码. 例如数据点 (5, 2)在 3阶 Hilbert曲线上的编码, 首
先点 (5, 2) 在 1 阶曲线上, 位于 2 的位置, 二进制为 10, 然后在 2 阶曲线位于 0 的位置, 二进制为 00, 最后在 3 阶
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曲线上位于 2的位置, 二进制为 10, 将二进制编码连起来 100010, 即为点 (5, 2)的 3阶 Hilbert编码, 转换为十进制

是 34.
对于已经降至一维的数据, 首先我们尝试使用全连接神经网络进行拟合, 用 Hilbert编码作为神经网络的输入,

数据在一维序列里的位置作为每个数据的标签, 神经网络采用双隐藏层, 采用 ReLU做激活函数进行非线性变换,
用预测值与真实值的均方差 (MSE) 做代价函数, 对模型进行多次训练循环, 尽可能降低每个分区内模型的预测

误差.
在采用神经网络做模型时, 训练开销很大, 需要花费大量时间来拟合数据. 除此之外, 每个网络的误差并不相

同, 所以需要为每个模型维护一个误差边界, 这样就造成了模型精度的不一致, 在预测值两侧进行二分查找的范围

难以统一, 而且对于误差较大的模型, 查找时间较长. 当分区内数据量较小的时候, 降维数据的线性特征较为明显,
所以并不需要训练有非线性变换的神经网络. 采用多段线性模型来拟合降维后的数据分布不仅可以满足精度要

求, 更可以减少模型训练的复杂度、提高查询速度、减少模型的训练时间. 多段线性模型的构建过程采用自适应

树 [9]中提及的思路, 对一维有序数列进行遍历, 增量式地进行构建, 判断每个节点是否满足前一个线性函数预设的

误差边界, 如果不满足就以该节点为起点, 构建新的一个线性函数, 最后将所有线性函数的起点和斜率存到树形结

构中. 具体算法如算法 2所示. 多段线性模型的分段依据是误差边界, 所以只需要控制误差边界的大小就可以保证

模型的准确性, 例如当误差边界与 R树的节点容量相同时, 可以看作其准确性与 R树相同. 除此之外, 多段线性模

型也统一了每个分区的误差边界, 极大地减少模型训练带来的不确定性. 在本文实验部分还对误差边界对查询效

率的影响进行了实验分析, 来对比不同误差小查询效率的变化. 多段线性模型的构造复杂度为 O(n), 远小于复杂

神经网络的训练复杂度, 可以大幅减少模型训练所带来的开销.

算法 2. 多段线性模型训练过程.

输入: 一维的 Hilbert编码 keys, 一维数据中的位置 pos, 误差边界 err;
输出: 多段线性模型.

slopehigh ← ∞ slopelow ← 0初始化: 第一个 key 作为第一段的起点,            ,      

1. 对 keys 中的每一个 k 做如下操作{

slopelow ⩽
k.y− key.y
k.x− key.x

⩽ slopehigh2. 　　如果  

slopehigh slopelow :3.　　 　　更新   、 

slopehigh←min
(

k.y+ err− key.y
k.x− key.x

, slopehigh

)
4. 　　　　  

slopelow←max
(

k.y− err− key.y
k.x− key.x

, slopelow

)
5. 　 　　　 

slopehigh slopelow6. 　　否则 k 作为新的起点, 初始化   、   }

 2.3   数据查询

在介绍查询过程前需要先介绍 Hilbert曲线的非封闭性. 其定义如下所示.
定义 1. 非封闭性. 给定一个封闭区域, 与一条无限长的曲线, 若曲线的两个端点总是在封闭区域的边界外, 则

称该曲线满足非封闭性.

premin premax

premin − err premin + err premax − err premax + err

第 2.2节提到, 在降维数据上训练得到 K 个独立的模型, 而且所有模型都有共同的误差边界, 使用索引进行查

询时, 首先定位与查询相关的空间区域, 计算每个相关区域内与查询区域的交集. 由于 Hilbert曲线满足非封闭性,
所以对于给定的查询超矩形, Hilbert曲线一定会与超矩形相交, 这就使得该超矩形内数据的 Hilbert编码最大值与

最小值必然出现在查询矩形的边界上. 所以范围查询可以转换成两次点预测, 只需要计算交集边界上的 Hilbert编
码最大最小值, 然后在线性模型中分别进行预测, 返回预测值   和   . 由于预测值有误差边界 err, 所以需

在 [    ,     ] 和 [    ,     ] 的区间分别进行二分查找, 求得查询相交区域的
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ymin ymax ymin ymax

ymin ymax

Hilbert编码最大最小值所在的具体位置   与   . 满足查询要求的高维数据即分布在 [   ,    ]的区间内. 又
由于 Hilbert 曲线的非封闭性, 导致 [   ,    ] 之内存在一部分不满足查询条件的数据, 所以对全部返回数据进

行筛选, 即为范围查询的结果.
另外, 如果直接对所有空间区域进行相交判断会产生较高的计算开销, 所以要首先对可能相交的区域进行预

筛选, 在可能相交的区域里计算交集. 预筛选的流程是, 首先对空间区域从左下到右上进行编号, 然后计算查询范

围的左下点和右上点所在区域编号, 两个编号之间的所有区域即为可能相交区域. 这样可以一定程度上减少与查

询无关区域的访问.
IHDL不仅实现了常见的范围查询, 它采用查询转换的方法将最近邻查询转换成范围查询以此来实现最近邻

查询. 如算法 3所示, M 为数据区域的数据密度, 在查询转换的时候, 首先根据分区内的数据密度预测一个初始的

查询范围, 返回该范围内距离查询点最近的前 K 个数据点. 如果范围内点数量小于 K, 则再次根据数据密度将查询

范围逐渐扩大, 直至返回全部满足条件的数据. 算法平均复杂度为 O(m×K), 其中 m 为进行范围查询的次数, K 为

最近邻查询点数量.

算法 3. 最近邻查询转范围查询.

输入: 查询点 p, 查询数据量 k;
输出: 距离点 p 最近的 k 个数据点.

1. 选择 p 所在空间区域

d←
√

M× k2.  
3. 在以 p 为中心边长为 d 的区域内做范围查询

4. 如果返回数据量不足 k:
5. 则迭代 d = d + △d, 重复做范围查询, 直到返回数据量大于 k, 选择距离 p 最近的 k 个数据点

6. 如果返回数据量超过 k:
7. 返回离 p 最近的 k 个数据点

 3   实验评估

本节, 我们通过一系列实验评估 IHDL索引的性能, 并与 R树、四叉树、ZM索引、Flood索引在构建时间、

查询效率、索引内存占用等方面进行对比 ,  从而验证本文模型的有效性 .  同时对比了运用神经网络的模型

IHDL_DNN和多段线性模型的 IHDL索引的性能. 基准索引如下.
(1) ZM索引: 分为两层的递归模型, 顶层模型为两个隐藏层的全连接神经网络, 隐藏层的神经元数为 64×64,

底层是神经元为 32×32的全连接神经网络, 每个隐藏层后用 ReLU层做非线性变换, 顶层的输入为 Z地址, 输出为

底层的模型编号, 底层模型的输入也是 Z地址, 输出为查询数据所在的位置.
(2) Flood索引: 根据数据分布对空间做均匀切分, 并对每个网格内数据根据同一纬度做排序, 使用两个隐藏层

的递归模型做预测, 隐藏层神经元数为 64×64, 隐藏层后使用 ReLU函数做非线性变换.
(3) R树: 每个节点包含的最大记录数为 200.
(4) 四叉树: 最大空间区域为 (0, 0)到 (100 000, 100 000).
为保证实验公平性, 所有实验在一台 Intel(R) Xeon(R) Gold 5118 CPU @ 2.30 GHz服务器上进行, 所有的索引

结构都用 Python 3.8编程实现, 并用单线程在 CPU上运行, 其中有关的神经网络模型使用 PyTorch实现. IHDL索

引具体的默认模型设置参数如下:
(1) IHDL: K 值为 10, 误差边界为 200;
(2) IHDL_DNN: K 值为 10, 网络为 3个隐藏层的全连接模型, 隐藏层神经元数为 50×100×50, 损失函数为预测

值与真实值的均方误差, 非线性变化为 ReLU
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本文实验采用两个不同的数据集进行对比验证, 分别是随机生成满足正态分布的人工数据集 (Random)和真

实的地图数据集 (OSM). 其中人工数据集为 200万条无重复数据; 地图数据集采用 OSM的数据, 选取深圳市南山

区内建筑与地名数据记录, 提取其中的经纬度作为关键字, 记录数为 100万条, 大小为 160M, 数据方差较小, 数据

分布较为密集. 由于本文实验数据的维度较低, 所以采用欧式距离作为 K-means算法的距离函数. 首先针对两个数

据集分别进行 IHDL索引和 ZM索引的模型训练, 并保存训练好的模型, 然后在两个数据集上分别构建 R树与四

叉树, 生成不同的查询负载, 对各索引进行性能测试; 除此之外, 本节还针对 IHDL索引的两个超参数, K 值和误差

边界进行查询性能对比.

 3.1   索引构造时间对比

本节实验测试了 IHDL索引、IHDL_DNN、R树、四叉树、ZM索引、Flood索引的构建时间, 如图 4所示,
横坐标为不同的数据集, 纵坐标为索引构建时间, 构建时间越短, 说明索引的初始化越快. 可以看出在两个数据集

上, IHDL 索引、R 树和四叉树的构建速度都远超过 ZM 索引、Flood 索引和 IHDL_DNN 模型, 这是因为 ZM 索

引与 Flood索引采用神经网络构成的层次模型, IHDL_DNN采用全连接网络做降维数据拟合的模型, 它们为了保

证查询精确度需要进行大量的训练循环, 在每个循环中会进行大量计算, 使得索引构造时间较长. 在 Random数据

集上 IHDL的构造速度比 R树提升了 77.3%, 比四叉树提升了 50%, 比 IHDL_DNN提升了 88%, 比 ZM索引提升

了 92.9%, 比 Flood索引提升了 85.9%; 在 OSM数据集上 IHDL索引的构造速度比 R树提升了 85%, 比四叉树提

升了 62%, 比 IHDL_DNN提升了 92%, 比 ZM索引提升了 95%, 比 Flood索引提升了 91%.
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图 4　索引构造时间对比
 

由图 4 可得, 在两个数据集上, IHDL 索引的构造时间均远小于 R 树与四叉树. 这是由于 R 树结构是平衡树,
在构造的时候需要保持结构的动态平衡, 在 R 树中, 当节点内数据量超过最大值时会有节点的分裂过程, 而且底

层的节点分裂会导致顶层节点内数据发生改变, 顶层节点也会动态调整, 这就会产生较大的时间开销. 在四叉树中

需要对数据空间进行不停地四等分, 构建索引的时候, 也会存在大量的节点分裂过程, 从而消耗较多时间. 对于

IHDL 索引来说, 只需要将数据读入并进行一次降维, 在对降维数据进行训练的时候, 采用的是多段线性模型, 增
量式的训练过程中, 只需要对降维数据进行一次遍历, 时间复杂度为 O(n), 这样就可以节省大量的构建时间. 在
OSM数据集上 IHDL索引的构建时间远小于 Random数据集, 这是因为 OSM是真实数据集, 其数据的聚集性更

好, 进行空间区域划分以后, 每个区域内的数据分布更加接近, Hilbert编码的线性规律更明显, 多段线性函数的训

练过程更快.

 3.2   查询性能对比

本节对比了 3种索引在不同查询选择率下的范围查询性能, 查询选择率设置为 0.000 1到 0.01, 这里的查询选

择率为查询返回的数据条目占总数据量的比例, 即每个查询涉及的数据条目数. 对于每个查询选择率, 我们随机生

成 50条不同的查询计算其平均查询时间. 实验结果如图 5所示, 横轴为查询率, 设置为 0.000 1、0.000 5、0.001、
0.005、0.01等值, 纵轴为平均单次查询的时间, 单位为 ms. IHDL索引的 K 值设置为 10, 误差边界设置为 200. 
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实验结果显示, 在两个数据集上, 采用全连接网络的 IHDL_DNN模型效果较差, 查询效率低于其他索引类型.
这是因为只用神经网络模型对每个分区进行学习, 拟合效果较差, 误差边界难以控制, 进而影响查询速度, 而且模

型内部神经元设计较为复杂, 降低了查询速度.
采用多段线性模型的 IHDL索引、ZM索引与 Flood索引的查询速率均远超过 R树, 这是因为两种索引采用

的模型都十分简单, 进行查询时只会进行少量的计算, 而 R树需要在节点内进行查询比较, 并不停地迭代节点, 当
数据量较大的时候, R树层次会变得越来越复杂, 但是学习型索引的模型不会明显变化. 除此之外, 对于 CPU来说,
计算速度比查询比较速度更快. 所以学习型索引的查询速度相较于传统索引结构 R树可以得到大幅度提升.

由图 5(a)、5(b)可得, 在两个数据集上, IHDL索引的查询性能均优于 ZM索引. 在 Random数据集上, 查询选

择率较小时 (0.000 1), IHDL查询性能比 ZM索引提升了 40%, 而查询选择率较大时 (0.01), IHDL只比 ZM索引提

升了 17%. 这是因为当查询选择率变大的时候, 查询范围逐渐变大, 返回的数据条目数变多, 而 Hilbert编码的速度

相较于 Z编码更慢, 随着数据条目的增加, 在编码上消耗的时间会逐渐增加, 总的查询速度就会下降. 在 OSM数

据集上, 查询选择率较小的时候 (0.000 1), IHDL查询速率比 ZM索引提升了 19%, 当查询选择率变大以后, IHDL
比 ZM索引提升了 7%.

在两个数据集上进行对比可知, IHDL索引的查询性能均优于 Flood索引. 在 Random数据集上, IHDL查询性

能比 Flood最大提升了 14.3%, 在 OSM数据集上 IHDL查询性能比 Flood索引最大提升了 6.7%. 这是由于 Flood
索引使用了更为复杂的层次模型, 相较于 IHDL的多段线性模型会耗费更多的时间. 与 ZM索引对比结果相似, 随
着查询选择率的增大, IHDL的提升幅度逐渐降低, 造成这一现象的原因仍然是 Hilbert编码的速度.

在 OSM数据集上的提升水平低于 Random数据集的原因是, 所选用 OSM数据集的数据整体分布较为密集,
Z编码也较为接近, 由上文可知 IHDL索引首先对空间区域进行划分, 然后对子区域做 Hilbert降维, 在全部数据比

较集中的数据集上, IHDL 索引的空间区域划分优势并不明显, 对数据空间划分以后并不能大幅度减少无效数据

的搜索.

 3.3   索引内存占用对比

本节对比了 R 树、四叉树、ZM 索引、Flood 索引、IHDL_DNN 以及 IHDL 索引在不同数据集上的内存占

用情况, 结果如表 1 所示. 可以看出学习型索引在两个数据集上都可以保证规模远小于传统索引 R 树与四叉树.
这是因为学习型索引只需要存放模型的主要参数, 不需要对原始数据进行存储, 模型参数的数据规模远小于原始

数据, 而 R 树需要存储全部数据的最小外接矩形, 叶节点内还需要存放数据信息, 四叉树需要按照空间四分的格

式存放原始, 所以二者的内存开销均远大于学习型索引.
由实验结果可得, 在 Random 数据集上 IHDL 索引内存占用比 ZM 索引降低了 79%, 比 Flood 索引降低了

82%, 比 R树降低了 99%, 比四叉树降低了 99%, 比 IHDL_DNN降低了 70%; 在 OSM数据集上 IHDL索引内存占
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用比 ZM 索引降低了 86%, 比 Flood 索引降低了 88%, 比 R 树降低了 99%, 比四叉树降低了 99%, 比 IHDL_DNN
降低了 78%. IHDL 索引内存优化强于 ZM 索引与 Flood 索引, 这是由于 IHDL 索引所用的模型为多段线性模型,
对于每个子区域, 只需要存储每段线性模型的起点和斜率, 这就使得整体的模型参数大幅度减少. 而 ZM 索引与

Flood索引均采用递归模型, 由多个神经网络构成, 又由于精度要求, 需要存储每个全连接神经网络的全部参数, 每
个网络都有数百个参数, 所以 ZM索引与 Flood索引的存储规模远超过 IHDL索引, 需要消耗更多的内存空间.
 
 

表 1    索引内存占用对比 
数据集 R树 (MB) ZM索引 (KB) 四叉树 (MB) IHDL_DNN (KB) IHDL (KB) Flood索引 (KB)
Random 8.3 113.144 10.4 80.8 24.0 135.85
OSM 3.97 97.4 5.97 65.77 13.864 117.93

 

 3.4   K 值设定对 IHDL 索引的影响

本节针对不同 K 值, 即不同的区域划分数量, 对 IHDL索引的性能进行比较. 我们仍然选择在两个不同数据集

上进行对比, 查询选择率设置为 0.001, 误差边界设置为 200. 实验 K 值设置为 10、50、100、500等 4组. 实验结

果如图 6所示, 横轴均为数据集, 纵轴为平均单次查询时间, 单位为 ms.
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图 6　不同 K 值时的查询时间对比
 

由图 6 可知, 在两个数据集上, 过大的 K 值, 均会降低查询效率, 这是由于空间区域划分数量过多, 会增大查

询相关区域判断的复杂度, 而单个区域内的查询并不会大幅度提速, 所以导致整体的查询速率下降. 除此之外, 较
低的 K 值也会使得查询速率下降, 这是因为, K 值较小, 没有很好地将数据区分开, 导致每个区域内的查询变慢. 所
以 K 值应该在保证数据区分度的情况下尽可能小.

 3.5   误差边界对 IHDL 索引的影响

本节针对不同的误差边界, 对 IHDL索引的性能进行比较. 查询选择率设置为 0.001值, K 值设置为 10. 实验

的误差边界设置为 50, 100, 200, 500等 4组. 实验结果如图 7所示. 横轴是数据集, 纵轴为平均单次查询时间, 单位

为 ms.
实验结果可得, 在两个数据集上, 随着误差边界的增大, 查询时间均会变大. 这是由于, 当误差边界增大时, 在

预测点两侧的查询范围会变大, 会增大无效搜索范围, 需要消耗更多的时间, 查询速率会降低. 当误差边界无限变

大的时候就相当于把索引结构退化成了普通的二分查找, 所以应当在不影响模型学习的前提下尽可能降低误差

边界.

 3.6   实验结论

我们对比了不同数据集下多种索引结构的查询性能, 构造速度, 以及内存占用, 实验结果如下. 
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在 Random数据集上, IHDL索引的查询性能比 R树提升了 60%, 比四叉树提升了 50%, 比 ZM索引最大提升

了 40%; 同时, 在内存占用方面比 ZM 索引降低了 79%, 比四叉树降低了 99%, 比 R 树降低了 99%. 除此之外,
IHDL的构造速度比 R树提升了 77.3%, 比四叉树提升了 50%, 比 ZM索引提升了 92.9%.

在 OSM数据集上, IHDL索引的查询性能比 R树最大提升了 52%, 比四叉树最大提升了 43%, 比 ZM索引最

大提升了 19%; 同时, 在内存占用方面比 ZM索引降低了 86%, 比四叉树降低了 99%, 比 R树降低了 99%, 索引的

构造速度比 R树提升了 85%, 比四叉树提升了 62%, 比 ZM索引提升了 95%.
另外我们还比较了不同 K 值和误差边界对 IHDL索引性能的影响, 由实验结果可得, K 值与误差边界均会对

IHDL索引的查询性能产生影响, 而且会影响索引构建的时间, 如何有效地选择 K 值与误差边界需要结合数据分

布进行考虑.

 4   总结与展望

如何高效地对数据进行检索是数据库领域的热点. 文献 [8] 提出用深度学习的模型代替传统索引结构后, 学
习型索引取得了诸多显著成就, 索引的检索效率得到了极大的提高. 将学习型算法应用到高维数据上以后, 虽然对

索引效率有所提高, 但是由于所用技术的限制, 不能完全利用数据分布的信息. 本文提出的 IHDL索引, 结合了现

有技术的优势, 可以更好地对数据分布进行学习, 而且可以实现范围查询和最近邻查询等多种查询方式. IHDL采

用 3种处理机制: 首先根据 K-means聚类结果对数据空间进行划分, 将数据空间划分成 K 个区域; 然后在每个区

域分别进行 Hilbert降维处理, 针对降维数据训练多段线性模型; 最后在进行查询的时候, 运用查询转换实现多种

查询方式. 通过不同数据集的实验验证, 与其他索引结构相比, IHDL索引在构建时间, 查询速度, 内存占用等方面

均取得了显著提升. K 值与误差边界能够明显影响 IHDL索引的性能, 是重要的超参数, 决定了空间被划分的数量

与多段线性模型的精确度, 设定过大或过小都会使得索引效率下降, 所以在未来的工作中, 可以从理论的角度分析

两个超参数的最佳取值; 另外, IHDL索引本身并未对索引更新进行探索, 在未来我们会从理论和实验的角度分析

更优的索引存储方式, 来提高索引的更新效率, 减少模型重新训练的负担.
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