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摘  要: 随着开源软件数量的增多,从开源软件社区中有效检索到所需的开源软件是具有挑战性的工作.现有方

法通常是:首先,人工给每个软件赋予多个描述其功能、用途的标注;然后,通过关键词匹配寻找用户所需的软件.由于

其简单、方便,基于标注进行软件检索得到了广泛的应用.然而,用户通常不愿意主动为其上载的开源软件提供标注,
这使得根据用户上载软件的文字描述信息,从众多备选软件标注中为其自动选择能够表征其功能、用途的标注,成
为了有效检索该软件的关键.把开源软件自动标注形式化为一个代价敏感多标记学习问题,并提出了一种新型代价

敏感多标记学习方法 ML-CKNN.该方法通过在多标记学习中引入代价信息,有效缓解了对每一个标注而言具有该

标注的示例与不具有该标注的示例分布非均衡性给多标记学习造成的影响.在 3 个开源软件社区上的实验结果表

明:所提出的 ML-CKNN 方法能够为新上载的开源软件提供高质量的标注,其标注性能显著优于现有方法. 
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Abstract:  With the explosive growth of open source software, retrieving desired software in open source software communities becomes 
a great challenge. Tagging open source software is usually a manual process which assigns software with several tags describing its 
functions and characteristics. Users can search their desired software by matching the keywords. Because of the simplicity and 
convenience, software retrieval based on tags has been widely used. However, since human effort is expensive and time-consuming, 
developers are not willing to tag software sufficiently when uploading software projects. Thus automatic software tagging, with tags 
describing functions and characteristics according to software projects’ text descriptions provided by users, becomes key to effective 
software retrieval. This article formalizes this problem as a multi-label learning problem and proposes a new multi-label learning method 
ML-CKNN which can effectively solve this problem when the number of different tags is extremely large. By imposing cost value of 
wrong classification into multi-label learning, ML-CKNN can effectively solve this imbalanced problem, as each tag instances associated 
with this tag are much less than those not associated with this tag. Experiments on three open source software community datasets show 
that ML-CKNN can provide high-quality tags for new uploading open source software while significantly outperforming existing 
methods. 
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近年来,开源软件得到了越来越广泛的使用.通常一个开源软件社区有几十万的开源软件,比如:开源软件

社区 Ohloh 中有超过 50 万个开源软件项目,代码总量超过 200 亿行;开源软件社区 Sourceforge 中有超过 43 万

个开源软件项目;开源软件社区 Freecode 中有超过 4 万个开源软件项目.全世界开源软件的总量已经超过 200
万个.如此巨大的数据量,使得用户想要正确地检索到所需的开源软件成了一个巨大的挑战.因此,许多开源社

区开始使用标注(tag)进行软件检索.标注是一个语义很明确的词,它通常指软件具有某种功能或特性.用一个或

一组标注就可以精确描述某种类型的开源软件,这样,用户就能够精确地检索到所需的软件.现在,给软件加标

注是人工完成的.人工的过程代价很大并且很耗时,所以,软件开发者在上载软件项目时不愿意为软件提供充分

多的标注.因此,为了便于用户检索开源软件,为刚上传的软件自动从备选标注中挑选合适的标注成为了关键. 
已经有一些工作是关于开源软件自动标注[1,2],这些工作都是将其建模为一个标注推荐问题,首先计算出各

个软件与各个标注之间的相关性,然后为每个软件推荐 k 个最相关的标注.标注数量 k 是人为设定的,比如 5 或

者 10.然而,开源社区中的软件标注数量通常是不固定的,有的软件只有两三个标注,有的软件却有几十个标注.
给开源软件加固定数量的标注显然是不合适的,有的软件会获得过多的标注,有的软件则会漏掉一些标注.如果

能够为开源软件正确提供恰当数量的标注,则会降低数据的噪声,有利于软件检索性能的提高. 
为了实现上述目标,本文把开源软件自动标注形式化为一个代价敏感多标记学习问题.图 1 是开源软件社

区 Freecode 中对软件 Linux 的介绍,注意到:图上方的一段文字是对软件的总体描述,描述下面是对软件的标注,
软件描述与软件标注是相互补充的[1].把从软件的描述信息中提取出属性看作示例,把软件的多个标注(tag)当
作多个标记(label).ML-KNN[3]是一种有效的多标记学习方法,在很多文本的多标记分类中取得了良好的性能
[4−6].然而,在开源软件自动标注问题上直接使用 ML-KNN 却难以获得较好的性能.其原因在于:开源软件社区中

软件的功能和用途往往多种多样,这造成了学习器面临的备选标注集合相对较大且具有某个标注的示例往往

远少于不具有该标注的示例.图 2 是 3 个开源软件社区 Freecode,Ohloh,Sourceforge 中不同标注的分布,横轴表

示对于某个标签而言具有该标注的示例数量占总示例数量的比例,纵轴表示不同标注的数量.从图 2 中可以看

到:对于绝大多数标注而言,具有该标注的示例数量占总示例数量比例少于 5%.这会直接造成对于每个标注而

言,示例具有该标注的先验概率很小,而因为ML-KNN是根据后验概率来决定某个示例是否具有某个标注,所以

结果导致 ML-KNN 趋向于把所有示例都预测为不具有该标注. 
针对这一问题,本文提出了一种代价敏感多标记学习方法 ML-CKNN(multi-label cost-sensitive k nearest 

neighbors).该方法受 ML-KNN 启发,通过引入错误分类代价,让学习器更加关注对于每个标注而言具有该标注

的示例,在一定程度上缓解因标注数量众多造成的示例分布不均衡给多标记学习造成的影响.在 3 个开源软件

社区上的实验结果表明:本文提出的 ML-CKNN 方法能够为新上载的开源软件提供高质量的标注,其标注性能

显著优于现有方法. 
本文第 1 节介绍相关工作.第 2 节正式提出算法 ML-CKNN.第 3 节汇报实验结果.第 4 节总结全文. 

 

Fig.1  The profile of Linux in Freecode 
图 1  Freecode 中 Linux 的介绍 
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   (a) Freecode                        (b) Ohloh                       (c) Sourceforge 

Fig.2  The tag distributions in 3 open source repositories 
图 2  3 个开源软件社区中标注的分布 

1   相关工作 

1.1   软件标注推荐 

已有一些研究工作是关于开源软件的标注推荐问题.Wang 等人[1]使用话题模型 Labeled LDA 来进行开源

软件的标注推荐,在其工作中,首先利用 Labeled LDA 发现软件标注和软件描述的语义相关性,然后构建基于标

注的话题与词之间的矩阵,根据产生的矩阵,使用一个简单的算法来检测软件潜在的话题,这些话题也就是软件

的标注.Xia 等人[2]提出了一种软件标注推荐的方法 TagCombine,这种方法包含 3 个部分:一是多标记排序组件,
这个组件把软件标注推荐看作一个多标记排序问题;二是基于相似度的标注排序组件,它使用相似的对象来推

荐标注;三是基于标注-词的标注排序组件,它考虑了不同词与标注之间的关系,比如标注与词的共生关系,然后

根据对象中的词推荐标注.与本文工作不同,上述工作的目标是软件标注推荐,所推荐的软件标注数量是人为提

前设定的,这样通过人为设定的标注数量可能与软件真实的标注数量并不匹配,比如:人为设定推荐的标注数量

通常为 5 或者 10,而软件真实的标注数量可能为 1~30 之间的任意一个数.而本文使用代价敏感的多标记分类来

解决这个问题,并不需要预先设定推荐的标注数量. 

1.2   多标记学习 

已经有很多多标记学习算法被提出来.BR(binary relevance)算法是一种常用的问题转换算法,它为标注集

合中每个不同的标注学习一个二元分类器.原始的数据集被转换为 q 个数据集,q 为标注的数量,每个标注对应

一个数据集.在转换得到的数据集中,如果示例具有对应的标注,则被标记为正类;否则,被标记为负类.BR 把 q 个

二元分类器的分类结果合并起来,得到最终的分类结果[7].这样,就能把一个多标记学习问题转化为一个单标记

学习问题.LP(label powerset)算法使用了另外一种问题转换方式,它把训练集中每个独特的标注集合看成一类,
这样多标记学习问题就转化为一个单标记多类学习问题[7].LP 算法的计算复杂度与独特标注集合的数量有关,
这可能会导致复杂度问题.RAkEL 算法(random k-label sets)[8]是一个集成方法,它的基分类器是 LP 分类器,每个

LP 分类器使用标注集合的不同子集.这样,RAkEL 算法既能考虑到不同标注之间的相互关系,也能够有效避免

LP 算法的计算复杂度问题.这些方法与本文提出的 ML-CKNN 的区别在于:这些方法处理的是一般的多标记学

习问题,在类别平衡的数据集上能够取得很好的效果;而本文提出的 ML-CKNN 是一个代价敏感的多标记学习

方法,尤其适用于类不平衡的数据集.开源软件数据集是一个类很不平衡的数据集,对于每个标注而言,具有该

标注的示例远少于不具有该标注的示例,所以适合使用 ML-CKNN 来解决开源软件分类问题. 
Lo 等人[9]提出了一种代价敏感的多标记学习方法,但是他们处理的问题与本文是完全不同的.他们认为:一

段音频被标注过多次,其标注具有很高的置信度;被标注过较少次的标注具有较低的置信度,可能为噪声数据.
对于一段音频,他们把某个标注被标注的次数看作误分类的代价,这样,具有较高置信度的标注就不太容易被误
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分类.而 ML-CKNN 要处理的是类别不平衡问题,对于每一个标注,把具有该标注的示例预测为不具有该标注会

产生较大的代价;反之,则只会产生较小的代价.这样,分类器就不再趋向于把所有软件都预测为不具有该标注. 

2   代价敏感的 k 近邻多标记分类方法 ML-CKNN 

本文使用 X 表示样本空间,使用 Y 表示标注的集合.使用 T 表示训练集,S 表示测试集.训练集 T 与测试集 S
都可以看作是从一个未知分布 D 中独立同分布采样得到.多标记学习算法的任务是:根据训练集 T,训练得到一

个多标记分类器 h:X→2Y,h 在测试集 S 上最优化某种评价指标. 
ML-CKNN 受著名的多标记学习算法 ML-KNN[3]启发,在 ML-KNN 的基础上引入了代价敏感性,并且改变

了距离度量的方式,更加适合解决开源软件多标记分类问题. 
使用 yi 表示示例 xi 所具有的标注向量,如果标注 l 为示例 xi 的标注,则 yi(l)取值为 1;否则,yi(l)取值为 0.使用

N(xi)表示示例 xi 在训练集 T 中所具有的 k 近邻.基于示例 xi 近邻的标注集合,可以得到一个计数向量 Ci(l),Ci(l)
表示示例 xi 近邻中具有标注 l 的示例数量,定义如下: 
 

( )
( ) ( ),

j i

i j
x N x

l l l
∈

= ∈∑C y Y  (1) 

对于每个测试示例 xi,ML-CKNN 首先使用余弦距离找到示例 xi 在训练集 T 中的 k 近邻 N(xi).这里与

ML-KNN 使用欧几里得距离不同,余弦距离更适合本文所处理的开源软件分类问题,因为示例的属性是从文本 

中提取出来的.使用 1
lF 来表示示例 xi 具有标注 l,与其对应,使用 0

lF 表示示例 xi 不具有标注 l.使用 l
jG (j∈{0, 

1,2,…,k})来表示示例 xi 的 k 近邻中恰好有 j 个示例具有标注 l.根据计数向量 Ci(l),标注向量 yi 可以用如下的最

大后验概率准则得到: 

 ( ){0,1}
( ) arg max ( | ),

i

l l
i b lb

y l P F G l
∈

= ∈C Y  (2) 

利用贝叶斯定理,公式(2)可以写成这样的形式: 

 ( ) ( ){0,1}
( ) arg max ( ) ( | ) / ( )

i i

l l l l
i b l b lb

l P F P G F P G
∈

= C Cy  (3) 

由于分母对最终的结果没有影响,所以公式(3)与下式等价: 

 ( ){0,1}
( ) arg max ( ) ( | )

i

l l l
i b l bb

l P F P G F
∈

= Cy  (4) 

ML-CKNN 与 ML-KNN 一样都使用了贝叶斯概率,ML-KNN 直接使用了公式(4)做出最后的分类和排序,
这在类别平衡的情况下能够取得很好结果;但在开源软件分类问题上却并不十分适合.在开源软件问题上,一个

标注只被很少一部分软件所具有,比如在有 5 000 个软件的开源软件数据集中,很大一部分标注只被 10 个软件

所具有.这样,对某个标注 l 而言,示例 xi 的最近邻 N(xi)可能全部不具有该标注,这样就不太可能预测示例 xi 带有 

标注 l.除此之外, 1( )lP F 的值往往要比 0( )lP F 小很多,即使 ( ) 1( | )
i

l l
lP G FC 与 ( ) 0( | )

i

l l
lP G FC 相近,分类器也趋向于把示 

例 xi 预测为不具有标注 l.所以,这里不能直接使用公式(4)来做出最后的分类. 
以往有很多研究工作通过改变原始训练数据的分布来引入代价敏感性[10],但这种方式在多标记学习问题

中很难使用.因为对于不同的标注而言,正类样本与负类样本是不同的,也就很难进行重采样.本文的创新之处

在于并没有通过重采样来引入代价敏感性,而是通过改变示例具有标注的置信度的方式来引入代价敏感性.具
体来说,假设 c 为代价值,那么可以让最终示例 xi 具有标注 l 的置信度为(即为了提高示例 xi 被预测为具有标注 l
的可能性): 

 1 1 ( ) 1 1 ( ) 1 0 ( ) 0( ) ( ) ( | ) /( ( ) ( | ) ( ) ( | ))
i i i

l l l l l l l l l l
i l l lx cP F P G F cP F P G F P F P G Fθ = +C C C  (5) 

其中, 1 ( ) 1( ) ( | )
i

l l l
lP F P G FC 为原始 ML-KNN预测示例 xi具有标注 l 的后验概率(略去了分母,对最终结果没有影响),

这里将这个值增大了 c 倍,同时对其进行了规范化,使得最终的置信度 1 ( )l
ixθ 大于等于 0 并且小于等于 1.分母中, 

0 ( ) 0( ) ( | )
i

l l l
lP F P G FC 为原始 ML-KNN 预测示例 xi 不具有标注 l 的后验概率(略去了分母),这样提高了算法预测示 

例 xi 具有标注 l 的可能性.而示例 xi 不具有标注 l 的置信度为 
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 0 1( ) 1 ( )l l
i ix xθ θ= −  (6) 

这使得 0 ( )l
ixθ 的取值范围也在 0 到 1 之间,并且保证 0 ( )l

ixθ 与 1 ( )l
ixθ 的和为 1.如果 1 0( ) ( )l l

i ix xθ θ≥ ,即 1 ( )l
ixθ ≥ 

0.5,则判定示例 xi 具有标注 l;否则,判定示例 xi 不具有标注 l.这样取得的效果与改变原始数据的分布相似,使得

最终的分类器不再趋向于把示例预测为不具有标注 l. 
算法 1 是算法 ML-CKNN 的伪代码,ML-CKNN 与 ML-KNN 的算法框架基本相同,在关键的部分却有着本

质的不同.ML-CKNN 的输入 T 表示训练集,k 表示用户设定的最近邻数量,xt 表示测试示例,s 表示平滑因子,c 是

用户设定的代价值.算法的输出 yt 表示示例 xt 的标注向量,rt 表示标注与示例 xt 的相关度值向量,越相关的标注 

值越大.算法的第(1)行、第(2)行首先计算出先验概率 ( )l
bP F ,即对每个标注而言,具有该标注的示例与不具有该 

标注的示例在训练集中出现的概率.接着,第(3)行使用余弦距离在训练数据 T 中找出示例 xi 的 k 近邻,这与 ML- 
KNN 使用欧几里得距离是不同的.然后,第(4)行~第(13)行计算了条件概率 ( | )l l

j bP G F ,b∈{0,1},j∈{0,1,2,…,k}.算 

法的第(14)行~第(18)行计算了测试示例 xt 的标注向量 yt 和测试示例 xt 对应的标注相关度值向量 rt,其中:第(14)
行使用余弦距离在训练集中找出测试示例 xt 的 k 近邻 N(xt),这与原始的 ML-KNN 是不同的.算法的第(17)行计

算示例 xt 是否具有标注 l,这里与原始的 ML-KNN 显著的不同,原始的 ML-KNN 使用最大后验概率原则计算出

每个示例 xt 是否具有标注 l;而 ML-CKNN 引入了代价敏感性,使用下面这种方式计算出示例 xt 是否具有标注 l: 

 1 ( ) 1 1 ( ) 1 0 ( ) 01,  if ( ) ( | ) /( ( ) ( | ) ( ) ( | )) 0.5
( )

0,  else
t t t

l l l l l l l l l
l l l

t

cP F P G F cP F P G F P F P G F
l

⎧ +⎪=⎨
⎪⎩

≥C C Cy  (7) 

算法 1. MK-CKNN. 
输入: 

T:训练数据;k:最近邻的数量;xt:测试示例;s:平滑因子;c:代价值; 
输出: 

yt:标注向量;rt:标注相关度值向量. 

//首先从训练数据中计算出先验概率 ( )l
bP F  

(1)  for l∈Y 

(2)    1 0 11( ) ( ( )) /( 2 ); ( ) 1 ( )nl l l
iiP F s l s n P F P F

=
= + × + = −∑ y ; 

//计算条件概率 ( | )l l
j bP G F  

(3)  使用余弦距离在训练集中找出最近邻 N(xi),i∈{1,2,…,n}; 
(4)  for l∈Y 
(5)    for j∈{0,1,…,k} 
(6)      d[j]=0; d′[j]=0; 
(7)    for i∈{1,2,…,n} 
(8)      ( )( ) ( )

j ii jx N xl lμ
∈

= =∑C y ; 

(9)      if (yi(l)==1) then d[μ]=d[μ]+1; 
(10)     else d′[μ]=d′[μ]+1; 
(11)   for j∈{0,1,…,k} 

(12)     1 0
( | ) ( [ ]) /( ( 1) [ ])kl l

j p
P G F s d j s k d p

=
= + × + +∑ ; 

(13)     0 0
( | ) ( [ ]) /( ( 1) [ ])kl l

j p
P G F s d j s k d p

=
′ ′= + × + +∑ ; 

//计算示例 xt 的标注向量 yt 和标注相关度值向量 rt 
(14) 使用余弦距离在训练集中找出最近邻 N(xt); 
(15) for l∈Y 
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(16)   ( )
( ) ( )

j tt jx N x
l l

∈
= ∑C y ; 

(17)   1 ( ) 1 1 ( ) 1 0 ( ) 01,  if ( ) ( | ) /( ( ) ( | ) ( ) ( | )) 0.5
( )

0,  else
t t t

l l l l l l l l l
l l l

t

cP F P G F cP F P G F P F P G F
l

⎧ +⎪=⎨
⎪⎩

≥C C Cy ; 

(18)   1 ( ) 1 ( ) 1 ( ) 1 ( ) 1 ( ){0,1}
( ) ( | ) ( ) ( | ) / ( ) ( ) ( | ) / ( ) ( | )

t t t t t

l l l l l l l l l l l l
t l l l l b l bb

l P F G P F P G F P G P F P G F P F P G F
∈

= = = ∑C C C C Cr ; 

3   实  验 

3.1   数据集 

如今,全世界已经有很多开源软件社区,比较著名的有 Sourceforge,Ohloh,Freecode 和 Googlecode.这些开源

软件社区都包含上万甚至几十万的开源软件.每个开源软件都包括描述信息和标注信息.图 1 展示了开源软件

社区 Freecode 中 Linux 的介绍,其中包括软件的文本描述信息和标注信息.注意到软件的文本描述信息和标注

信息通常是相互补充的[1],本文想利用软件的文本描述信息自动地给软件加标注.正式地说,本文把每一个开源

软件看作一个示例,把描述信息看作示例的属性,把标注信息看作示例的多个标记.因为开源软件的标注数量是

不固定的,所以数据集中每个示例的标记数量也是不固定的. 
目前还没有直接可用的开源软件数据集,我们实现了一个爬虫程序,从 Sourceforge,Ohloh,Freecode 网站上

把每一个软件的文本描述信息和标注信息都爬取了下来,保存在 3 个不同的文件中.从文本中抽取出属性进行

分类通常会使用 TF-IDF 属性,TF-IDF 即词频乘以逆向文件频率.我们把一个软件的描述信息看作一个文档,把
不同的软件的描述信息看作不同的文档,从中抽取出 TF-IDF 属性.当然,在抽取出 TF-IDF 属性之前需要先对原

始数据进行预处理,首先将描述信息中的停止词去掉,然后对描述中的词进行主干化,主干化是为了让英文中同

一个词的不同形式,还原到同一个主干形式.这样不仅能降低属性的维度,也能提高分类的效果.接着,我们选择

了出现频率最高的 3 000 多个词作为词集.选择出现频率较大的标注加入到标注集合,比如标注的出现频率大

于 10.然后删除了描述长度过短或标注数量过少的软件,比如描述词的数量少于 20,标注的数量少于 2.最终,经
过预处理后得到的 3 个开源软件数据集,见表 1. 

Table 1  The preprocessed datasets 
表 1  预处理后得到的数据集 

数据集 词集中词的数量 标注集中标注的数量 开源软件数量

Sourceforge 3 035 283 5 734 
Ohloh 3 053 603 5 100 

Freecode 3 041 179 5 045 
 

3.2   比较算法 

目前已经有很多的多标记学习算法,但是几乎没有代价敏感的多标记学习算法,所以这里与一些典型的多

标记学习算法进行比较,包括 BR 算法、LP 算法、RAkEL 算法[8]和原始的 ML-KNN 算法[3].BR 算法是一种流

行的问题转换算法,它把多标记学习问题转换为 q个独立的二元分类问题,这里,q是不同标注的数量.BR算法为

每个标注训练一个分类器,如果某个示例包含标注 l,则对于标注 l 而言,这个示例是正类;否则,对于标注 l 而言,
这个示例是负类.最终将 q 个分类器预测的结果合并起来作为最终的预测结果.LP 算法把训练集中每个独特的

标注集合看作一个标注,然后把问题转化为单标注的多类分类问题,给定一个测试示例,LP 分类器就能输出一

个最有可能的类,这个类实际上就是一组标注.RAkEL算法是一组 LP分类器的集成方法,每个 LP分类器在一组

小的随机标注子集上训练.这样,RAkEL 算法不仅能够考虑标注之间的相互关系,还避免了 LP 算法的性能问题
[8].BR 算法、LP 算法、RAkEL 算法使用的 MULAN[12]中的实现,它们的基分类器都是线性核的支持向量机,在
实验中使用的是 LibLINEAR 实现[13],参数使用的是默认参数.LibLINEAR 非常适用于高维度的文本数据分类.
原始的 ML-KNN 算法与本文提出的 ML-CKNN 基本框架是相似的,不同之处在于:原始的 ML-KNN 没有引入

代价敏感性,而本文提出的 ML-CKNN 方法引入了代价敏感性.ML-KNN 和 ML-CKNN 最近邻的数量 k 都设为
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30,光滑因子 s 都设为 1.ML-CKNN 的代价值 c 设为 4. 

3.3   评价标准 

本文使用了 7 种评价标准,其中,3 种用于评价多标记分类性能,分别是基于样本的查准率(example-based 
precision)、基于样本的召回率(example-based recall)、基于样本的 F1(example-based F1)[7];另外 4 种是用于评

价多标记学习算法的标记排序性能,分别是 1-错误率(one-error)、覆盖率(coverage)、排序损失(ranking loss)、
平均精确率(average precision)[7]. 

这里使用 m 表示测试样本的数量,L 表示全体标注集合,Yi 表示多标记分类器预测测试样本 xi 具有的标注

集合,Zi 表示测试样本 xi 实际的标注集合. 
• 基于样本的查准率(example-based precision)直观上可以看作所有样本查准率的平均值,如下式所示: 

 
1

1 | |-  
| |

m
i i

i i

Example Based Precision
m =

∩
= ∑ Y Z

Y
 (8) 

• 基于样本的召回率(example-based recall)和基于样本的 F1(example-based F1)与之类似,如下式所示: 

 
1

1 | |-  
| |

m
i i

i i

Example Based Recall
m =

∩
= ∑ Y Z

Z
 (9) 

 
1

1 | |-  1
| | | |

m
i i

i i i

Example Based F
m =

∩
=

+∑ 2 Y Z
Z Y

 (10) 

• 1-错误率(one-error)用来评价排序最高的标注有多少次不在测试示例实际的相关标注集合中,见式

(11): 

 
1

1- (arg min ( ))
m

i
i

One error I rank
m λ

λ
∈=

= ∑ L
 (11) 

其中,ranki 表示测试样本 xi 的标注排序,I 函数如下式所示: 

 
1,  if 

( )
0,  else

iI
λ

λ
∉⎧

= ⎨
⎩

Y
 (12) 

• 覆盖率(coverage)是指平均需要标注排序列表的前多少个标注才能覆盖测试样本的所有标注,如下式

所示: 

 
1

1 max ( ) 1
i

m

i
i

Coverage rank
m λ

λ
∈=

= −∑
Y

 (13) 

• 排序损失(ranking loss)是指平均有多少次不相关的标注排在相关的标注前面,如下式所示: 

 
1

1 1 |{( , ) : ( ) ( ),( , ) } |
| || |

m

a b i a i b a b i i
i i i

Ranking loss rank rank
m

λ λ λ λ λ λ
=

= > ∈ ×∑ Y Y
Y Y

 (14) 

这里, iY 是标注集合 Yi 在全体标注集合 L 中的补集. 

• 平均精确率(average precision)评价在某一个标注λ(λ∈Yi)之前的标注实际上也属于 Yi 的比率. 

 
1

1 1 | : ( ) ( ) | 
| | ( )i

m
i i i

i i i

rank rankAverage precision
m rankλ

ω ω λ
λ= ∈

∈
= ∑ ∑ ≤

Y

Y
Y

 (15) 

开源软件数据集是类不平衡的数据集,对于每个标注而言,具有该标注的示例远少于不具有该标注的示例.
一般的多标记学习算法趋向于把所有示例预测为不具有某个标注 ,这样分类器也能得到很高的准确率

(accuracy).但是在开源软件分类问题上,分类器取得的准确率结果并不特别重要,因为即使分类器把所有的示

例都预测为不具有标注,也能取得 90%以上的准确率.但是这样的预测结果是没有任何意义的,最终没有得到任

何预测标注.类似的,使用海明损失作为评价标准也不合适,一个多标记分类器把所有的测试示例都预测为不具

有标注,也能得到很低的海明损失.软件标注问题更关心的是分类器预测出的标注有多少实际上确实是软件的

标注,软件实际上具有的标注有多少被分类器预测出来.所以在评价算法分类性能时,本文使用的是基于样本的

查准率、基于样本的召回率以及基于样本的 F1,实验结果见表 2~表 4.此外,为了对比多标记学习的有效性,本文
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还采用多标记学习中常用的 4 种评价准则——1-错误率、覆盖率、排序损失和平均准确率来对软件分类性能

进行评估,结果见表 5~表 8.其中,每个单元格中的第 1 个数值表示 10 折交叉验证的均值,第 2 个数值表示 10 折

交叉验证的标准差,每一行最好的结果用粗体表示. 

Table 2  The example-based precision results of comparing algorithms (the larger, the better) 
表 2  对比算法在基于样本查准率上的性能比较(数值越高越好) 

数据集 BR LP RAkEL ML-KNN ML-CKNN 
Freecode 0.419±0.015 0.359±0.014 0.427±0.014 0.296±0.031 0.451±0.007 

Ohloh 0.393±0.017 0.159±0.015 0.398±0.020 0.174±0.019 0.368±0.012 
Sourceforge 0.213±0.010 0.177±0.008 0.221±0.010 0.064±0.013 0.248±0.013 

Table 3  The example-based recall results of comparing algorithms (the larger, the better) 
表 3  对比算法在基于样本召回率上的性能比较(数值越高越好) 

数据集 BR LP RAkEL ML-KNN ML-CKNN 
Freecode 0.330±0.013 0.325±0.015 0.331±0.015 0.158±0.019 0.518±0.017 

Ohloh 0.213±0.012 0.145±0.013 0.217±0.014 0.061±0.007 0.295±0.011 
Sourceforge 0.158±0.009 0.166±0.009 0.161±0.010 0.031±0.006 0.223±0.015 

Table 4  The example-based F1 results of comparing algorithms (the larger, the better) 
表 4  对比算法在基于样本 F1 上的性能比较(数值越高越好) 

数据集 BR LP RAkEL ML-KNN ML-CKNN 
Freecode 0.344±0.012 0.329±0.014 0.348±0.013 0.193±0.021 0.457±0.009 

Ohloh 0.254±0.013 0.141±0.012 0.258±0.015 0.083±0.009 0.300±0.011 
Sourceforge 0.170±0.010 0.167±0.009 0.174±0.010 0.041±0.008 0.216±0.012 

Table 5  The one-error results of comparing algorithms (the smaller, the better) 
表 5  对比算法在 1-错误率上的性能比较(数值越低越好) 

数据集 BR LP RAkEL ML-KNN ML-CKNN 
Freecode 0.601±0.018 0.635±0.015 0.498±0.020 0.547±0.021 0.370±0.013 

Ohloh 0.618±0.021 0.858±0.013 0.550±0.020 0.693±0.013 0.506±0.016 
Sourceforge 0.786±0.011 0.820±0.013 0.733±0.010 0.813±0.016 0.673±0.021 

Table 6  The coverage results of comparing algorithms (the smaller, the better) 
表 6  对比算法在覆盖率上的性能比较(数值越低越好) 

数据集 BR LP RAkEL ML-KNN ML-CKNN 
Freecode 97.991±2.390 94.584±2.197 86.982±1.919 49.549±1.463 30.149±1.439 

Ohloh 445.502±6.546 450.721±7.498 428.967±8.282 303.705±6.816 208.132±7.526 
Sourceforge 176.755±4.134 175.670±2.858 168.457±4.239 102.035±2.398 70.457±2.230 

Table 7  The ranking loss results of comparing algorithms (the smaller, the better) 
表 7  对比算法在排序损失上的性能比较(数值越低越好) 

数据集 BR LP RAkEL ML-KNN ML-CKNN 
Freecode 0.297±0.009 0.299±0.010 0.245±0.008 0.142±0.007 0.076±0.005 

Ohloh 0.404±0.010 0.441±0.012 0.365±0.011 0.203±0.006 0.118±0.005 
Sourceforge 0.414±0.011 0.412±0.009 0.379±0.011 0.214±0.007 0.133±0.005 

Table 8  The average precision results of comparing algorithms (the larger, the better) 
表 8  对比算法在平均精确率上的性能比较(数值越高越好) 

数据集 BR LP RAkEL ML-KNN ML-CKNN 
Freecode 0.301±0.011 0.310±0.013 0.391±0.013 0.394±0.013 0.555±0.009 

Ohloh 0.186±0.010 0.107±0.010 0.239±0.013 0.203±0.008 0.344±0.010 
Sourceforge 0.159±0.008 0.159±0.009 0.207±0.009 0.191±0.010 0.309±0.013 

3.4   实验结果 

表 2~表 4 中的实验结果表明:ML-CKNN 在 3 个数据集上都取得了最好的基于样本的召回率和 F1 结果,
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在 2 个数据集上取得了最好的基于样本的查准率结果.值得一提的是:从表 5~表 8 所给出的 4 种多标记学习常

用的评价准则上,ML-CKNN 方法都明显优于所有对比方法.特别地,本文提出的代价敏感多标记学习方法 ML- 
CKNN 在开源软件分类问题上要显著好于非代价敏感的 ML-KNN,这表明:在开源软件分类问题上合理引入代

价增加学习器对具有标注的示例的敏感性,能够有效提升学习性能. 
下面讨论代价值 c 对 ML-CKNN 性能的影响.图 3 是 ML-CKNN 取得的基于样本 F1 结果随代价值 c 的变

化情况.图 3(a)是在 Freecode 数据集上的结果,图 3(b)是在 Ohloh 数据集上的结果,图 3(c)是在 Sourceforge 数据

集上的结果.从图 3 中可以看到:当代价值 c 在 4~6 之间时,ML-CKNN 能取得最高的基于样本 F1 结果.所以,在
实验中设置代价值 c 为 4.另外,代价值 c 在 2~10 之间变化的过程中,ML-CKNN 在绝大部分情况下都取得了最

高的基于样本 F1 结果. 
 
 
 
 
 
 
 
 

(a) Freecode                            (b) Ohloh                          (c) Sourceforge 

Fig.3  The example-based F1 results of ML-CKNN with different cost value c 
图 3  ML-CKNN 取得的基于样本 F1 结果随代价值 c 的变化 

4   结束语 

准确有效地为上载至开源软件社区的软件提供描述其功能、用途、特性等的标注,是帮助用户快速寻找所

需软件的关键.本文把开源软件自动标注形式化为一个代价敏感多标记学习问题,并提出了一种代价敏感多标

记学习方法——ML-CKNN.该方法通过引入错误分类代价,有效缓解了对于每个标注而言,示例分布非均衡性

给多标记学习带来的影响.实验结果表明,ML-CKNN 能够获得较对比方法更优的软件自动标注性能. 
在将来的工作中,可以使用度量学习的方式来学习一种度量,使得具有相同标注的样本在这种度量中尽可

能靠近,具有不同标注的样本在这种度量中尽可能远.此外,利用不同标注之间的相互关系来帮助进一步提升学

习性能,也值得在将来的工作中进一步探索. 
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