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摘　要: 随着 Transformer类大模型的飞速发展, 算力逐渐成为制约领域发展的瓶颈, 如何根据加速器硬件的结构

特性加速和优化大语言模型的训练性能已成为研究热点. 面向天河新一代超算系统的加速芯片MT-3000, 提出并

实现了适用于 CPU+DSP 异构架构的 PyTorch 扩展库——MTTorch, 其核心是一个多核并行的算子库, 对

Transformer类模型训练过程中的核心算子进行向量化实现和优化. 同时, 针对MT-3000架构特性, 提出了面向多

核 DSP 的高性能规约算法及乒乓算法, 显著提升了算子的运算性能. MTTorch还具有很好的通用性, 对于不同版

本的 PyTorch都可以动态链接库的形式进行加载, 不改变 PyTorch的原生实现. 大量实验证明, 实现的核心算子在

MT-3000 芯片上有着很好的性能, 在单 DSP 簇上可以达到 8 倍的加速效果. 利用MTTorch在多节点执行训练任务

时有着接近线性的加速比, 极大地提升了 Transformer类模型在MT-3000 芯片上的训练效率.
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Abstract:  With  the  rapid  development  of  Transformer-based  large  models,  computing  power  has  gradually  become  a  bottleneck  in  the

development  of  this  field.  Research  hotspots  rely  on  how  to  accelerate  and  optimize  the  training  performance  of  large  language  models

based  on  the  structural  characteristics  of  accelerator  hardware.  This  study  proposes  and  implements  MTTorch,  a  PyTorch  extension  library

for  the  CPU+DSP  heterogeneous  architecture,  which  is  applicable  to  the  MT-3000  accelerator  chip  of  the  new  generation  of  the  Tianhe

supercomputer.  The  core  of  MTTorch  is  a  multi-core  parallel  operator  library  that  vectorizes  and  optimizes  the  core  operators  during  the

training  of  Transformer-based  models.  Additionally,  this  study  innovatively  proposes  a  high-performance  reduction  algorithm  and  a  ping-
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pong  algorithm  for  multi-core  DSP,  significantly  improving  the  computational  performance  of  the  operators.  MTTorch  also  has  good
generality  as  it  can  be  loaded  as  a  dynamic  link  library  for  different  versions  of  PyTorch  without  changing  the  native  implementation  of
PyTorch.  Extensive  experiments  show  that  the  core  operators  implemented  in  this  study  have  excellent  performance  on  MT-3000  chip,
achieving  8  times  acceleration  on  a  single  DSP  cluster.  Using  MTTorch  for  training  tasks  on  multiple  nodes  achieves  nearly  linear
acceleration, greatly improving the training efficiency of Transformer-based models on MT-3000 chip.
Key words:  PyTorch; high performance computing; Transformer model; Tianhe supercomputer; CPU+DSP heterogeneous computing; software

ecology

随着深度学习技术的发展, 深度神经网络取得了长足的进步, 模型的参数量以及训练数据也在飞速增长. 2020
年, OpenAI 发布的全球最大的预训练语言模型——GPT-3[1]参数量甚至达到了惊人的 1 750 亿, 2022 年发布的

ChatGPT[2]更是把大模型提升到了全新的高度. 当前的大语言模型都是在 Transformer模型 [3,4]的基础上改进而来.
然而, Transformer模型的大规模训练需要巨大的计算资源. 因此, 如何合理利用已有计算设备, 尤其是国产大规模

计算集群, 提高计算效率成为了一个关键问题 [5,6].
为了提高深度学习模型对于计算设备的利用率以及简化模型搭建流程, 让研究人员更专注于模型设计, 众多

知名互联网公司设计了多种机器学习框架. PyTorch 是一个基于 Python 的机器学习框架, 由 Facebook 开发并维

护, 其采用命令式编程, 可见及所得, 接口相对比较统一, 使得用户能够更加灵活地构建和训练深度学习模型. 同
时, PyTorch还提供了丰富的工具包和 API, 使得用户能够轻松地进行数据处理、性能分析和调试等操作, 因而在

工业界和学术界都得到了广泛的运用. 然而, 当前 PyTorch 官方只支持 CUDA (compute unified device arch-
itecture)[7]和 ROCm (radeon open compute) (https://rocmdocs.amd.com/en/latest/), 故而只能使用英伟达和 AMD生产

的 GPGPU 进行计算, 导致众多异构计算集群无法高效运行 PyTorch 任务, 令其在人工智能领域的巨大潜力难以

发挥.
出于能源和功耗方面的考虑, 最先进的高性能计算平台往往采用低功耗嵌入式架构, 如数字信号处理器

(digital signal processor, DSP). MT-3000[8]是国防科技大学研发的一款用于高性能计算的异构多区域处理器, 搭载

了 4个 DSP簇. 与 CPU、GPU和 TPU等设备不同, MT-3000采用超长指令集 (very long instruction word, VLIW)
和加速阵列微架构, 每个加速器核心以 VLIW的方式工作, 每 16个加速器核心和一个控制核心被组织成一个加速

阵列. 同时其也集成了直接存储器取存引擎 (direct memory access, DMA)[9] 用于内存操作. 基于MT-3000搭建的

天河新一代超算系统 [10]在高性能计算和深度学习领域都有着巨大的潜能. 同时, MT-3000具备了完整的编程工具

链和向量 C 语言支持, 使得用户可以在 C 语言层面充分利用 VLIW 和加速阵列微体系架构的组合潜力. 研究表

明, 只有软件能够充分利用硬件特性, 加速器才能释放其潜力 [11,12]. 因此, 面向新一代 DSP加速设备开发 PyTorch
支持是利用众多高性能计算平台进行模型训练的必要一步.

本文面向MT-3000芯片的体系架构特点, 实现了一个 PyTorch的扩展库——MTTorch. 由于 PyTorch中包含

的算子数量庞大, 结合训练大语言模型的需求, 本文聚焦于 Transformer类模型, 对模型训练过程中的 15个核心算

子在 CPU+DSP异构环境下进行精心优化.
本文的创新点和贡献如下.
(1) 提出并实现了面向 MT-3000 异构加速器的 PyTorch 扩展库——MTTorch. 结合 MT-3000 的体系结构特

点, MTTorch对 Transformer类模型训练中的核心算子进行了实现和并行优化, 为新一代天河超算支持大模型训练

打下了坚实的基础.
(2) 针对MT-3000体系结构的特点, 提出了面向多核 DSP 的高性能规约算法; 利用核内 DMA和计算部件异

步执行特性设计了乒乓算法. 基于上述优化策略, 并结合 DSP 上的向量寄存器特性, 有效提升了计算效率.
(3) 设计实现了面向 DSP的设备管理模块以及线程组管理模块, 基于单例模式有效避免了 DSP簇重复启闭造

成的额外开销.
(4) 通过一系列实验, 验证了 MTTorch 所优化实现的算子均能正确运行, 并且获得了 2–8 倍的性能提升. 同时,

基于 MTTorch 的大模型训练任务展现出了接近线性的加速比.
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本文第 1 节给出深度学习算子和框架在不同设备上转换适配的相关工作. 第 2 节主要介绍了 MT-3000 体系

架构以及编程模型的选择. 第 3节介绍了MTTorch的整体架构以及核心算子的异构并行编程实现. 第 4节设计实

验验证了MTTorch在MT-3000芯片上的正确性和加速效果. 第 5节对本文的工作进行总结并提出了未来的研究

方向. 

1   机器学习算子及框架在异构设备上扩展的相关工作

近年来, 大语言模型技术得到了飞速发展, 而语言模型的研究和应用却可能遭遇算力瓶颈. 传统应用的算力支

撑更多地依靠 CPU, 而 AI 所需的智能算力在 CPU 之外, 还需要大量 GPU 参与. 为充分发挥通用加速器, 尤其是

国产高性能异构计算集群在人工智能领域的巨大潜力, 众多研究者在算子和框架的移植优化领域做了大量工作.

李亿渊等人 [13]通过自定义的矩阵分层分块技术, 在申威 26010 异构众核处理器上实现了高效的稀疏矩阵乘

法操作. Yin等人 [14]在新一代数字信号处理器 FT-M7032 上结合硬件特性, 实现了一种可以自动装配微内核, 自动

调整分块大小和并行策略的非规则通用矩阵乘法 (GEMM). 裴向东等人 [15]针对飞腾异构多核 DSP的体系架构特

点与矩阵转置操作的特点, 利用 DSP模 16存储功能和隐式乒乓设计实现了适用于多种位宽的异构并行矩阵转置

算法 ftmMT. 王庆林等人 [16]针对飞腾多核处理器对Winograd快速卷积算法进行优化. 上述方法都是针对深度学

习或科学计算中的某一个具体的算子, 如何在基于 DSP的国产高性能异构设备上高效地使用深度学习框架训练

模型还有待解决.

随着深度学习领域对算力需求的日益增长, 越来越多的计算设备被运用于人工智能领域. 如何将基于 CUDA

的深度学习框架移植到不同的设备上受到了大量关注. OpenCL Caffe是 AMD开发的基于 OpenCL的并行深度学

习框架 [17], 它可以利用不同平台上的硬件资源来实现高效的计算. 它具有跨平台、高效能的优点, 可以在不同的

硬件设备上运行, 例如 GPU、CPU和 FPGA等. OpenCL Caffe还提供了一些优化技术, 例如基于局部内存的优化、

图像数据的预处理和统一的内存访问等, 以提高性能和效率. Chen等人 [18]针对MT-3000处理器提出了一个高效

的卷积神经网络推理框架 PCIF, 该框架支持通过 ONNX 导入和优化训练好的深度学习模型, 通过计算图融合和

多核并行向量化技术提高计算效率. 实验结果显示, PCIF 能有效加速神经网络的推理过程. 然而, 该框架目前仅实

现了卷积神经网络中常用算子的前向传播功能, 尚未实现相关算子的反向传播功能. 因此 PCIF 仅适用于推理场

景, 不支持模型训练. 此外, 该框架只适配了卷积网络相关的算子, 不支持 Transformer 类大语言模型的训练. 陈锐

等人 [19]探索了 CUDA核函数向 OpenCL核函数转换的基本流程, 并通过单例模式初始化, 缓存编辑文件以及使用

规约操作代替原子操作等优化方式, 实现了基于 OpenCL的 TensorFlow, 在 GPU、华为鲲鹏-920CPU等设备上具

有通用性. 然而, 由于 OpenCL的通用性, 算子的实现难以针对特定的体系架构进行优化, 且当前对于 PyTorch框

架如何移植到 CPU+DSP异构环境上还有待研究, 导致现有工作均无法充分发挥 DSP异构芯片的性能.
本文的工作面向 MT-3000 处理器的异构众核架构, 提供了支持 DSP+CPU 异构训练的 PyTorch 扩展库——

MTTorch, 针对训练 Transformer类模型常用的 15个算子, 设计了并行算法. 大量实验证明了MTTorch相比基于

CPU同构环境的 PyTorch有着更好的性能和可扩展性. 

2   MT-3000 软硬件架构
 

2.1   MT-3000 硬件体系架构

MT-3000是一款高性能异构多区域处理器, 由多核 CPU和 4个 DSP簇构成, 是天河新一代超算系统的重要

加速部件. 其 CPU类似于简化版的 FT-2000 Plus处理器, 具有 16个兼容 ARMv8架构的 CPU核心, 用于进程管理

和通信, 并运行操作系统. MT-3000的加速核被平均分为 4个自动加速集群 (DSP), 每一个 DSP簇包含 24个由 1
个控制核心和 16个加速器核心组成的 DSP核、一个大小为 6 MB的全局共享内存 (global shared memory, GSM)、
高带宽共享内存 (HBSM)和芯片上的 DDR内存空间. MT-3000体系架构如图 1所示.
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图 1　MT-3000体系架构
 

每个 DSP核基于 VLIW架构实现, 可以同时执行 5条标量指令和 6条向量指令, 包含了标量处理单元 (SPU)、
向量处理单元 (VPU) 和 DMA 引擎等主要结构. 标量处理单元主要由标量处理部件 (scalar processing elements,
SPE), 用于控制向量运算的流控制器以及一个大小为 64 KB 的标量存储器 (scalar memory, SM) 组成. VPU 是

DSP的主要算力来源, 包含了一个 768 KB的向量存储器 (array memory, AM)和 16个单指令多数据 (SIMD)模式

执行的向量处理部件 (vector processing elements, VPE). VPE的最小访存位宽为 64, 其上包含了 3个高性能的浮点

乘加单元.
在MT-3000上, 每个加速集群都是彼此独立地执行, 通用区域的 CPU可以访问不同加速集群的所有 HBSM

和 DDR空间, 而每个 DSP只能访问它们自己的加速集群内的 GSM、HBSM和 DDR, 用以完成计算密集型任务.
进一步, 在一个 DSP中, 不同 DSP核之间的 SM和 AM均无法共享, 核间数据交互一般通过共享内存 GSM进行.
DMA引擎存在于每个 DSP核中, 不同核之间互不干扰.

MT-3000 DDR之间 DMA的实测访存带宽为 16.22 GB/s, 在每个 DSP簇上 DMA在 DDR和 AM间的实测带

宽为 42.62 GB/s, 而 AM间访存带宽高达 921.6 GB/s[3], 因此在执行过程中, 尽可能要将运算数据先加载到 AM或

者 SM中再进行计算. 表 1展示了MT-3000中不同级别的内存及其特点, 在设计程序时应该尽可能为不同的功能

使用最合适的内存区域.
 
 

表 1　MT-3000 DSP核中不同内存
 

名称 大小 主要作用

DDR 32 GB CPU和DSP同时可读可写内存, 带宽比较宝贵, 应避免频繁读写

GSM 6 MB 所有DSP核可见的2级缓存, 用于核间数据交互

SM 64 KB 每个核私有的标量存储器, 只能使用控制核心访问

AM 768 KB 向量存储器, 最小访存位宽为64位
  

2.2   MT-3000 编程模型介绍

MT-3000 为用户提供了不同层级的编程模型, 既有操作系统级别的汇编指令集, 低层级的加速数组管理接口

和专业数学运算库. 也有高层级的异构多线程库 Hthreads[20]和 OpenCL 标准的实现 MOCL3[21].
MOCL3 作为 MT-3000 的 OpenCL 1.2 标准实现, 通过将局部存储映射到片上存储器和利用异步工作组复制

内置函数, 显著提升了内存带宽和数据传输效率. 实验证明, 使用局部存储优化后, 性能提升约 2.8 倍 [20].
Hthreads 是一个低开销和高可用性的异构编程接口, 既具有足够的灵活性, 可以在 C++ 这个层级进行开发,

又可以满足性能需求. 该接口由主机端 API 和设备端 API 组成, 通过中断和共享内存进行通信. 主机端 API 主要

由线程组管理模块和调试性能分析模块组成, 使用类似 POSIX 的线程接口来管理加速区并降低内核启动开销, 性
能上优于切换时钟模式. 设备端 API 主要由系统调用模块和资源管理模块组成, 提供丰富的硬件功能接口, 以满足
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用户对计算任务的需求. Hthreads 通过引入 DMA 技术实现高效的数据传输. 在优化案例中, Hthreads性能显著优

于 MOCL3[20]. 总体而言, Hthreads 的设计更贴近 MT-3000 芯片的底层架构, 在允许用户对 DSP 进行精细控制、

降低内核启动开销的同时, 也兼顾了可编程性和灵活性.
图 2 展示了 MT-3000 的各层级编程模型, 越接近底层编程模型效率越高, 但是其开发和维护难度也就越大.

综合考虑性能、可编程性、可读性等因素, 本文选择可以嵌入到 C 语言中的高级编程模型 Hthreads 作为开发

模型.
 
 

可
编
程
性

编
程
模
型
性
能

OpenCL

异构多线程库 (Hthreads)

高性能数学库

加速管理接口 (Iibmt)

原语操作集

C+Intrinsic/汇编

汇编指令集

图 2　MT-3000用户层编程模型
  

3   MTTorch 的实现与优化
 

3.1   MTTorch 设计背景

原生 PyTorch框架中囊括了近千个算子, 为框架中所有算子都进行精心优化是一个庞大的工程. 考虑到大模型训

练对于计算需求的迫切性, 本文工作聚焦于在新一代天河超算上实现和优化 Transformer类大语言模型训练任务.
首先, 我们在 MT-3000 的 CPU 上训练 PyTorch Examples (https://github.com/pytorch/examples)官方项目中的

Transformer 模型至 loss下降趋于稳定, 并使用 PyTorch 中的 profile 工具详细统计分析了模型训练过程中的各算

子的平均耗时 (如表 2 所示). 前 15个算子的总耗时占比就高达 82% (如图 3所示). 这为后续的算子优化提供了明

确的方向和依据. 本文将这 15个算子定义为 Transformer类模型的核心算子, 优化好这 15个算子就可以极大地提

升模型的计算性能.
 
 

表 2　Transformer类模型中耗时大的算子
 

函数名称 算子功能 时间占比 (%) 平均执行时间 (ms)

mm 矩阵乘法 46.20 19.454
softmax/log_softmax 归一化指数函数 12.47 141.763
add/sub/mul/div 加, 减, 乘, 除 11.24 3.87

softmax_back/log_softmax_back softmax的反向传播 3.95 44.959
bmm 批矩阵乘法 2.41 3.309

native layer_norm 层内归一化 2.00 2.147
sum Tensor求和 1.94 2.511
copy_ 数据拷贝 1.88 2.452

ReLU_back/GELU_back 激活函数反向传播 0.95 28.01
_cat Tensor拼接 0.82 3.23

ReLU/GELU 激活函数 0.57 15.91

表 2中算子可分为 3类. 第 1类是如 cat、copy 等访存密集型操作, 并不涉及计算, 可以直接使用 DMA 进行

实现. 第 2类为 pointwise 类型算子, 即 Tensor 中对应位置进行计算操作, 主要为计算耗时, 访存消耗较小. 第 3类
为需要进行规约操作的算子, 如 layer_norm. 这一类算子在计算和访存方面都存在瓶颈问题, 且在规约过程中可能

遇到数值溢出. 综上所述, 本文面向MT-3000的体系结构特性, 对耗时占比高的 15个核心算子进行了精心优化.
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算子名称

其他

激活函数

激活函数反向传播

张量求和

层归一化

批矩阵乘法

归一化指数函数反向传播

张量加减

张量乘除

归一化指数函数

矩阵乘法

图 3　MTTorch核心算子在训练任务中的计算时长占比情况
  

3.2   MTTorch 的总体设计思路

MTTorch本质上是对 PyTorch官方实现的一个扩展, 通过将 MTTorch 以动态链接库的形式进行挂载, 即可在

MT-3000 上实现异构训练. MTTorch由设备管理模块和算子库两部分组成, 其整体架构如图 4所示.
 
 

MTTorch

原生 PyTorch

框架前端

计算图

用户代码

计算图引擎

核心算子

虚拟算子

Python 包

MT-3000 硬件层

MT 数学库
Hthreads

API
ftIMM

CUDA 算子

CPU 算子

MT-3000 DSP 设备管理 MT-3000 DSP 线程组管理

Python 接口

图 4　MTTorch整体架构
 

设备管理模块保证了深度学习框架后端可以准确、高效地调用 MT-3000 执行深度学习任务. 每当任务被启

动, MTTorch首先需要通过执行 hthread_dev_open()初始化设备, 随后利用 hthread_dat_load()挂载包含设备端核

函数的.dat文件. 然而, 考虑到在一次模型训练任务中, 设备仅需开启一次. 为了避免不必要的重复操作, 本文特别

设计了基于单例模式的设备管理类来维护一个 DSP对应的句柄. 单例模式的核心思想在于确保某个类在整个系

统中仅存在一个实例, 并提供全局访问点, 从而防止重复初始化. 当 MTTorch 需要调用设备运算时, 会首先检查

DSP句柄是否为空. 如果句柄为空, 即设备尚未启动, 则执行相应的 API来初始化设备并进行内存检查; 若句柄非

空, 则直接跳过启动阶段进入后续的运行流程. 这样的设计不仅提高了效率, 还确保了系统的稳定性和资源的高效

利用.

同样, 当使用 Hthreads编程模型调用 DSP计算时, 需要先根据对应的 DSP句柄和要申请的线程创建线程组,

并返回一个 threadID以唯一标识该线程组. 然而, hthreads_group_create函数本身会产生约 1.2 ms的开销. 为了避

免这种开销, 本文使用单例模式设计了一个线程组管理类, 如图 5所示, 该类可以缓存已有的 threadID. 如果当前
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需要的资源与已有的线程组匹配, 则可以直接调用 hthreads_group_exec 函数进行计算, 无需重新创建线程组. 因
为 hthreads_group_exec函数的固有开销为约 0.6 ms, 所以使用这种方法可以减少 50%的固有启动开销.
 
 

图 5　Hthreads线程组单例类图
 

在算子库层面, MTTorch 采用 CPU+DSP异构计算设计. 对于核心算子, 采用MTTorch的 Hthreads编程模型

进行并行优化. 对于训练大语言模型时占比极少的算子和并行实现带不来性能优化的算子采用虚拟算子的方法实

现. 虚拟算子是指注册在 DSP后端但仍使用 CPU 进行计算的算子. 由于一个计算图上所有算子的设备后端需要

是一致的, 因此这类算子需要在 DSP 后端进行注册, 但实际仍在 CPU端执行.
不适宜并行优化的算子, 主要有内存中非连续的 Tensor 参与计算和 Tensor 数据量过小这两种情况. 非连续

Tensor 难以实现批量访存, 无法充分利用向量处理单元; 输入 Tensor 过小时, 整体计算时间也就是几毫秒的级别,
由于 DSP 线程组启动时有 1 ms 左右的固有开销, 导致其会弱化加速的效果, 甚至没有加速效果. MTTorch 中算子

的执行流程如图 6所示.
 
 

算子调用

是否使用 DSP 优化

是

获取 Hthreads

可读地址 void*
修改 Tensor device 属性

执行 PyTorch CPU 算子

重新修改 device 为 HT执行 Hthreads 核函数

结束调用

否

图 6　MTTorch中算子执行流程
 

此外, 本文将 ftIMM[14]集成到了MTTorch 框架中, 通过对 ftIMM::SGEMM的调用实现了适用于模型训练的

高效 mm 和 bmm 算子. 为了最大限度地利用 DMA带宽进行数据存取, 用户必须确保每次 DMA拷贝的内存空间

尽可能连续, 并且大小为 1 024位的倍数. 因此在MTTorch中, 矩阵的存储和遍历均采用了行主序 (Row-major)的
方式, 以确保数据在内存中的布局与 DMA的存取方式相匹配, 从而提升数据处理的效率. 由于高效的矩阵乘法实

现需要精心设计, 充分利用指令的流水线, 这对于 Hthreads 这一层级的编程模型有着很大的挑战. 我们将在后续的
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研究中探索基于 Hthreads 的高性能矩阵乘法的实现方式.

MTTorch的设计具有很好的通用性. MTTorch中所有算子均使用 PyTorch 原生的 TORCH_LIBRARY_IMPL

方法在 PyTorch 后端进行注册, 以供图引擎调用. 其实现的算子以扩展库的形式编译和原生 PyTorch框架解耦. 用

户只需通过 torch.ops.load_library 方法在 Python 端将编译好的 MTTorch 动态链接库进行挂载, 即可在MT-3000

的 DSP 簇上调用算子进行高效训练. 本文的设计思路几乎未改变 PyTorch 的源码和框架结构, 因此广泛适用于各

版本的 PyTorch 框架. 

3.3   虚拟算子

在实现虚拟算子时, 一种直观的实现方法是在算子内将输入的 Tensor 搬移到 CPU 控制的 DDR 区域执行

CPU 分支的算子, 再在计算结束之后将结果搬移到 DSP 可读写的 DDR 区域. 然而不同设备之间的切换需要执行

memcpy 函数进行内存拷贝. 经过测试, MT-3000 上 DMA 对 DDR 的访存带宽只有 16.22 GB/s, 这导致内存拷贝所

占用的时间是不可忽视的. 针对这类算子, 本文结合 MT-3000 的设备特性, 提出了一种无需内存拷贝的虚拟算子

实现方法. 在 PyTorch中, Tensor 在设备上的储存分为头信息区和存储区两个部分, 头信息区保存 Tensor 的形状

(size)、步长 (stride)、设备 (device)、数据的索引等信息; 存储区 (storage)保存该 Tensor 的真实物理地址. 得益于

MT-3000片上的 CPU 可以读写所有 DSP 簇所占用的 DDR 内存, 开发人员只需要修改头信息区的 device 属性便

可以创建一个设备为 CPU 的 Tensor, 由于该 Tensor 存储区指针并没有变, 从而避免了在切换不同后端时候的频

繁内存拷贝. 

3.4   计算密集型算子向量化

本文采用向量化优化来处理点对点计算操作 (pointwise), 如加法 (add)、减法 (sub)、除法 (div)和乘法 (mul).

MT-3000的 DSP性能主要依赖于其矢量处理单元 (VPU). 每个 VPU包含 16个加速核心 (VPE), 它们以同步的方

式并行工作, 每个核心能够处理 64位宽的双精度数据, 以充分发挥 VLIW微架构的计算潜力. 对于单精度数据, 一

个 VPE能够将 2个单精度数打包到一个 64位宽的数据中, 因此一个向量可以同时支持 32个单精度数的计算. 这

意味着 DSP具有出色的向量化支持. 在算子向量化实现时, 应该注意算子原生实现应满足以下特点.
(1)访存地址无冲突或程序中不存在原子操作;
(2)向量循环体的循环次数可计算且循环体只有一个出口和入口.

算子实现中包含了上述特点即可使用向量化进行优化. 此外, 一个 DSP簇上的 AM缓存大小为 768 KB, 因此

在设计实现时应该根据输入大小为 Tensor分段处理, 防止 AM内存溢出. 具体实现过程见算法 1.

算法 1. 自适应大小的向量化核函数.

输入: 矩阵 A, 总长度 L;
输出: 矩阵 C.

1. 计算均分给每个核的 Tensor片段长度 L_c;
2. FOR m=0; L_C; L DO in parallel
3.　 coreID = get_thread_id();
4.　 offset=min(coreID×L_c, L-coreID×L_c);
5.　 cacheLen = MaxVectorCount×32 //单次 load到 AM大小;
6.　 FOR i=0; tmpLen; len – 1 DO
7.　　 tmpLen = (L – i) > cacheLen ? cacheLen : (L – i);
8.　　 vector_load(A[offset+i])  //子矩阵传入 AM空间;
9.　　 FOR j=0;1;  L_c/32 DO
10. 　　　Vector C++ execute;
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11.　   END
12. 　  vector_store(C[offset+i]) //将结果保存到 DDR;
13.   END
14. END

在算子中根据输入输出以及计算中间结果的大小, MaxVectorCount可以取 128, 256, 512或 1024. 一个 VPE
中集成了 3 个浮点乘加计算单元, 为了充分利用处理器 VLIW 的性能, 在实现时要将加减操作 (a–b) 转换为乘加

和乘减 (a×1–b)操作.
对于计算过程中的常数变量, 本文通过 Hthreads的广播指令将其广播成 VPU中的一个向量常量. 然而由于硬

件的特性, 存储器一次可处理的最低位宽为 64 位, 单个单精度数据并不支持广播. 本文使用 C 语言中的联合体

union 实现 32 位常数到 64 位的打包和解包, 它允许将多个不同类型的成员变量存储在同一个内存空间中. 一个

union的长度为 64位宽, 代表 1个双精度浮点数或者长度为 2的单精度浮点数组. 实现代码如图 7所示.

  

图 7　单精度浮点数打包
  

3.5   激活函数及其反向传播算子实现

激活函数可以使模型更加稳定, 显著提高模型性能, 是深度神经网络中不可缺少的模块. 本文实现了语言模型

中最常用的两个激活函数.
ReLU激活函数是一种常用的非线性函数, 其表达式为 y = max(x, 0), 具有计算速度快, 训练过程稳定的特点,

因此广泛运用在深度学习模型中. ReLU前向传播和反向传播公式为: 

ReLU (x) =max(0, x)
dx = (y > 0) ? dy : 0 (1)

由于硬件位宽限制, 向量 C 接口的条件赋值语句仅支持双精度数据. 对于单精度下的 ReLU反向传播中的条

件赋值操作, 本文采用位运算实现 res = (A>B) ? C : D, 得益于 VLIW的架构, 取得了明显的加速效果, 见算法 2.

算法 2. 基于位运算的条件赋值方法.

输入: A, B, C, D;
输出: res.

1. vo = gt(A, B);  //判断是否赋值

2. vzero = mov 0 to VPEs;  //构造全 0向量

3. vot = sub(vo, vzero);  //条件向量格式化为全 0或全 1
4. x64 = (lvector unsigned long int)C;
5. y64 = (lvector unsigned long int)D;
6. vo64 = (lvector unsigned long int)vot; //强制类型转换

7. //位运算赋值
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8. von = not(vo64);  //逻辑非

9. tmp1 = and(x64, vo64);  //逻辑与

10. tmp2 = and(y64, von);  //逻辑与

11. rett = or(tmp1, tmp2);  //逻辑或

12. res = (lvector float)(rett);  //强制类型转换

GELU也是一种常用的激活函数, 相较于传统的激活函数如 Sigmoid和 ReLU, GELU在神经网络中具有更好

的性能, 同时也更易于优化. 它在训练时收敛速度更快, 并且比 ReLU更能适应各种深度神经网络结构, 因此被广

泛应用于自然语言处理、计算机视觉等领域, 其公式为: 

GELU (x) = 0.5× x×
(
1+ erf

(
x
√

2

))
(2)

其中, erf 为高斯误差函数. 其反向传播可由下式得到. 

dy
dx
= 0.5×

(
1+ erf

(
x
√

2

))
+

x
√

2π
exp
−x2

2
(3)

MT-3000提供了一系列高性能数学库 (HPML), 其中的数值计算库 libvm包含了向量的 erf和 exp操作. 利用

libvm和算法 1防止 AM内存溢出的思路, 本文使用向量指令实现了高效的 GELU前向传播以及反向传播算子. 

3.6   基于规约的算子实现与优化

归约操作是指将一组数据中的所有元素进行某种计算 (例如求和、求最大值、最小值等), 并得到单一的结

果. 在 PyTorch中, 存在着大量基于规约的算子. 本文结合MT-3000 DSP的硬件特性, 设计了一个高效的多核规约

流程, 并借助其实现了高效的 softmax和 layer_norm算子. 

3.6.1    MT-3000多核规约

本节首先介绍了实现上述算子最关键的步骤——基于多核的并行规约算法. 归约的串行操作非常简单, 但是

由于每次循环都需要利用上一次循环的结果, 因此无法直接向量化. 二分法并行规约是规约算法的常见思路. 其将

源数组划分为多个子数组分别规约, 再对子数组的结果进行规约, 如此递归得到结果. 然而, 当前的规约算法大多

是针对 CUDA平台或特定的指令集, 并不适用于MT-3000的异构众核架构. 本文结合 MT-3000 的硬件架构, 实现

了一个 DSP上的多核向量化规约算法, 流程如图 8所示.
 
 

均分为 N 块

核 1 DDR to AM 核 N DDR to AM VPU

GSM
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图 8　MT-3000 DSP多核规约流程
  

3.6.1.1    核内分段计算

算法首先根据参与规约的核数 N 将数组分为 N 份. 值得注意的是, 由于 VPE位宽限制, 每一份的长度应该为

偶数. 本文使用 DMA 指令将分好的子数组搬移到 AM 存储器中用于接下来的计算. 使用 DMA 一方面可以充分

利用各级内存间的带宽, 另一方面也方便开发人员针对访存进行更精细的优化, 这将会在第 3.6.3节中展开. 搬移
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结束后, 对于各个核 AM中的数组以向量的形式循环执行计算, 将该核子数组规约到一个 1 024位宽的向量中 (图 8
中框内部分). 

3.6.1.2    VPU内规约

通过上述方法, 我们在 24 个 DSP 核上都得到了对应分区的规约结果并且保存在对应 VPU 的一个 VPE 上.
对于双精度 (double)的数据, 可以直接使用 mov_from_svrX接口, 将 VPE中 16个数卸载到 SVR寄存器进行合并.
然而, 对于单精度浮点数, 由于 VPE的最小访存单位为 64位, 因此无法直接进行对应的操作. 同图 7中的思路, 本
文先将取出来的 64位解包成 2个对应的单精度浮点数, 再进行合并. 

3.6.1.3    DSP簇核间规约

经过以上两步, 我们在 N 个计算核上分别得到了对应分段的规约结果, 保存为 N 个标量值. 进一步, 本文实现

了多核之间的数据规约算法. 由于核间的规约需要在核间交互数据, 而多核可共享的 DDR又是带宽受限的. 因此,
利用 GSM 缓存比 DDR 内存访存带宽更大的特性 ,  本文将子数组规约结果和核间规约的临时共享地址

shared_mem 都创建在所有核共享的 GSM缓存中, 以减少对 DDR的频繁访存.
具体来说, 本文将 DSP簇中的不同核分成若干个子组, 每个子组内的计算核执行一定的归约操作 (例如求和),

然后将子组的结果进行合并, 得到一个较小的结果集合. 然后再将较小的结果集合分成若干个子组, 重复上述操

作, 直到最终只剩下一个结果. 核间数据规约算法流程见算法 3. 其中, core_num 代表本机规约使用的核心数,
shared_mem 是位于 GSM的中间变量存储地址, warp_size是常量, 一般为 32.

算法 3. 核间数据规约.

输入: core_num, sub_reduce, shared_mem, warp_size;
输出: sub_reduce.

1. FOR each core DO in parallel:
2. 　int coreID = get_thread_id();
3.　 FOR i = (warp_size >>1) TO 0 STEP >>=1 DO:
4.　　 shared_mem[coreID] = sub_reduce
5.　　 barrier;
6.　　 int temp = coreID+i<core_num?shared_mem[coreID+i] : 0;
7.　　 Reduce_op(sub_reduce, temp);
8.　 END
9. END
 

3.6.2    基于规约的算子实现 

3.6.2.1    sum以及 softmax
基于上述的规约算法, 开发人员自然而然可以实现 sum算子. 对于 softmax算子和 log_softmax算子, 我们首

先给出其计算公式:  

σSM (xi) =
exp(xi− xmax)

K∑
j=1

exp
(
x j− xmax

)
σLSM (xi) = (xi− xmax)− log

 K∑
j=1

exp
(
x j− xmax

)
(4)

区别于原始的 softmax公式, 本文将 e的指数减去所有输入的最大值, 缩放成小于等于 0的数, 防止造成数值

溢出. 反向传播可由: 
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dxi = yi×
dyi−

K∑
j=1

(
dy j× y j

) ,dxlog
i = dyi− exp(yi)×

K∑
j=1

dy j (5)

计算得到. 对于前向传播需要进行规约操作求出数组的最大值和总和, 再按照公式进行向量化计算. 对于反向

传播则只需要规约求和直接计算即可, 因为 yi 为 softmax之后的计算结果, 取值范围为 [0–1], 不会造成溢出. 

3.6.2.2    Layer_norm
PyTorch中的 Layer_Normalization (层归一化)是一种用于深度神经网络的归一化技术, 其在每个样本的特征

维度上进行归一化. Layer_norm适用于处理变长序列数据, 如文本数据, 可以提高模型的稳定性和收敛速度, 是大

型语言模型中必不可少的一环. 计算过程涉及将输入张量沿指定维度计算均值和标准差, 并使用它们进行归一化.
其计算公式为: 

y =
x−E (x)
√

Var (x)− ϵ
×γ+β (6)

其中, E(x)代表数据的均值, Var(x)代表数据的标准差, ϵ 是一个用于保持数值稳定的常数, γ 和 β 是该层的可学习

参数.
在传统的计算均值和标准差的方法中, 通常需要将所有数据相加, 然后除以数据个数来得到均值, 再遍历每一

个样本数据求得标准差. 然而, 当数据量非常大时, 将所有数据相加可能导致精度溢出的问题, 同时进行两次遍历

也会造成较大的时间开销. 为了解决这个问题, 并且实现并行化计算, 本文在 DSP 上实现了适用于多核并行的

Welford迭代计算算法. 程序只需要对数据进行一次遍历, 并利用迭代公式:  
Mean (xk) = Mean (xk−1)+

xk −Mean (xk−1)
k

S (xk) = S (xk−1)+ (xk −Mean (xk−1))× (xk −Mean (xk))

Var (xk) =
S (xk)

k

(7)

即可计算 k 个数据的均值和标准差, 避免了精度溢出的问题. 其中, S(x)是迭代计算标准差的中间结果. 此外,
Welford算法的合并公式:  

delta = Mean (x2)−Mean (x1)

Var (x) = Var (x1)+Var (x2)+delta2×n1×
n2

n1+n2

Mean (x) = Mean (x1)+delta× n2

n1+n2

(8)

也使得可以将数据进行分段处理, 不同的数据段间互不干涉, 从而可以通过一次规约来求得结果, 其中 n1 和
n2 代表要合并的两段子数据的长度.

具体来说, 在核内分段计算阶段利用迭代公式将每个核内的数据在不同向量间进行迭代, 最终得到长为 32的迭

代结果. 接着, 在 VPU内规约和 DSP簇核间规约时采用合并公式, 将不同数据段迭代得到的结果最终规约为一个值. 

3.6.3    访存优化

在MT-3000 DSP上, 每个核都有若干个直接存储器存取 (DMA). 使用 DMA在各级存储之间搬移数据无需占

用计算核心, 可以使得计算和访存最大化的重叠, 提高性能.

乒乓算法是一种经典的访存优化技术, 用于实现异步情况下计算和数据传输之间的重叠. 本文在访存时采用

乒乓算法, 通过手动编程实现通信和计算最大限度的互相隐藏, 从而取得良好的加速效果, 乒乓算法具体流程如算

法 4所示. DSP 上实现乒乓操作的核心是在 VPU 的 AM 存储器上申请数据所需大小 2 倍的空间, 以存放 2 份相

同大小但不同时序的数据互为对方的缓冲. 具体来说: 除去第 1轮次的数据读取和最后一轮次的数据写回, DSP 核

心在进行本轮的数据计算同时将下一轮数据通过异步 DMA加载到 AM中, dma_p2p & dma_wait; VPU计算完成

后, 再通过异步 DMA方式将本线程负责的数据块从 AM拷贝回 DDR. 异步 DMA 方式将计算与主存访问相重叠.
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算法 4展示了 DDR加载到 AM的乒乓流程, 数据写回 DDR的流程同理, 在此不再赘述.

算法 4. DSP乒乓算法.

输入: 矩阵 A, 模型批次 batch_size, 每个批次的数据量 L;
输出: 矩阵 C.

1. coreID = get_thread_id();
2. offset=min(coreID×L_c, L-coreID×L_c);  //批次内偏移量

3. malloc buffer1, buffer2, buffer3, buffer4;  //双缓冲区设置

4. FOR m=0 to batch_size DO in parallel
5.　 A_b = A + m×L + offset;  //每批次单核处理数据

6.　 if m==0 then
7.　　   ch1 = dma_p2p(A_b, buffer1);  //dma异步传输

8.　　   dma_wait(ch1);
9.　　   ch2 = dma_p2p(A_b+L, buffer2);  //预取下一批次数据

10.　　 else
11.　　 if m%2==0 then
12.　　　 dma_wait(ch1);  //异步等待

13.　　　 if m ! = batch_size–1 then
14.　　　　 ch2 = dma_p2p(A_b+L, buffer2);
15.　　　 end if
16.　　 else
17.　　　 dma_wait(ch2);
18.　　　 if m ! = batch_size–1 then
19.　　　　 ch1 = dma_p2p(A_b+L, buffer1);
20.　　　 end if
21.　　 end if
22.　 end if
23.　 if m%2==0 then
24.　　 buffer3 = kernel_compute(buffer1);
25.　 else
26.　　 buffer4 = kernel_compute(buffer2);
27.　 end if
28. END

需要注意的是, 虽然乒乓操作可以通过手动循环预取降低访存延迟, 但双缓冲区的设计也使得 AM存储器的

实际存储空间减半, 在编程时应该注意分块的大小防止内存溢出. 例如在计算 softmax时, AM存储器需存储当前

输入, 下一批次输入, 当前输出, 下一批次输出以及计算中间结果共 5个数据块. 此时每个核处理的向量数量应该

小于 512个. 

4   实验分析

本文设计并完成了一系列实验回答以下问题:
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RQ1: MTTorch中的算子的正确性如何?

RQ2: MTTorch中的虚拟算子是否避免了引入额外开销?

RQ3: MTTorch中核心算子的性能提升效果如何?

RQ4: 使用MTTorch进行模型训练时的性能和加速比如何?

本文在由 MT-3000 芯片构建的天河新一代超算系统上进行测试. 使用 PyTorch 1.10 (https://pytorch.org/

docs/1.10/) 版本作为软件环境, 以 CPU 同构环境下的 PyTorch 作为基准线, 并在编译过程中集成了 OpenBLAS

(https://github.com/xianyi/OpenBLAS)等 CPU上的高性能库. 为公平起见, 本文在单个MT-3000片上用 4个 CPU

核和单个 DSP 簇进行比较. 区别于科学计算, 深度学习训练任务的一大不同在于任务对加速器内存的需求更大.

MT-3000片上 DDR总量为 64 GB, 常规状态下, 每块 DSP可分得的内存大小为 12 GB左右. 为了保证大语言模型

训练可以更稳定地运行, 只启用一块 DSP簇, 保证其可支配 48 GB内存, 防止内存溢出 (out of memory, OOM). 在

算子测试阶段, 采用 Python 的单元测试框架 unittes (https://docs.python.org/3/library/unittest.html)进行单元测试,

并使用 PyTorch中的 profile工具对算子性能进行分析. 在模型测试阶段, 本文在单节点和多节点情况下分别进行

了模型训练性能和可扩展性测试. 考虑到MTTorch的设计模式, 本文的方法也适用于其他 PyTorch版本. 

4.1   RQ1: MTTorch 中算子的正确性

unittest 单元测试提供了创建测试用例, 测试套件以及 批量执行的方案, 用户安装 Python 之后可以通过

import unittest引入并直接使用. 利用 unittset包, 对 15个核心算子和 21个大模型所需的虚拟算子在 3个不同数据

规模下进行了单元测试, 基准为 CPU算子的计算结果. 本文采用 torch.testing.assert_close判断结果是否相等, 相对

误差阈值设置为 1E–06, 这是主流深度学习框架进行测试时候采用的通用值. 由于虚拟算子的实现逻辑一致, 因此

在实验中以 nll_loss_forward为代表进行说明, *表示该算子为虚拟算子. 表 3展示了MTTorch中的算子在不同数

据规模下的正确性测试结果, 其中√表示算子通过了正确性测试, 实验结果为 5次随机实验后综合得出.
 
 

表 3　MTTorch算子正确性测试
 

测试算子 218 224 228

add/sub √ √ √
mul/div √ √ √
GELU √ √ √
ReLU √ √ √

GELU_back √ √ √
ReLU_back √ √ √
softmax √ √ √

log_softmax √ √ √
softmax_back √ √ √

log_softmax_back √ √ √
layer_norm √ √ √

mm √ √ √
sum √ √ √

nll_loss_forward* √ √ √
 

由结果可得, 无论是核心算子还是虚拟算子, 计算误差都小于 1E–06. 

4.2   RQ2: MTTorch 中虚拟算子的性能

在本节中, 对比了虚拟算子和 CPU同构环境下 PyTorch算子的性能. 数据规模为 222 个单精度浮点数.

从图 9可以看出, 虚拟算子性能和 CPU实现的算子不相上下, 这表明通过修改设备属性改变算子运算后端的

方法几乎未引入额外开销, 达到了我们的设计目标. 同时, 在大多数情况下, 虚拟算子的性能还好于 CPU算子. 这
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可能是因为 CPU 端内存同时被操作系统使用, 使得缓存需要频繁进行替换, 造成性能的损失. 而片上的每一个

DSP簇都是一个裸机系统, 其内存区域并没有操作系统, 因此更容易缓存命中.
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图 9　虚拟算子与 CPU同构环境算子性能对比
  

4.3   RQ3: MTTorch 中核心算子的性能提升
 

4.3.1    DSP算子与 CPU算子性能对比

本文使用 PyTorch中的 profile工具统计算子的执行时间. Profile是 PyTorch 框架中用于对模型进行性能分析

和调试的工具之一, 它提供了一个简单的方式来收集 PyTorch 操作的计算时间、内存使用、执行次数等信息. 为
了能够直观地评估MTTorch中基于 Hthreads实现的核心算子与MT-3000 CPU算子性能上的差异, 本文设计了公

式 (9)中的性能评价指标: 

Psource =


−THthreads

TCPU
, THthreads ⩾ TCPU

TCPU

THthreads
, THthreads < TCPU

(9)

其中, THthreads 代表 MTTorch 中基于 Hthreads 实现的核心算子运行时间, TCPU 为 MT-3000 CPU 上算子的运行时

间. 在相同情况下, Psource > 1表示 Hthreads核心算子性能优于 CPU, 且越大代表 Hthreads核心算子的性能提升的

倍数越大; Psource < −1表示MT-3000 CPU的算子较好.
本文分别统计了在不同数据规模下 (218–228), MT-3000 CPU和 Hthreads核心算子的运行时间, 结果以 10个不

同的MT-3000节点运行取平均为准. 图 10展示了 CPU算子和 Hthreads核心算子性能对比.
从图 10中可以看出, 在数据量小的情况下, CPU算子略微好于MTTorch, 但并没有倍数的优势. 而随着数据

量的逐渐增大, Hthreads 核心算子的性能优势逐渐明显. 大部分算子都取得了 2–8 倍的加速效果. 这是由于 DSP
线程组的启动有 1 ms左右的固有开销, 当数据量少的时候, 这个固有开销可能会将 Hthreads带来的性能提升抵消

掉. 因此, 在实现算子时应该根据传入 Tensor的数据量大小动态地选择使用 DSP加速还是使用虚拟算子.
此外, 我们发现, 使用 Hthreads进行实现的算子在稳定性方面要远好于 CPU同构环境下的算子. 在不同节点

上, 使用 Hthreads加速后的标准差通常都维持在 [0, 1]之间, 而 CPU同构环境下的算子, 其标准差却会随着数据

规模的增大而不断上升. 考虑算子的稳定性对于大规模分布式训练是必要的, 因为在多节点训练的场景下, 由于短

板效应, 模型的整体运行时间往往是由集群中性能最差的节点决定的, 更稳定的节点更有助于系统发挥其性能的

上限.
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图 10　15个核函数在不同输入数据规模下使用 CPU和 DSP运算时间和标准差对比
  

4.3.2    DSP算子与 GPU算子性能效率对比

进一步, 本文设计实验对比了MTTorch和 PyTorch中原生的 CUDA算子的性能效率. MT-3000每个 DSP核
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心运行在 1.8 GHz下, 双精度浮点峰值性能为 518.4 GFlops. 相比之下, NVIDIA Tesla V100S的双精度峰值性能则

高达 8.177 TFlops. 为了公平对比, 本文利用公式 10, 通过计算性能效率的比值将不同硬件峰值性能进行归一化. 

Pnorm =

N/TDSP

FDSP

N/TGPU

FGPU

=
TGPU×FGPU

TDSP×FDSP
(10)

其中, N 代表执行该算子需要的浮点数计算次数, T 代表执行该算子的时间, F 代表对应硬件的浮点数峰值性能.
Pnorm 越大, 表明MTTorch中通过 DSP优化的算子性能效率越好. 归一化后MTTorch和 PyTorch CUDA算子性能

效率比如图 11所示.
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图 11　CUDA算子和MTTorch算子性能效率对比
 

从图中可得, 在数据规模较小时, 例如小于 224, 在归一化硬件差距后, 本文实现的算子相较于 NVIDIA Tesla
V100S GPU更加高效, 这是因为在数据规模较小时 V100S并不能完全利用所有 5 120个计算核心, 而 DSP的 24
个核可以充分利用. 然而 NVIDIA Tesla V100S显存 (graphical double data rate, GDDR)带宽为 1 134 GB/s, 相比之

下 DSP 上 DMA 在 DDR 和 AM 间的实测带宽仅为 42.62 GB/s. 因此在数据规模较大时 (大于 226), 与 V100S相比,
DSP的数据访存会成为影响MTTorch核心算子性能的瓶颈. 

4.3.3    消融实验

为了证明乒乓算法的有效性, 本文通过对 log_softmax、layer_norm、softmax_back、softmax、log_
softmax_back进行消融实验, 测试了乒乓算法在不同输入数据规模下的优化效果. 实验结果如后文图 12 所示. 可
以看出, 当数据规模超过 220 时, 采用乒乓算法相较于仅使用向量化优化的算子能够带来更大的性能提升. 同时, 在
数据规模较大的场景中, 使用乒乓算法依然能够保持显著的性能优势. 

4.4   RQ4: 使用 MTTorch 进行模型训练时的性能和加速比

本节验证了 MTTorch 在训练两种不同结构的语言模型时相比于 CPU 同构环境下 PyTorch 的性能和加速比

提升. 这两种语言模型, 一个是 PyTorch官方 Example 库中的 Transformer模型; 另一个是复现的 GPT-3[1]结构的

4层 GPT模型, 嵌入向量长度为 1 024.
图 13 展示了在单个 MT-3000 片上, 训练两个模型的性能对比. 可以看到, 相比 CPU 同构环境下的 PyTorch,

MTTorch 可以带来约 41% 的性能提升. 模型的性能并没有成倍增加, 这是由于本文重点关注核心算子的性能提

升, 为了规避模型并行等相关技术环节, 因此模型参数量以及每一层的数据规模并不大, 不能很好地发挥 DSP在

大规模密集计算下的优势. 在训练大模型时, 往往采用模型并行的方式, 每个节点只计算大模型中的数层. 更大的

参数矩阵将更有利于MTTorch的加速.
本文的实验平台是基于 MT-3000 的高性能计算集群, 能否高效利用集群中的海量节点进行分布式训练是成

功训练大语言模型的关键. 为了测试MTTorch的可扩展性, 本文使用 horovod[22]在不同规模的节点个数 (从 2 个节

点到 970 个节点)下进行数据并行训练. 训练的加速比如图 14所示.
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图 12　算子优化消融实验
 

可以看出, 两个模型的加速比都要显著优于 CPU同构环境下的 PyTorch, 且随着节点的增加加速比逐渐呈线

性增加, 说明本文实现的方法可以为基于MT-3000搭建的高性能计算集群带来更强的可扩展性, 使得 DSP+CPU
异构集群在人工智能领域的潜力可以被进一步激发. 

5   总　结

本文结合训练大语言模型的实际需求, 介绍了面向天河新一代超算系统加速芯片 MT-3000 的 PyTorch 扩展

库——MTTorch的设计和实现. MTTorch运用单例模式对 DSP设备和线程组进行高效管理. 算子层面, 本文利用
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MT-3000 DSP加速区内存 CPU可读写的特性, 设计了虚拟算子技术. 这保证了计算图中算子支持完备. 同时, 针对

训练 Transformer模型过程中的核心算子, 从算子实现向量化、DSP多核规约算法、乒乓算法等角度介绍了深度

学习算子在 MT-3000 上并行加速的思路和实现, 并取得了 2–8 倍的性能提升. 本文实现的 MTTorch 作为一个原

生 PyTorch的扩展库, 可以实现不同版本 PyTorch的即插即用, 新增算子无需修改 PyTorch源码, 具有很高的可编

程性.
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图 13　单节点模型运行时间对比
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作者希望本文所分享的经验和方法能够支持未来基于 DSP 的高性能计算集群的中文大语言模型训练任务.
在今后的工作中, 作者将继续探索更多深度学习算子在MT-3000片上的优化方法, 实现更高性能的通用矩阵乘法

和卷积操作. 同时, 针对于矩阵转置等离散内存操作探索更加高效的解决方案.

致谢　感谢国家超级计算天津中心以及国防科技大学计算机学院给予作者实验环境.
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