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摘　要: 推荐系统在成熟的数据挖掘技术推动下, 已能高效地利用评分数据、行为轨迹等显隐性信息, 再与复杂而

先进的深度学习技术相结合, 取得了很好的效果. 同时, 其应用需求也驱动着对基础数据的深度挖掘与利用, 以及

对技术要求的减负成为一个研究热点. 基于此, 提出一种利用 GCN (graph convolutional network)方法进行深度信

息融合的轻量级推荐模型 LG_APIF. 该模型结合行为记忆, 通过艾宾浩斯遗忘曲线模拟用户兴趣变化过程, 采用线

性回归等相对轻量的传统方法挖掘项目的自适应周期等深度信息; 分析用户当前的兴趣分布, 计算项目的兴趣量,
以获取用户的潜在兴趣类型; 构建用户-类型-项目三元组的图结构, 并结合减负后的 GCN技术来生成最终的项目

推荐列表. 实验验证所提方法的有效性, 通过与 8 个经典模型在 Last.fm, Douban, Yelp, MovieLens 数据集中的对

比, 表明该方法在 Precision, Recall 及 NDCG 指标上都得到良好改善, 其中, Precision 平均提升 2.11%, Recall 平均

提升 1.01%, NDCG 平均提升 1.48%.
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Lightweight GCN Recommendation Combining Adaptive Period and Interest Factor
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(School of Information Management, Jiangxi University of Finance & Economics, Nanchang 330013, China)

Abstract:  Driven  by  mature  data  mining  technologies,  the  recommendation  system  has  been  able  to  efficiently  utilize  explicit  and  implicit
information  such  as  score  data  and  behavior  traces  and  then  combine  the  information  with  complex  and  advanced  deep  learning
technologies  to  achieve  sound  results.  Meanwhile,  its  application  requirements  also  drive  the  in-depth  mining  and  utilization  of  basic  data
and  the  load  reduction  of  technical  requirements  to  become  research  hotspots.  On  this  basis,  a  lightweight  recommendation  model,  namely
LG_APIF  is  proposed,  which  uses  the  graph  convolutional  network  (GCN)  method  to  deeply  integrate  information.  According  to  behavior
memory,  the  model  employs  Ebbinghaus  forgetting  curve  to  simulate  the  users’  interest  change  process  and  adopts  linear  regression  and
other  relatively  lightweight  traditional  methods  to  mine  adaptive  periods  and  other  depth  information  of  items.  In  addition,  it  analyzes  users’
current  interest  distribution  and  calculates  the  interest  value  of  the  item  to  obtain  users’  potential  interest  type.  It  further  constructs  the
graph  structure  of  the  user-type-item  triplet  and  uses  GCN  technology  after  load  reduction  to  generate  the  final  item  recommendation  list.
The  experiments  have  verified  the  effectiveness  of  the  proposed  method.  Through  the  comparison  with  eight  classical  models  on  the
datasets  of  Last.fm,  Douban,  Yelp,  and  MovieLens,  it  is  found  that  the  Precision,  Recall,  and  NDCG  of  the  proposed  method  are
improved, with an average improvement of 2.11% on Precision, 1.01% on Recall, and 1.48% on NDCG, respectively.
Key words:  behavior memory; adaptive period; interest factor; graph convolutional network (GCN); recommendation system

 
 

*   基金项目: 国家自然科学基金 (62262025); 江西省自然科学基金重点项目 (20224ACB202012)
收稿时间: 2022-06-18; 修改时间: 2022-10-27; 采用时间: 2023-02-07; jos在线出版时间: 2023-08-09
CNKI网络首发时间: 2023-08-10 

软件学报 ISSN 1000-9825, CODEN RUXUEW E-mail: jos@iscas.ac.cn
Journal of Software,2024,35(6):2974−2998 [doi: 10.13328/j.cnki.jos.006915] http://www.jos.org.cn
©中国科学院软件研究所版权所有. Tel: +86-10-62562563



 1   引　言

推荐系统主要是在用户需求不明确或复杂时, 能结合历史行为来挖掘用户的特征、偏好等信息, 最终为用户

提供服务以匹配相应需求.
协同过滤 (collaborative filtering, CF)[1]作为推荐领域中经典的算法之一, 近几十年来得到了广泛的发展和应

用. 它通过结合不同群体 (用户和项目)之间的相似规律来实现评分填充或项目推荐. 基于协同过滤的推荐模型能

较充分地利用用户的全局信息, 获取较好的推荐精度, 但单一的协同过滤推荐模型对于数据的完整性要求极高, 故
在实际使用中, 数据稀疏性、训练效率低等问题是这一类模型的通病. 而不可否认的是, 评分、浏览等基础信息确

实最能展现用户兴趣也极易从中获取兴趣. 因此, 纵向深挖用户基础信息以获取深度信息 (如本文的自适应周期、

兴趣量因子等)的意义并不亚于横向融入近期热门辅助信息的作用. 换句话说, 基础信息中蕴含的大量深度信息在

传统推荐模型中难以挖掘或易过拟合, 这种局限性导致很多推荐模型盲目地朝着融入更多辅助信息的方向发展,
使得模型变得异常复杂.

基于深度学习的推荐模型对挖掘用户-项目间的非线性关系有着独特优势, 且其抽象编码能力可表示更高层

次的交互信息, 解决了很多传统推荐模型面临的问题, 其中采用多种神经网络组合成的混合神经网络 [2]表现出的

优势更为明显. 近些年热门的基于图卷积网络 (graph convolutional network, GCN)的推荐模型 [3−5], 采用 GCN方法

将用户-项目图结构信息输入模型中, 最大程度上保留了潜在信息, 能很好地实现协同过滤的思想. 然而, 这些工作

尽管也关注用户的基础信息, 但对用户和项目的高阶交互信息挖掘程度仍较浅. 此外, 很多研究采用繁琐的操作来

适应结构更复杂的数据, 导致模型的复杂度成倍增加. 数据的庞杂性加大了对复杂技术的依赖, 使模型构件冗余的

现象愈加严重. 但事实上, 结合传统经典技术, 或轻量级神经网络技术的推荐, 不仅能降低复杂度, 性能也并不逊

色, 因此, 挖掘合适的深度信息对模型推荐性能的提升至关重要.
针对上面的问题, 本文以深度信息和轻量级推荐为基础 (其中, 深度信息主要指自适应周期和兴趣量因子, 轻

量级则主要体现在模型所运用的技术复杂度方面), 提出一种融合自适应周期与兴趣量因子的轻量级 GCN推荐方

法 (lightweight GCN recommendation method combining adaptive period and interest factor, LG_APIF). 主要工作如下.
1) 结合艾宾浩斯 (Ebbinghaus)遗忘曲线构建用户兴趣模型, 用记忆规律来模拟用户的兴趣变化, 保证用户长

期兴趣存活性的同时, 充分发掘潜在短期兴趣.
2) 引入自适应周期和兴趣量因子等深度信息, 采用聚类和线性回归技术对其求解, 这在细化用户兴趣变化过

程的同时, 去除传统 GCN中特征融合等冗余操作, 使模型更有效地学习嵌入表示.
3) 利用 GCN技术传播用户-类型-项目三元图结构的信息, 使用户的潜在嵌入能融合更多的协作信号, 且让图

卷积层能更关注于拟合嵌入关系, 而不易受其他操作带来的噪声影响.
4) 基于 4个数据集和 8个经典的相关对比模型, 设计消融、对比、优化等不同类型实验, 由分析结果表明, 模

型 LG_APIF的整体效果最佳, 进一步论证了本文重点挖掘的特征确实可提高推荐效果.

 2   相关工作

协同过滤是一种利用用户或项目间相似度来预测的经典算法 [1], 基于协同过滤的推荐模型能较充分地利用全

局信息, 但单一的协同过滤推荐模型很难适应不同的场景. 比如, 为实现个性化推荐而细化用户的不同兴趣, 就要

求 CF可融入时间等方面的因素并关注到局部信息. 因此, 在推荐系统的发展过程中, 很多基于 CF的时序预测和

用户兴趣预测方法脱颖而出, 主要包括: 时间感知邻域模型 (time-aware neighborhood model)、基于聚类 (clustering)
的方法、基于线性回归 (linear regression)的方法、基于深度学习 (deep learning)的方法.

时间感知邻域模型 [6]在协同过滤的基础上, 对时序信息进行建模, 即, 在挖掘用户-项目信息的过程中, 将用户

交互过的项目按时间轴顺序展开, 使用户对项目的关注度也随时间分布. 这种方法虽扩展了传统模型对时序信息

的挖掘与利用, 但未能弥补传统模型固有的缺陷, 比如, 无法区别长短期兴趣.
随着数据挖掘技术的发展, 聚类方法得到广泛研究, 很多学者用其解决推荐问题. 徐晓等人 [7]研究一种基
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于密度的聚类改进算法, 并探讨其在推荐领域的应用. Ferdaous等人 [8]利用网络相关性和特征聚类, 推出一种好

友推荐算法. Tey等人 [9]为解决推荐中的冷启动问题, 采用一种融合社交影响力的聚类算法. 王俊等人 [10]对 CF
算法加以改进, 提出一种基于用户项目聚类的可扩展方法. Xu等人 [11]将用户间的信任关系进行聚类, 并将聚类

结果融入 CF算法中进行推荐. 但这些模型所使用的信任值均由数据集直接给出, 导致数据来源成为这类模型

的最大障碍.
线性回归也是推荐中的常用技术, 这得益于它在拟合函数和趋势分析上具有的独特优势. 文献 [12]通过最小

二乘法等方式计算出每种浏览行为的权重, 构建多种浏览行为的多元线性回归函数, 再以每种浏览行为的权重与

其量化特征做内积, 获得用户对项目的偏好得分. 刘兴波等人 [13]提出一种基于双向线性回归的监督离散型跨模态

散列方法, 该方法仅用一个稳定的映射矩阵来描述散列码与相应标签间的线性回归关系, 提升了跨模态散列学习

的精度和稳定性. 基于线性回归的推荐大多是根据浏览项目内容大小, 对浏览时间和访问次数进行但用户的多元

化属性间大都不存在线性关系, 导致基于线性回归的方法具有较大的局限性.
循环神经网络 (recurrent neural network, RNN)作为一种优秀的序列问题处理技术, 能非线性化地拟合多元化

属性, 被广泛运用到各种推荐 [14,15]中. 比如, 动态回归模型 (dynamic regression model)使用 RNN来优化自身, 使其

在下一个篮子推荐 [16]中的效果得到很大的提升. 但 RNN对数据的要求较高, 需要数据有统一格式, 比如一维向量、

二维矩阵、三维张量等, 即欧氏空间的数据, 很难处理类似图结构等复杂混合型的数据. 这些问题的提出, 使得主

要解决图论问题的 GNN (graph neural network)方法开始得到很多推荐领域学者的关注. 但直到 2014年, Perozzi
等人 [17]提出了 DeepWalk, 意味着图表示学习技术在这个深度学习时代才正式被激活, 之后便得到更为深入的应

用. Wu等人 [18]提出深度影响传播模型 (DiffNet++)来建模社交推荐中的递归动态社交扩散过程, 重点考虑了用户

之间的社交网络以及用户和项目间的兴趣网络.
之后, 为使图表示学习能更好地应用于协同过滤的相关研究中, 且在嵌入过程中尽可能地保留用户-项目之间

的潜在特征, Wang 等人 [3]运用 GCN 技术来实现协同过滤, 提出 NGCF 模型. 在此基础上, Wu 等人 [19]认为 GCN
具有不必要的复杂性, 通过消除非线性和多个权重矩阵, 提出一个简易的 GCN模型. 而 He等人 [4]在 NGCF的基

础上, 更大程度地去除特征融合及非线性转化的过程, 提出一种轻量级的 GCN. 这些工作给予了很多学者启示, 更
多相关且性能更好的推荐模型 [20,21]不断推出.

上述已有研究表明, 大多数协同过滤推荐模型主要考虑如何对基础信息进行填充或引入辅助信息加以利用,
未更大程度地挖掘在用户与项目基础信息中所蕴藏的深层信息; 此外, 在抽象编码用户行为表示时, 也仅实现最显

式的关系, 未考虑更高阶的用户-项目交互关系, 且尽管 GCN技术在推荐中表现优异, 但对其一些关键构件的必要

性仍存在争议. 因此, 本文提出 LG_APIF模型来捕捉用户的整体兴趣, 先利用较为轻量的传统技术来挖掘用户的

自适应周期和兴趣量因子等深度信息, 再进一步归结行为规律, 预测用户的兴趣项目类型, 以建立用户-类型-项目

三元图结构信息, 最终结合相对轻量的 GCN技术构建推荐模型.

 3   融合深度信息的 GCN 自适应推荐策略

传统的协同过滤推荐模型, 大多数将侧重点放在用户的相似性上, 即用户之间是否浏览了同一类项目, 或项目

的相似性上, 即项目之间是否存在功能或特征上的替换性及互补性. 但在用户和项目基础特征中, 还蕴藏着很多对

推荐效果起着重要作用的深度信息, 它们十分有助于推荐系统的发展. 因此, 提出一种轻量级推荐模型 LG_APIF,
来挖掘与利用这些深度信息, 并最终实现推荐.

下面先给出本文模型 LG_APIF的整体框架, 如图 1所示; 再详细介绍兴趣模型构建、自适应周期预测、兴趣

量因子解析以及融合深度信息的轻量级 GCN推荐. 模型 LG_APIF的工作原理如下.
1) 构建兴趣模型. 将用户的历史记录转化成以时间间隔为单位的行为记忆序列, 结合艾宾浩斯遗忘曲线构建

可计算用户兴趣程度的兴趣模型, 同时引入并应用自适应周期和兴趣量因子这两个重要的深度信息.
2) 预测自适应周期. 结合转化后的行为记忆序列, 将同种项目类型下不同用户间的兴趣周期进行聚类, 再利用
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线性回归方法, 拟合出同种项目类型在不同兴趣形态下的兴趣函数, 最后根据目标用户对该项目类型的当前兴趣

形态, 匹配兴趣函数以预测下一个行为的自适应周期.
3) 解析兴趣量因子. 重组行为记忆序列, 对时间进行切块, 构建用户-项目兴趣浮点模型, 生成项目兴趣指数,

将该指数输入到变换后的 Sigmoid 函数, 计算各个兴趣类型的项目兴趣量.
4) 生成推荐列表. 通过兴趣模型计算用户的项目类型兴趣占比, 结合用户兴趣项目类型建立用户-类型-项目

三元图结构, 利用 GCN 技术传播每个嵌入层, 最终以用户和项目的最后一层嵌入向量内积作为用户对项目的得

分, 经排序后, 输出项目个体推荐列表.
  

数据过滤数据预处理

行为记忆序列转化

行为记忆序列重组

时间周期切块 兴趣浮点模型
兴趣量因子

兴趣量因子

自适应周期

兴趣周期聚类

用户偏好特征
用户兴趣
形态聚类

预测值

兴趣函数
拟合

项目类型推荐列表

行为记忆序列

100

80

60

40

20

0
1 2 3

兴趣模型
(a) 兴趣模型建构

(b) 自适应周期预测

自适应
周期

(c) 兴趣量因子解析

C1 … Cn

C1

en
(0) ei

(0)

en
(1) ei

(1)en
(2) ei

(2)en
(3) ei

(3)

C2
… CN

φ1 φ2 φ3 … φN

(d) GCN 推荐结果生产

4 5 6 7

基础表生成

Sigmoid 优化

图 1　融合深度信息的轻量级 GCN推荐模型整体框架
 

 3.1   兴趣模型构建

本节将介绍如何把历史序列转换成行为记忆的形式, 以及如何在兴趣模型的构建中, 计算用户兴趣程度.
 3.1.1    行为记忆

∈

{T1,T2,T3, . . . ,Tn−1}

为表达各用户的兴趣规律, 先定义模型中每个用户的数据表示形式. 用户与项目的交互时序信息对于用户未

来的行为倾向具有很大影响. 因此, 如果用 Ti (i   [1, n), n 为交互的总次数)表示相邻行为时刻的间隔, 即目标项目

对同一项目类型第 i 次和第 i+1次浏览的时间间隔, 那么用户 u 在一个周期内对项目类型 i 产生的行为集可表示

为   . 进一步地, 将用户一个周期的行为记录拓展为行为记忆的表示形式:

Bi
u = {T1,T2,T3, . . . ,Tn−1, τ,Tp},

τ

其中, 深度信息 Tp (p 标记该变量为预测变量)表示预测用户下一次行为与最近一次行为的时间间隔, 最主要的特

点是其不仅受自身历史行为的影响, 还受其他用户对该项目的历史行为影响, 导致其会随着整体行为规律的变化

而改变, 因此, 将其定义为自适应周期 (详见第 3.2节);    表示最近一次对该项目行为的时间戳.
因此, 用户在一个周期内的行为记忆可理解为用户浏览或者购买项目的行为规律. 据此, 通过用户的一个行为

记忆来预测下一次浏览该项目的时间点, 正是推荐模型需要关注的要点.
 3.1.2    兴趣程度

由行为记忆的定义可知, 行为记忆的丰富与否并不能直观地体现出用户的兴趣关联, 但在构建兴趣模型, 以及

量化用户兴趣程度时, 往往可体现其独特的优势. 在推荐中, 用户兴趣一般可分为长期兴趣和短期兴趣, 但这两种

兴趣在一个较短的浏览周期内的表现形式是相似的, 导致长短期兴趣难以区分. 因此, 在用户兴趣变化过程中, 能
使长期兴趣保留下来, 同时继续挖掘用户的潜在兴趣, 是保证推荐效果的关键. 显然, 这种思想十分符合艾宾浩斯

遗忘曲线的规律.

钱忠胜 等: 融合自适应周期与兴趣量因子的轻量级 GCN推荐 2977



下面引入艾宾浩斯遗忘曲线来模拟用户的兴趣变化过程, 包括解析行为记忆以构建兴趣模型, 以及求解兴趣

程度的方式. 艾宾浩斯遗忘曲线如图 2所示.
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图 2　艾宾浩斯遗忘曲线
 

艾宾浩斯遗忘曲线最显著的特点就是在每一个时间点上, 均有其对应的记忆保持率, 其中有一种记忆保持率

函数 j 表示被相关学者 [22]充分运用, 如公式 (1)所示:

j =
20eb

(λt+ t0)c (1)

λ

其中, t 是两次相邻记忆时刻的时间差, t0=0.00255, e为自然数底, b 和 c 均为常数, 为使艾宾浩斯遗忘曲线更好地

模拟兴趣变化过程, 将时间轴放大   倍.

φA

φA

φA

例 1: 以项目 A 为例, 用   表示对 A 的兴趣量. 结合用户的记忆行为, 取第 1 次浏览结束的时间点作为时间

原点, 计算第 1次与第 2次浏览间的时间差 t. 将 t 带入记忆保持率函数, 得到第 2次开始浏览的记忆保持率 jA. 然
后将 jA 与之前得到的   (浏览信息 A 最近 1 次表现出的兴趣量) 相乘, 得到第 2 次浏览时推荐项目 A 的兴趣程

度 fA. 之后的第 2次推荐, 可取第 2次浏览结束后的时刻作为新的时间点. 若用户在下一次浏览中继续浏览同一类

信息, 则说明他的兴趣未改变. 为体现用户未改变兴趣, 将新浏览得到的兴趣量   以新一次浏览结束时刻作为新

时间点来计算记忆保持率, 记为 jA, 以进一步确定对项目 A 的兴趣程度.
通过例 1, 就可预测出用户下次浏览该类信息的兴趣程度 f, 从而挖掘出用户的潜在兴趣. 如公式 (2)所示:

f = j×φ = 20eb

(λt+ t0)c ×φ (2)

φ

φ

由公式 (2)可知, 用户对信息相邻两次浏览间的时间差 t 及兴趣量   是影响兴趣程度的两个关键因素. 在进行

推荐时, 时间差 t 应能随着当前浏览周期的兴趣分布特性自动生成, 从而预测用户下一次可能会再次关注该兴趣

的时刻; 兴趣量则可看成是当前浏览周期结束后对该兴趣的兴趣剩余量. 其中, 该时间差即为行为记忆序列中的自

适应周期 Tp; 一段浏览周期结束后, 用户对目标兴趣的兴趣剩余量称为兴趣量因子   .
显然, 上述这两个参数均是用户与项目基础信息中无法轻易得到的, 而需经过一系列对基础信息的归纳和转

化, 因此, 我们将这类信息称为深度信息. 接下来, 第 3.2节主要求解自适应周期; 第 3.3节主要求解兴趣量因子. 结
合这两个特征, 便可清晰地表示出用户的兴趣分布特性, 从而作出更为准确的推荐.

 3.2   自适应周期生成

α β通过研究发现, 用户的浏览频数   和浏览周期   可很好地分别描述行为记忆的深度和广度, 但简单地将用户

历史记录中总的浏览频数和浏览周期解析出的兴趣表现, 只是用户对项目的整体兴趣程度. 事实上, 用户历史记录

中, 哪怕是对同一个项目, 在不同时间段都可能会表现多种不同兴趣. 因此, 将整体兴趣表现来标识近期的兴趣程

度, 将会丢失大量重要信息.
为更形象地描述用户对项目在不同周期内的兴趣表现, 这里定义兴趣形态, 以区别于兴趣程度. 其中, 兴趣程

度仅发生在某一时间跨度, 某一时刻兴趣的唯一独立的兴趣表现; 兴趣形态则不局限于某一时间跨度, 可在同一时

刻表示多种兴趣表现的共现情况, 即兴趣形态可指任一时间跨度, 任一维度下的一种兴趣表现.

(0 ⩽ j ⩽ 3)

(1 ⩽ i ⩽ 4)

例 2: 在图 3中, 第 i 个浏览周期内的第 j 个浏览时刻点用 tij 表示, 其中 t1j, t2j, t3j 与 t4j    均表示同一

用户对目标项目的不同历史浏览周期或不同用户对目标项目的同一浏览周期, 则 ti0, ti1, ti2 与 ti3    表示对
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应浏览周期内的某一个浏览时刻. 其中, 兴趣程度只能是周期跨度中的某一时间轴{t1j, t2j, t3j, t4j}直线上任一时刻

中用户对目标项目的兴趣表现, 而本文将同一用户对目标项目的不同历史浏览周期或不同用户对目标项目的同一

浏览周期置于同一时间平面内进行研究, 因而, 兴趣形态不受单一跨度或维度的约束, 可为 tij 中的任一时刻中用

户对目标项目的兴趣表现.
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图 3　兴趣表现示例
 

Tα Tβ

兴趣形态更适用于分析项目主体下的深度信息. 进一步考虑到用户对项目在历史记录中可能存在多种兴趣形

态, 而当前的兴趣形态主要由最近一段时间的数据起主导作用. 我们在不舍弃历史数据的情况下, 指定一个距离当

前时刻跨度合适的时间周期, 综合该周期内的行为记忆来计算浏览次数   和浏览周长   .
Tα浏览次数   是一个标量, 必须为整数, 如公式 (3)所示:

Tα = a%b (b = 1,2,3, . . .) (3)

Tβ Tα浏览周长   则为倒数第   次行为的时间戳开始, 每两个相邻时间戳差值的总和, 如公式 (4)所示:

Tβ =
∑α

i=α−Tα
(ti+1− ti) (4)

其中, ti 代表第 i 次浏览行为的时间戳.
Tα Tβ可见, 所设计的浏览次数   和浏览周长   对项目的近期兴趣形态有着关键作用, 根据这些因素可准确地对

兴趣进行 K均值聚类, 进而利用线性回归生成自适应周期.
 3.2.1    基于 K均值的兴趣形态聚类

项目评分或评价在推荐中一直被认为是最能直观反映用户兴趣程度的信息, 但其稀疏性高、代表性不强等问

题, 导致推荐者不得不从更广泛角度去研究用户兴趣. 下面介绍本文确定用户兴趣程度的方法.

Tα Tβ
Tα Tβ

模型在学习用户的浏览行为规律过程中, 不仅要区别用户的多种兴趣表现 (比如, 长期兴趣和短期兴趣), 还需

关注同种兴趣的兴趣形态分布 (比如, 长期兴趣的变化情况). 因此, 与传统模型根据用户基本信息与项目评价等信

息计算相似度的方式不同, 本文主要利用   和   提取用户特征, 进而转换成向量表示用以聚类. 其优势是, 这种

考虑用深度信息融合用户数据的方式, 不易受缺失值或噪声的干扰, 且   和   都是数值标量, 更直观地、客观地

反映用户的行为信息, 不易受用户及环境的影响.
K均值算法是典型的基于距离的聚类方法, 在数值特征的聚类中表现优秀, 其技术原理相对轻量, 十分适用于

本文模型. 算法采用距离作为评判相似度的标准, 距离越大, 两者间的相似度越小. 就用户对项目的第 j 个特征的

任意两个兴趣, 分别用向量 uj,m, uj,n 表示, 两者间的距离采用 Euclidean距离 (欧氏距离)度量, 如公式 (5)所示:

d(m,n) =

√∑k

j=1
(u j,m−u j,n)2 (5)

其中, k 表示模型中特征的数量.
Tα Tβ将每个用户对同一类项目的   和   作为在该项目类型中用户的标识, 对用户进行分类: ① 随机选取 k 个标
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识, 作为质心, 每个被标识的用户都选择距离自己最近的质心, 进行归类; ② 对 k 个类分别求平均值, 作为新的质

心, 继续进行归类, 直到质心位置不再变化或者小于一个阈值. 此时把每个用户与其类中质心的距离再进一步转化

成兴趣形态相似度, 如公式 (6)所示:

sim(m,n) = 1/(1+d(m,n)) (6)

兴趣形态相似度高的用户归到一类, 可得到用户对每种项目在不同周期的兴趣形态, 这在很大程度上反映出

用户的兴趣规律, 特别是最近一个周期内的兴趣形态, 对于生成自适应周期起到关键作用.
 3.2.2    基于线性回归的自适应周期生成

由用户近期的行为规律, 来预测下次的行为表现, 是多数推荐模型的主要思想. 尽管这些模型也考虑了用户的

行为表现, 但只是期望在下一次推荐就得到用户的反馈. 而自适应周期 Tp 反映的是用户未来可能会产生相关行为

的时刻. 特别对于长期兴趣, 其存活期长, 但可能并不活跃, 自适应周期 Tp 便可灵活地随着不同的兴趣分布做出变

化. 因此, 自适应周期 Tp 是影响推荐效果的关键.
前面通过聚类操作, 已明确用户在不同时期的兴趣形态分布, 接下来将同种项目类型下相同兴趣形态的项目

行为数据分别进行拟合. 线性回归方法在拟合过程中已取得不错的表现, 而为体现个性化特征, 本文采用多元线性

回归方式, 融入多个影响因子, 以拟合出可计算自适应周期的曲线函数, 如公式 (7)所示:
if



x = F1 : T ′p = b1+ω1×Tα+ω2× (Tα)2;

x = F2 : T ′p = b2+ω3×Tα+ω4× (Tα)2;

...
x = Fn : T ′p = bn+ω2n−1×Tα+ω2n× (Tα)2,

Tp = T ′p+ω2n+1×Tβ+ω2n+2× (Tα)2

(7)

δ δ δ接下来引入   条件表达式函数, 若条件表达式为 True, 则   =1; 若为 False, 则   =0. 因此, 可将公式 (7)转换为

一个线性模型, 如公式 (8)所示:
Tp = b1×δ(x = F1)+ω1×δ(x = F1)Tα+ω2×δ(x = F1)(Tα)2+b2×δ(x = F2)+ω3×δ(x = F2)Tα+ω4×δ(x = F2)(Tα)2+ . . .

+bn×δ(x = Fn)+ω2n−1×δ(x = Fn)Tα+ω2n×δ(x = Fn)(Tα)2+ω2n+1×Tβ+ω2n+2× (Tβ)2

且δ(x) =
{

1, if x = Fi (1 ⩽ i ⩽ n)
0, otherwise

(8)

据此, 便可得到用户兴趣形态的自适应周期模型. 为训练出更好的模型, 这里引入正则项, 采用损失函数来评

估, 如公式 (9)所示:

L =
∑n

j

(
T j

p−
(
b+

∑m

i
ωiTi

))2
+λ

∑m

i
(ωi)2 (9)

其中, n 为迭代次数, m 为参数个数.
Tα Tβ自适应周期生成的过程, 即提取出基于显隐式信息下的用户某个周期内的浏览次数   和浏览周长   , 先将

这两个深度信息转换成向量形式进行聚类操作以确定该项目的兴趣形态, 再将相同兴趣形态下, 同种项目的行为

数据分别进行拟合, 最后根据用户自身的兴趣形态, 训练自适应周期模型, 便可准确地预测该项目的自适应周期

Tp. 具体过程见算法 1.

算法 1. 自适应周期生成.

Bi
u输入: 用户所有的行为记忆   , 兴趣特征数量超参 k;

输出: 用户-项目类型的自适应周期 Tp.

Begin
Bi

u = {T1,T2,T3, . . . ,Tn−1, τ,Tp}1.     /* 行为记忆初始化, 见第 3.1.1节*/

∅2. I =    /* 初始化用户-项目兴趣形态集*/
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Tα3. a=   (z1,…) /* 指定浏览次数, 见公式 (3)*/

Tβ4. b=   (a, k) /* 计算浏览周长, 见公式 (4)*/

For Bi
u5.     B in    :

6. 　For j in range(k):

c = dis(B j
m,B

j
u)7. 　　    /* 计算用户的项目兴趣距离, 见公式 (5)*/

8.　　 d = sim(c) /* 将距离转化为兴趣形态相似度, 见公式 (6)*/
9.　 End For
10.　Output I(u, i) /* 输出用户对各种项目的兴趣形态*/
11. End For

For Bi
u12.     B in    :

13.　 For i in I:
Tα Tβ14.　　  e = F(i,    ,    ) /* 构建自适应周期模型, 见公式 (7)*/

15. 　End For
16. End For

For Bi
u17.     B in    :

18. 　For i in Ii: /* 遍历目标用户的项目兴趣形态集*/
19.　　 Tp= Li(B, i) /* 训练模型并生成自适应周期, 见公式 (8)*/
20.　 End For
21. End For
22. Output Tp /* 输出自适应周期*/
End

 3.3   兴趣量因子解析

已有研究将用户的兴趣量定义为用户对项目的总浏览时长或总行为次数, 显然, 这未注意到兴趣会随时间变

化及当前兴趣应起主导作用的问题, 且这种方式通用性不强, 缺乏充足的说服力. 因此, 引入时间影响因素及提高

通用性对于衡量用户的兴趣量具有重要意义.
 3.3.1    行为记忆重组

不同情景的推荐, 需要参考的用户历史行为跨度是不一致的. 比如, 商品推荐中, 用户一个月前的数据依然具

有很好的参考价值, 但在音乐推荐中, 用户的爱好随心情变化明显, 一周前数据的价值就已大打折扣. 为使近期行

为能在兴趣量中起主导作用, 却不丢失长久行为的作用, 就应让用户历史行为时间跨度能随着兴趣分布特性而变

化. 为此, 先定义一个周期间隔数 (time_period_num, TPN), 将其作为单位周期间隔长度, 进而用户的历史行为总周

期被切分为 n 块. 同时, 用兴趣指数描述用户的兴趣量变化情况, 该指数会随着切分周期的改变呈起伏变化, 表现

为一个浮动的小点. 为此, 给出兴趣浮点模型, 通过该模型演算出用户对项目的兴趣量, 如图 4所示.
例 3: 在图 4中, 用户历史记录按照 TPN被划分为 n 个单位周期, 在一个单位周期中, 并未考虑浏览次数、浏

览周长, 而仅考虑行为是否发生, 因为用户的历史行为时间跨度是不断变长的, 历史行为周期内行为发生的过程和

程度不是关键, 甚至很容易给当前兴趣带来噪声, 因而只需关注该行为发生与否. 假设用户对每种项目的起始点 a
的初始兴趣量均为 0, 根据时间周期的推进可演算用户的兴趣量. 在规定一个切分周期内, 若用户对某一项目类型

产生行为, 则兴趣指数加一个单位, 否则减一个单位, 直到最近的一个时间节点, 该兴趣指数即对应用户对该项目

类型的兴趣量.
但采用例 3的这种简单方式演算出的数值作为兴趣量, 存在很大弊端, 如图 4中的 b–c段及 e–f段, 由于在历

史的某个时期内, 用户对该种项目的未浏览 (或连续浏览)周期过长, 均会快速减小 (或增大)该兴趣指数, 使其局

钱忠胜 等: 融合自适应周期与兴趣量因子的轻量级 GCN推荐 2981



部过小 (或过大), 哪怕近段周期内存在 (或不存在)对该种项目产生新的行为, 也会演算出较小 (或较大)的兴趣量.
因此, 下面对该兴趣量的演算方式进行优化.
  

重组 重组 重组

行为记忆序列重组

兴趣指数变化趋势

a

b

c

d e

f

g

12
11
10
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7
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4
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1
0

−1
−2

−4
−3

图 4　兴趣浮点模型
 

 3.3.2    兴趣量演算优化

我们引入双曲正切 Sigmoid 函数对兴趣量进行优化. 该函数在数据工程里面, 通常被用作归一化处理, 以减小

某些离散值对整体数据分布的影响. 为更好地模拟用户的行为变化规律, 并充分利用 Sigmoid 函数的分布特点, 将
第 3.3.1 节提出的兴趣指数变化转变为 Sigmoid 函数中横坐标值 (x 值) 的变化, 而兴趣量变化则转变成纵坐标值

(y 值)的变化. 先要设置合理且有效的 TPN, 对兴趣指数进行累计演算, 然后代入 Sigmoid 函数, 求解出的值作为当

前周期中的目标项目兴趣量因子, 这样就有效地规避了局部数值过大的风险.
参考 Sigmoid 函数曲线可知, 函数的曲率变化及曲线两端的近似值, 对解析兴趣量因子有很大影响. 因此, 为

使兴趣量因子能呈现出更好且更合理的变化趋势, 并限定在一个可控的范围内, 我们将 Sigmoid 函数进行一定的

优化 (将函数分别进行横向、纵向对称拉伸), 如公式 (10)所示:

Sigmoid(x) = (z− ze−2µx)/(1+ e−2µx) (10)

µ通过这种优化, 可将解控制在 (−z, z)区间 (z 是兴趣量饱和值), 通过控制变量   的值即可调节曲线斜率, 这样

更能体现用户对项目的兴趣变化规律. 为更好地模拟兴趣量因子变化, 设定几点兴趣量因子解析规则.
1) 有效切分指数从第一次出现用户对该项目产生行为开始计数, 逐个切分周期递进, 有行为则加一个单位, 否

则减一个单位.
2) 若兴趣量达到饱和时, 则其不再发生变化 (或变化可忽略不计), 故需预先设置有效的饱和值.
3) 若用户对新项目产生行为, 则兴趣指数从 0开始计数; 若用户对旧项目再一次产生行为, 则兴趣指数在原来

的数值上继续计数.
综上兴趣量因子解析过程, 可准确且显式地表示出用户对每个项目类型在其历史行为中的兴趣量变化情况,

并且最终计算出用户对每个项目类型的兴趣量. 具体过程见算法 2.

算法 2. 兴趣量因子解析.

Bi
u输入: 用户所有的行为记忆   , 有效饱和值 z (正数);

ϕ输出: 用户对应项目类型的兴趣量集   .

Begin
ϕ = ∅1.     /* 初始化兴趣量集*/
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Bi
u Bi

u2. T = (time_max(   ) – time_min(   )) / n /* 获取单位切分周期长度*/

For Bi
u3.     B in    :

4.　 index = 0
5. 　For i in TPN: /* 按切分周期长度为单位, 遍历用户的整个周期*/
6.　　 If action(i) ≠ NULL: /* 判断该切分周期内行为是否发生*/
7.　　　 If index< –z or index>z: /* 判断是否在有效饱和值内*/
8. 　　　　　Continue
9.　　　 Elif:
10.　　　　　 index += 1 /* 有值则加 1, 否则减 1*/
11.　　　 Else:
12. 　　　　　index –= 1
13. 　　　End If

φAn = σ
′(index)14. 　　　     /* 将得出的兴趣指数经 Sigmoid 优化, 见公式 (10)*/

15.　　 End If
16. 　End For

ϕ = f (φAn)17. 　     /* 更新用户的兴趣量集*/
18. End For

ϕ19. Output  
End

 3.4   融合深度信息的 GCN 推荐

用户短期内兴趣量大的兴趣易被模型学习, 相反地, 将会被遗忘的兴趣却常被忽略, 但往往更可能是潜在兴

趣, 甚至其推荐价值要超过当前新挖掘的兴趣. 这就要求我们的推荐不仅要考虑当前的热门兴趣, 还需兼顾到下一

次推荐或用户下一次行为发生前将会被遗忘的兴趣 (注意, 这种兴趣可能来自前几次推荐). 显然, 前面第 3.2–3.3
节特征挖掘的工作能够保证这一点.

但现实中, 用户一般不会主动再去浏览将会被遗忘的兴趣个体, 也就是说用户的此次兴趣再次作用到上一个

周期兴趣项目的概率并不大. 但却常体现在同一类项目中, 即再次浏览与上一次兴趣项目同类的项目个体. 一般认

为, 用户潜在兴趣是先表现在某类项目上, 再指向该类的某个具体项目上的想法是合理的.
例 4: 假设喜剧类电影《喜剧之王》是用户上个历史周期的兴趣项目, 但这个周期对动作类电影浏览量更高.

因此, 在推荐中考虑动作类电影的同时, 也不能放弃电影《喜剧之王》带来的历史兴趣信息. 然而, 再推荐一次电

影《喜剧之王》意义不大, 但可推荐同为喜剧类的其他电影, 比如《功夫》.
根据例 4, 提出的模型 LG_APIF遵从用户的兴趣变化规律, 先从更为宏观的角度去挖掘用户兴趣. 比如, 先推

荐出用户的兴趣项目类型, 再从兴趣项目类型推荐列表中预测用户的兴趣项目个体.
 3.4.1    兴趣项目类型推荐

协同过滤、协同深度学习等模型 [23,24]的嵌入函数缺乏对关键关联信息的精确编码, 往往这种编码揭示了隐藏

在用户-项目交互中的用户 (或物品)间的相似性. 更具体地说, 大多数现有的方法为降低模型复杂度或使高阶传播

更好地拟合嵌入, 仅使用描述性特征 (例如 ID)来构建嵌入函数, 这很难考虑用户-项目的一般交互或更高阶交互

关系. 因此, 当嵌入不足以捕获协作信息时, 我们采用具有交互关系的操作来弥补, 且为避免过度增加高阶传播的

负担, 先将用户-项目的一般交互关系转变成具有高阶连接性的形式, 如图 5所示.
受最近发展的 GNN[3,4,25]的启发, 模型 LG_APIF在传统用户-项目图结构的基础上, 加入项目类型信息, 以构

建用户-类型-项目三元图结构, 使传播网络输入的图结构数据开始就拥有较为显式的协作信号. 此外, 本文采用

GCN技术来传播用户-项目嵌入信息, 对用户与项目的高阶交互信息进行挖掘. 由图 5可知, 将每种潜在项目类型
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内的所有项目作为一个嵌入层, 该嵌入层聚合了用户-项目的交互信息来进一步细化用户 (或项目)的嵌入. 每增加

一个嵌入传播层, 就能包含更多用户 (或项目)的交互信息, 且用户 (或项目)的嵌入表示均由上一个传播层细化得

到. 因此, 在传播过程中, 更容易挖掘到更高阶用户-项目交互信息, 或者增强用户-项目间的协作信号.
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图 5　用户项目交互关系及用户类型-项目三元图结构
 

例 5: 叠加 1层 (初始嵌入层)捕获 u1←i1←u2, u1←i1←u3 的 1阶行为相似性; 叠加 2层捕获 u1←i5←u4 的 1阶
行为相似性, u1←i1←u2←i7←u5 的 2阶行为相似性, 及 u1←i1←u2←i7, u1←i5←u4←i6 的 1阶潜在推荐; 叠加 3层捕

获 u1←i1←u3←i9, u1←i1←u3←i12 的 1 阶潜在推荐, u1←i1←u2←i7←u5←i11 的 2 阶潜在推荐, u1←i1←u2←
i7←u5←i11←u6 的 3阶行为相似性, 及 u1←i1←u2←i7←u5←i11←u6←i8, u2←i7←u5←i11←u6←i10 的 3阶潜在推荐.

信息流的强度 (由层间可训练权重估计)决定了项目的推荐优先级. 模型 LG_APIF将嵌入层以用户兴趣项目

类型 c (即用户的兴趣类型)为界, 需清楚嵌入层间的联系与权重 (即兴趣项目类型及相应的权重).
自适应周期和兴趣量因子的特征求解完成后, 用公式 (2) 求得用户对所有项目类型的兴趣度, 再将用户对每

类项目的兴趣度与所有项目类型的兴趣度相比, 即用 fA (用户对项目类型 A的兴趣度)除以 fAll (用户对所有项目

类型的兴趣度), 便可得到推荐比例, 记为 w. 项目类型 A在此次兴趣中的占比 wA 的计算方式, 如公式 (11)所示:

wA = fA/ fAll =

(
20eb

(λTA+ t0)c ×φA

)
/
∑N

i=1

(
20eb

(λTA+ t0)c ×φi

)
(11)

在实验中可发现, 用户的潜在项目兴趣类型集中所包含的潜在项目的数量依然很大, 且不同类型的项目间极

可能存在相近的兴趣度. 为对用户近期行为做出及时反馈, 将最近一个周期内浏览过的项目类型权重加大, 这也符

合用户的浏览习惯, 同时不易丢失一些潜在兴趣. 得到对应项目类型 A的权重计算方式, 如公式 (12)所示:

w′A = µ
(
1+ cA/

∑M

I
cI

)
×wA (12)

µ其中,    为用户意图系数, M 为一个周期内用户浏览项目的类型数, cI 为对应项目类型 I 中项目的浏览次数.

µ

µ

由公式 (12)可知, 用户意图系数   表示最近周期内的浏览行为对未来行为的影响权重. 比如, 目的性强的用户

一般很明确自己的意图, 浏览的项目类型稀疏性相对较小; 目的性弱的用户则不明确自己的意图, 浏览的项目类型

稀疏性相对较大. 为此, 用户意图系数   值定义为最近一个或多个周期内的各类浏览项目数与对应项目类型中项

目总数之比并求和, 如公式 (13)所示:

µ =
∑N

J

∑MJ

I
(cI/MI) (13)

其中, MJ 表示选择距离当前时刻最近 N 个周期内的第 J 个周期的浏览项目类型总数, cI 表示对应周期内用户对项

目类型 I 的浏览次数, MI 表示项目类型 I 中的项目总数.

µ根据用户的兴趣占比 (见公式 (11))及其意图系数   (见公式 (13)), 计算每个项目类型的得分, 排序得到多个用

户潜在项目类型, 再据此构建多个嵌入传播层. 接下来具体阐述如何捕获协作信号以进行项目个体推荐.
 3.4.2    兴趣项目个体推荐

由文献 [3]和文献 [4]的设计思想及其实验可知, 使用 GCN技术来模拟协同过滤, 并不能简单地、直接地套

用 GCN框架, 因为其中很多构件对协同过滤任务并不一定有用. 此外, 本文构建的用户-类型-项目三元图结构中
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节点已有了较为明确的分类, 且其初始嵌入表示含义也较为明显, 无需再对特征进行提取, 而仅需使用 GCN框架

中的邻域聚合功能. 因此, 为降低模型的复杂度, 我们借鉴了文献 [4]提出的轻量级 GCN来设计推荐框架.
本文模型的 GCN 项目个体推荐模块的总体结构如图 6 所示, 初始输入为用户-类型-项目三元图结构组成的

嵌入表示, 输出为预测值 (即, 用户对项目的偏好得分). 该 GCN项目个体推荐模块由嵌入层 (生成并初始化用户与

项目的嵌入)、图传播层 (在多层传播中优化嵌入)及预测层 (精化嵌入并输出预测值)组成.
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图 6　项目个体推荐模块
 

● 嵌入层. 与一些基于嵌入式的推荐模型 [3,26]相似, 模型 LG_APIF的 GCN模块同样设定初始的自由嵌入, 给
定用户和项目的索引, 从用户自由嵌入矩阵 P和项目自由嵌入矩阵 Q中输出自由用户潜向量 pu 和自由项目潜向

量 qi. 直观地说, 浏览的项目被视为该用户的特征, 并用来衡量两个用户的相似度; 同理, 消费一个物品的用户可被

视为该物品的特征, 并用来衡量两个物品的相似度. 因此, 通过这种关系来建立用户 u 的相关特征向量 xu, 以及项

目 i 的特征向量 yi.

e0
u

值得注意的是, 与传统推荐模型 (如MF和神经协作过滤)不同的是: 它们将这些用户-项目 ID嵌入直接馈送

到交互层以获得预测分数. 而在模型 LG_APIF 中, 通过在用户-类型-项目交互图上传播嵌入来对其优化. 由于嵌

入优化步骤将协作信号显式地注入到嵌入中, 因此可为推荐提供更有效的嵌入. 因而, 对于用户 u, 以 pu 及其相关

特征向量 xu 作为输入, 输出一个用户初始嵌入    (表示用户的初始兴趣), 如公式 (14)所示:

e0
u = g(W ∗ [xu, pu]) (14)

其中, W是一个变换矩阵, g(·)是个非线性函数. 为了便于标记, 省略了全连接神经网络中的偏置项.
e0

i同理, 对于项目 i, 以 qi 及其相关特征向量 yi 作为输入, 输出一个项目初始嵌入    (表示项目的初始特征), 如
公式 (15)所示:

e0
i = σ(F∗ [qi, yi]) (15)

σ其中, F是一个变换矩阵,    (·)是个非线性函数.
● 图传播层. 该层对用户的潜在偏好在关系网络中扩散的动态变化进行建模, 其为多层结构, 每层输入前一层

的用户嵌入, 在关系扩散过程结束后输出用户的更新嵌入.
ek

u

e(k+1)
u

对于用户 u,    表示其第 k 层的潜在嵌入. 通过将第 k 层的输出输入到 k+1层, k+1层的影响扩散操作将用户

u 的潜在嵌入更新为   , 如公式 (16)所示:

e(k+1)
u =

∑
i∈Ni

u

1√
|Ni

u||Nu
i |

ek
i (16)

Ni
u Nu

i其中,    表示用户 u 的交互项目集,    表示项目 i 的交互用户集.

ek
i

e(k+1)
i

同样, 对于项目 i,    表示其第 k 层的潜在嵌入. 通过将第 k 层的输出输入到 k+1层, k+1层的影响扩散操作将

项目 i 的潜在嵌入更新为   , 如公式 (17)所示:
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e(k+1)
i =

∑
u∈Nu

i

1√
|Nu

i ||Ni
u|

ek
u (17)

e0
u e0

i● 预测层. 当给定并初始化所有用户的嵌入   和所有项目的嵌入   时, 便可分别通过公式 (16)和公式 (17)中
设置的传播方式来层层优化嵌入. 直到嵌入达到最后一层 (第 K 层)时, 再将每一层用户和项目的嵌入 (包括初始

嵌入)组合起来, 得到用户 (或项目)的最终表示, 如公式 (18)所示:

eu =
∑K

k=0
ω′ke

k
u, ei =

∑K

k=0
ω′ke

k
i (18)

ω′k其中, 第 k 层嵌入的权重为    (即, 用户对第 k 种兴趣项目类型的选择概率).
最后, 我们将模型预测定义为用户和项目最终表示的内积, 如公式 (19)所示:

S u, i = eTu ei (19)

综上分析, 引入艾宾浩斯遗忘曲线构建兴趣模型, 分别求得自适应周期 (见算法 1) 和兴趣量因子 (见算法 2)
等关键深度信息, 再根据兴趣模型得到用户潜在推荐项目类型, 进一步构建用户-类型-项目三元图结构, 用来表示

用户和项目的嵌入表示, 最后结合 GCN模拟协同过滤思想, 以生成推荐列表. 具体过程见算法 3.

算法 3. 融合深度信息的 GCN自适应推荐.

Bi
u输入: 用户当前内的所有的行为记录   ;

输出: 用户的兴趣项目个体推荐列表 List.

Begin
ΓTp = ∅, List = ∅1.     /*参数初始化*/
For Bi

u2.     B in   :
3.　　 Compute Tp /* 计算所有用户对应所有项目的自适应周期, 见算法 1*/

ΓTp = f (Tp)4.  　　 

5. End For
For Bi

u6.    B in   :

φ7. 　　Compute     /*计算所有用户对应所有项目的兴趣量因子, 见算法 2*/
ϕ = f (φ)8. 　　  

9. End For
For Bi

u10.    B in   :

Tp ∈ ΓTp φ ∈ ϕ11.　　  For each user’s     and    :
12.　　　　 J = j(Tp)

φ∗ J13.　　　　  fA =     /* 计算用户对项目类型的感兴趣程度, 见公式 (2)*/
14. 　　End For

ω15.　　  p =    (fA) /* 计算用户-项目类型兴趣占比, 见公式 (11)*/
ω′16.　　  q =    (p) /* 将兴趣占比转换成权重值, 见公式 (12)*/

17.　　 Sort and update the set of user interest items /* 排序并更新用户兴趣项目类型集*/
18. End For

e0
u = g(∗), e0

i = σ(∗)19.     /*计算用户和项目的初始潜在嵌入, 见公式 (14)和公式 (15)*/

e(k+1)
u = f (e0

u), e(k+1)
i = f (e0

i )20.     /*计算用户和项目的 k 层潜在嵌入, 见公式 (16)和公式 (17)*/

eu =
∑

ek
u, ei =

∑
ek

i21.     /*计算用户和项目的最终潜在嵌入, 见公式 (18)*/

s = S (eu,ei)22.     /* 计算项目个体的得分, 见公式 (19)*/
23. List = sort(s) /* 排序获得项目个体推荐得分*/
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24. Output List
End

 4   实验设计与对比分析

为验证 LG_APIF的有效性, 本文选择 4个数据集进行综合实验对比与分析, 重点回答以下几个问题.
RQ1: 不同超参数对模型效果有何影响?
针对此问题, 在 4.4.1节设置调参实验, 对超参数在 4种数据集下的调优过程进行了阐述. 优化模型 LG_APIF

的参数, 并选择了周期间隔数、潜在项目类型数两种关键性参数进行研究, 发现它们与选取的数据集有关, 在不同

的数据集下具有不同的最优值, 且它们所影响的特征与推荐效果具有强相关性.
RQ2: 模型的主要构件有哪些, 以及它们存在的必要性?
针对此问题, 在第 4.4.2节设置消融实验, 就自适应周期、兴趣量因子及用户-类型-项目三元图结构 3个主要

构件, 设计了 3个变体模型分别分析这些构件对模型的作用. 实验结果显示, 这 3种变体模型的推荐效果均在不同

程度上劣于提出的模型 LG_APIF, 说明这些构件对模型具有重要影响.
RQ3: 与经典的、最新的模型相比, 本文模型的推荐效果如何?
针对此问题, 在第 4.4.3 节设置对比实验, 分别将本文模型与 8 种典型模型就性能方面在 4 种数据集下做对

比, 阐述模型 LG_APIF的优势. 在其中 3种数据集上, 本文模型无论是 Precision, Recall, 还是 NDCG 指标都具有

明显优势, 且整体平均提升达 1.53%, 其主要原因是我们的模型比较关注项目的分类方式. 尽管另一个数据集存在

类标签与评分信息不具代表性等问题, 但模型 LG_APIF还是优于大部分对比模型.
RQ4: 与端到端的模型、推荐框架结构相似的模型相比, 本文模型的效率如何?
针对此问题, 在第 4.4.4节展开了复杂度分析, 先对本文模型 LG_APIF的时间复杂度 (即, 各模块时间复杂度

之和)进行分析, 再与一些端到端的模型, 或推荐框架结构相似的模型在时间复杂度方面做对比, 以评估本文模型

的效率. 经分析得出, 模型 LG_APIF在时间复杂度上确实有一定的牺牲, 但结合第 4.4.3节中该模型的较好推荐效

果, 并展开进一步分析, 可知模型 LG_APIF的设计思想是合理的、有意义的.
RQ5: 模型有哪些地方还可进一步优化?
针对此问题, 在第 4.4.5节设置优化实验, 展开 LG_APIF模型优化前后的对比, 以阐明优化效果. 我们对兴趣

量因子解析过程中的切分指数进行重新定义, 使其由定长改为可随距离当前时刻远近而变化的变长形式, 从而实

现兴趣量因子的自适应性. 通过对比, 优化后的性能得到一定提升, 整体平均提升达 5.04%.
以下实验均在处理器为 AMD Ryzen 7 3700X 8-Core, 内存为 32 GB, 操作系统为 Win 10 64 位, 编程工具为

PyCharm 2021, 编程语言为 Python 3.6的环境下进行.

 4.1   数据集

本文选取的 4个公开数据集均源于真实业务场景, 它们均为近几年被大量学者使用和研究的经典数据集, 分
别是 Last.fm, Douban, Yelp以及MovieLens. 为更好地比较本文模型在各数据集上的表现, 从多角度分析数据集的

特点, 统计结果如表 1所示.
 
 

表 1    数据统计表 
统计数据 Last.fm Douban Yelp MovieLens
用户数 1 892 129 490 963 923 71 567
项目数 17 632 18 541 2 353 207 10 681
类别数 916 658 72 427
时间区间 1个月 1 000时间标记 5个月 7个月

大小 2 KB 20 MB 100 MB 10 MB
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1) Last.fm (源自 https://grouplens.org/datasets/hetrec-2011/): 音乐收听数据. 数据标签包括歌曲播放次数、歌

曲 ID、歌曲类型等.
2) Douban (源自 https://www.cse.cuhk.edu.hk/irwin.king.new/pub/data/douban): 电影点评数据. 数据标签包括用

户对电影的评分记录 (每个用户最少评分电影数为 20)、用户的人口统计信息 (年龄、性别)、评分时间、评论评

分, 以及电影的统计信息 (名称、类别、描述).
3) Yelp (源自 https://www.yelp.com/dataset): 餐厅点评数据. 数据标签包括用户对商家的评论及评分等.
4) MovieLens (源自 https://grouplens.org/datasets/movielens/): 电影点评数据. 数据标签包括用户与电影的基本

特征、评分、ID和电影类别等.

 4.2   评价指标

性能评价主要体现在精确度上, 为验证提出的算法是否能提高推荐性能, 选取常用的准确率 (Precision)、召

回率 (Recall)和归一化折损累计增益 (normalize discounted cumulative gain, NDCG)作为评价指标.
1) Precision 和 Recall: 用来直接评价推荐算法的精确度, 如公式 (20)所示:

Precision =

∑
u∈U
|R(u)∩T (u)|∑
u∈U
|R(u)|

, Recall =

∑
u∈U
|R(u)∩T (u)|∑
u∈U
|T (u)|

(20)

R(u) T (u) |R(u)| |T (u)|
R(u)∩T (u) |R(u)∩T (u)|

公式 (20)中,    和   分别为用户 u 推荐的项目列表、用户实际选择的项目列表,    ,    为其对应

数量;    为最终推荐列表中被用户实际选择项目的集合,    为该集合中的项目数量.
2) NDCG 是对位置敏感的评价指标, 推荐项在列表中位置越靠前, 其贡献越大, 反之越小, 如公式 (21)所示:

NDCG =
∑

u∈Utest

1
Yu

∑k

i=1

2ti −1
log2(i+1)

(21)

其中, Utest 为测试用户集合; Yu 为用户 u 的最大 NDCG 值; k 为已推荐项目的数量; ti=1表示击中, ti=0表示未击中.

 4.3   对比模型

下面将本文提出的 LG_APIF 模型与相关模型 BPR[27], DiffNet++[17], DHCF[28], DeepFM[29], LightGCN[3],
S2-MHCN[20], SEPT[21]及 FAWMF[30]做对比实验, 验证 LG_APIF模型的有效性.

1) BPR: 一种流行且经典的基于贝叶斯个性化排名的推荐模型, 通过学习用户每对已评分与未评分项目的关

系来模拟候选项目的顺序.
2) DiffNet++: 一种最新的基于 GCN的社交推荐方法, 模拟了用户和项目空间中的递归动态社交扩散.
3) DHCF: 一种基于超图卷积网络的方法, 用于建模用户和项目之间的高阶相关性来实现推荐.
4) DeepFM: 一个神经网络架构, 结合用于推荐的分解机器和用于特征学习的深度学习技术, 推出一个端到端

的学习用户复杂行为交互的模型, 并强调低阶和高阶特征交互的重要性.
5) LightGCN: 一种基于 GCN的通用推荐模型, 利用用户与项目的邻近性来学习节点表示并生成推荐, 被认为

是目前比较先进的方法之一.
6) S2-MHCN: 一种基于超图卷积网路的社交推荐方法, 将用户与用户之间的深层关联性采用超边表示.

7) SEPT: 一种集成了三训练的通用社会感知 SSL (secure sockets layer)框架的推荐模型. 该框架在增强视图上

构建了 3个图形编码器 (其中 1个为推荐), 利用 2个编码器生成的其他用户的自我监督信号对每个编码器进行迭

代改进, 以增强推荐性能.
8) FAWMF: 一种基于变分自编码的快速自适应加权矩阵分解方法. 采用参数化的神经网络自适应分配个性

化的数据置信度权重, 并从数据中推导出网络, 对所有反馈数据进行训练, 用于推荐.
选取的这几种作为对比的深度模型, 分别考虑了不同的信息源. BPR无论是对于基础或深度信息的利用率都

不高; DiffNet++, DHCF 及 LightGCN 则相继对基础信息进行了更充分地利用, 并引入一些深度方法; DeepFM,
S2-MHCN, SEPT及 FAWMF在引入深度方法的同时, 还加强了在基础信息下对深度信息的挖掘与利用. 这有利于
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从各方面将提出的模型 LG_APIF与上述模型展开对比分析, 并据此来验证模型 LG_APIF的有效性. 为更直观地

阐明本文模型与对比模型的联系与区别, 对各模型进行整体比较, 如表 2所示.
  

表 2    各模型特征对比 
模型 基础信息 深度信息 方法复杂度

BPR ☆☆☆☆☆ ☆☆☆☆☆ ☆☆☆☆☆

DiffNet++ ★☆☆☆☆ ☆☆☆☆☆ ★☆☆☆☆

DHCF ★☆☆☆☆ ☆☆☆☆☆ ★☆☆☆☆

DeepFM ★☆☆☆☆ ★☆☆☆☆ ★☆☆☆☆

LightGCN ★★☆☆☆ ☆☆☆☆☆ ★★☆☆☆

S2-MHCN ★★★☆☆ ★☆☆☆☆ ★★★☆☆

SEPT ★★★★☆ ★★☆☆☆ ★★★☆☆

FAWMF ★★★★☆ ★★☆☆☆ ★★★☆☆

LG_APIF ★★★★★ ★★★★★ ★☆☆☆☆

注: 采用五星打分制表示信息利用程度或方法复杂程度的深浅, “★”数量越多表示程度越深

 

 4.4   实验结果分析

下面结合各节的实验或分析验证本文模型的有效性. 其中, 在第 4.4.1 节对模型的 2 种关键参数进行调优操

作, 以回答 RQ1; 在第 4.4.2节针对本文模型的 3大构件设计了 3种变体模型, 将这些模型与本文模型进行消融实

验对比分析, 以回答 RQ2; 在第 4.4.3 节将本文模型与 7 种经典的、最新的相关模型做对比实验, 通过对比结果,
详细分析并阐明本文模型的有效性及其优势, 以回答 RQ3; 在第 4.4.4 节对本文模型与相关对比模型做复杂度对

比与分析, 阐明了本文模型的效率及依存的优势, 以回答 RQ4; 在第 4.4.5 节对本模型在设计上的不足进行补充,
通过模型优化前后的对比结果, 来阐述模型优化的效果及可行性, 以回答 RQ5.
 4.4.1    模型参数调优

在 4种不同主题的典型数据集 (Last.fm, Douban, Yelp及MovieLens)上进行实验, 删除了用户与项目类型的

交互次数均小于 50的用户, 以及不足 10个项目的项目类型数据. 将各数据集的 70%作为训练集, 30%作为测试

集, 且进一步将训练集和测试集分别按照时间节点以 7:3 的比例划分为模型训练数据和真实标签数据. 超参数分

别包括周期间隔数 (Time_Period_Num, TPN)、潜在项目类型数 (CAT_Top_N, CTN).
1) 周期间隔数 TPN
TPN是用户兴趣变化周期间隔大小的因素, 代表用户的浏览历史时间间隔的切分块数. TPN过大会导致单位

时间间隔过小, 造成数据稀疏性加大, 兴趣变化幅度过于敏感; 而 TPN过小会导致单位时间间隔过大, 则会丢失某

些重要时刻的兴趣变化. 因此, TPN在很大程度上决定用户整体的兴趣变化趋势. 实验中, TPN的值设置为{1, 3, 5,
7, 9, 11, 13, 15, 17, 19, 21, 23, 25}, 其各指标随 TPN的变化情况如图 7所示.

由图 7 可知, 随着 TPN 增大, 模型 LG_APIF 在不同数据集下的表现有较明显差异: 在 Last.fm 中, TPN 取

3时, 各项指标都处于最大值; 在 Douban中, 比较 3个评价指标的变化趋势, TPN的最优值分布在区间 [15, 19], 其
中 TPN 取 15 时, Precision 和 Recall 值均达到最大, NDCG 值还有一些上升, 但不明显; 在 Yelp 中, TPN 取 7 时,
Recall 达到最大值, 且 Precision 和 NDCG 值尽管不是最大, 但和最大值相差甚小; 在MovieLens中, TPN取 11时,
NDCG 达到明显的峰值, Precision 和 Recall 值在区间 [9, 13]波动不大.

由上可知, 模型 LG_APIF 在不同数据集下性能最优时, TPN 的取值均不一样, 我们认为这是合理的, 因为每

个数据集的时间周期跨度均不一致, 只有当切分周期的周长设置合理时, 模型的性能才可达到最优. 因此, 我们在

Last.fm, Douban, Yelp及MovieLens中, 对 TPN的最优取值分别为 3, 15, 7和 11.
2) 潜在项目类型数 CTN
CTN是兴趣类型分布范围的关键因素, 它代表需要确定用户的潜在兴趣类型数量, CTN过大会导致推荐的关

钱忠胜 等: 融合自适应周期与兴趣量因子的轻量级 GCN推荐 2989



注点过于分散, 使得模型很难侧重于某些具体的项目, 会很大程度上降低推荐的准确率; CTN 过小会导致推荐的

关注点太过于集中, 模型很容易因为某次推荐的偏差过大, 而导致整个推荐结果表现不佳, 模型的稳定性会大幅降

低. 因此, CTN决定了模型的稳定性. 实验中的 CTN值设置为{1, 5, 10, 15, 20, 25, 30, 35, 40, 45, 50, 55, 60}, 各指

标值随 CTN的变化趋势如图 8所示.
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图 7　周期间隔数的影响对比
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(d) 在 MovieLens 上的实验结果

图 8　潜在项目类型数的影响对比
 

由图 8可知, 随着 CTN增大, 模型 LG_APIF在不同数据集下的表现存在较明显差异: 在 Last.fm中, CTN取

40时, Recall 和 NDCG 值均达到最大值, Precision 值在区间 [35, 45]变化不大; 在 Douban中, Precision 和 NDCG
值在区间 [35, 45] 波动不大, 且 Recall 值在 TPN 取 35 时, 达到最大值; 在 Yelp 中, Precision 和 NDCG 值在区间

[10, 20]相差甚微, Recall 值虽在 CTN取 30时, 取得最大值, 但其他两项指标值均大打折扣, 明显低于最优值; 在
MovieLens中, TPN取 25时, Precision 值和 NDCG 值均取得最大值, Recall 值在区间 [15, 25]变化不大.
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由上可知, 模型 LG_APIF在不同数据集下性能最优时, CTN的取值差异很大, 因为每个数据集的项目分类方

式, 以及项目类型数和个体数的占比均不一致, 且各用户在不同领域中表现出的偏好方式也有所区别. 因此, 我们

在 Last.fm, Douban, Yelp及MovieLens中, 对 CTN的最优取值分别为 40, 35, 15和 25.
综合以上两个重要参数的调优实验, 旨在选取能使模型 LG_APIF达到最优推荐效果的参数. 此外, 不难看出

TPN和 CTN均直接影响着兴趣量因子等特征的求解和用户-类型-项目三元图结构的构建, 这些均足以表明本文

重点挖掘的深度信息确实深刻地影响着推荐效果.
 4.4.2    不同模型构件消融实验分析

φ

由前面可知, 模型 LG_APIF的关键是求解自适应周期和兴趣量因子, 即分别为 3.1.2节遗忘曲线规律的公式 (2)
中两个重要参数 t 和   , 利用公式 (2)求出用户感兴趣的项目类型, 来进一步构建用户-类型-项目三元图结构, 最终

通过轻量级 GCN的高阶传播, 求出用户或项目的最终嵌入表示, 即用户对项目的最终得分.
显然, 自适应周期、兴趣量因子及用户-类型-项目三元图结构是模型 LG_APIF的 3个主要构件, 为验证它们

的必要性, 构建 3种变体模型 LG_XIF、LG_APX及 X_APIF与本文的 LG_APIF进行消融实验对比. 表 3是几种

变体模型的影响因素对比情况 (其中, “×”表示该构件被替换; “○”表示该构件未被替换).
  

表 3    各模型构件影响对比 
变体模型 自适应周期 兴趣量因子 三元图结构

LG_XIF × ○ ○
LG_APX ○ × ○
X_APIF ○ ○ ×
LG_APIF ○ ○ ○

 

但与传统消融实验不同的是, 这些变体模型并不是去掉原模型的某些构件, 而是进行构件替换. 比如, 本文的

自适应周期是历史兴趣在此次推荐时刻与其在未来将会被遗忘的时刻 (该时刻与推荐时刻无关) 之差, 而在大多

数模型中直接被认为就是两次推荐时刻之差, 所以变体模型 LG_XIF中的自适应周期求解部分采用两次推荐的时

刻差进行替换; 变体模型 LG_APX的兴趣量因子解析部分采用大多数模型一样的方式进行替换, 即通过用户的评

分或浏览次数直接求解兴趣量; 变体模型 X_APIF则是将传统的用户-项目交互图替换成用户-类型交互图, 求得目

标兴趣项目类型后, 再通过协同过滤的方式确定类型中的目标项目.
在 Last.fm, Douban, Yelp 及 MovieLens 这 4 个公开数据集上实验, 考虑到变体模型的目的是验证模型

LG_APIF中各关键构件对推荐性能的影响, 这里仅选择准确率 (Precision)指标进行评估, 如图 9所示.
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图 9　各变体模型与 LG_APIF的 Precision 对比
 

从图 9可看出, 用户-类型-项目三元图构件的影响最为明显, 变体模型 X_APIF基于用户-类型交互图, 先预测

潜在项目类型, 再进行个体预测, 显然其效果远低于模型 LG_APIF. 另外, 替换自适应周期为两次推荐时刻差的变

体模型 LG_XIF 的推荐准确率也远低于模型 LG_APIF. 此外, 采用评分或浏览次数来计算兴趣量的变体模型

LG_APX的推荐性能也逊色于模型 LG_APIF.
1) 用户-类型-项目三元图构件对推荐性能的影响最大. 替换三元图构件的变体模型 X_APIF虽然也遵从本文

钱忠胜 等: 融合自适应周期与兴趣量因子的轻量级 GCN推荐 2991



所提到的用户兴趣规律, 即先求得项目类型再推荐项目个体. 但高阶传播中以项目类型为节点, 最终可能确实可找

到用户的兴趣项目类型, 但对于项目个体的预测, 依然很困难. 相比之下, 本文模型 LG_APIF将项目类型用作连接

用户与项目个体间的关系, 来构建用户-类型-项目三元图结构, 个体之间不仅蕴含着类型的潜在信息, 而且蕴含更

多的个体协作信息, 这十分有利于个体信息在高阶传播中的学习. 图 9 的实验结果也显示, LG_APIF 的推荐性能

远优于 X_APIF.
2) 自适应周期在很大程度上影响着推荐性能. 自适应周期的取值能随着数据集的变化和在多次推荐之后伴随

着数据的变化而变化. 因此, 自适应周期的值在每一次推荐时是动态变化的, 这和变体模型 LG_XIF所设置的固定

值具有很大区别. 图 9中, 本文模型 LG_APIF的效果远优于变体模型 LG_XIF, 可见本文模型具有更好的适应性,
进而表明自适应周期对推荐效果的提升具有积极作用.

3) 运用本文的兴趣量因子解析方法可在一定程度上改善模型推荐效果. 变体模型 LG_APX 和提出的模型

LG_APIF 在处理兴趣量因子的方式上有相似之处. 比如, 这两个模型都利用了用户浏览次数等基础信息, 只不过

与 LG_APX直接将该基础信息转换成兴趣量因子的方法不一样的是, LG_APIF进行了更深入的处理, 包括兴趣浮

点模型的利用、兴趣量演算的优化等. 通过图 9中的对比, LG_APIF在很大程度上优于变体模型 LG_APX, 这不

仅说明 LG_APIF中兴趣量因子解析模块的有效性, 还反映了在改善推荐效果的过程中, 利用重组、优化等方法挖

掘到的深度信息要比显式的基础信息更有效.
综上所述, 自适应周期、兴趣量因子等深度信息对提升推荐效果具有很大作用, 而用户-类型-项目三元图结

构则是在对深度信息求解后的应用, 因此其不仅自身影响着推荐性能, 还融合自适应周期和兴趣量因子对模型的

影响. 结合图 9可看出, 变体模型 X_APIF远比其他变体模型的推荐效果差, 说明三元图结构在本文模型中起到至

关重要的作用, 同时也表明对基础信息进行深度挖掘利用, 是提升推荐效果的关键.
 4.4.3    各模型性能对比

为评估提出的模型 LG_APIF 效果如何, 表 4 给出了各模型在不同数据集下的 Precision 值、Recall 值和

NDCG 值 (在表中分别简写为 P, R, N)的对比情况.
 
 

表 4    各模型在不同数据集上的指标对比 

数据集 评价指标
模型名称

性能改善情况 (%)
BPR DiffNet++ DHCF DeepFM LightGCN S2-MHCN SEPT FAWMF LG_APIF

Last.fm

P 0.156 1 0.184 9 0.168 8 0.199 1 0.192 1 0.200 5 0.201 9 － 0.207 6 ↑   0.84

R 0.158 2 0.187 4 0.171 3 0.184 2 0.194 8 0.203 8 0.204 9 － 0.207 3 ↑   1.17

N 0.189 5 0.223 1 0.207 4 0.178 3 0.234 0 0.244 0 0.245 1 － 0.249 9 ↑   1.96

Douban

P 0.156 7 0.175 3 0.168 7 0.183 9 0.177 9 0.185 1 0.188 3 0.190 2 0.200 1 ↑   5.20

R 0.051 6 0.062 1 0.057 6 0.043 4 0.062 5 0.066 8 0.108 1 0.088 0 0.109 2 ↑   1.02

N 0.174 8 0.197 0 0.186 6 0.163 2 0.198 9 0.210 4 0.226 4 0.221 5 0.228 8 ↑   1.06

Yelp

P 0.020 0 0.024 8 0.030 0 0.029 3 0.025 9 0.030 0 0.029 0 － 0.029 7 ↓   1.00

R 0.051 7 0.063 5 0.059 9 0.060 1 0.065 3 0.078 9 0.074 6 － 0.078 3 ↓   0.76

N 0.038 4 0.043 1 0.047 0 0.043 1 0.050 0 0.060 6 0.057 8 － 0.060 2 ↓   0.66

MovieLens

P 0.289 1 － － － － － － 0.304 6 0.305 5 ↑   0.30

R 0.103 2 － － － － － － 0.129 0 0.130 1 ↑   0.85

N 0.298 0 － － － － － － 0.318 3 0.322 8 ↑   1.41
 

其中, 本文模型和目前效果最佳模型的指标值已加粗显示, 最后一列给出提出的模型 LG_APIF相对于某一最

佳模型 (粗体数据表示)的性能改善情况 (比如, 在 Last.fm上, SEPT在对比模型中的 Precision 表现最优, 相对于

它, 本文模型 LG_APIF提升 0.84%). 对于MovieLens, 由于它与 Douban参考的均是电影主题数据, 只在信息侧重
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点上表现不一致, 因此仅考虑模型 BPR和 FAWMF 在MovieLens上的表现. 另外, 由于 Last.fm和 Yelp缺少模型

FAWMF需要的相关信息, 因此仅考虑该模型在 Douban和MovieLens上的表现.
由表 4可知, 相比于其他模型, 本文模型 LG_APIF在 Precision, Recall 和 NDCG 上均有较大幅度的提升, 整

体平均提升达到 1.53%. 从数据集的角度上看: 在 Douban上的表现明显要优于其他各种模型, 平均提升 2.43%; 在
Last.fm和MovieLens上分别平均提升 1.32%和 0.85%; 仅在 Yelp数据集下, 改善效果不是很理想. 从指标值的角

度上看: Precision 值、Recall 值和 NDCG 值分别平均提升 2.11%, 1.01%和 1.48%.
整体来看, 在 Last.fm, Douban 与 MovieLens 上, 模型 LG_APIF 的指标值均高于其他模型; 在 Yelp 上, 模型

LG_APIF虽较 S2-MHCN稍逊色, 但整体指标值仍均明显优于其他对比模型. 主要优势有:

1) 与 8个对比算法相比, 提出的模型 LG_APIF在推荐性能方面整体上有较大幅度提升. 特别是在 Douban数

据集下, 优势更加明显, 我们认为这是因为电影项目在分类时, 具有明确的分类标准, 不同的电影表现出的情感和

主题有明显区别, 故用户受到分类标签影响更大. 某用户喜欢看青春偶像剧, 那他对该类型电影关注度也可能会更

高; 某用户喜欢某位明星, 那他可能会对该明星主演的电影毫不抗拒. 当然, 为验证模型在电影领域应用的适用性,

我们还特别增加了 MovieLens 数据集, 该数据集同样记录有关用户-电影项目的数据信息, 由表 4 可知, 模型

LG_APIF在该数据集下表现依然优秀, 其原因与上述一致.
2) 在 Last.fm数据集下, 提出的模型 LG_APIF表现出来的优势也很明显, 我们认为这是由于音乐在分类方式

上界限比较明显, 比如民谣和摇滚音乐, 这两种音乐类型具有很大区别. 另外, 音乐的听取意向更易表达出近段时

间内的兴趣倾向. 因此, 这再一次验证了本模型对项目类型具有严格的分类标准. 相对于对比模型, 模型 LG_APIF
在产生推荐结果之前就已经限定了用户的兴趣范围 (即, 项目类型), 所以, 本模型对噪声的反应并不会太敏感, 即
具有很好的稳定性, 从而使得本文模型在召回率方面表现突出.

3) 为更准确评估各推荐模型推荐列表中的项目排名质量, 还对各推荐模型的 NDCG值进行了计算. 由表 4可

知, 模型的 NDCG 指数越高, 表明模型推荐的项目与用户最终所选择项目的相关性越高, 模型输出的推荐列表就

越符合用户需求. 在其中 3种数据集实验中, 模型 LG_APIF的效果均优于其他对比模型, 这也表明推荐系统中的

兴趣量因子和兴趣类型的确定对于及时发现并满足用户需求非常重要.
此外, 在 Yelp中, 尽管模型 LG_APIF的指标值高于某些模型, 但并不是最高, 尤其对比模型 S2-MHCN来说,

本文的模型存在一些不足之处. 本文模型 LG_APIF在 Yelp数据集上的表现一般, 其主要原因是由于用户对餐厅

的分类以及评分信息敏感性不高, 在餐厅类型标签的设置上一般比较模糊. 比如, 面食店也卖盖浇饭, 西餐厅中也

会有少量的中餐. 另外, 用户的评分一般主要针对餐厅某个方面的不足, 用户在选择餐厅时, 评分信息并不是唯一

标准, 往往也会被餐厅的位置、装饰或餐厅中某种特定美食所吸引. 可见, Yelp 数据集的数据标签和评分信息不

具有代表性, 这也说明本文模型在数据运用上有所欠缺.
在上面模型的对比实验及对结果的分析中 (详见表 4), 就模型 LG_APIF 的优势以及不足之处均进行了详细

讨论, 可将它的特点整体概括为以下 3点.
① 在对应用环境的理解方面. 模型 LG_APIF在 Douban数据集上, 无论是 Precision, Recall, 还是 NDCG 指标

上都具有明显的优势, 且平均提升 2.43%. 主要原因是由于我们更注重项目分类的方法上, 这一点在同为项目分类

方式较为明显的 Last.fm和MovieLens上得到了验证. 因此, 这也表明了模型 LG_APIF更适用于处理分类方式具

有明确规则的环境.
② 在对用户的理解方面. 模型 LG_APIF在其中的 3种数据集上的 NDCG 指标上都有着比较明显的优势, 且

平均提升 1.48%, 这说明我们的模型能比较好地适应用户. 用户的整体兴趣能在很大程度上被长期兴趣影响, 同时

由于用户的每一个最近点击也会影响用户的兴趣量, 即模型也能对短期兴趣进行学习, 并试图以此替代长期没有

启动的兴趣.
③ 在对项目的理解方面. 随着迭代次数的增加, 模型 LG_APIF的性能会在一定区间内保持上升状态, 且在多

次训练后, 模型的预测效果会越来越好. 主要原因是模型中项目的兴趣定位, 均由每个用户的行为密切影响. 随着

模型的成熟 (迭代次数增加), 项目的定位也会变得更为明确, 这也充分说明 LG_APIF模型设计的有效性.
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 4.4.4    模型复杂度分析

所提模型 LG_APIF先利用相对轻量的传统技术来解析自适应周期、兴趣量因子等深度信息, 再结合轻量级

GCN技术进行推荐. 与现有模型相比, 推荐步骤相对增多, 尽管模型的效果得到一定程度的提升, 但其复杂度也随

之稍有增加. 下面就时间复杂度方面对相关模型的框架展开性能评估.
1) 就本文模型 LG_APIF 的时间复杂度来说, 主要表现在自适应周期生成、兴趣量因子解析以及 GCN 推荐

3个模块. 对于自适应周期生成部分, 又分为聚类过程和线性回归过程: 聚类过程的时间复杂度为 O(EnKId), 其中

E 为用户数, n 是平均交互项目量, K 为聚点数, I 是迭代次数, d 为数据维度, 通常 K, I, d 均可认为是常量; 线性回

归过程采用逆矩阵的求解方式, 即时间复杂度为 O(K3). 对于兴趣量因子解析部分, 由于行为记忆序列长度和单位

周期数量均是预知的, 故其时间复杂度为 O(1). 对于 GCN推荐部分, 时间复杂度为 O(MDLd), 其中 M 是交互图节

点数, D 为扩散深度, L 是边数量. 因此, 本文模型的时间复杂度大致为 O(En+MDL).
2) 就对比模型 BPR (该模型相对最早, 效果最差)的时间复杂度来说, 时间主要消耗在处理反馈信息的排序问

题上. 因此, 时间复杂度大致为 O(DL).
3) 就对比模型 LightGCN (该模型相对较新, 与本文模型结构最为相似)的时间复杂度来说, 时间主要消耗在

图传递层的动态扩散过程中. 因此, 时间复杂度大致为 O(MDL).
综上分析, 各模型的时间复杂度大小关系为: 本文模型 LG_APIF > LightGCN > BPR. 尽管从复杂度上来看, 模型

LG_APIF的效率要劣于对比模型, 但结合实验的推荐效果来说, 其设计思想依然是合理的、有意义的, 主要理由如下.
1) 就本文模型 LG_APIF的时间复杂度与模型 LightGCN相比: 由于交互图节点数 M 一般包括用户数 E 和项

目数, 且 n 为平均交互项目数, 故在大部分情况下, En 并不会比 M 大很多, 甚至会更小 (比如, 长尾分布严重时). 此
外, 尽管 LG_APIF模型的线性回归部分时间复杂度为 O(K3), 但 K 一般可取随机常量, 具有可控性, 通常数量级也

不会很大, 对整体模型的时间复杂度影响有限. 因此, 本文模型的时间复杂度并不会比对比模型 LightGCN高很多,
甚至在大多情况下, 均处于相同数量级的, 但 LG_APIF模型的推荐效果却要比 LightGCN好很多. 这足以说明, 本
文模型在时间复杂度上的牺牲是值得的.

2) 就本文模型 LG_APIF 的时间复杂度与模型 BPR 相比: 尽管模型 LG_APIF 的复杂度约为模型 BPR 的

M 倍, 但推荐效果上, 却比模型 BPR提升约 33% (见表 4, 以 Last.fm数据集及 Precision 评价指标为例), 且就目前

大多数 GPU/CPU来说, 本文模型的计算任务并不算大. 因此, 本文模型是可行的、有意义的.
3) 与传统端到端的模型相比, 本文模型 LG_APIF 在组成结构上也具有一定的优势. 由于采用多模块组成形

式, 使得模型 LG_APIF能利用分布式计算的优势, 即只要计算资源充足, 模型 LG_APIF的整体推荐性能也会得到

很大的提升. 此外, 虽然本文的推荐框架增加了特征提取模块, 但采用 GCN 技术是经过简化的, 与传统的基于

GCN的推荐相比, 在高阶传播时, 所消耗的时间实际上相对较少. 因此, 若与达到相当推荐效果的模型相比, 模型

LG_APIF是较为轻量的.
 4.4.5    兴趣量因子自适应优化

模型 LG_APIF的主要思想是加大对基础信息的挖掘力度, 以提取出与其他对比模型相区别的、高价值的深

度信息. 为进一步验证用户基础信息蕴含的深度信息对推荐性能的影响, 该小节补充了相关优化实验.
由第 3.3节可知, 周期间隔数 TPN是模型 LG_APIF在行为记忆重组 (见第 3.3.1节)过程中兴趣指数的关键

参数, 影响着兴趣量因子, 进而决定模型的准确性. 但前面的 TPN均依据数据集的时间区间来手动设置, 这很容易

人为地带来误差. 另外, 经实验 (见第 4.4.1节)发现, 不同数据集的 TPN设置差异很大, 难以保证参数设置的公平

性, 降低了实验可信度. 为解决上述问题, 对模型 LG_APIF设计了几组针对性的优化实验, 目标是达到 TPN自动

设置的效果, 实现兴趣量因子的自适应性. 基于此, 对 TPN的相关定义进行 2点补充.
① 近期行为比历史行为更重要. 即近期发生的行为往往要比历史中的行为更能影响当前的兴趣. 但前面实验

设置的 TPN, 将近段周期和历史周期的划分单位和方式均一样, 无法表达近期行为的重要性. 因此, TPN的划分方

式应有所区别, 且随着用户的历史浏览周期慢慢靠近当前时刻, TPN还应逐渐变小.
② 兴趣指数应呈“蟒蛇状”分布. 蟒蛇头部的粗大应表现在 Sigmoid 函数图像的右端部分, 即浏览的正样例 (有
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行为的单位周期)部分, 腹部的肿大表现在 Sigmoid 函数图像的 y 轴两侧部分, 而纤细的尾部则是 Sigmoid 函数图

像的左端部分, 即浏览的负样例 (未有行为的单位周期)部分. 比如, 应认为在一个相对较长的历史周期内, 正样例

(或负样例)间隔为 m 的两个连续出现的较大次数对最终结果的影响区别不大. 这个差距 m 不能与间隔仍为 m 的

两个连续出现的较小次数相对等. 尽管兴趣量演算过程中, 引入双曲正切 Sigmoid 函数已解决了局部最大 (小)的
问题, 但当连续的正样例 (或负样例)过大时, 会导致中间少数出现的负样例 (或正样例)被丢弃, 很难被记录. 另外,
若能将两端分布的周期进行恰当的合并, 而将重心放在腹部的行为上, 这能大大减少兴趣量因子解析过程的迭代

次数, 提升模型效率, 降低噪声影响, 增强稳定性.
因此, 如何合理地设置 TPN就显得非常重要. 用户的历史周期可看成一段时间轴线段, 设置 TPN就是如何将

一条长度确定的线段进行切分. 假设该线段长度为 L, 第 i 段的切分长度为 Li (即 TPN). 由第 3.3.1节可知, 此时的

Li 为定长, 且分为了 L/i 段, 但根据上述对 TPN的 2点补充, 这种设置是有缺陷的. 接下来, 我们将设计 3种新的切

分方式, 来实现上述要求, 以期提升模型效率.
● 方式 1. 模型 LG_APIF-L. 针对补充的第①点, 保证长度为 L 的线段从左端点到右端点的切分长度越来越小,

且设置合理的切分段数. 因此, 我们将 2n×(n+1)>L (n=1, 2, 3, 4,…)设为判断式, 递归执行, 直到 n 的取值首次使得

判断式成立, 此时, 第 i 段切分长度 Li 的计算方式如公式 (22)所示:

Li =



2n−1, 1 ⩽ i ⩽ D

2n−2, D < i ⩽
(
22−1

)
D

...
...

2n−n,
(
2n−1−1

)
D < i ⩽ (2n−1) D

其中, D = L/(2n−1(n+1)) (22)

E+ E−

E+ E−

● 方式 2. 模型 LG_APIF-Y. 针对补充的第②点, 为避免正样例 (或负样例)出现的频数过大, 则需预先设定最

大正样例数    (或最大负样例数   ), 且应与浏览总周长相关联. 因此, 我们定义了映射函数, 当兴趣指数超出最

大值时, 则通过该函数将其映射回   (或   )内, 此时兴趣指数的计算如公式 (23)所示:

Y = E−+
E+−E−

Xmax−Xmin
× (X−Xmin) (23)

E+ E− E− E+其中, Y 表示当前兴趣指数 X 在超出   或   范围时, 被映射回区间 [   ,    ]的值.

E+ E−

E+ E−

● 方式 3. 模型 LG_APIF-E. 同时针对补充的第①点和第②点, 从左端到右端切分总长度为 L 的线段时, 不仅

切分长度要越来越小, 且最大正样例数   和最大负样例数   也要阶梯式地变小. 因此, 我们在方式 1和方式 2 的
基础上, 将   和   的计算方式定义为如公式 (24)所示:

E+ = L/(2n−1× (n+1)); E− = −L/(2n−1× (n+1)) (24)

图 10展示了本文模型在分别考虑 3种优化方式下的柱状图结果对比情况. 为说明上述优化方式的有效性, 这
里选取了优化前本文模型 LG_APIF 表现较好的两种数据集 (Last.fm 和 Douban), 对比模型只选取了其中表现最

优的模型 (见表 4), 以及优化后的模型 (LG_APIF-L, LG_APIF-Y, LG_APIF-E), 来比较它们在 3种评价指标下的实

验效果. 其中, 横坐标选取不同评价指标, 纵坐标为评价指标值.
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图 10　模型 LG_APIF在 3种优化方式下的效果对比
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从图 10可看出, 模型 LG_APIF在优化方式 1、方式 2及方式 3时, 性能均优于现有对比模型, 且在整体上也

要优于优化前的模型自身, 平均提升可达 5.04%. 尽管性能提升不明显, 但也充分说明我们对于模型 LG_APIF中

兴趣量因子自适应的优化思路是可行的、有效的, 也表明加大挖掘用户深度信息力度的必要性, 以及采用更为有

效的方法去归结行为规律, 会进一步提高推荐性能, 并带来更强的可解释性.

 5   总结与下一步工作

我们提出一种融合自适应周期与兴趣量因子的轻量级 GCN推荐方法 LG_APIF, 通过运用相对轻量级的技术

对用户基础信息的深度挖掘与利用, 不仅改善了模型 LG_APIF的 Precision, Recall 和 NDCG 指标效果, 还在很大

程度上控制了模型的复杂度. 其主要贡献如下.
1) 利用遗忘曲线构建兴趣模型, 更合理地模拟用户的兴趣变化规律. 本文将人类思维规律扩展运用到推荐系

统中, 可较显式地表示用户的动态行为变化; 采用遗忘曲线拟合出的函数对用户的兴趣占比进行计算, 更准确地判

别出用户当前的兴趣规律.
2) 挖掘自适应周期和兴趣量因子等深度信息, 更为准确地解析用户的整体偏好. 根据相似用户具有相似兴趣

的规律对用户行为进行聚类并拟合, 预测用户的自适应周期; 再结合用户-项目的行为规律, 设计了一种更有效、

更易理解的兴趣量因子求解方式. 这些深度信息的特征表示与基础信息的表示相似, 却蕴含着更高阶的协作, 有助

于捕获用户的整体偏好, 也能为 GCN推荐框架减负.
3) 设计用户-类型-项目三元图结构, 再结合减负后的 GCN方法实现协同过滤, 更能降低 GCN训练的难度并

提升模型的推荐效果. 相较于传统的协同过滤方法, 本文模型采用 GCN技术来完成协同过滤任务, 且为降低传统

GCN技术的训练难度, 使用较为显式地携带协作信号的三元图结构作为模型的输入, 使模型能更侧重解决邻域聚

合任务, 提高预测准确性.
本文主要以用户对项目的兴趣形态表现为中心, 以项目为主体对用户进行聚类分析. 实际上, 也能以用户为主

体, 对不同项目进行兴趣周期聚类, 该方法同样适用. 当然, 本文模型也存在一些方面值得改进, 如部分冷启动用户

的偏好仍未能得到准确预测. 此外, 本文用到的隐特征并不很全面, 社交关系、标签信息等特征未被使用. 接下来

的工作将进一步充分利用其他多种信息, 使推荐模型的性能得到更好的优化.
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