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摘  要: 在推荐系统中, 冷启动推荐由于缺乏用户和物品交互信息而具有很大的挑战性. 该问题可以由数据层和

模型层的策略进行缓解. 传统的数据层方法利用如特征信息的辅助信息来增强用户和物品表示的学习. 最近, 异

质信息网络被整合于推荐系统中. 它可以提供更丰富的辅助信息和更有意义的语义信息. 但是, 这些模型无法充

分利用结构和语义信息, 并且忽视了网络中的无标签信息. 模型层的方法应用了元学习框架, 该框架通过学习相

似任务的先验知识, 然后利用很少的标签信息适应新任务, 与冷启动问题相似. 综上, 提出了一个基于异质信息

网络的对比元学习框架CM-HIN, 同时, 在数据层和模型层解决冷启动问题. 具体的, 利用元路径和网络模式这两

个视图分别刻画异质信息网络的高阶以及本地结构信息. 在元路径和网络模式视图中, 采用对比学习挖掘异质信

息网络的无标签信息并整合两个视图. 在 3个基准数据集上的 3个冷启动推荐场景的大量实验中, CM-HIN超越了

所有先进的基线模型. 
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Abstract: In recommendationsystem, cold-start issue is challenging due to the lack of interactions between new users or new items. Such 

issue could be alleviated via data-level and model-level strategies. Traditional data-level methods employ side information like feature 

information to enhance the learning of user and item embeddings. Recently, heterogeneous information networks (HINs) have been 

incorporated into the recommendationsystem as they provide more fruitful auxiliary information and meaningful semantics. However, 
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these models are unable to capture the structural and semantic information comprehensively and neglect the unlabeled information of 

HINs during training. Model-level methods propose to apply the meta-learning framework which naturally fits into the cold-start issue, as 

it learns the prior knowledge from similar tasks and adapts to new tasks quickly with few labeled samples. Therefore, a contrastive 

meta-learning framework on HINs named CM-HIN is proposed, which addresses the cold-start issue in both data level and model level. 

Specifically, metapath and network schema views are exploredto describe the higher-order and local structural information of HINs. 

Within metapath and network schema views, contrastive learning is adopted to mine the unlabeled information of HINs and these two 

viewsare incorporated. Extensive experiments on three benchmark datasets demonstrate that CM-HIN outperforms all state-of-the-art 

baselines in three cold-start scenarios. 
Key words: cold-start recommendation; heterogeneous information network; meta-learning; contrastive learning 

随着网络的爆炸性发展, 推荐系统[13]在现实生活中有了越来越多的应用, 比如电子商务平台、新闻推送

平台等等. 推荐系统根据每个用户的喜好和习惯推荐其感兴趣的信息, 可以减轻信息过载的问题. 传统的推

荐系统主要基于协同过滤的方法, 即通过用户和物品的历史交互信息, 如购买、点击等, 计算用户对某物品感

兴趣的概率. 但是, 每出现一个新用户和新物品, 其历史交互数据通常是非常稀疏的, 从而引出了推荐系统中

常见的冷启动问题[4], 其核心在于研究如何有效地学习新用户和新物品的表示. 

为缓解冷启动问题, 通常的解决思路是借助辅助信息来增强新用户和新物品的表示[4,5]. 最近, 异质信息

网络被广泛用来与推荐系统相结合, 为用户和物品的表示提供大量的附加信息. 异质信息网络是由不同类型

的节点和边组成的网络, 在日常生活中很常见, 例如社交网路、知识图谱等[6]. 图 1(a)是一个典型的电影异质

信息网络, 除了已有的用户和电影的交互信息外, 还描述了电影之间通过哪些导演或演员相互关联, 从而为

用户推荐电影. 通常采用元路径来描述异质信息网络的高阶结构和语义信息[7]. 元路径是由节点类型组成的

序列, 每一个元路径通常具有相应的语义信息. 例如, UIDI这一元路径代表了两部电影具有相同的导演, 而用

户已对其中一部电影进行了打分. 以上是在数据层面为解决冷启动问题做出的尝试. 
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图 1  异质信息网络 

在模型层面, 元学习在小样本学习中的广泛应用[8], 吸引了部分学者借助元学习框架解决冷启动问题[9].

元学习首先学习各个任务的先验知识, 然后根据先验知识和少量的训练数据, 在新的任务上快速调整学习. 

冷启动问题与元学习较为类似, 有监督信息较少(新用户或新物品历史交互信息较少), 而每一个任务可以看

作是给每一个用户推荐物品. 模型首先在元训练过程中通过先验知识学习泛化能力, 然后在元测试过程中, 

将模型快速微调至新任务上, 即为交互数据非常稀疏的冷启动用户推荐物品. 少数模型[1012]采用了元学习框

架, 如MAML[8], 取得了一定的效果. 然而它们都忽视了一定的结构和语义信息, 且完全忽视了异质信息网络

中大量的无监督信息, 从而影响了在冷启动推荐上的表示效果. 

本文提出了基于异质信息网络的对比元学习框架 CM-HIN, 旨在从数据层和模型层两个层面解决推荐系

统中的冷启动问题. 主要面临两个挑战: (1) 如何高效地描述异质信息网络中的结构信息和语义信息? (2) 如

何利用异质信息网络中的无监督信息? 
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针对第 1 个挑战, 之前的模型[12,13]提出了采用元路径刻画异质信息网络的高阶结构和语义信息, 但却忽

视了网络的本地结构. 网络模式作为异质信息网络的元模板, 刻画了节点之间的直接联系[14], 如图 1(b)所示, 

它准确刻画了网络的本地结构信息. 因此, 本文同时考虑了元路径和网络模式这两个视图, 以刻画异质信息

网络的结构. 

针对第 2 个挑战, 受对比学习[15]的启发, 采用自监督的方式训练无标签信息, 从而更深入地挖掘异质信

息网络的特征. 之前的基于元学习的模型虽然利用了有监督信息, 却忽视了重要的无监督信息. 在元路径视

图, 传统方法只是聚合了邻域信息, 本文通过将元路径看作关系, 并与元路径的起始节点、末尾节点一起构建

三元组, 更深入地感知元路径的知识信息. 将邻域感知表示与知识感知表示作对比学习, 实现了自监督训练

并将邻域信息与知识信息加以整合. 在网络模式视图, 本文采取丢节点操作, 构建对比学习的正例, 进行自监

督训练, 得到网络模式视图下的节点表示信息. 最后, 本文又对元路径视图和网络模式视图进行对比学习训

练, 整合这两个视图的信息, 最终得到用户和物品的表示学习向量. 

本文的主要贡献总结如下: 

 提出了基于异质信息网络的对比元学习框架 CM-HIN, 并在元路径和网络模式视图下挖掘异质信息

网络的语义与结构信息, 从而在数据层和模型层解决冷启动推荐问题; 

 在元路径、网络模式中均设计了对比学习模型, 采用自监督训练的方法, 充分利用了元路径视图和网

络模式视图中的无标签信息, 最后采用对比学习整合这两个视图; 

 在 3 个公开数据集上进行 3 个冷启动情景下的对比实验, 所提模型 CM-HIN 超越了所有先进的基线

模型, 验证了所提模型的有效性. 

本文第 1 节介绍冷启动推荐、元学习和对比学习的相关方法和研究现状. 第 2 节介绍本文所需基础知识, 

包括异质信息网络和冷启动推荐的基本概念. 第 3 节介绍本文构建的用于冷启动推荐的异质信息网络对比元

学习框架. 第 4 节通过对比实验验证所提模型的有效性. 最后总结全文. 

1   相关工作 

本节分别介绍冷启动推荐、异质信息网络表示学习、元学习和对比学习方面的相关工作与研究现状. 

1.1   冷启动推荐 

在推荐系统中, 当用户和物品的交互非常稀疏时, 很难为用户和物品学习有效的表示, 从而导致冷启动

问题. 协同过滤模型[3,5]在一般的推荐任务中取得了较好的效果, 却无法有效处理冷启动情景. 传统的解决冷

启动推荐的模型采用了数据增强的方法, 即利用用户和物品的辅助信息[4,16,17]. 除了这些传统的利用基于内

容的特征的方法以外, 许多模型还提出了用异质信息网络提供丰富的辅助信息的方法. 异质信息网络描述了

物品(如电影)和其他实体(如演员)之间的联系. 为了刻画异质信息网络的结构和语义信息, 很多方法采用了高

阶的网络结构, 如元路径[7]和元图[18]等[12,13,19]. 一些方法还结合了物品的评论、图像和知识图谱等信息来学习

用户和物品的表示[20,21]. 另有一类方法利用了迁移学习, 将源领域中学习到的表示应用在目标领域中的重复

物品中[22,23]. 上述这些方法只是在数据层面解决冷启动推荐问题, 非常依赖辅助数据的可获得性与质量. 

1.2   异质信息网络表示学习 

传统的异质信息网络的核心技术基于元路径 , 通过不同的机制来刻画节点与元路径之间的关系 . 

Metapath2Vec[24]采用了异质 Word2Vec 技术, 将上下文的窗口限制为一个特定的类型. HIN2Vec[25]采用元路径

与节点之间的 Hadamard 乘积来捕获网络特征. 近来, 基于图神经网络的异质信息网络表示屡被提出. Het- 

GNN[26]首先聚合同一类型的节点特征, 然后采用注意力机制聚合不同的类型特征. HAN[27]首先采用注意力机

制聚合元路径的特征, 然后采用注意力机制聚合不同的元路径. 

1.3   元学习 

元学习的框架被广泛应用于少样本学习中, 其核心是在相似的学习任务上学到通用的先验知识, 从而只
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需要一些很少的样本, 凭借先验知识在新的任务上快速微调, 实现评测结果[28]. 元学习主要分为 3 类, 分别是

基于指标的方法、基于模型的方法和基于优化的方法 . 基于指标的方法在任务中学习一个指标或距离函 

数[29], 而基于模型的方法为跨任务的快速泛化设计了一个架构或训练过程[30]. 本文采用的基于优化的方法[8]

通过调整优化函数, 仅使用少量样本实现快速的调整. 

元学习在冷启动问题中的成功应用, 提供了模型层面的解决方案. 具体地, 为解决冷启动问题, Vartak 等

人[9]提出了一个基于指标的方法. Lee 等人[10]采用 MAML 框架, 基于稀疏的交互信息快速适应新用户和新物

品. MAML 框架还被应用于基于场景的冷启动问题中, 将每个场景(例如, 购买运动器材和购买食品是两个场

景)视为一个学习任务[31]. 也有一些模型将元学习应用于具体的任务, 例如点击率(click through rate, CTR)预

测[11]和临床风险预测[31]等. Lu 等人[32]采用了元路径来刻画异质网络的语义和结构信息, 并整合在元学习框架

中. 上述这些方法都忽视了一定的结构和语义信息, 且完全忽视了异质信息网络中大量的无监督信息. 

1.4   对比学习 

对比学习可以通过自监督学习的方式捕获异质信息网络中的无标签信息. 对比学习主要利用了样本间的

约束信息构建辅助任务, 通过构建正负样本, 然后度量正负样本间的距离进行自监督学习. 自监督学习的关

键在于如何合理地定义正负样本, 也是难点所在. 对比学习最早被应用于自然语言处理与计算视觉中, 最近

也开始被应用在网络结构的数据上. 例如: GCC[15]将从同一个节点出发, 不同的随机游走生成的子图作为正

例, 由其他节点生成的子图作为负例; DGI[33]通过互信息学习节点的表示与子图的表示, 给定一个子图, 节点

属于该子图作为正例, 不属于该子图的节点作为负例. 本文首次在推荐系统中结合了图谱上的对比学习, 以

充分挖掘异质信息网络的特征. 

2   基础知识 

本文所提方法主要是异质信息网络上的基于元学习的冷启动推荐, 下面对异质信息网络、冷启动推荐、

元学习的相关概念和基础知识进行介绍. 

2.1   异质信息网络 

异质信息网络可被表示为 G=(V,E,Type), 其中, V 表示节点集; E 表示边集; Type 表示类型集合, 由 TypeV

和 TypeE 组成, 其中, TypeV 和 TypeE 分别表示节点类型的集合和边类型的集合. 边和节点分别存在一个类型映

射函数, V:VTypeV 和E:ETypeE. |TypeV|和|TypeE|分别表示节点和边的类型数量. |TypeV|>1 或|TypeE|>1 代表

该网络为异质信息网络. 如图 1(a)所示, 异质信息网络实例中, 有用户(U)、电影(I)、导演(D)和演员(A)这几个

节点类型. 

2.2   网络模式 

网络模式可被表示为 TG=(TypeV,TypeE), 是异质信息网络 G 上的元模板. TG 是一个由节点类型和边类型组

成的图. 例如, 图 1(b)是图 1(a)的网络模式, 由所有的节点类型组成. 网络模式可被用来描述节点之间的直接

联系, 即各个节点两两之间的联系, 从而刻画了网络的本地结构. 

2.3   元路径 

给定一个异质信息网络 G=(V,E,Type), 元路径 P 是长度为 l 且定义在网络模式图 TG=(TypeV,TypeE)的兼 

容节点类型和边类型的序列, 以下列形式表示: 1 2

1 2 1
... ,EE E l

l

TypeType Type

V V VType Type Type


    并将其简写

为
1 2 1

... .
lV V VType Type Type


 该元路径描绘了节点 V1和 Vl+1之间的组合关系. 如图 1(c)所示: 存在两种元路径 UIDI 

和 UIAI, 分别表示不同的语义, 即某用户看了某电影, 该电影与另一个电影拥有相同的导演或者演员. 相应

地, 根据图 1(a), u1i2d1i1 是元路径 UIDI 的实例, 而 u1i2a1i1 是元路径 UIAI 的实例. 元路径由诸多条关系组成,

即诸多个两两之间节点联系的组合, 因此, 它包含了高阶的结构信息. 
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2.4   冷启动推荐 

在异质信息网络 G=(V,E,Type), 将 VU,VIV 分别表示用户和物品的集合. 给定用户和物品的评分集合 

={ru,i≥0:uVU,iVI,u,iE}, 我们的目标是预测未知的用户 u 和物品 i 之间的评分 ru,i. 特别地, 如果用

户 u 是新用户, 且只有很少的一些评分, 即|{ru,i:u=u}|的值非常小, 那么这就是一个用户冷启动问题(UC);

类似地, 如果物品 i 是新的物品, 且只有很少的一些评分, 即|{ru,i:i=i}|的值非常小, 那么这就是一个物品 

冷启动问题(IC); 如果用户 u 和物品 i 都是新的, 数量都非常小, 那么这就是一个用户-物品冷启动问题(UIC). 

2.5   元学习 

本文主要基于优化的元学习来解决少样本的冷启动问题. 在元学习过程中, 需要找到对新的任务最敏感 

的参数, 从而在新任务中, 只需微调这些参数就可以获得较好的结果. 数学的, 给定任务分布 p( ), 基于优

化的元学习的目标是训练一个模型 f, 该模型可以基于 p( )中获得的知识在新任务new 上快速调整得到结果. 

如图 2 所示, 有两种更新的操作, 即全域更新和本地更新. 

 

 

 

 

 

 

 

 

图 2  基于优化的元学习图例 

元学习需要将每个任务划分为支持集和查询集. 首先, 在任务i 的支持集上, 模型以本地更新率将参数

更新为 *
i (学习过程): 

 * ( )
ii f       (1) 

其中, 表示损失函数. 基于面向某一特定任务的本地更新参数 *,i  模型在不同的任务上, 以全域学习率优
化 *( ).

i i
f
  通过这样的方式, 全域参数可以适应不同的任务: 

 *
 ( )

~ ( ) ~ ( )

min ( ) ( )
i i i

i i

i f
p p

f
  

     
   

   (2) 

 * 
~ ( )

( )
i i

i p

f 
     

 

  (3) 

在全域更新的过程中, 全域参数以将 *
i 作用于查询集的损失来更新(学会学习的过程). 

3   模  型 

本节主要介绍一个新的模型 CM-HIN 来解决冷启动问题, 即基于异质信息网络上的对比元学习. 首先介

绍该模型的概览, 然后介绍模型的细节. 

3.1   模型概览 

如图 3 所示, 该模型是一个基于 MAML[8]的元学习框架, 在进行冷启动推荐时, 需要明确具体的设置. 将 

一个任务与一个用户进行绑定, 即对于一个用户 u, u=(Su,Qu), 其中, Su 表示支持集, Qu 表示查询集. 在元训练 

过程中, Su 和 Qu 是从用户 u 已有交互的物品集中选取的, 且 Su 和 Qu 中包含的物品互不重复. 而在元测试的过 

程中, utest同样有测试集和查询集, 而查询集中物品需要被预测评分. 如第 2.4节所述: UC任务是新的用户, 

即元训练中没有的用户; IC 任务是新物品, 即元训练中没有的物品; 而 UIC 任务代表用户和物品均未在元训

本地更新

全域更新

调整 

1

2

3

 

*
3

*
1

*
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练中出现. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

图 3  CM-HIN 的整体框架图 

对于每一个任务, 在元训练过程中, 支持集上的样本首先由参数为的多视图图谱编码器训练, 得到支持 

集的损失函数support, 并用来将编码器参数更新为 . 然后, 对应的查询集中的样本由参数为 的编码器训

练,得到查询集的损失函数 .query  在元训练中的所有任务上重复该步骤, 以计算 query 的和, 然后用其更新编 

码器的参数. 更新后的编码器作用于元测试中的支持集, 并得到元测试支持集的损失函数. 用该损失函数训

练编码器, 最后, 在查询集中预测得到最终的物品评分. 

可以看到, 该框架的关键部分是多视图图谱编码器的构建. 我们基于对比学习构建该编码器, 充分挖掘

和利用异质信息网络的特征. 

3.2   多视图图谱编码器 

我们利用对比学习的方法, 从网络模式和元路径这两个视图来分别挖掘异质信息网络的特征. 如第 2.2

节和第 2.3 节所介绍的, 网络模式主要针对网络的本地结构, 而元路径主要针对网络的高阶结构. 以支持集中

的(u1,i2)为例, 基于(u1,i2)采样得到相关的元路径与网络模式实例, 并将其输入到如图 4 所示的多视图图谱编

码器中. 

 

 

 

 

 

 

 

 

 

 

图 4  多视图图谱编码器 
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3.2.1   元路径视图的对比学习 

 邻域感知的编码器 

GCN[34]通过聚合邻域节点学习目标节点的表示, 因此, 基于元路径的 GCN 编码器可以视为邻域感知的

编码器. 对于支持集中的 u1, 存在一个以该节点为起点的元路径集合{P1,P2,…,PM}. 给定一个元路径 Pn, 可以 

得到基于该元路径的邻居节点集合 .nP
iN  例如图 4, u1i2d1i1 是元路径 UIDI 的实例, 而 i2、d1、i1 是该元路径下 

u1 的邻居节点. 每一种元路径代表了一种语义, 对于元路径 Pn, 用元路径 GCN 编码其特征, 得到: 

 
1 1

1 ( 1)( 1)
n

P
i

P
u u j

u j N u j

h h h
d d d

 
  

  (4) 

其中, du 和 dj 分别是节点 u 和节点 j 映射特征向量的维度. 对于元路径集合, 那么节点 u 就有 M 个表示向量, 

即 1{ ,..., }.MP P
u uh h  采用注意力机制为不同的元路径赋予不同的权重组合, 得到最终的元路径视图下邻域感知的

表示 :mpn
uz  

 
1

n

n

M
pmpn

u P u
n

z h


   (5) 

其中, 权重
nP 的计算如下: 

 T1
tanh( )

| |
n

n

P
p mp mp u mp

u V

w h
V 

   a w b  (6) 

 

1

exp( )

exp( )
n

n
p M

u
u

wp

wp







 (7) 

其中, wmpdd 和 bmpd1 是可学习的参数, amp 表示元路径级的注意力向量. 

 知识感知的编码器 

上述聚合邻域信息的操作, 没有考虑元路径本身所含有的语义信息即知识. 例如, 元路径 IDI 代表了具有

相同导演的电影这一知识, 也可视为联结该路径头尾节点的真实关系. 因此, 我们将元路径实例视为三元组

(u,P,j). 对于一个三元组(u,P,j), 可以得到如下的得分函数: 

 2
2( , , ) || ||r u P r js u P j W h h W h    (8) 

其中, hu、hP 和 hj 分别为头节点、元路径和尾节点的表示; Wr 是映射矩阵, 将头节点和尾节点映射至元路径的

表示空间. 该得分函数越小, 表明这个三元组成立的概率越大. 通过负采样得到不成立的三元组(u,P,j), 可以

得到如下的得分函数: 

 
( , , ),( , , )

ln ( ( , , ) ( , , ))Knowledge
u P j u P j Triplet

s u P j s u P j


    (9) 

其中, Triplet 是包含正例和负例三元组的集合. 具体地, 在负采样时, 通过替换正例三元组的头节点或尾节点 

构建负样本, 替换后仍为正例的三元组会被剔除. 训练得到用户 u 元路径视图下知识感知的表示向量 .mpk
uz  

 邻域感知和知识感知的对比学习 

在冷启动推荐中, 除了少量的标签信息外, 存在大量的无标签信息. 为了充分利用这些无标签信息, 采用

自监督的对比学习来区分两种感知模式下同一节点的表示与其他节点的表示. 对于一个用户 u, 邻域感知下 

的表示为 ,mpn
uz  知识感知下的表示为 ,mpk

uz  它们之间组成正例, 而其他节点的表示作为负例. 由此, 可以得到 

如下的目标函数: 

 
exp( ( , ) / )

log
exp( ( , ) / )

mpn mpk
mp u u
constrative mpn mpk

j j
j V

sim z z

sim z z






 


  (10) 

其中, 

 sim(,)表示为 sim(,)=e(g(),g()), 其中, g()是多层感知器(MLP), 由非线性激活函数转换表示; 而 e()

是相似度函数, 我们采用余弦相似度进行计算; 
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 代表温度参数. 

最终, 我们训练如下的得分函数以获得用户 u 在元路径视图下的表示 :mp
uz  

 mp mp
Knowledge contrastive     (11) 

3.2.2   网络模式视图的对比学习 

 网络模式的 GNN 编码器 

给定用户节点 u, 它与 K 个其他类型的节点相连{1,2,…,K}. 那么, n
uN  可表示为节点 u 的类型为n 的 

邻居节点. 类似地, 参照 GNN 编码器聚合的思想, 我们首先聚合同一类型下的邻居节点: 

 n

n
u

u j

j N

h h


 


 
 
 
 
  (12) 

其中,  是激活函数, hj 是节点 j 的映射特征向量. 

不同类型的节点对与给定节点 u 的表示会有不同的贡献, 因此, 在得到各个类型的表示向量 1 2{ , ,...,u uh h   

}K
uh 之后, 采用注意力机制获得网络模式下的表示 .nst

uz  首先, 需要计算各个节点类型的权重: 

 T1
tanh( )

| |
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w h
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
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   a w b  (13) 
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
 (14) 

其中, wscdd 和 bscd1 是可学习的参数, asc 表示类型级的注意力向量, ns 即为各个类型节点的权重. 由此

可得 ns
uz 的表示向量: 

 
1

n

n

M
pnst

u P u
n

z h


   (15) 

 图谱丢节点对比学习 

采用图谱丢节点操作来进行图谱增强, 实现图谱结构级的对比学习. 具体地, 如图 4 所示, 分别丢掉导演 

和演员类别的节点, 采用上述网络模式的 GNN 编码器进行编码. 对于节点 u, 丢掉导演节点的表示为 - ,nst d
uz  

丢掉演员节点的表示为 - ,nst a
uz  它们之间组成正例, 而其他节点的表示作为负例. 由此, 类似元路径视图下的 

对比学习, 可以得到如下目标函数: 

 
 - -
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log
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nst d nst a
u uns

contrastive nst d nst a
j j

j V

sim z z

sim z z





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

  (16) 

其中, 

 sim(,)表示为 sim(,)=e(g(),g()), 其中, g()是多层感知器(MLP), 由非线性激活函数转换表示; 而 e()

是相似度函数, 我们采用余弦相似度进行计算; 

 代表温度参数. 

最终, 我们训练如上的得分函数以获得用户 u 在网络模式视图下的表示 .ns
uz  

3.2.3   元路径视图与网络模式视图下的对比学习 

对于用户 u, 在分别获得元路径视图下的表示 mp
uz 和网络模式视图下的表示 ns

uz 之后 我们继续采用对比 

学习利用自监督的信息, 由此, 可以充分挖掘元路径的高阶结构信息和本地结构信息, 并进行整合. 具体地, 

同一节点 u 的元路径视图下的表示 mp
uz 和网络模式视图下的表示 ns

uz 为正例对, 其余节点的表示为负例. 于是 

得到如下目标函数: 

 - exp( ( , ) / )
log
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其中, sim(,)与各个视图下的 sim(,)一致, 代表温度参数. 

最终, 我们训练如下的得分函数充分利用异质信息网络中的无标签信息, 获得了用户 u 在双视图对比下 

的表示 - :multi view
uz  

 -ns mp multi view
unsupervised contrastive contrastive       (18) 

3.2.4   用户与物品的得分计算 

采用同样的方式, 可以计算得到物品的表示向量 - .multi view
iz  根据用户表示向量 -multi view

uz 和物品表示向量

- ,multi view
iz  可以预测用户 u 对物品 i 的偏好得分: 

 - - - -
,ˆ ( , ) ( )multi view multi view multi view multi view

u i u i u ir f z z MLP z z    (19) 

其中, MLP 是双层的多层感知器, 表示联结操作. f是得分的预测函数, 是其中的参数, 包括了多层感知器中

的权重和偏差. 对于用户 u, 最小化如下的损失函数以学习它的偏好: 

 2
,

1
ˆ( )

| |
u

supervised ui u i
iu

r r


 





 (20) 

其中, u={i:ru,i}表示已被用户 u 标记的物品集, ru,i 是用户 u 对物品 i 真实的评分. 因此, 该损失函数是有 

监督条件下得到的. 

对于一个给定的任务u, 元学习过程中的损失函数是有监督和自监督损失函数的组合: 

  ( ) (1 )
u unsupervised supervised        (21) 

其中, 衡量有监督和无监督损失函数的比重, 将其设为 0.2; 为多视图图谱编码器的参数. 

3.3   基于梯度的元学习 

如第 2.5 节介绍, 对于任务即用户 u, 根据元学习在支持集上的损失函数, 以为本地更新学习率, 更新得 

到视图图谱编码器的参数 :u  

  ( )
uu f        (22) 

然后, 模型在查询集的所有任务上, 以全域学习率优化  ( ),
u u

f   从而更新全域参数: 
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i i u

u u

u f
p p

f
  
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 * 
~ ( )
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i i

i p

f 
     

 

  (24) 

这样, 全域参数可以快速适应不同的任务. 

在元测试中, 将作用于支持集的新任务上, 根据支持集上的损失函数快速更新参数, 将该参数应用于查

询集, 训练得到用户对某一物品的得分偏好. 

3.4   模型健壮性分析 

对比学习会造成模型健壮性下降, 即无法顺利迁移到其他领域. 然而, 本文的元学习框架却具有迁移性, 

在元训练中使用某领域数据集进行训练, 在元测试中可以用其他领域的数据集进行测试. 因此, 元学习框架

弥补了对比学习带来的健壮性和迁移性弱的问题. 

4   实验分析 

4.1   数据集 

我们在 3 个常用的公开基准数据集上展开实验, 分别是 DBook (https://book.douban.com)、MovieLens 

(https://grouplens.org/datasets/movielens/)和 Yelp (https://www.yelp.com/dataset/challenge). 它们的数据统计结果

见表 1(下划线表示被推荐的物品类型). 
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表 1  实验数据集 

数据集 节点类型 节点数量 边类型 边的数量 稀疏度(%) 

DBook 
User (U) 10 529 UB 649 381 

99.71 Book (B) 20 934 BA 20 934 
Author (A) 10 544 UU 169 150 

MovieLens 

User (U) 6 040 
UM 
MA 
MD 

1 000 209
15 738 
4 210 

95.73 
Movie (M) 3 881 
Actor (A) 8 030 

Director (D) 2 186 

Yelp 

User (U) 51 264 
UB 
BC 
BT 

1 301 869
34 199 

103 150 
92.63 

Business (B) 34 199 
City (C) 510 

Category (T) 541 

DBook 是一个被广泛使用的书籍评分数据集[19], 书籍由 15 评分. MovieLens 是由 GroupLens 发布的基准

数据集, 包括了 1919 年到 2000 年的电影评分, 评分同样在 15 之间. Yelp 也是一个广泛使用的推荐数据集,

每一个商户的评分也在 15 之间. 

在每个数据集中, 根据用户的加入时间或首次打分时间以及物品的首次出现时间, 将用户和物品分为两

类: 已存在的和新出现的. 新出现的用户(物品)和已存在的用户(物品)的比例大致为 2:8. 然后, 再将数据集分

为元训练集和元测试集. 在元训练集中, 训练的都是已存在的用户和已存在的物品以及它们之间的评分. 将

元训练集中 10%的数据作为验证集, 其余均为元测试数据集. 由此, 在整个训练过程中, 训练集占 72%, 验证

集占 8%, 测试集占 20%. 可以分为 3 种冷启动情景: (1) 为新用户推荐已存在的物品(UC 问题); (2) 为老用户

推荐新物品(IC 问题); (3) 为新用户推荐新物品(UIC 问题). 

接着构建支持集和查询集. 取已为 13 个至 100 个物品打过分的用户, 其中选取 10 个物品作为查询集, 其

余的物品作为该用户的支持集. 支持集大小的影响将在参数分析中进行衡量. 构建元路径时, 将长度设为最

大为 3. 元路径的构建是随机的, 长度≤3 的存在于该网络中的元路径均会被构建, 例如图 3 中的 UIDI、UIAI、

IDI、UI 等各种存在于网络中的元路径, 都会被获取和构建. 

4.2   评价指标及基准模型 

在本文中, 我们采用 3 个常用的评价指标[3,10,19], 分别是平均绝对误差(mean absolute error, MAE)、均方根

误差(root mean square error, RMSE)和归一化折扣累计收益(normalized discounted cumulative gain, NDCG). 我

们计算排序为 5 时的 NDCG, 即 NDCG@5. MAE 值越低、RMSE 值越低、NDCG@5 值越高, 代表模型的效果

越好. 

为了验证模型的有效性, 我们选择了下列基准模型. 首先是传统的推荐方法, 将其应用于冷启动场景下. 

 FM[35]是一个基于特征的基准模型, 它可以利用辅助信息. 将二阶互动的因式分解的秩设为 8, 并采

用系数为 0.1 的 L2 正则化; 

 NeuM[3]包括一个通用的矩阵分解模块和多层感知器模块 . 将层数设为 (64,32,16,8), 学习率设为

0.001; 

 DropoutNet[17]是一个基于神经网络的模型, 学习率设为 0.9, dropout 率设为 0.5; 

 GC-MC[36]是一个基于图谱的自动编码器框架, 以实现矩阵补全. 第 1 层和第 2 层的隐藏单元分别设

为 500 和 75. Dropout 的比例设为 0.7. 

我们又选择了一些基于异质信息网络的表示推荐模型, 它们设计时未考虑冷启动推荐场景. 

 Metapath2Vec[24]应用基于随机游走的元路径学习节点表示. 随机游走的长度设为 40, 随机游走的个

数设为 10, Word2Vec 窗口的大小设为 3; 

 HAN[27]利用层级注意力来描述节点级和语义级的信息. 注意力头设为 3, 学习率设为 0.005, dropout

率设为 0.6. 

下面是基于异质信息网络的冷启动推荐模型. 
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 HERec[19]是一个基于异质信息网络推荐的异质网络表示模型. 将其中需要调整的参数和设为 1.0,

其余随机游走的设定与 Metapath2Vec 一致; 

 MvDGAE[13]在异质信息网络上采用多视图的去噪自编码器来解决冷启动问题. 将学习率设为 0.005,

表示维度设为 128, dropout 率设为 0.4. 

最后, 我们也将采用了元学习的冷启动模型作为基准模型. 

 MetaEmb[11]是一个为点击率(click through rate, CTR)预测的元学习模型. 将系数设为 0.1; 

 MeLU[10]是在推荐系统中, 采用 MAML 框架解决冷启动问题的模型. 两层决策层均为 64 个节点, 本

地更新步骤设为 1; 

 MetaHIN[12]是一个在异质信息网络上, 采用元学习解决冷启动问题的模型. 表示的维度设为 32, 元学

习率设为 0.000 5. 

4.3   实验细节 

我们使用自适应矩估计(adaptive moment estimation, Adam)来优化 CM-HIN. 对于所有的数据集, 每一批

次的大小设为 32. 全域学习率设为 0.000 5, 本地学习率设为 0.01, 本地更新的次数设为 1. 节点表示向量的维

度设为 64. 温度参数设为 0.07. 我们采用 PyTorch 和 Python 来运行 CM-HIN. 采用的硬件设备为 Intel(R) 

Core(TM)i7-10700K CPU+RTX 3090 GPU, 内存为 64 GB. 采用的操作系统为 Ubuntu 16.04.1. 

4.4   实验结果与分析 

在本节中, 为了验证模型的有效性, 我们将 CM-HIN 在 3 个公开数据集上与各个先进的基准模型进行比

较, 包括 3 个冷启动情景 UC、IC 和 UIC 以及非冷启动情景. 

表 2表 5 分别展示了以上 4 个场景的实验结果. 加粗的结果表明最好的结果, 下划线表示次好的结果. 

表 2  UC 情景下, 3 个数据集上的实验结果 

模型 
DBook MovieLens Yelp 

MAE RMSE NDCG@5 MAE RMSE NDCG@5 MAE RMSE NDCG@5 
FM 0.702 7 0.915 8 0.803 2 1.042 1 1.323 6 0.730 3 0.958 1 1.217 7 0.807 5 

NeuMF 0.654 1 0.805 8 0.822 5 0.856 9 1.050 8 0.770 8 0.941 3 1.154 6 0.768 9 
DropoutNet 0.831 1 0.901 6 0.811 4 0.929 1 1.172 1 0.770 5 0.855 7 1.036 9 0.795 9 

GC-MC 0.906 1 0.976 7 0.782 1 1.151 3 1.374 2 0.721 3 0.932 1 1.110 4 0.803 4 
Mp2Vec 0.666 9 0.839 1 0.814 4 0.879 3 1.096 8 0.823 3 0.897 2 1.161 3 0.823 5 
HERec 0.651 8 0.8192 0.823 3 0.869 1 0.991 6 0.838 9 0.889 4 1.099 8 0.823 5 
HAN 0.653 7 0.826 5 0.792 1 0.947 2 1.140 2 0.717 6 0.943 8 1.151 8 0.750 0 

MvDGAE 0.600 9 0.716 8 0.905 9 0.779 8 0.952 6 0.873 4 0.781 4 0.928 1 0.863 5 
MetaEmb 0.678 2 0.855 3 0.852 7 0.826 1 1.030 8 0.779 5 0.898 8 1.049 6 0.787 5 

MeLU 0.635 3 0.773 3 0.879 3 0.810 4 0.975 6 0.841 5 0.834 1 1.001 7 0.827 5 
MetaHIN 0.601 9 0.726 1 0.889 3 0.786 9 0.959 3 0.849 2 0.791 5 0.944 5 0.838 5 
CM-HIN 0.587 9 0.705 4 0.915 4 0.764 5 0.948 9 0.884 5 0.774 1 0.918 4 0.884 5 

表 3  IC 情景下, 3 个数据集上的实验结果 

模型 
DBook MovieLens Yelp 

MAE RMSE NDCG@5 MAE RMSE NDCG@5 MAE RMSE NDCG@5 
FM 0.718 6 0.921 1 0.834 2 1.348 8 1.850 3 0.721 8 0.829 3 1.103 2 0.812 2 

NeuMF 0.706 3 0.818 8 0.739 6 0.982 2 1.204 2 0.606 3 0.927 3 1.100 9 0.772 2 
DropoutNet 0.712 2 0.802 1 0.822 9 0.960 4 1.175 5 0.754 7 0.811 6 1.030 1 0.794 3 

GC-MC 0.908 1 0.970 2 0.763 4 1.043 3 1.275 3 0.706 2 0.899 8 1.104 3 0.802 3 
Mp2Vec 0.737 1 0.929 4 0.823 1 1.061 5 1.300 4 0.636 7 0.797 9 1.030 4 0.833 7 
HERec 0.748 1 0.941 2 0.782 7 0.995 9 1.178 2 0.731 2 0.810 7 1.047 6 0.829 1 
HAN 0.661 9 0.835 8 0.778 7 0.914 7 1.085 7 0.727 3 0.812 6 1.028 6 0.757 4 

MvDGAE 0.612 2 0.740 6 0.894 7 0.856 6 0.978 9 0.844 2 0.695 2 0.854 3 0.882 7 
MetaEmb 0.674 1 0.799 3 0.853 7 0.908 4 1.087 4 0.813 3 0.805 5 0.940 7 0.809 2 

MeLU 0.651 8 0.773 8 0.888 2 0.919 6 1.094 1 0.804 1 0.756 7 0.916 9 0.845 1 
MetaHIN 0.625 2 0.746 9 0.890 2 0.867 5 1.046 2 0.834 1 0.717 4 0.869 6 0.855 1 
CM-HIN 0.602 4 0.735 4 0.904 1 0.841 2 0.970 1 0.856 4 0.681 5 0.841 1 0.899 4 
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表 4  UIC 情景下, 3 个数据集上的实验结果 

模型 
DBook MovieLens Yelp 

MAE RMSE NDCG@5 MAE RMSE NDCG@5 MAE RMSE NDCG@5 
FM 0.832 6 0.958 7 0.820 1 1.300 1 1.735 1 0.701 5 0.836 3 1.117 6 0.827 8 

NeuMF 0.694 9 0.821 7 0.856 6 0.968 6 1.283 2 0.806 3 0.986 0 1.140 2 0.783 6 
DropoutNet 0.831 6 0.848 9 0.801 2 0.963 5 1.179 1 0.761 7 0.822 5 0.973 6 0.805 9 

GC-MC 0.781 3 0.890 8 0.800 3 1.029 5 1.263 5 0.730 2 0.889 4 1.110 9 0.792 3 
Mp2Vec 0.798 7 1.013 5 0.852 7 1.054 8 1.289 5 0.668 7 0.838 1 1.099 3 0.813 7 
HERec 0.785 9 0.981 3 0.854 5 0.997 4 1.101 2 0.738 9 0.827 4 0.988 7 0.803 4 
HAN 0.658 8 0.833 9 0.800 3 0.946 7 1.140 4 0.690 7 0.832 0 1.032 3 0.755 9 

MvDGAE 0.620 1 0.743 3 0.905 4 0.849 6 0.986 9 0.855 3 0.707 4 0.852 3 0.872 2 
MetaEmb 0.773 3 0.990 1 0.854 1 0.912 2 1.108 8 0.808 7 0.828 5 0.947 6 0.818 8 

MeLU 0.651 7 0.775 2 0.889 1 0.909 1 1.079 2 0.810 6 0.735 8 0.892 1 0.845 2 
MetaHIN 0.631 8 0.758 9 0.893 4 0.858 6 1.028 6 0.837 4 0.719 5 0.869 5 0.852 1 
CM-HIN 0.610 1 0.735 4 0.911 4 0.838 7 0.974 1 0.867 4 0.697 7 0.842 8 0.885 7 

表 5  非冷启动情景下, 3 个数据集上的实验结果 

模型 
DBook MovieLens Yelp 

MAE RMSE NDCG@5 MAE RMSE NDCG@5 MAE RMSE NDCG@5 
FM 0.735 8 0.976 3 0.808 6 1.004 3 1.162 8 0.649 3 0.864 2 1.065 5 0.798 6 

NeuMF 0.690 4 0.837 3 0.792 4 0.924 9 1.138 8 0.733 5 0.761 1 0.973 1 0.806 9 
DropoutNet 0.710 8 0.799 1 0.826 8 0.959 5 1.173 1 0.723 1 0.821 9 1.033 3 0.739 4 

GC-MC 0.805 6 0.924 9 0.803 2 0.986 3 1.223 8 0.714 7 0.851 8 1.032 7 0.802 3 
Mp2Vec 0.689 7 0.847 1 0.834 2 0.878 8 1.100 6 0.709 1 0.792 4 1.019 1 0.800 5 
HERec 0.679 4 0.840 9 0.841 1 0.865 2 1.000 7 0.718 2 0.791 1 0.989 7 0.810 1 
HAN 0.638 2 0.824 9 0.786 0 0.896 8 1.084 8 0.737 7 0.792 5 0.994 3 0.763 8 

MvDGAE 0.563 4 0.706 9 0.911 4 0.698 7 0.885 9 0.880 1 0.692 1 0.833 9 0.882 9 
MetaEmb 0.709 5 0.821 8 0.796 7 0.808 6 1.014 9 0.807 7 0.767 7 0.978 9 0.774 0 

MeLU 0.651 9 0.783 4 0.869 7 0.808 4 0.997 8 0.843 3 0.738 2 0.902 8 0.835 6 
MetaHIN 0.639 3 0.770 4 0.885 9 0.799 7 0.949 1 0.849 9 0.695 2 0.844 5 0.847 7 
CM-HIN 0.554 1 0.684 1 0.921 5 0.674 1 0.874 5 0.898 4 0.687 1 0.824 7 0.895 4 

针对所有冷启动情景, CM-HIN 相较所有模型都取得了最好的结果. 传统方法的实验结果是最差的, 因为

它们只将异质网络的信息作为内容特征, 忽略了异质信息网络中丰富的语义和高阶网络结构信息. 基于异质

信息网络的模型可以取得相对较好的模型, 这证明, 利用元路径可以在一定程度上挖掘网络的语义和高阶结

构信息. 除了 MvDGAE 之外, 其余的基于异质信息网络的模型都遵循传统的监督学习模式, 忽略了在冷启动

问题中会存在的训练和推理过程的差异性. 采用元学习的方法可以更好地处理训练和推理数据差异性的问

题, 从而使基于元学习的方法普遍优于除了 MvDGAE 的基于异质信息网络的模型. MvDGAE通过重构丢弃的

若干视图的方式来解决冷启动问题, 取得了较好的效果, 但仍然要差于 CM-HIN 的性能. 这是因为 MvDGAE

仅将不同的元路径当作视图, 而 CM-HIN 的视图既包括元路径, 也包括网络模式, 既描述了元路径具有的语

义和高阶结构信息, 又描述了网络模式具有的语义和本地结构信息. 

针对非冷启动情景, CM-HIN 依然取得了最好的结果. 虽然是非冷启动的场景, 但是如表 1 所示, 该数据

集依然非常稀疏, 因此联合元路径视图和网络模式视图来深入挖掘异质信息网络的语义和结构信息, 可以适

应稀疏性较高的实验数据集. 同时, 在利用元路径和网络模式视图的过程中, 采用对比学习充分挖掘网络中

大量的无标签信息, 使得处理稀疏性数据更为高效. 

4.5   消融分析 

本节进行消融分析, 以验证模型中不同模块的贡献. 在元路径视图中, 为了分别验证邻域感知和知识感

知模块的作用, 我们设计了两个模型变种: Neighbor表明去除了邻域感知模块, 只以知识感知模块学习节点

表示; Know表明去除了知识感知模块, 只以邻域感知模块学习节点参数. 在网络模式视图中, 为了验证丢节

点对比学习的作用, 我们设计了模型变种 Drop, 它直接在网络模式实例上用本文设计的 GNN 编码器进行 

训练. 

为了分别验证元路径视图和网络模式视图的作用, 我们设计了两个变种, 分别是MP和NS: 前者没有元

路径视图模块, 只以网络模式视图训练; 后者没有网络模式模块, 只以元路径视图训练. 
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最后, 为了验证元学习框架的有效性, 我们采用了一个变种 BM, 它只采用多视图参数编码器进行训练,

不进行元学习. 

表 6 展示了 UIC 情景下的消融分析的实验结果. 由于在 3 个情景下的实验结果具有相似的趋势, 因此仅

展示 UIC 情景下的实验结果. Neighbor和 Know在 3 个数据集上都劣于 CM-HIN, 这说明在元路径视图上综

合利用邻域信息和知识信息可以帮助模型提升效果. Drop也劣于 CM-HIN, 这说明在网络模式视图中, 采用

丢节点对比学习相对于直接用GNN编码, 在描述网络结构信息的同时, 充分利用了无标签的信息. MP和NS

均大幅度劣于 CM-HIN, 说明丢失任意一个视图都能对实验结果产生重大的影响, 进一步证实了 CM-HIN 综

合利用元路径的高阶结构与网络模式的本地结构的优势. BM 在所有变体中取得了最差的结果, 突出了元学习

框架在解决冷启动问题时的优势. 

表 6  UIC 情景下的 CM-HIN 消融分析 

模型 
DBook MovieLens Yelp 

MAE RMSE NDCG@5 MAE RMSE NDCG@5 MAE RMSE NDCG@5 
Neighbor 0.619 7 0.748 9 0.909 5 0.841 8 0.980 2 0.860 8 0.709 5 0.849 7 0.878 6 

Know 0.618 9 0.748 5 0.908 8 0.842 1 0.981 2 0.860 1 0.708 5 0.848 1 0.879 7 
Drop 0.615 1 0.739 8 0.910 8 0.840 1 0.976 8 0.864 7 0.700 5 0.845 2 0.882 1 
MP 0.621 1 0.759 7 0.901 4 0.848 7 0.991 2 0.850 4 0.721 5 0.859 5 0.869 9 
NS 0.620 4 0.754 1 0.902 8 0.847 7 0.990 8 0.851 3 0.719 9 0.854 5 0.872 5 
BM 0.625 4 0.761 1 0.897 1 0.854 2 0.997 4 0.841 2 0.724 1 0.864 1 0.864 1 

CM-HIN 0.610 1 0.735 4 0.911 4 0.838 7 0.974 1 0.867 4 0.697 7 0.842 8 0.885 7 
 

4.6   参数分析 

最后, 我们探讨不同的参数选择对模型实验结果的影响. 同样地, 因为不同的冷启动场景下结果趋势类

似, 我们仅选择 UIC 场景下的实验结果. 我们选取了 3 个参数进行分析, 分别是本地更新的次数、支持集的大

小和表示向量维度的大小. 

图 5 展示了不同的本地更新次数对实验表现的影响. 本地更新的参数设为 15. 可以看到, 模型对本地更

新的次数并不十分敏感, 因此, 只需要 1次本地更新就可以快速为冷启动场景下的用户推荐物品, 从而证明了

模型的高效. 

   

 

图 5  不同的本地更新次数的实验表现 
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图 6 展示了不同的支持集大小对实验表现的影响. 支持集的大小设为 5、10、20、40、80. 可以看到: 随

着支持集大小的增加, 模型效果有一定的提升, 但是总体提升有限, 从而证明了 CM-HIN 可以在较小的支持

集下就取得较好的成果, 非常适合解决冷启动问题. 

   

 

图 6  不同支持集大小的实验表现 

图 7 展示了不同的向量表示维度对实验表现的影响. 维度的大小设为 16、32、64、128、256. 可以看到: 

随着维度大小增加到 64, 模型的表现快速提升; 之后, 模型的表现基本维持稳定. 这说明 64 维的大小已经可

以较好地表示向量的特征. 

   

 

图 7  不同维度大小的实验表现 
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4.7   反例分析 

本节我们对模型推荐错误的反例进行分析. 实验在 UIC 场景下进行, 实验比较的模型是效果较好的考虑

了冷启动情形的模型, 即 HERec、MvDGAE、MetaEmb、MeLU 和 Meta-HIN. 应推荐的电影的类型为 Action, 

可以看到, 只有 CM-HIN 推荐了同类型的电影(尽管电影推荐错误), 进一步验证了模型的有效性(见表 7). 

表 7  反例分析 

模型 
MovieLens 

UserID MovieID 电影类型

HERec 33 67 Crime 
MvDGAE 33 1 023 Thriller 
MetaEmb 33 1 183 Adventure

MeLU 33 578 Thrille 
MetaHIN 33 876 Crime 
CM-HIN 33 1 354 Action 

 

4.8   效率分析 

本节我们对模型的效率进行分析, 分别展示了模型训练(标记为 train)和推理(标记为 inference)阶段的运行

时间. 我们仅与效果较好的考虑了冷启动情形的模型进行比较, 即 HERec、MvDGAE、MetaEmb、MeLU 和

Meta-HIN. 由于其他两个场景与 UIC 场景下模型的性能相似, 因此我们仅考虑 UIC 场景下的运行时间. 由表

8 可以看到: 在冷启动方法中, CM-HIN 的运行时间仅比 HERec 高, 反映了模型较高的效率. 

表 8  模型训练和推理的运行时间(s/epoch) 

模型 
DBook MovieLens Yelp 

Train Inference Train Inference Train Inference
HERec 70.4 1.9 20.5 1.8 108.5 2.4 

MvDGAE 175.3 6.5 98.4 4.4 280.5 7.8 
MetaEmb 119.9 3.5 65.4 2.9 200.4 4.4 

MeLU 100.4 2.5 50.1 2.3 180.5 3.6 
MetaHIN 150.4 4.9 80.5 3.5 230.2 5.5 
CM-HIN 90.5 2.4 34.4 2.1 140.6 3.1 

5   总  结 

推荐系统中, 解决冷启动问题旨在为交互信息十分稀疏的用户和物品学习有效的表示, 实际应用十分广

泛. 本文提出了基于异质信息网络的对比元学习解决冷启动问题. 针对现有的基于元学习的冷启动模型无法

有效刻画异质信息网络中的结构和语义信息以及忽视了大量的无标签信息等问题, 本文提出了多视图编码

器, 处理了元路径和网络模式这两个视图, 分别挖掘高阶和本地的结构与语义信息; 而后, 在元路径和网络

模式中使用对比学习挖掘网络的无标签信息, 并继续使用对比学习整合两个视图获得用户和物品的表示; 最

后, 将该编码器整合在元学习框架中, 有效解决了冷启动推荐问题. 在 3 个公开基准数据集上进行了 3 个冷启

动场景下的对比实验, CM-HIN 的实验结果优于所有基线模型, 验证了所提模型的有效性. 

未来的研究有以下几个方向: (1) 本文在静态的推荐系统中进行实验, 下一步可以考虑时序信息, 进行动

态的冷启动推荐; (2) 对比学习中正负例的设计可以进一步优化, 如设计更难被识别的负例; (3) 自监督的方

法还包括生成式学习, 可以利用生成式学习进一步挖掘无标签信息. 
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