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摘　要: 肿瘤位置以及生长变化的观测是肿瘤治疗方案的制定中的重要环节. 基于医学图像的干预手段以一种非

侵入方式, 能够直观地观察到患者体内肿瘤状态, 来预测肿瘤的生长情况, 从而帮助医师建立适应于患者特定的治

疗方案. 提出了一种全新的深度网络模型——条件对抗时空编码器模型来预测肿瘤生长情况. 该模型主要分为 3

个部分, 肿瘤预测生成器, 相似度得分鉴别器以及由患者个人情况组成的条件. 肿瘤预测生成器会根据两个时期的

肿瘤图像预测出下一个时期的肿瘤, 相似度得分鉴别器用来计算预测出的肿瘤与真实肿瘤之间的相似性, 另外, 使

用了患者的个人情况作为条件加入到肿瘤生长预测过程中. 该模型在收集到的两个医学数据集上进行实验验证,

实验结果的召回率达到了 76.10%, 精准率达到了 91.70%, Dice系数达到了 82.4%, 表明该模型可以精准地预测出

下一个时期的肿瘤影像.
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Abstract:  The  observation  of  tumor  location  and  growth  is  an  important  link  in  the  formulation  of  tumor  treatment  plans.  Intervention

methods  based  on  medical  images  can  be  employed  to  visually  observe  the  status  of  the  tumor  in  the  patient  in  a  non-invasive  way,

predict  the  growth  of  the  tumor,  and  ultimately  help  physicians  develop  a  treatment  plan  specific  to  the  patient.  This  study  proposes  a  new
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deep  network  model,  namely  the  conditional  adversarial  spatiotemporal  encoder  model,  to  predict  tumor  growth.  This  model  mainly
consists  of  three  parts:  the  tumor  prediction  generator,  the  similarity  score  discriminator,  and  conditions  composed  of  the  patient’s  personal
situations.  The  tumor  prediction  generator  predicts  the  tumor  in  the  next  period  according  to  the  tumor  images  of  two  periods.  The
similarity  score  discriminator  is  used  to  calculate  the  similarity  between  the  predicted  tumor  and  the  real  one.  In  addition,  this  study  adds
the  patient’s  personal  situations  as  conditions  to  the  tumor  growth  prediction  process.  The  proposed  model  is  experimentally  verified  on
two  collected  medical  datasets.  The  experimental  results  achieve  a  recall  rate  of  76.10%,  an  accuracy  rate  of  91.70%,  and  a  Dice
coefficient of 82.4%, indicating that the proposed model can accurately predict the tumor images of the next period.
Key words:  generative adversarial network (GAN); auto-encoder; tumor growth prediction; medical image; longitudinal research

 1   引　言

肺部肿瘤具有无限制、无止境增生的特点, 而且肿瘤细胞的生长会大量消耗患者体内的营养物质, 同时, 还会

局部浸入周围正常组织甚至经由体内循环系统或淋巴系统转移到身体其他部分 [1]. 肿瘤生长预测是肺部肿瘤纵向

研究的一种方式, 是对患者不同时期的肿瘤进行预测, 如图 1. 准确的肿瘤生长预测将为确定适当的治疗方式提供

重要帮助, 也有助于确定每位患者体内肿瘤的侵袭性水平. 通过对患者进行 CT (computed tomography)筛查可以

有效地发现肿瘤的存在, 同时, 多个时期的纵向 CT也常常包含着大量肿瘤生长演变的信息, 因此纵向 CT可以作

为肿瘤生长预测的研究手段之一 [2].
  

图 1　2015–2018年 5个时间点的患者肺肿瘤不同的筛查结果
 

近几年来, 研究学者对于肿瘤生长预测提出了不少方法, 其中包括数学模型 [3], 有限元分析法 [4], 元胞自动机 [5],
扩散反应方程 [6], 神经网络 [7]等方法. 对于以膨胀性方式生长的胶质母肿瘤, Pei等人 [8]首先利用图像强度, 超像素

梯度和灰度直方图等特征来提取肿瘤特征, 之后使用联合标签融合数学算法对胶质母细胞肿瘤进行生长预测; 肾
脏肿瘤的预测对于早期制定合适的治疗手段是非常重要的, Luján 等人 [9]针对于此, 提出了一种反应扩散耦合系

统, 该系统首先利用配准分割好的图像, 来对系统耦合肿瘤生长模型中的参数进行训练, 并利用训练好的参数对肾

脏肿瘤进行预测; Zhang等人 [10]从患者的纵向数据中, 利用卷积侵袭和扩张网络融合模型对胰腺肿瘤进行生长预

测, 该网络可以有效地表示并学习肿瘤生长预测中发生的细胞侵袭和质量效应. 除了上述的方法之外, 还有就是通

过计算相邻时间点的图像中肿瘤的像素之间的光流变化, 并通过自回归模型来预测下一时期肿瘤的生长情况. 在
肺部肿瘤的生长预测研究中, Vaghi等人 [11]利用指数模型、逻辑模型以及 Gompertz模型来同时模拟肿瘤动力学

模型, 利用有限的数据, 建立了肺癌的生长预测模型, 个性化地预测出肺癌生长曲线; Ghita 等人 [12]提出了一种分

数参数修正的 Gompertz肿瘤体积生长预测模型, 并结合线性二次模型来预测肿瘤的变化, 并准确地区分了肿瘤的

高风险和低风险影响因素的差异; Yonn等人 [13]通过提取 CT中肿瘤的边缘相关的放射组学特征来确定肺腺癌的

肿瘤倍增时间. 然而, 这些方法过于简化肿瘤的生长模式, 以简单的线性方式来模拟肿瘤的生长, 而大多肿瘤都是

以非线性方式进行生长.
数据驱动的深度学习是一种潜在的解决方法, 对大规模肿瘤数据进行特征提取, 将可能影响肿瘤生长的因素

作为条件, 纳入到个性化肿瘤生长建模当中, 通过使用梯度反向传播优化模型参数, 可以学习原始数据非线性结

构, 自动地提取相应的肿瘤表征进行表示. 然而, 对于肿瘤的纵向研究来讲, 无法收集到足够多的肿瘤纵向数据并

且提取非线性的表征, 是目前深度学习无法有效地应用到肿瘤的生长预测的一个亟待解决的问题.
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针对上述问题, 本文从机器学习中生成模型角度研究了肺部肿瘤生长预测问题. 生成对抗网络的快速发展在

图像生成以及弱监督学习上取得令人瞩目的结果, 借鉴于此, 本文提出了一种条件对抗时空自动编码器模型, 该模

型主要分为肿瘤预测生成器以及相似度得分鉴别器. 其中时空编码器是由时序编码器 TE, 空间编码器 SE 以及解

码器 De 组合而成, 在肿瘤预测过程中加入患者的个人病历作为条件, 以保持原始肿瘤的个性. 并且本文在收集到

的两组数据集上共同进行了验证, 所预测的结果证明了本文方法的有效性. 所提的条件对抗时空自动编码器的创

新可以总结为以下 3点.
(1) 本文提出了一种新的具有条件约束的对抗性自编码器, 其中自编码器分别可以分别对多个时间点的序列

影像进行编码, 并且结合了患者信息实现肿瘤生长预测.
(2) 为了充分利用肿瘤在不同时间和不同切片间上的信息, 本文设计了两种编码器, 时序编码器和空间编码

器, 来充分表达肿瘤的在连续时间内的特征与空间特征.
(3) 本文在原始的目标函数中加入了全变分正则化项, 能够有效地降低生成图像中出现的伪影.
本文第 1 节介绍肿瘤纵向预测的研究现状及相关方法. 第 2 节介绍本文研究的研究基础以及所用的方法基

础. 第 3节介绍本文所使用的方法——条件对抗时空编码器. 第 4节介绍通过实验验证了所提模型的有效性. 第 5
节对实验结果进行讨论. 第 6节总结全文.

 2   相关工作

 2.1   肿瘤的纵向研究

疾病的纵向研究 (longitudinal research)是指通过分析一段时间内或某几个时间点对被试的重复测量, 来跟踪

疾病的平均发展趋势和研究不同个体之间的差异. 相比于传统的疾病横向研究, 纵向研究最大的优点是可以合理

地依据各个时间点之间因素, 来推出疾病的存在的因果关系. 通过对影响疾病的因素分析, 可以为医生提供疾病发

展的完整过程, 为患者呈现疾病未来的发展状态.
近年来, 国内外研究学者在疾病的纵向研究上提出了不少的解决方案. Liu等人 [14]提出了一种基于纵向多模

态成像数据的患者特异性肿瘤生长模型——反应-平流-扩散模型, 该模型能够将多模态成像数据整合起来, 对肿

瘤进行预测评估. Elazab 等人 [15]通过堆叠的生成对抗网络, 提出一种全新的 GP-GAN 用以神经胶质瘤的生长预

测, GP-GAN中的生成器是基于改进的 3DUNET架构, 并使用跳跃连接来组合分层特征, 并且还使用分段特征图

来指导生成器生成更好的图像. Xiao等人 [16]提出了一种基于条件循环变分自编码器的肿瘤生长模型, 所提出的模

型使用变分自编码器来重建肿瘤图像不同的时间. 同时, 提出了循环单元根据时间顺序推断肿瘤图像之间的关系.
Zhang等人 [17]提出了一种统计分组学习方法来预测肿瘤生长模式, 该方法结合了人口趋势和个性化数据, 将深层

特征与时间间隔和临床因素相结合, 来模拟肿瘤在时空中的生长进展.
纵观上述研究, 尽管目前对于疾病的纵向预测已有不少的研究, 但对于肺部肿瘤的纵向预测还缺少明确的研

究方案, 如何考虑肿瘤图像对时间的依赖关系, 又要考虑不同时期肿瘤之间的表观差异, 从而精准地实现肿瘤的生

长预测是肿瘤纵向研究的关键.

 2.2   生成对抗网络

生成对抗网络 (generative adversarial network, GAN)是由蒙特利尔大学 Goodfellow等人在 2014年提出的无

监督学习架构 [18]. GAN主要包括两个模块, 生成器和鉴别器, 其中生成器的主要作用是来依据隐空间的数据生成

样本数据, 而鉴别器的作用是来判断生成器生成的样本数据是否满足真实样本分布. 在训练过程中, 生成网络的目

标就是尽量生成真实的图片去欺骗判别网络 D. 而网络 D 的目标就是尽量把网络 G 生成的图片和真实的图片分

别开来. 网络模型的训练过程分为鉴别阶段与生成阶段, 两阶段为动态的博弈过程, 相互对抗, 不断迭代, 直至模型

收敛, 如图 2. GAN模型的目标数如下:
min

G
max

D
V(G,D) = Ex∼pdata(x)[log D(x)]+Ez∼pz(z)[log(1−D(G(z)))] (1)

生成对抗网络的主要应用是图像生成, 图像转化以及数据增强. 为了解决原始 GAN 中结构不稳定的稳定,
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Radford等人提出了一种深度卷积对抗生成网络 [19], 在该网络模型中, 生成器和鉴别器都是由深度卷积网络结构,
模型可以通过上采样或是下采样来提取图像中的层次特征, 深度卷积对抗生成网络中使用的批正则化和 Leaky-
ReLU也可以增强原始 GAN的稳定性. Antipov等人 [20]首次将条件对抗生成网络应用到图像生成中, 输出不仅要

近似于真实的图片, 而且还能够满足一定的条件. 条件对抗生成网络同样由生成器与鉴别器组成, 生成器与原始的

对抗生成网络中的生成器相同, 而在鉴别器中, 条件对抗生成网络加入了与生成器输入同样的条件, 用来辅助生成

目标图像.
  

输入: 隐空间变量

生成
器

输入: 真实样本 正向

鉴别阶段/

生成阶段

调优

预测
结果

反向

鉴别
器

真/假
真

假

输出: 生成样本

图 2　生成对抗网络模型图
 

 3   基于条件对抗时空编码器肿瘤生长预测

 3.1   方法综述

本文设计的条件对抗时空编码器主要是受条件自动编码器结构启发得到, 如图 3. 该结构主要包括肿瘤预测

生成器 G, 相似度得分鉴别器 D 以及由患者个人情况组成的条件 C. 其中肿瘤预测生成器是由时序编码器 TE, 空
间编码器 SE 以及解码器 De 组合而成. 时序编码器主要是由卷积 LSTM单元组成, 用以提取多个时间点的随访肿

瘤数据影像特征, 空间解码器是由光流网络 (flow network, FlowNet)构成, 作用是提取肿瘤在 CT影像中的位置特

征, 并通过解码器 De 对融合后的特征进行解码, 解码器是由单层卷积层和反卷积层组成. 相似度得分鉴别器是由多

层全卷积网络组成, 通过计算预测出的未来肿瘤与真实结果之间的相似度得分, 来评判两者之间的相似度. 考虑到

肿瘤因人而异, 本文使用了吸烟史, 饮酒史, 工作史以及家族患癌史作为生成器的条件, 来约束肿瘤生长预测的结果.
  

时序编码器 TE

卷积

LSTM LSTM LSTM

卷积 卷积

条件

反
卷
积

反
卷
积

反
卷
积

相似性
得分

鉴别器 D
FlowNet

空间编码器 SE
生成器 G

解码器 De

共享

组合
卷
积

反卷
积

图 3　条件对抗时空编码器模型图
 

 3.2   配准及 ROI 提取

Im = {im1, im2, ..., imn}

Im

由于患者的随访 CT 数据   是在不同时间内采集到的, 因此, 在 CT 序列中肿瘤的具体位

置不完全相同. 本文首先使用配准方法 [21]对原始 CT 图像进行配准, 并使用不同时间点中单张包含肿瘤的 CT 图

像   作为研究对象. 在使用条件对抗时空编码器对肿瘤进行预测时, 为了减少原始 CT图像中的肺实质等背景对

病灶区域的干扰, 并降低计算复杂度, 本文根据医师的标注信息, 在 CT图像中标注的肿瘤区域进行了提取, 作为
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X = {x1, x2, ..., xn}模型的输入数据   , 大小为 56×56.

 3.3   肿瘤生长预测生成器

肿瘤预测生成器主要是由时序编码器与空间编码器组合而成. 其中时序编码器采用不同时间点的随访数据 X
作为输入, 其结构主要是由卷积长短期记忆单元 (convolutional long short-term memory)组成用以提取不同时间点

的随访数据中的肿瘤时序特征. 对于空间位置编码器的输入, 本文根据不同时间点的图像数据, 利用光流网络 [22,23]

提取肿瘤对应的光流图 F 作为肿瘤空间特征. 之后, 利用组合层将肿瘤的时序特征与空间特征进行融合, 解码得到

预测后的肿瘤.
 3.3.1    时序编码器

对于时序数据, 循环神经网络 (recurrent neural network, RNN)可以利用具有循环隐藏功能的单元, 来模拟数据

的动态时间行为, 这种单元被称为循环单元. 循环单元每个时间步的激活状态取决于向前状态的激活, 长短期记忆网

络是一种可以捕获长期依赖的更加有效的 RNN结构. 对于图像数据, 已有大量工作证明了卷积神经网络强大的特征

提取能力, 卷积神经网络具有通过使用滤波器 (内核)对输入进行卷积运算从多维输入数据中提取特征的能力.
因此, 本文结合了卷积神经网络与长短期记忆网络的优点, 充分利用两个模型的优势, 从不同时间点的影像数

据中学习随访肿瘤的关系. 首先利用卷积神经网络提取随访肿瘤数据的特征, 用以提取影像特征的卷积网络是由

3层卷积网络组成的, 且每个时间点对应的网络参数共享; 之后提取到的影像特征输入到卷积长短期记忆单元 [24]

中, 每个卷积长短期记忆单元包含一层卷积层和一层长短期记忆单元, 如图 4.
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Ht

Gt
−

Wh

Wx

b

ftσ

σ

σ

tanh

tanh

it

ot

Xt 输入数据

Wx 卷积滤波器参数

Ht 隐臧层状态

Ct 单元状态

it 输入门

ot 输出门

ft 遗忘门

b 偏置

图 4　卷积长短期记忆单元
 

卷积层会计算当前时期肿瘤与上一个时期肿瘤的特征差; 长短期记忆单元通过 3种门结构来实现时间信息的

传递, 分别为输入门 i、遗忘门 f 和输出门 o. 卷积长短期记忆单元就可以同时提取时间特征和空间特征 (时空特

征), 并且状态与状态之间的切换也换成了卷积运算, 卷积长短期记忆单元的计算公式如下:
ft = σ(Wx f ×Xt +Wh f ×Ht−1 +b f ) (2)

it = σ(Wxi ×Xt +Whi ×Ht−1 +bi) (3)

C̃t = tanh(WxC̃ ×Xt +WhC̃ ×Ht−1 +bC̃) (4)

ot = σ(Wxo ×Xt +Who ×Ht−1 +bo) (5)

Ct = ft ⊙Ct−1 + i⊙ C̃t (6)

Ht = ot ⊙ tanh(Ct) (7)

其中, Xt 表示不同时间点的肿瘤数据, W 分别对应于特征提取卷积滤波器矩阵, b 为对应的偏置, C 表示状态, H 表

示隐藏层状态. 肿瘤影像在经过卷积网络与卷积长短期记忆单元后, 得到最后对应的时序特征映射 ft.
 3.3.2    空间编码器

不同时间点的肿瘤在肺实质中的位置往往是相对固定的, 因此, 肿瘤的空间特征可以作为表征随访影像中肿

瘤特征之一. 光流法是描述空间中物体在成像平面中的像素运动, 利用图像序列中像素在时间域中的变化以及相

邻时间点图像之间的相关性, 来找到上一时期图像跟当前图像之间存在的对应关系, 从而得到肿瘤的光流图来确

定物体的位置信息.
xi xi−1对于连续时期中不同时间点的肿瘤图像   与   , 本文使用肿瘤对应光流场来估计肿瘤所处的位置, 并对其

进行编码, 得到其空间特征表示. 具体来讲, 本文使用了一种预训练好的网络模型光流网络以及对应的权重, 并根
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据不同时期的肿瘤生成对应的光流图作为空间编码器的输入. 光流网络主要包括降维, 互相关以及升维这 3个模

块, 光流网络则先对两张图像分别进行卷积, 获得较为高层的特征后, 再进行相关运算 (引入人为定义的规则), 将
信息相关合并, 即对应位置像素相乘求和, 得到的值越大, 代表越相关, 即图像越接近, 位置特征信息更加聚集. 另
外, 本文使用的是预训练好网络中的权重, 为了使原始的光流网络可以得到肿瘤的更加精准位置特征编码, 本文调

整了原始的光流网络中每一层卷积层, 卷积方式使用了“SAME”, 并在网络结构中使用跳跃连接, 得到更加精准的

肿瘤空间特征映射   .
 3.3.3    组合层与解码器

经研究 [25,26]表明, 患者的吸烟史, 饮酒史, 家庭疾病史以及工作史同样会影响肿瘤的生长状况, 本文将患者的

4种个人情况进行独热编码, 得到 1×1×196维特征映射, 并加入到时序编码器中作为肿瘤生长预测时的条件 c, 这
样预测出的影像仍然可以保留肿瘤个性化的特征.

在肿瘤影像经过时序编码器 TE和空间编码器 SE之后, 本文将得到的肿瘤的时序特征映射, 空间特征映射以

及肿瘤所对应的条件进行融合操作 fcomb, fcomb 主要是通过联结操作实现, 融合操作计算公式如下:
Ft = fcomb([ ft |c, fs]) (8)

得到肿瘤的时序特征映射 ft|c 与空间特征映射 fs 之后, 本文使用由 4层反卷积组成的网络对融合后的特征进

行图像重构, 得到预测后的肿瘤图像. 需要注意的是, 本文中的编码器和解码器采用的是非对称结构. 这是由于编

码结构需要同时考虑肿瘤的时序特征与空间特征, 而解码阶段则仅需对原始特征进行重构, 得到肿瘤影像.

 3.4   相似性得分鉴别器

与原始对抗网络一样, 在肿瘤影像上的鉴别器 D 迫使生成器得到更加真实的肿瘤影像. 通过最小化输入图像

与输出图像之间的相似度距离, 详细地说, 给定两张肿瘤影像 x1 和 x2, 本文通过鉴别器提取两者对应的 z1 和 z2, 来
得到两者之间的相似度距离. 鉴别器学习真实肿瘤影像和生成的肿瘤影像中的特征, 并给出两者之间的相似性得

分, 当判别器无法确定数据来自真实数据集还是生成器时, 便会达到 GAN模型的最佳状态.
在训练鉴别器时, 首先会固定生成器, 将真实数据和虚假数据的样本传递到模型中, 并评估鉴别器是否可以正

确预测它们. 当鉴别器训练结束后, 会训练生成器, 通过优化生成器来创建逼真的样本来完成, 两者在训练时, 相互

对抗, 不断迭代. 结合生成模型和鉴别模型, 再加上多次对抗性训练后, 整体模型经过优化, 得以生成足够逼真的肿

瘤预测影像, 进而实现肿瘤的生长预测.

 3.5   目标函数

fcomb(TE(x)|c,SE(x)) = z ∈ Rn

x̂ = D(z)

x̂ =G(x|c) = fcomb(TE(x)|c,SE(x)

min
G

L(x,G(x|c))

时序编码器 TE 和空间编码器 SE 将肿瘤影像 x 映射到特征向量    , n 为特征向量

的维度, c 为肿瘤影像的特定条件标签, 解码器的目标为   . 由编码器与解码器组成的生成器生成的肿瘤影

像的目标   , 生成器的目标是输出肿瘤在保留个性的同时, 还能够保证与输入肿瘤之

间差异最小, 如公式所示   , 而鉴别器 D 则是用来根据真实肿瘤样本和生成样本之间的差异来鉴别

生成器的好坏, 从而使得生成网络的性能会越来越强, 最终达到两者之间动态的平衡.
max

D
L(G(x)) (9)

通过整合鉴别器和编码器的目标函数可以得到整体的目标函数为:
min

G
max

D
E[log D(x|c)]+E[log(1−D(G(x|c))]+TV(G(x|c)) (10)

其中, TV()表示全变分正则化项 (total variance)[27], 能够使图像在边界信息不丢失的情况下, 进一步保留图像的分

辨率并且不会产生明显的阶梯效应, 达到去除生成图像中伪影的效果.

 4   实验与结果

本文在两组数据集上训练测试了本文的方法, 包括美国肺癌筛查试验 (the national lung screening trial,
NLST)[28,29]与合作医院数据. 我们首先介绍了一下用以验证实验结果的评价标准. 之后, 为了验证所提方法的双编

码器与对抗机制的有效性, 我们在数据集上进行了消融实验. 最后我们又列出了与几种肿瘤生长方法的定量比较
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与定性展示.

 4.1   数据集

本文的实验数据一部分来自 NLST, 另一部分来自合作医院山西省人民医院, 共包含影像数据 2 800张.
NLST: NLST 数据集是由美国放射成像网络学院和肺癌筛查研究小组进行收集的, 该行动共招募了 53 454

名 55–77 岁的吸烟者进行影像筛查. 其中 2 058 名志愿者进行了为期 3 年的随访跟踪筛查, 这些志愿者会以每年

至少一次的频率进行胸部影像筛查, 本文选择这些随访志愿者的随访影像进行研究.
合作医院: 来自于合作医院的数据范围在 2015年 1月–2018年 12月之间, 该医院在 4年中共收集了 582例

疑似肺癌患者, 160名肺癌患者. 患者被检出疑似肿瘤后, 通常 3–6个月会进行复查, 因此, 本文以患者最初检查的

时间为基线, 将肺部筛查影像按 3个月为单位划分为不同的组别.
本文将这些肺癌患者影像按照不同时期最多分为 5组, 因此, 本文使用一个由五元素组成的独热向量来表示训

练期间每张肺癌影像的时期. 最终的数据集由 2 800例患者组成, 8 400张图像, 本文使用癌症检测算法裁剪并校准

癌症区域, 使训练更加有效, 在统计数据集中肿瘤的大小后, 本文将肿瘤裁剪区域设定为 64×64. 本文使用十折交叉

验证方法进行训练, 具体来说, 将图像分为 10份, 每份 840张, 轮流将其中 8份做训练, 一份做验证, 另外一份作为测试.

 4.2   实施细节

由于肺部医学 CT 影像记录的是人体对 X 射线的吸收值, 因此我们首先需要将输入图像的范围标准化到区

间 (0, 255), 正则化的目的不仅只是将输入范围限定在特殊区域内, 正则化输入后, 会使训练过程收敛得更加迅速.
整体网络, 本文采用的是 Adam优化器 [30], Adam优化器是一种能够基于训练数据动态调整网络的权重的方法, 利
用权重更新时的一阶矩估计值和二阶估计值动态调整网络的学习率, 具体流程见算法 1.

算法 1. Adam优化算法.

ε = 0.001 ρ1=0.9, ρ2=0.999 δ = 10−8Input: 步长   , 矩估计指数衰减率   ; 参数 θ, 常量   , 迭代次数 i; 初始化一阶矩和二

阶矩 s=0, r=0.
1. for i do

{x(1), x(2), ..., x(m)}2. 从肺结节数据集中提取 m 个样本的   的训练批次

3. 计算梯度:

g =
1
m
∇θ

∑
i

1−Y i

1+ e−|xi
1−xi

t |
(11)

4. 更新一阶矩估计:
s = ρ1 s+ (1−ρ1)g (12)

5. 更新二阶矩估计:
r = ρ2r+ (1−ρ2)g2 (13)

6. 修正一阶矩偏差:
⌢s =

s
1−ρt

1
(14)

7. 修正二阶矩偏差:
⌢r =

r
1−ρt

2
(15)

8. 更新参数:

θ = θ−ε
⌢s√
⌢r +δ

(16)

9. end for
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 4.3   评价指标

为了评估模型在肿瘤生长预测性能, 我们选取了召回率 (Recall), 精确度 (Precision), Dice 相似系数 (Dice
similarity coefficient, DSC), 均方根误差 (root mean squared error, RMSE), Frechet Inception 距离得分 (Frechet
Inception distance score, FID)[31]作为图像质量评估验证的标准.

Recall =
T P

T P+FN
(17)

Precision =
T P

T P+FP
(18)

DSC =
2T P

FP+FN +2T P
(19)

RMSE =

√√√√√√∑(
ICVFPred − ICVFGT

ICVFGT

)2

T P
(20)

其中, TP、FP、FN 分别代表预测图片和金标准 (ground truth, GT)之间的真阳性值, 真阴性值和假阴性值. ICVF
代表细胞内体积分数的值.

Frechet Inception 距离得分是计算真实图像和生成图像的特征向量之间距离的一种度量. 从原始图像的计算

机视觉特征的统计方面的相似度来衡量两组图像的相似度, FID 使用均值和协方差矩阵来计算两个图像分布之间

的距离:

FID(x,⌢x) = ||µx −µ⌢x ||
2 +Tr

(∑
x
+
∑

⌢x
−2

√∑
x

∑
⌢x

)
(21)

 4.4   预测结果

为了验证本文设计结构的有效性, 本文首先在所收集到的数据集上进行了消融实验, 来评测双编码器和对抗

机制对于模型最终预测的性能影响, 具体包括 4种不同的模型, 条件对抗编码器, 条件时序编码器, 条件空间编码

器, 对抗时空编码器以及条件对抗时空编码器.
实验结果如表 1 所示, 条件对抗时空编码器的 Recall 达到了 76.13%, 精确度达到了 91.74%, DSC 达到了

82.24%, RMSE 仅为 12.82. 整体结果相对于去除各模块之后的模型都有提升, 这足以说明条件对抗时空编码器整

体对肿瘤生长预测具有一定的效能.
 
 

表 1    不同模块对预测结果的影响 
模块 召回率 (%) 精确率 (%) Dice系数 (%) 均方根误差

条件对抗编码器 63.97±0.12 59.61±0.31 61.77±0.58 20.615±0.15
条件空间编码器 71.97±0.32 78.68±0.38 70.17±0.36 17.753±0.28
条件时序编码器 73.15±0.57 80.37±0.20 72.24±0.18 13.058±0.48
对抗时空编码器 74.74±0.21 82.65±0.62 76.15±0.31 21.061±0.21

条件对抗时空编码器 76.13±0.33 91.74±0.18 82.24±0.12 12.82±0.09
 

肿瘤生长预测结果可视化结果如图 5. 其中图 5(a)–图 5(c)为患者 3个时期的肿瘤影像、图 5(d)是由条件对

抗时空编码器预测出来的肿瘤影像. 不难从图 5中观察到, 本文的方法可以较好地预测出肿瘤生长的状态, 并与金

标准之间的差异较小. 为了更加清楚地展现肿瘤形态, 本文对第 3个时期的肿瘤进行了三维建模见图 5(e).
本文还从所收集到的数据集中选取了 5例患者来展现本文预测结果. 可以从表 2观察到, 每名患者的肿瘤生

长率不尽相同, 有的恶性肿瘤甚至成倍的增加. 而还有一些肿瘤可能由于患者的生活方式等因素, 其生长率减小

了, 肿瘤情况也有所好转.
为了验证所提方法的有效性, 本文还对比了有限元分析法 (finite element method, FEM)[4], 侵袭扩张网络
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(convolutional invasion and expansion network, IENetwork)[10], 生长预测生成对抗网络 (growth prediction generative
adversarial networks, GP-GAN)[15], 条件循环变分编码器 (conditional recurrent variational autoencoder)[16], 时空卷积

长短期记忆网络 (spatio-temporal convolution long short-term memory network, STconvLSTM)[32]以及 3D对比度增

强卷积长短期记忆网络 (3D contrast-enhanced convolutional long short-term memory network)[33], 在同一组测试数据

下, 进行了肿瘤生长结果的预测, 使用不同方法根据两个时期的肿瘤影像生成第 3个时期的肿瘤与真实肿瘤间的

性能. 具体结果见表 3. 本文的各项指标随步数迭代变化信息见图 6.

  

表 3    不同方法在测试集上的对比结果 
方法 召回率 (%) 精确率 (%) Dice系数 (%) 均方根误差 FID 预测时间 (s)

有限元分析法 57.18 52.22 75.40 36.64 27.67 2.61
侵袭扩张网络 67.33 56.51 66.04 30.29 26.84 12.06

生长预测生成对抗网络 65.26 57.16 61.27 33.85 26.68 13.35
时空卷积长短期记忆网络 80.87 75.46 78.36 22.21 25.34 16.21
条件循环变分编码器 79.89 82.22 82.49 27.01 35.94 23.35

3D对比度增强卷积长短期记忆网络 74.51 60.90 80.12 57.11 21.13 19.33
本文方法 76.13 91.74 82.24 12.82 18.00 13.75
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图 6　不同指标变化曲线

表 2    5名患者在 3次检测点中的生长率
 

ID
1–2 2–3

大小 (cm3)
间隔 生长率 (%) 间隔 生长率 (%)

1 83 1.56 125 4.76 60
2 175 14.93 231 –36.2 22.96
3 143 38.89 260 52.38 18.9
4 333 192.06 353 –43.75 12.8
5 428 5.05 336 20.67 208

 

(a) (b) (c) (d) (e)

图 5　恶性肿瘤未来预测图像及三维展示
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从图 6中可以观察到, 在训练前期, 网络的各项指标都随迭代次数逐步增加, 在 900步以后, 网络的性能逐步

趋于收敛. 在 1 000步左右, 达到稳定, 因此本文选取 1 000步作为最后的迭代步数.
根据表 3所呈现的结果, 除了召回率 76.1%略低于时空卷积长短期记忆网络的 80.8%, 本文的结果都较高于

其他几种方法. 在分析模型以及实验结果之后, 本文发现一些肿瘤图像往往包括除肿瘤外的干扰因素, 诸如图像中

存在一些肺实质, 血管等. 所提方法在对肿瘤进行生长预测时, 往往会丢失这些因素, 这也很大程度取决于医生在

标注肿瘤时所勾画区域. 从预测时间来看, 由于有限元分析法是一种动力学模型, 因此所消耗的时间较少. 而侵袭

扩张网络, 生长预测生成对抗网络, 时空卷积长短期记忆网络和本文方法都是一种基于神经网络的算法, 在进行肿

瘤预测时, 往往需要消耗不少时间, 但相对于精确度来讲, 这种时间的消耗在可接受范围之内. 为了直观地展现预

测的结果, 本文还展示了不同方法的定性结果, 如图 7.
  

(a) 有限元
分析法

(b) 生长预测生
成对抗网络

(c) 侵袭扩张
网络

(d) 时空卷积
LSTM

(e) 本文方法 (f) 金标准

图 7　测试集中不同方法的预测结果
 

本文还通过计算各预测结果与真实肿瘤影像的灰度直方图来进一步验证本文预测的肿瘤结果的可靠性, 如
图 8. 从图 8可以观察到, 原始肿瘤影像的灰度分布主要集中在 0–150区间范围内, 本文方法预测的结果灰度非常

接近原始肿瘤影像的灰度分布. 相比较其他方法, 有限元分析方法预测结果的灰度分布较为稀疏, 生长预测生成对

抗网络预测结果的灰度分布较为密集, 侵袭扩张网络与时空卷积长短期记忆网络的灰度分布与真实结果之间也是

比较接近的.
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 4.5   亚组实验

由于良性肺结节和恶性肿瘤的生长速度存在着差异, 且影像表现不同. 本文分别在实验数据中将良性与恶性

肺部病灶进行区分, 结果得到 2 147 例良性结节影像与 653 例恶性肿瘤影像. 将两部分影像数据分别输入到本文

所提方法进行训练验证. 预测结果如表 4所示.
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图 8　不同方法预测结果的直方图

 
 

表 4    不同类型病灶的预测结果 (%) 
类型 召回率 精确率 Dice系数

良性结节 80.13±0.16 93.12±0.25 85.73±0.41
恶性肿瘤 63.40±0.32 87.20±0.25 70.77±0.11

 

由表 4观察可得, 良性结节预测的召回率, 精确率以及 Dice系数分别达到了 80.13%, 93.12, 85.73%, 而恶性肿

瘤的结果分别为 63.40%, 87.20%, 70.77%. 其中良性结节的预测结果明显要优于恶性肿瘤. 主要原因是因为良性结

节大多生长比较缓慢, 而恶性肿瘤的生长速度快速, 且生长方式不规律, 在生长过程中, 可能会出毛刺、分叶等征

象, 造成预测过程的复杂, 精度较低.

 4.6   网络性能变化

图 9分别显示了在训练过程中, 整体网络的损失函数变化, 生成器上损失函数的变化, 鉴别器上损失函数的变

化以及学习率的变化. 不难发现整体网络在前期训练过程中, 变化趋势比较明显, 在超过 800步之后, 各项损失及

学习率逐渐趋于收敛. 
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图 9　网络性能变化曲线
 

 5   讨　论

本文讨论了生成器中不同模块对预测结果的影响, 如表 1. 表 1 中的结果表明时序编码器对预测结果的影响

要高于空间编码器. 相对于空间编码器, 时序编码器对预测的准确性能较高, 空间编码器主要是利用不同时间点的

肿瘤图像中像素在空间域上的变化以及相邻时间点图像之间的相关性来找到上一时间点与当前时间点存在的对

应关系, 从而确定肿瘤的位置信息. 而时序编码器中的卷积长短期记忆单元, 没有在单元状态与单元状态之间中使

用全连接, 从而可以有效地对肿瘤的时间相关特征进行编码, 通过卷积算子可以实现当前输入状态与过去状态之

间的关联, 从而确定下一个输出状态. 另一方面, 在肿瘤生长过程, 每个时间点的肿瘤特征不尽相同, 形态各异, 而
空间位置大致一致, 相邻时间点的肿瘤位置变化比较微小 [33], 因此提取到的时序特征相比于空间特征对于肿瘤预

测更加有效.
图 7展示了其他肿瘤预测方法的对比, 可以发现有限元分析方法虽然预测时间快, 但得出结果较为模糊, 这可

能是由于该方法在预测肿瘤时, 以简单的线性模式估计肿瘤生长, 简化了肿瘤的生长模式; 在设计损失函数时, 没
有考虑图像重构后造成的图像失真问题, 因此生长预测生成对抗网络的预测结果在肿瘤的边缘上较为锋利; 侵袭

扩张网络得出的预测结果中, 会有一些噪声出现, 轻微地影响了影像生成的质量; 而时空卷积长短期记忆网络与本

文的方法都考虑肿瘤图像的时间相关信息与空间相关信息, 无论是在预测结果上, 还是图像质量上都得到了较为

出色的结果. 但从预测肿瘤结果与金标准之间的差异来看, 本文所提的方法还是略胜一筹.

 6   结　论

本文提出了一种条件对抗时空编码器来预测肿瘤生长情况, 解决了肿瘤生长问题中, 数据缺少且预测精度不

高的问题. 条件对抗时空编码器主要是由时序编码器, 空间编码器以及鉴别器构成, 其中时序编码器根据不同时间

点的图像来提取肿瘤的时间相关特征, 空间编码器则会根据肿瘤所处图像中的位置, 提取肿瘤的空间相关特征; 鉴
别器会根据预测出的肿瘤图像与真实图像之间的差异, 调整预测得到的肿瘤图像. 本文在 NLST公开数据集和合

作医院数据上进行了实验, 结果表明本文所提的预测算法能够较好地实现肿瘤的生长预测, 相比于前人所提的方

法, 在各项指标上都有所提升.
完整病程时期的医学影像数据是保证长时程演变模型精准预测的关键因素之一. 而在医学影像数据收集过程

中, 获取完整的纵向数据往往都是非常理想的. 在实际临床中, 由于患者主观因素与一些客观因素, 大部分病例没
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有完整的病程时期数据, 造成存在大量缺失阶段性数据样本的现象. 本文仅考虑对于完整病程时期的肿瘤纵向生

长预测, 而并未对作缺失阶段性数据样本针对性的研究. 如果能够有效利用不完整数据, 对肿瘤纵向生长预测的研

究也有突出的意义. 本文主要是针对完整的肺癌患者的随访患者进行了讨论, 后续我们将考虑研究对随访数据缺

失现象展开研究.
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