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摘  要: 随着人工智能时代的到来,图嵌入技术被越来越多地用来挖掘图中的信息.然而,现实生活中的图通常很

大,因此,分布式图嵌入技术得到了广泛的关注.分布式图嵌入算法面临着两大难点:(1) 图嵌入算法多种多样,没有

一个通用的框架能够描述大部分的算法;(2) 现在的分布式图嵌入算法扩展性不足,当处理大图时性能较低.针对以

上两个挑战,首先提出一个通用的分布式图嵌入框架,具体地,将图嵌入算法中的采样流程和训练流程进行解耦,使
得框架能够较好地表达多种不同的算法;其次,提出一种基于参数服务器的模型切分嵌入策略,具体地,将模型分别

切分到计算节点和参数服务器上,同时使用数据洗牌的操作保证计算节点之间没有模型交互,从而减少了分布式计

算中的通信开销.基于参数服务器实现了一种原型系统,并且用充分的实验证明了在不损失精度的前提下,基于模型

切分的策略能够比基线系统取得更好的性能. 
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Distributed Optimization and Implementation of Graph Embedding Algorithms 
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Abstract:  With the advent of artificial intelligence, graph embedding techniques are more and more used to mine the information from 
graphs. However, graphs in real world are usually large and distributed graph embedding is needed. There are two main challenges in 
distributed graph embedding. (1) There exist many graph embedding methods and there is not a general framework for most of the 
embedding algorithms. (2) Existing distributed implementations of graph embedding suffer from poor scalability and perform bad on large 
graphs. To tackle the above two challenges, a general framework is firstly presented for distributed graph embedding. In detail, the 
process of sampling and training is separated in graph embedding such that the framework can describe different graph embedding 
methods. Second, a parameter server-based model partitioning strategy is proposed—the model is partitioned to both workers and servers 
and shuffling is used to ensure that there is no model exchange among workers. A prototype system is implemented on parameter server 
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and solid experiments are conducted to show that partitioning-based strategy can get better performance than all baseline systems without 
loss of accuracy. 
Key words:  distributed machine learning; graph embedding; network optimization 

图数据在现实生活中普遍存在,例如社交网络、交通网络、电商网络等等.随着人工智能时代的到来,研究

人员开始越来越多地使用机器学习技术挖掘图上的信息[1−3],例如图嵌入(graph embedding)技术.另外,随着数据

来源的增加,例如电商、传媒、社区、论坛等,人们所面临的数据规模也在不断增加.据统计,谷歌与脸书的数据

已经达到 PB量级,每日数据增加量可达几十到几千 TB.因此,在这种环境下,对大数据的处理与迭代能力显得极

为重要. 
在这种大数据和机器学习的双重背景下,大规模的图嵌入算法也越来越受到人们的关注与重视.伴随着人

们对业务场景时间要求的紧迫性与互联网提供服务的及时性,研究分布式图嵌入算法的性能优化也是当下的

趋势.开发高效、大规模的分布式图嵌入系统需要考虑通用性和高效性两个方面. 
• 通用性:目前,研究人员针对不同的场景开发了各种各样的图嵌入算法.在进行图嵌入算法的选择时,往

往需要互相比较,互相借鉴,选择最适用当前场景的算法进行使用.另外,在开发新算法的同时,需要更

多地考虑如何进行改进采样的部分,以适应更好的业务需求.针对以上需求,需要对现有的算法进行总

结与归纳,通过抽象,将采样模块暴露给用户,并透明化后续训练模块,需要支持后续算法更好的可扩展

性,需要让算法的更新与维护变得更加方便快捷; 
• 高效性:互联网线上场景的需求需要算法的及时更新与快速迭代,往往对训练时间提出了更紧迫的要

求,因此需要更好的分布式策略作为支撑[4,5].此外,工业界的集群数目众多,机器数目多达几千台,在这

种集群规模下,需要更好的可扩展性.目前,在工业界针对图嵌入算法有两种主流的分布式策略:一种为

图简易嵌入分布式策略,另一种为图点积嵌入分布式策略.其中:图点积嵌入分布式策略缺乏良好的可

扩展性(scalability),而图简易嵌入分布式策略具有性能瓶颈,需要进一步地优化方案. 
为了解决以上两个挑战,本文首先总结了目前基于随机游走的算法和其他类型的一部分算法,包括深度游

走算法(DeepWalk)[6]、大规模信息网络嵌入算法(LINE)[7]、非对称性临近可扩展图嵌入算法(APP)[8]、图节点

向量算法(Node2Vec)[9]等.笔者发现:利用点对描述进行图嵌入表示的输入是一种良好的抽象,这种抽象能够与

目前的主流词向量[10]与负采样[11]模型完美兼容,并基于此提出了基于高性能高可复用性的分布式框架.该框架

目前支持 DeepWalk,LINE,APP 这 3 种采样算法,并且在对后续算法的更新上起到很好的支持作用.另外,笔者针

对参数服务器上的分布式实现提供了性能优化的策略,对已有的两种在 Angel[12,13]上实现的工业界级别的分布

式策略进行了详细的分析(此外,高维度图计算平台还有 AliGraph[14]).提出了一种模型划分的策略,支持更好的

可扩展性. 
本文的贡献可以概括如下:对目前多种图嵌入算法进行了抽象,通过将采样和训练两部分解耦,提出了一套

高可复用性的图嵌入框架;通过对已有两种分布式策略实现的分析,发现这两种策略在扩展性上表现不足,进而

提出了一种基于图分割嵌入分布式策略;实现了一套分布式图嵌入算法的原型系统,并用充分的实验证明了图

分割嵌入分布式策略的高效性. 
本文第 1 节介绍相关工作.第 2 节介绍高可复用性的图嵌入框架.第 3 节介绍图分割嵌入式策略.第 4 节介

绍实验结果.最后,第 5 节总结全文. 

1   相关工作 

深度游走算法是图嵌入算法中较早提出来的基于随机游走的算法,其借鉴了词向量算法.首先选择某一特

定点为起始顶点,通过深度优先搜索或者宽度优先搜索得到图的序列;再将该序列送入词向量算法进行学习,得
到该点的表示向量.DeepWalk 算法解决了两大问题:(1) 随机游走采样节点的序列,形成图节点序列;(2) 利用

Skip-gram[15]算法结合负采样进行图节点向量的计算. 
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非对称临近可扩展性图嵌入(scalable graph embedding for asymmetric proximity)提出一种保留图的非对称

结构的基于随机游走的图嵌入方法,并通过理论推导证明了该嵌入式方法保留了根网络排名(rooted pagerank)
值,DeepWalk 算法和节点向量算法都无法保留图的非对称性结构(有向图和无向图). 

LINE 是图嵌入算法中较常用的算法,其适用任意类型的信息网络、无向图、有向图、无权图、有权图等,
优化了目标函数,使得其能够保留局部和全局网络结构.LINE 还提出了边缘采样算法,解决了经典随机梯度下

降的局限性,提高了算法的效率和有效性. 
分布式的图嵌入算法利用参数服务器[16−19]进行实现,目前在工业界的应用有两种:一种为图简易嵌入分布

式策略,另一种为图点积嵌入分布式策略.两种策略将在第 3 节详细说明. 

2   高可复用的图嵌入框架 

2.1   已有图嵌入算法分析 

图嵌入算法很多,例如 DeepWalk、LINE、APP、节点向量算法等.其原始训练流程如图 1 所示,以 3 种算法

为例,其采样算法模块与后续训练模块相互耦合,从而导致代码复用性差,重复度高. 

图结构

训练
存储模型

模型

Graph Embedding

层次哈夫曼树+负采样

DeepWalk
Skip-gram CBOW

LINE

Skip-gram CBOW

APP

Skip-gram CBOW

 
Fig.1  The original training process 

图 1  原始训练流程 

DeepWalk 基于图上的随机游走进行采样,生成一系列的序列信息,利用采样得到的序列信息进行图嵌入算

法的训练.LINE 采用的采样算法与 DeepWalk 截然不同,其收集边信息,利用每条边直接生成点对信息,利用边信

息进行训练.而 APP 的计算过程来源于网页排名值,在网页排名值中会设定一个停留率(stoprate),通过制造随机

数与停留率进行比较,来决定当前页面是否停留,收集起始点与终点从而生成点对信息. 
得到点对信息后,进入模型训练的流程.在训练时,采用对损失函数进行求导.通用的损失函数结合负采样

算法,通过随机梯度下降法对模型进行更新,其模型主要包括两个部分:第一部分为图节点向量,第二部分为负

采样节点向量. 
我们发现:在上述这 3 个算法过程中,均能够生成点对的信息,接下来可以统一利用点对的信息进行计算.因

此,可以将基于词向量与负采样模型的图嵌入算法归纳出先采样后训练的模式,从而将采样逻辑协同训练逻辑

相互独立,对训练的逻辑进行单独的优化,形成单独的模块.一般新算法的提出往往是在采样的模块进行更改,
优化的模块对于用户是透明的,用户只需要修改采样的代码即可完成新算法的修改. 

2.2   高可复用的分布式图嵌入框架 

基于上文中的分析,笔者构建了一种基于采样的框架,将各种图嵌入的算法进行统一,提出一个高可复用的

分布式图嵌入框架. 
如图 2 所示,算法的流程是:首先输入为原始图,以边为单位,通过处理原始图,利用不同算法进行采样,将这
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些采样信息处理为 Skip-gram 能够接受的格式,即点对信息.在 Skip-gram 与负采样训练过程中,其输入是处理完

毕的点对信息,将这些点对分成批次进行训练,每一次训练均通过随机梯度下降算法收敛得到最后模型.结合图

3 介绍高可用的分布式图嵌入框架. 

采样

图结构 点对信息

训练
存储模型

模型 Graph Embedding

Skip-gram+负采样

 

Fig.2  The training process of single-machine 
图 2  单机训练流程 

采样

图结构 点对信息

训练
存储模型

模型

Graph Embedding

Skip-gram+负采样

模型存储在参数服务器

图点积
嵌入

图简易
嵌入

模型存储在参数服
务器和计算节点

图分割
嵌入

 

Fig.3  The distributed training framework 
图 3  分布式训练框架 

分布式的训练流程主要分为两个部分:第一部分为采样流程,第二部分为训练部分.采样流程和训练流程均

与单机不同,接下来介绍这两个部分. 
• 采样流程:数据输入为一张图,在图上会运行一些采样算法,通过分布式的机制进行采样.实际原理是将

其转化为 Spark[20]上的 RDD 算子运算,通过将数据分发给不同的运算节点来处理得到结果,减少采样

时间; 
• 训练流程:在分布式训练模块中,输入为点对信息,不同策略对点对信息进行分组,放置在不同计算节点

上.计算节点拿取到点对信息后,会分批次进行分布式训练.通过在参数服务器上放置模型位置的不同,
可将分布式策略分为两种:一种在参数服务器上存储所有模型,另一种在参数服务器与计算节点同时

存储模型.在参数服务器上存储所有模型有两种:图简易嵌入分布式策略和图点积嵌入分布式策略,这
两种策略是目前业界常见的实现策略. 

以深度游走为例,其采用深度优先遍历的方式,从某个节点出发,通过多次深度优先游走记录下节点遍历的

路径,从而将路径转化为一条序列.这种做法称之为采样.采样得到的序列再经过 SKIP-GRAM 的格式变化之后,
可以处理为点对信息.在输入采样算法具有相似的目标函数的作用下,分布式训练可以独立于采样算法本身,性
能优化交给分布式训练的模块,训练模块只需顾忌自身的训练性能以及收敛精度即可.完成最终的模型训练,与
原先的算法得到同样好的收敛结果. 

最终的框架具有良好的可扩展性,解除了算法采样与训练之间的耦合关系,使得该框架成为一种高度内聚



 

 

 

640 Journal of Software 软件学报 Vol.32, No.3, March 2021   

 

的实现.当有新的算法加入时,只需要将其采样的部分改写为框架所支持的代码即可.大多数的算法往往会在采

样上做出新的调整,而训练的损失函数变动不大.当目标函数与框架不同时,只需要对分布式的训练模块进行简

单的处理,通过继承或者接口注入的方式改写目标函数相对应的类即可,用户无需对新的算法进行大量的调参,
也无需对其进行分布式上网络通信的优化(如图 4 所示). 

节点向量部分

模型分片1

模型分片

模型分片 

负采样向量部分

参数服务器

计算节点

数据

多维梯度
拉取节点向量
与负采样向量

点积 点积

模型分片1

模型分片

模型分片 

点积

 

Fig.4  The distributed execution process of the simple graph embedding strategy 
图 4  图简易嵌入分布式策略的执行流程 

3   基于高性能的分布式解决方案 

3.1   已有的分布式策略分析 

目前,工业界已有两种很常见的分布式实现策略,它们都是在参数服务器上存储所有模型.根据在计算节点

和参数服务器上点积的不同运算方式,可以分为图简易嵌入分布式策略与图点积嵌入分布式策略:图点积嵌入

分布式策略缺乏良好的可扩展性;而图简易嵌入分布式策略具有性能瓶,需要进一步的优化方案.本节简要介绍

这两种常用的分布式策略. 
3.1.1   图简易嵌入分布式策略 

• 数据与模型存储 
图简易嵌入分布式策略将点对数据独立划分在分布式文件系统[21]上,利用参数服务器进行节点向量与负

采样向量模型的存储.每个点的嵌入信息完全存放在一台机器上,不存在单点嵌入的切割,这里与图点积嵌入分

布式策略加以区分.图简易嵌入分布式策略与图点积嵌入分布式策略的执行流程分别如图 4 和图 5 所示. 
• 训练流程 
步骤 1. 图简易嵌入分布式策略进行本地的数据读取,得到需要参与计算的模型索引,模型索引即为每 
   个图顶点的索引值.预先对模型索引进行挑选,选取需要用到嵌入信息的顶点.在第 2 步中,拉取 
   只需拉取需要的模型向量; 
步骤 2. 根据这些模型索引,从参数服务器上拉取需要的模型.只有部分模型需要参与一个批次的计算, 
   参与计算的模型索引在步骤 1 中计算完毕,需要拉取的模型参数为节点向量模型与负采样向量 
   模型的部分模型,通信开销为 O(2mD),m 为每一个批次下参与计算的独立节点个数(去除重复节 
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   点之后的结果); 
步骤 3. 图简易嵌入分布式策略利用 Skip-gram 中的损失函数进行求导,进行梯度的计算,这里需要涉及 
   到节点向量和负采样向量两个模型,采用的算法统一为负采样. 
步骤 4. 计算完毕之后,将梯度传递回参数服务器.因为节点向量和负采样向量均需要传递 D 维度的参 
   数,因此这里的通信开销是 O(2mD).模型在参数服务器的更新采用的是累加的模式. 
总通信开销为拉取与推送这两个操作带来的模型传输和梯度传输,一个批次下需要的通信量为 O(4mD). 

节点向量部分

模型分片1
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负采样向量部分
参数服务器
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点
积

点
积

点
积

 

Fig.5  The distributed execution process of the dotted graph embedding strategy 
图 5  图点积嵌入分布式策略执行流程 
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Fig.6  The distributed execution process of the partitioned graph embedding strategy 
图 6  图分割嵌入分布式策略分布式训练执行流程 
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3.1.2   图点积嵌入分布式策略 
• 数据与模型存储 
数据划分同图简易策略,模型分为节点向量与负采样向量.一个节点向量的不同列存放在不同的机器上,与

图简易嵌入分布式策略不同. 
• 训练流程 
步骤 1. 计算节点进行本地的数据读取,得到需要参与计算的模型索引; 
步骤 2. 计算节点根据获取到的模型索引,从参数服务器上拉取需要的模型.需要拉取的结果为点积计 
   算之后的结果,点积计算在参数服务器上完成,无需进行通信,只需将点积计算结果传递给计算 
   节点.传输的维度也从 D 维变为了 1 维度.因此,通信开销为 O(2m); 
步骤 3. 计算节点进行梯度计算,计算一维梯度,将一维梯度推送回参数服务器,参数服务器可利用一维 
   梯度更新每个维度; 
步骤 4. 计算完毕后,将一维梯度传递回参数服务器,节点向量和负采样向量均需要传递 1 维度参数,参 
   数服务器将会利用一维梯度去更新其他维度梯度,更新结果同原来一致,故通信开销是 O(2m). 
总体通信开销为拉取与推送两个操作带来模型传输和梯度传输之和,一个批次下,通信量为 O(4m). 

3.2   图分割嵌入分布式策略 

• 数据存储与模型存储 
节点向量模型按照节点的 id 分布在计算节点的每台机器上,在参数服务器上存储全部的负采样向量模型,

同一节点向量的不同维度存放在相同的机器上,它的训练执行流程如图 6 所示. 
• 训练流程 
步骤 1. 每台机器进行本地的数据读取,得到需要参与计算的模型行索引,数据读取按照图上节点 id 进 
   行哈希划分,分散在每台机器上; 
步骤 2. 需要拉取的模型为负采样向量的部分模型,由于图节点向量在每个计算节点本地,通信开销为 
   O(mD); 
步骤 3. 每台机器需要进行梯度的计算.节点向量的模型放置在计算节点上,数据为点对信息,根据节点 
   哈希到不同机器上,节点向量模型直接在本地更新; 
步骤 4. 计算完毕之后,将负采样向量模型的梯度传递回参数服务器,并且在本地更新相应节点向量模 
   型.因为每个负采样向量模型节点需要传递 D 维度的参数,通信开销为 O(mD). 
总体的通信开销为拉取与推送这两个操作带来的模型传输和梯度传输之和,一个批次下需要的通信量为

O(2mD),对比图简易嵌入分布式策略,减少了一半通信量. 

4   实验与分析 

4.1   图分割嵌入分布式策略 

• 数据集 
我们采用 3 个公开的数据集 (下载地址 :https://snap.stanford.edu/data/),即维基百科 (WIKI)、油管

(YOUTUBE)、现场博客(LIVEJOURNAL)数据集.数据集的基本信息概括在表 1 中. 

Table 1  Dataset size 
表 1  数据集规模 

数据集 #节点个数 #边个数 有向图/无向图

维基百科 7 115 103 689 有向图 
油管 1 134 890 2 986 7624 无向图 

现场博客 4 847 571 68 993 773 有向图 
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• 实验环境 
目前的实验在一个实验室集群下进行,该集群包含了 8 台物理机,每个机器包含 2 个 CPU,32GB 内存,机器

之间的网络为 1Gb/s.笔者在开源系统 Spark 上统一实现了 3 种图嵌入分布式策略. 
• 实验设计 
我们从以下 3 个角度设计实验:(1) 选用 3 种常见的图嵌入算法进行实验,以证明算法的通用性;(2) 采用常

见的图嵌入算法对 3 种不同分布式嵌入策略在不同数据集上进行对比,以展示图分割嵌入式策略的高效性; 
(3) 对 3 种图嵌入分布式收敛的情况分析,以证明各种实现策略均不影响算法的正常收敛.在所有实验中,采用

的图节点嵌入向量维度均为 128 维,均使用负采样算法进行训练. 

4.2   各分布式策略的性能与可扩展性分析 

图点积嵌入分布式策略在较少计算节点的数目下具有性能优势,在 2 个或者 4 个计算节点时,其训练的时

间开销往往低于图简易嵌入分布式策略和图分割嵌入分布式策略.随着计算节点数目的增加,图点积嵌入分布

式策略的性能开始下降.下降原因来自计算节点数目增加后,点积运算带来的提升有限,并且点积运算所需要的

加法次数变多.此外,机器数目增多引入额外协调开销,一台机器需要等待另外的机器点积运算完毕才能拿到结

果,因此拿到结果最终取决于最慢的机器.因此,其核心运算优势减少,通信开销增加,最终导致性能大幅下降(如
图 7~图 15 所示). 

     

Fig.7  WIKI-LINE                             Fig.8  WIKI-APP 
图 7  维基百科-大规模信息网络嵌入         图 8  维基百科-非对称临近可扩展性图嵌入 

     

Fig.9  WIKI-DeepWalk                            Fig.10  YOUTUBE-LINE 
图 9  维基百科-深度游走                       图 10  油管-大规模信息网络嵌入 



 

 

 

644 Journal of Software 软件学报 Vol.32, No.3, March 2021   

 

     

Fig.11  YOUTUBE-APP                        Fig.12  YOUTUBE-DeepWalk 
图 11  油管-非对称临近可扩展性图嵌入                   图 12  油管-深度游走 

     

Fig.13  LIVEJOURNAL-LINE                    Fig.14  LIVEJOURNAL-APP 
图 13  现场博客-大规模信息网络嵌入          图 14  现场博客-非对称临近可扩展性图嵌入 

 

Fig.15  LIVEJOURNAL-DeepWalk 
图 15  现场博客-深度游走 

对于图简易嵌入分布式策略而言,当计算节点和模型切片数目增加,其点积操作并不与模型切片数目相关,
其具有较好的加速比;另一方面,每一台机器的运算均可以独立进行,无需和其他机器同步,因此机器的协调时

间大大减少.虽然机器数目增加会带来一定的额外时间开销,但增大量远不如图点积嵌入分布式策略,其可扩展
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性较好,性能总体而言不如图分割嵌入分布式策略. 
对于图分割嵌入分布式策略,其具有不错的性能优势.当计算节点和模型切片数目增加时,其计算模式同图

简易嵌入分布式策略近似;但网络开销比其要少,其节点向量矩阵的更新与拉取在每台机器本地完成,理论上将

节省一半的网络通信.同样,与图点积嵌入分布式策略不同,其额外开销与机器数目影响不大,内积运算单独在

每台机器上完成,并未累加.因此,其性能具有良好的可扩展性,并且其往往在多个计算节点的情况下,性能比图

点积嵌入分布式策略要好.由于其拉取操作的通信量比图简易嵌入分布式策略要少,其实验表现比图简易嵌入

分布式策略要好.而对于少许性能震荡的情况而言,可能出于数据划分的倾斜问题,导致每台机器分配的算力不

均衡,最终导致个别结果不如图简易嵌入分布式策略与图点积嵌入分布式策略.总体而言,对比图简易嵌入分布

式策略与图点积嵌入分布式策略的分布式训练策略,图分割嵌入分布式策略在三者数据集上体现出了极好的

性能优势,并且表现出了优异的可扩展性. 

4.3   各分布式策略收敛结果的对比 

本文对计算节点、图点积嵌入分布式策略、图分割嵌入分布式策略这 3 种采样策略均进行了 LOSS 收敛

曲线的实验.实验中固定嵌入的维度为 128,并且采用 20 轮次的迭代.出于不同分布式策略的学习率与模型适应

程度不同,并且不同分布式策略具有不同的计算模式,梯度更新顺序与模式不完全一致.因此,为了让每个算法

取得更好的收敛结果,本文对于不同的算法采用了不同的学习率初始值. 
本文以现场博客数据集为例,分别绘制了非对称临近可扩展性图嵌入、深度游走、大规模信息网络嵌入这

3 种采样策略对应的 2,4,8,16 个计算节点和模型切片数目的 LOSS 收敛曲线图.接下来将通过图表对结果做进

一步的分析. 
APP 基于根网页排名,根据停留率(stoprate)对图节点序列进行采样,其中,图节点序列采用随机游走的方式

得到,包括深度优先遍历或宽度优先遍历.因此,在输入序列数据规模相同的情况下,其采样点对会远远少于

DeepWalk 的点对.由于图嵌入为无监督学习,其 LOSS 损失很大程度上取决于输入数据规模:当数据规模扩大

后,其总体数据复杂程度会有更大机率扩大;当输入数据规模减少时,其数据复杂程度会减少.数据复杂程度影

响 LOSS 损失函数:当 LOSS 损失很大时,表明模型对数据的认知较弱;当 LOSS 损失较小时,表明此时模型对数

据的认知较强.当数据复杂程度较小时,模型会很快收敛.因此,由图中可以观察得出:对于非对称临近可扩展性

图嵌入采样算法,图点积嵌入分布式策略、图简易嵌入分布式策略、图分割嵌入分布式策略三者均会稳定收敛.
以图 16(a)为例:当采用两个计算节点时,3 种分布式策略均在第一轮迭代后很快收敛,并在后续的迭代中缓慢收

敛.图 16(b)~图 16(d)分别表现了采用更多计算节点时,LOSS 的收敛情况.从 4 张图中可以发现:扩大计算节点个

数后,图点积嵌入分布式策略、图简易嵌入分布式策略、图分割嵌入分布式策略三者均会稳定收敛. 
深度游走采样算法是最初提出用以建模图节点向量,流程为从某一节点出发,根据深度优先遍历结果或宽

度优先遍历统计节点邻域序列,再根据节点邻域序列学习得到模型.深度游走采样对模型的刻画较为粗糙,数据

复杂程度较非对称临近可扩展性图嵌入更为复杂.数据规模比非对称临近可扩展性图嵌入大,模型学习难度较

大.由图 17(a)可以看出:当采用 2 个计算节点时,模型在第一轮迭代损失会下降,但下降程度并不明显,随后的几

轮迭代模型进入缓慢收敛期,出于模型的复杂程度较大,3 类算法对其学习程度略微陡峭,收敛速度整体不如非

对称临近可扩展性图嵌入.其中,图点积嵌入分布式策略在第一轮次的收敛值相比其他两者稍显优势,在后来几

轮迭代中进入缓慢收敛期,这一收敛结果与学习率的设置也有一定关系.总体三者最终收敛结果相同,趋于一

致,表明 3 类算法均可学习得到不错的模型结果,取得优异的收敛值. 
通过观察发现:在采用大规模信息网络嵌入采样算法时(如图 18 所示),图简易嵌入分布式策略与图分割嵌

入分布式策略的 LOSS曲线较为一致.这一现象是由于图简易嵌入分布式策略与图分割嵌入分布式策略具有较

为近似的计算模式,其梯度更新顺序较为接近.两者不同之处仅仅在于模型存储位置以及其存储带来的梯度传

输差异,例如:在图分割嵌入分布式策略中,其梯度将有一部分在本地更新;而图简易嵌入分布式策略则全于参

数服务器中更新.两者还具有相应的数据划分引入的差异性:在图简易嵌入分布式策略中,其数据划分为随机进

行;而图分割嵌入分布式策略则是预先进行划分,不含有梯度写回的误差.最终,3 种分布式策略在大规模信息网
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络嵌入采样算法中达到同样的收敛结果. 

 

 
Fig.16  The LOSS curve of APP 

图 16  非对称临近可扩展性图嵌入算法 LOSS 曲线 

 

 
Fig.17  The LOSS curve of DeepWalk 

图 17  深度游走 LOSS 曲线 
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Fig.18  The LOSS curve of LINE 
图 18  大规模信息网络嵌入 LOSS 曲线 

结合上述图表与分析,3 种分布式策略的收敛结果差异不大,有些算法在收敛中间略有震荡.这一结果可能

与不同机器的数据分布不同,以及分布式策略对数据的依赖性、数据打乱的结果以及初始学习率的设置有关.
最终,在 3 种图嵌入采样算法中,3 类分布式训练策略得到的损失(LOSS)收敛结果均为一致,表明三者策略对于

数据的学习程度较为接近. 

4.4   各分布式策略收敛速度的对比 

通过多次实验发现:机器学习模型的收敛速度与其初始的学习率具有较大的关联,并且与选择的优化器有

直接关系.其中,优化器可以分为有动量的与随机梯度下降法,出于对分布式多机器收敛影响的考虑,在此选择

为最基础的随机梯度下降法.若初始的学习率较大,那么模型将会很快地进入较优值,并且 LOSS 收敛曲线会随

着迭代轮次数目的增加时而震荡.如果初始的学习率较小,模型收敛到达最优解的可能性会增加,通常情况下, 
LOSS 收敛曲线会在最后迭代次数下轻微震荡.不同的分布式训练策略往往有着不同的数据依赖,模型向量之

间的依赖,每一种训练策略,其并行运算的流程与常见的串行算法并不一致,而基于 HOGWILD[22]理论,每个机

器之间可以无序的写回梯度,使得最终结果收敛. 

5   总  结 

本文首先通过对多种现有的图嵌入方法进行调研,提出了一个高可用的分布式训练框架.该框架通过将采

样、训练过程解耦,从而能够表达多种图嵌入算法.用户可以只关心采样的流程或只关心训练的流程,从而使得

其中的算法具有高度的可复用性.另外,笔者针对业界现有的分布式图嵌入策略进行分析,发现了这些算法在训
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练性能以及扩展性上的不足,进而提出了一种图分割嵌入分布式策略.笔者实现了一个原型系统,并通过充分的

实验分析了 3 种分布式策略.笔者发现:机器数目增加后,图点积嵌入分布式策略的可扩展性变差,在性能对比上

处于劣势地位;而图简易嵌入分布式策略和图分割嵌入分布式策略具有较为不错的可扩展性,本文提出的图分

割嵌入分布式策略具有更好的性能优势. 
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