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仅仅利用门控单元对源端的输入信息进行筛选,而没有将源端信息和全局信息进行有效的融合.本文

在获取全局信息后,将源端每个词的表示与其对应的全局信息进行了融合,用于解码器生成摘要. 

2   基于全局自匹配机制的短文本摘要生成方法 

给定输入文档 D,将其表示为单词序列 1 2( , ,..., )
dTD w w w= ,其中,每个单词 wi 来自固定的词汇表 V.自动文摘

旨在将 D 作为输入,并生成简短的摘要 1 2( , ,..., )
yTy y y y= ,其中,T 表示序列长度,输入文档序列长度 Td 大于 

生成摘要序列长度 Ty. 
本文提出的基于全局自匹配机制的短文本摘要生成方法的系统框架如图 1 所示,主要包括基于双向长短

期记忆单元(long short-term memory,简称 LSTM)[20]的编码器、全局自匹配层、全局门控单元和配备注意力机

制的长短期记忆单元解码器.其中,编码器读取输入文档,并构建其表示;全局自匹配层对编码后的输入文本进

行自匹配,将全局信息融入输入文本表示中;全局门控单元对这些表示进行进一步筛选,并将其提供给解码器;
解码器负责摘要生成.下面,将分别介绍编码器、全局自匹配层、全局门控单元和解码器的细节及其训练方法. 

 

Fig.1  Model architecture overview 
图 1  系统框架图 

2.1   双向LSTM编码器 

给定输入文档 1 2( , ,..., )
dTD w w w= ,使用词嵌入矩阵We将输入文档中的词wt,t∈[0,Td]转换为连续表示 xt,具体 

见公式(1): 
 xt=Wewt,t∈[0,Td] (1) 

在获得文档连续表示之后,利用双向循环网络对输入序列进行编码[21].双向循环网络由前向和后向循环网 
络组成:前向循环网络正向读取输入序列(从 x1 到 xTx ),并计算前向隐藏层状态 1 2( , ,..., )

xTh h h ;而后向循环网络从

反向读取输入序列(从
xTx 到 x1),并计算反向隐藏状态 1 1( , ,..., )

x xT Th h h− .对于每个单词 xt,将它对应的前向隐藏状态

向量 th 和后向隐藏状态向量 th 拼接起来表示 xt 对应的隐藏层状态表示 ht. 

具体计算方法见公式(2)~公式(4): 

 1( , )t t th f x h −=  (2) 

 1( , )t t th f x h +=  (3) 



 

 

 

吴仁守 等:全局自匹配机制的短文本摘要生成方法 2709 

 

 [ ; ]t t th h h=  (4) 

其中,ht∈
n 是 t 时刻的隐藏层状态.f(⋅)是一些非线性函数,在经过对模型性能和训练复杂性之间进行权衡之后, 

我们选择了长短期记忆单元. 

2.2   全局自匹配层 

与其他自然语言生成任务相比,例如机器翻译,自动文摘更注重获取原文档的主要内容来生成摘要.传统的

基于单向循环神经网络的编码器在计算输入文档中每一个词对应的隐藏层状态时,仅仅考虑了在该词之前的

一些词,并不是完整的上下文信息.虽然上述基于双向 LSTM 的编码器在计算输入文档中每一个词对应的隐藏

层状态时分别考虑到了该词之前和之后的一些词,但是得到的前、后向信息还是局部的(包含之前部分或之后

部分),仅仅做了拼接,没有进行有效地融合,无法得到针对每一个词特定的全局文档信息.因此,在利用编码器获

得输入文档的隐藏层状态之后,我们希望将全局文档信息纳入文档中每个词对应的隐藏层状态中来增强原有

的隐藏层状态,弥补上述的不足. 
在过去关于句子对表示的研究中,Rocktäschel 等人[22]提出通过对句子对中的单词进行软对齐来生成句子

对表示.在机器阅读理解任务中,Wang 和 Jiang[23]介绍了一种 Match-LSTM 单元,它在传统 LSTM 单元的基础上,
将文章表示作为循环网络每一次输入的附加输入来指导编码,从而使输出的每个隐藏层状态包含全局的文章

信息.为确定文章中各个部分的重要性并获取与问题相关的部分,Wang 等人[24]在 match-LSTM 的基础上又添加

了一个选择门来控制循环网络的输入,该门有效地模拟了在阅读理解任务中只有部分文本与问题相关的现象. 
受上述参考工作的启发,本文首次将匹配机制引入自动文摘任务,并针对自动文摘任务的特性进行改进.在

传统的阅读理解任务中,匹配机制主要用于计算文章中每个单词语义和问题整体语义的匹配程度,以凸显出哪

些单词是问题答案的可能性.根据自动文摘任务更注重获取原文档主要内容的特性,我们提出了一种全局自匹

配机制来对输入文档进行自身到自身的匹配.与 Wang 等人[24]提出的自匹配注意力(self-matching attention)不
同,其针对阅读理解任务的特性,在自匹配过程中通过一个选择门对文章中与问题相关的部分进行筛选,确定答

案可能存在的位置.本文提出的全局自匹配机制根据文档中每个单词语义和原文档整体语义的匹配程度,动态

地从整个原文档中为文中每一个词收集与该词相关的信息后,进一步将该词及其匹配的信息进行融合,将其对

应的全局信息编码到该词最终的隐层表示中,以获得包含全局信息的隐层表示.形象地,可以将输入文档成对表

示,文档对中的两篇文档都为输入文档,将其中一篇文档视为机器阅读理解任务中的问题.自匹配机制根据问题

动态确定文档各部分的重要性,为问题中的每个词获取其相关的部分来扩展该词对应的表示,从而获得对应的

原始文档全局信息.本文提出的全局自匹配机制的具体结构如图 2 所示,下面将进行详细描述. 

 

Fig.2  Structure of global self-matching layer 
图 2  全局自匹配层结构图 

首先,使用点积计算成对匹配矩阵 M,它表示问题中的每一个单词 s 和输入文档中的每一个单词的成对匹
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配程度,两者越相关,匹配程度越大.根据得到的成对匹配矩阵 M,可以为文档中的每一个单词 xt 计算其对应的上

下文信息 ct,并通过将单词 xt 对应的隐藏层状态 ht 和上下文信息 ct 进行融合,得到中间表示 rt.然后,全局信息是

ot 隐藏层状态 ht 和 rt 的线性插值.门 gt 自适应地控制当前单词 xt 对应的全局信息 ot 是应该从 ht 直接复制还是

应该通过更复杂的路径 rt.极端情况下,当 gt=0 时,ot=ht,此时全局信息 ot 直接为 xt 对应全局信息 rt,不再考虑其对

应的隐藏层状态 ht.最后,利用match-LSTM将全局信息 ot作为循环网络的附加输入获得最终包含全局信息的隐 
藏层状态 th′ . 

形式上,当给定输入文档的隐藏层状态向量表示 1 2( , ,..., )
xTh h h h= 时,可以计算输入文档中每一个单词 xt 对

应的最终隐藏层状态 th′ : 
 1( ,[ ; ])t t t th f h h o−′ ′=  (5) 

 rt=tanh(Wr[ht;ct]) (6) 
 gt=σ(Wg[ht;ct]) (7) 
 ot=gt×rt+(1−gt)×ht (8) 
其中,f(⋅)为 LSTM 单元.ct 是单词 xt 对应的整篇文档基于注意力机制的向量表示,其可以被计算为输入文档中每

个词对应的隐藏层状态向量表示的加权和,即: 

 
1

( , )
xT

t i
i

c M t i h
=

= ∑  (9) 

其中,M(t,i)是计算输入文档中单词 xt 对应的上下文信息 ct 时,单词 xi 对应隐藏层状态向量的权重,表示文档中的

单词 xt 和另一单词 xi 的相关程度,具体计算过程如下: 

 
1

exp( ( ) )( , )
exp( ( ) )x

c x T
t i

T c x T
t kk

h hM t i
h h

=

⋅
=

⋅∑
 (10) 

2.3   全局门控单元 

在获取全局信息之后,我们使用全局门控单元对这些表示进行进一步筛选,以便去除冗余信息,挖掘出原文

档的核心内容.全局门控单元 gglobal根据编码器每个时间步的信息与全局信息的关系筛选输入解码端的信息流,
其在每个维度上的输出值介于 0 和 1 之间的向量.在此,我们使用 Vaswani 等人提出的缩放点积注意力(scaled 
dot- product attention)[25]来计算每一个时间步的信息与全局信息的关系.缩放点积注意力可以被描述为将一个

查询(query)和一组键(key)-值(value)对映射到一个输出,其中,查询、键、值和输出都是向量.本文中,查询为编码

器每个时间步的输出,键和值同为自匹配后获得的全局信息.首先,将 query 和每个 key 进行相似度计算得到权

重;第 2 步,使用 softmax 函数对这些权重进行归一化;最后,将权重和相应的键值 value 进行加权求和,得到最后

的 attention: 

 
T

global
k

QKg softmax V
d

⎛ ⎞
= ⎜ ⎟⎜ ⎟

⎝ ⎠
 (11) 

 Q=WQh,K=WKh′,V=WVh′ (12) 
 h″=h′×σ(gglobal) (13) 
其中,WQ,WK,WV 为可训练矩阵参数,σ(⋅)为 sigmoid 函数. 

2.4   基于注意力机制的单向LSTM解码器 

我们利用基于注意力机制的单向 LSTM 解码器来读取输入单词,并逐字生成摘要.在每个时间步骤,解码器

通过从词汇表的分布中采样来生成摘要中的词,直到采样到表示句子结尾的标记时结束.具体计算方法如下: 
 pgen(yi|yi,…,yi−1,x)=g(yi−1.si,ci) (14) 
 si=f(si−1,yi−1,ci) (15) 

 
1

xT

i ij j
j

c hα
=

′= ∑  (16) 
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 1( , )ij i je a s h− ′=  (18) 

其中,f(⋅)为 LSTM 单元;g(⋅)是非线性、潜在的多层函数,输出 y 的概率;st 为 t 时刻 RNN 的隐藏状态;a(⋅)是前馈

神经网络. 
为了解决罕见和未知的单词,Gulcehre 等人[26]提出使用指向机制从原句复制罕见的单词.我们在系统中应

用这种指向方法.当解码单词 yi 时,复制开关将当前解码器状态 si 和上下文向量 ci 作为输入,并产生从源端输入

文档复制单词的概率 p: 
 pcopy(yi|yi,…,yi−1,x)=σ(Wsi+Uci+b) (19) 
其中,σ为 sigmoid 函数,W,U 和 b 为可训练参数. 

2.5   训练与推理 

给定输入文档 D,我们的模型可以使用随机梯度下降进行端到端训练,通过最小化生成摘要的负对数似然

来训练模型参数,其训练过程本质上是逐步最大化生成摘要中每个词的概率,具体形式如下所示: 

 
1
log ( | , , ; )

yT

t t
t

L p y y c x θ<
=

= −∑  (20) 

其中,Y<t={y1,y2,…,yt−1},θ表示可训练的模型参数. 
由于模型使用导师驱动过程(teacher forcing)进行训练,在生成 t 时刻的单词时,不是由 t−1 时刻生成的单词

作为输入,而是输入实际摘要中的预期单词.然而在测试过程中,生成 t 时刻单词时,输入的是 t−1 时刻生成的单

词,这导致了训练和测试之间的脱节.为了克服这种问题,在训练期间,我们随机地输入生成的单词,而不总是预

期的单词[27].具体的,在生成 t 时刻的单词时,我们以 0.1 的概率选择 t−1 时刻生成的单词作为输入,0.9 的概率输

入实际摘要中的预期单词.在测试期间,我们使用集束搜索(beam-search)[28]解码器,其每次生成一个输入字,根据

模型计算得到的 yt 的分布概率扩展 B 个最高概率序列. 

3   实验与评价 

3.1   实验设置 

• 实验数据 
LCSTS是取自于新浪微博的大规模中文短文本摘要数据集[5],数据集中包含了超过 200万真实的中文短文

本数据和每个文本作者给出的摘要.同时,还手动标记了 10 666 个简短摘要与相应短文的相关性.数据集由 3 部

分组成(见表 2). 
Table 2  statistics information of LCSTS dataset 

表 2  LCSTS 数据集统计信息 

第 I 部分 2 400 591 

第 II 部分 

成对数 10 666 
人工评分:1 942 
人工评分:2 1 039 
人工评分:3 2 019 
人工评分:4 3 128 
人工评分:5 3 538 

第 III 部分 

成对数 11 06 
人工评分:1 165 
人工评分:2 216 
人工评分:3 227 
人工评分:4 301 
人工评分:5 197 
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第 I 部分是 LCSTS 的主要内容,包含 2 400 591(短文本,摘要)对.这些对可用于训练有监督学习模型以进行

摘要生成;第 II 部分包含 10 666 个人工标注的(短文本,摘要)对,评分范围从 1~5,表示短文本和相应摘要之间的

相关性:“1”表示“最不相关”,“5”表示“最相关”;第 III 部分包含 1 106 对.对于这一部分,由 3 个标注者标记相同的

2 000 文本,最后保留具有共同分数的文本.该部分独立于第 I 部分和第 II 部分. 
在本文实验中,我们使用第 I 部分作为训练集,第 II 部分作为开发集,第 III 部分中得分为 3、4 和 5 的子集

作为测试集. 
• 评价方法 
ROUGE[29]是 Lin 在 2004 年提出的一种自动摘要评价方法,被广泛应用于 NIST 组织的自动摘要评测任务

中.ROUGE 基于摘要中 n 元词(n-gram)的共现信息来评价摘要,是一种面向 n 元词召回率的评价方法.基本思想

为:由多个专家分别生成人工摘要,构成标准摘要集,将系统生成的自动摘要与人工生成的标准摘要相对比,通
过统计二者之间重叠的基本单元(n 元语法、词序列和词对)的数目,来评价摘要的质量.通过与标准人工摘要的

对比,提高评价系统的稳定性和健壮性.该方法现已成为自动评价技术的通用标准之一.本文采用 ROUGE 中

ROUGE-1,ROUGE-2 和 ROUGE-L 来对生成的摘要进行评价. 
• 对比系统 
为了评估我们提出的模型(global self-matching mechanism,简称为 GSM)在自动摘要任务中的表现,需将

GSM 与下列自动摘要方法进行比较,比较时直接使用以下方法在原始论文中给出的在 LCSTS 数据集上的实验

结果(其中,RNN 与 RNN-context 为 LCSTS 数据集论文中提供的基线模型). 
(1) RNN[5]:使用 RNN 作为编码器,它的最后隐藏状态作为解码器的输入,在解码期间不使用本地上下文; 
(2) RNN-context[5]:使用 RNN 作为编码器,在解码过程中使用上下文,编码器的所有隐藏状态的组合作为

解码器的输入; 
(3) CopyNet[16]:基于注意力机制的序列到序列模型,添加了拷贝机制.编码端为双向 RNN 结构,解码端为

包含生成模式和拷贝模式的混合模型,生成模式从预设词表中选词,拷贝模式从输入序列中选词; 
(4) SRB[19]:引入了基于语义相关性的神经模型来鼓励文本和摘要之间的高语义相似性.该模型由 3 部分

组成——编码器、解码器和相似性函数:编码器将原文本压缩成语义向量;解码器生成摘要并产生所

生成的摘要的语义向量;最后,相似度函数评估原文本的语义向量与生成的摘要之间的相关性,表示

之间的相似性得分在训练期间使其最大化; 
(5) DRGD[14]:在基于注意力机制的序列到序列模型的基础上,增加了潜在结构向量来学习目标摘要中隐

含的潜在结构信息,以提高摘要质量; 
(6) R-NET[24]:基于门控自匹配网络的阅读理解模型.由于原论文中的模型主要针对阅读理解任务,我们

将其输出端改为基于注意力机制的 LSTM 解码器,以适应自动文摘任务; 
(7) CGU[16]:引入了一种全局编码框架,它根据源端输入文档的全局信息控制从编码器到解码器的信息

流,其由卷积门控单元组成,用于执行全局编码以改进源端信息的表示. 
• 超参设置 
我们使用 PyTorch(https://pytorch.org/)深度学习框架编写代码,并在 NVIDIA 1080Ti GPU 上进行实验.由于

按词分割文本导致词表过大,在生成摘要时出现了大量未登录词,因此,本文使用按字分割文本,使用 unk 来表示

所有字表的未登录字.我们使用默认设定参数的 Adam 优化器[30]:lr=0.001,betas=(0.9,0.999),eps=1×10−8.其他具

体参数设置见表 3.其中,学习速率在第 8 轮迭代时开始减半.所有超参数都使用开发集进行调整,实验结果在测

试集上报告. 
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Table 3  Hyperparameters setting 
表 3  实验参数设置表 

字嵌入维度 300 维 
字表大小 5 000 

LSTM 隐藏单元维度 600 维 
编码器中 LSTM 的层数 2 层 
解码器中 LSTM 的层数 2 层 

批处理大小 64 
 

3.2   实验结果及分析 

本节首先将 GSM 系统和一些基准系统进行比较,然后分析不同层次的全局信息对生成式自动文摘模型的

影响.最后,分析了本文模型中不同组件对模型的贡献情况. 
(1) 与对比系统比较 
为了评估提出的模型在自动摘要任务中的表现,我们将 GSM 与当前主流的自动摘要方法进行比较.实验结

果见表 4,其中,GSM 为在 seq2seq 模型基础上添加了全局自匹配层和全局门控单元的模型. 

Table 4  Automatic evaluation result in LCSTS 
表 4  LCSTS 数据集上的实验结果 

Model ROUGE-1 ROUGE-2 ROUGE-L
RNN 21.5 8.9 18.6 

RNN-context 29.9 17.4 27.2 
CopyNet 34.4 21.6 31.3 

SRB 33.3 20.0 30.1 
DRGD 37.0 24.2 34.2 
R-NET 37.8 25.3 35.0 
CGU 39.4 26.9 36.5 
GSM 41.1 28.5 38.3 

首先,对比表 4 的实验结果可以看出:本文提出的 GSM 模型超过了所有对比的基准系统,达到了最好的效

果,说明本文提出的基于全局自匹配机制与全局门控单元的 GSM 模型是有效的.据文献报道,在 LCSTS 语料上

达到目前已知的最好效果的模型为 CGU,其根据源端上下文的全局信息控制从编码器到解码器的信息流,利用

门控单元对源端的输入信息进行筛选.不过,CGU模型仅根据全局信息对源端的输入信息进行筛选,没有将源端

信息和全局信息进行有效地融合.相似的,R-NET 模型也通过一个门控单元对文章内容进行筛选.而本文提出的

GSM 模型在获取全局信息后,将源端每个词的隐层表示和其对应的全局信息进行了有效地融合,用于解码器生

成摘要.根据表 4 实验结果,与 R-NET 和 CGU 模型相比,GSM 模型的性能有显著提高.特别地,与 CGU 模型相比, 
GSM 模型在 Rouge-1,Rouge-2 和 Rouge-L 上分别提高了 1.7,1.6 和 1.9 个百分点,说明将源端信息和全局信息进

行有效融合对于文摘任务是必要的. 
(2) 不同层次全局信息的差异分析 
为了分析不同层次的全局信息对自动文摘模型的影响,我们对使用不同层次全局信息的模型进行比较.实

验结果见表 5,其中,Uni-seq2seq和 seq2seq为我们复现的基于注意力机制的序列到序列模型,其具体实现方法为

本文第 2 节描述的基于编码器-解码器架构的序列到序列学习模型(无全局自匹配层和全局门控单元).两者的

不同之处在于,Uni-seq2seq 模型使用单向 LSTM 编码器,seq2seq 模型使用双向 LSTM 编码器. 
read-again 模型为我们根据 Zeng 等人[15]论文复现的模型(LSTM 版),该模型将第 1 次编码时第一以及最后

一个时间步对应隐层状态作为固定不变的全局信息,并将其作为第 2 次编码过程中每一次输入的附加输入来

指导第 2 次编码. 
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Table 5  Performances of various models with different levels of global information 
表 5  具有不同层次全局信息的各种模型的性能 

Model ROUGE-1 ROUGE-2 ROUGE-L 
Uni-seq2seq 33.8 20.9 30.7 

seq2seq 35.1 22.7 32.5 
read-again 35.9 23.0 33.3 

seq2seq+Match 39.7 26.9 36.6 

从表 5 中的实验结果可以看出: 
1) 具有完整上下文信息的模型优于仅包含部分上下文信息的模型.例如,使用双向 LSTM 编码器的

seq2seq 模型将编码器在每个时间步上获得的前后向信息进行拼接,以获得完整的上下文信息,在
ROUGE-1,ROUGE-2 和 ROUGE-L 评价指标上均优于使用单向 LSTM 编码器的 Uni-seq2seq 模型,其
编码器每个时间步对应的隐层状态仅包含单向的、不完整的上下文信息; 

2) 全局信息能够指导编码器进行更好的编码.不同于 seq2seq模型仅仅将编码器在每个时间步上获得的

前后向信息进行拼接以获得完整的上下文信息,seq2seq+Context 模型在第 2 次编码时,将第 1 次编码

获得的全局信息作为第 2 次编码过程中每一次输入的附加输入,对第 2 次编码进行指导;同时,将全局

信息编码入每一个时间步的隐层表示中.而根据表 5 中给出的实验结果可以发现,seq2seq+Context 模
型在 Rouge-1,Rouge-2 和 Rouge-L 评价指标上均优于 seq2seq 模型,说明全局信息能够有效指导编码

器进行更好地编码; 
3) 动态的全局信息优于固定的全局信息.由于每个词关注的全局信息往往有所不同,因此为每一个词提

供相同的全局信息存在一定的局限性.相比于 seq2seq+Context 模型,其使用第 1 次编码时最后一个时

间步对应隐层状态作为全局信息,对于每一个词都是固定的,seq2seq+Match 模型使用本文提出的全

局自匹配机制动态地从整个输入文本中收集与该单词相关的信息,并将单词表示和相关信息融合到

最终隐层表示中.实验结果表明,seq2seq+Match 模型优于 seq2seq+Context 模型,在 Rouge-1,Rouge-2
和 Rouge-L 上分别提高了 3.8,3.9 和 3.3 个百分点. 

(3) 不同组件的贡献分析 
为了分析模型中不同组件对模型的贡献程度,我们在基础的 seq2seq 模型上分别加入全局自匹配机制和全

局门控单元,并进行比较.实验结果见表 6,其中,seq2seq 模型与表 5 中相同,seq2seq+Gate 为在 seq2seq 模型基础

上添加了本文提出的全局门控单元的模型.由于没有自匹配层,无法获得包含全局信息的隐层表示,其全局门控

单元中的 Q,K 和 V 同为原始隐层表示 h.seq2seq+Match 为在 seq2seq 模型基础上添加了本文提出的自匹配层的

模型,无全局门控单元. 

Table 6  Performance of various models with different components 
表 6  具有不同组件的各种模型的性能 

Model ROUGE-1 ROUGE-2 ROUGE-L 
seq2seq 35.1 22.7 32.5 

seq2seq+Gate 38.3 25.7 35.2 
seq2seq+Match 39.7 26.9 36.6 

GSM 41.1 28.5 38.3 

对比表 6 中的实验结果可以看出,模型中不同组件的贡献有所不同. 
• 首先 ,在基础的基于注意力机制的序列到序列模型(seq2seq)上分别加入本文提出的全局门控单元

(gate)和全局自匹配机制(match)后,在 ROUGE 评价指标上都有显著的提升,其中,seq2seq+Gate 模型在

Rouge-1,Rouge-2 和 Rouge-L 上分别提高了 3.2,3.0 和 2.7 个百分点,seq2seq+Match 模型在 Rouge-1, 
Rouge-2 和 Rouge-L 上分别提高了 4.6,4.2 和 4.1 个百分点,略优于 CGU 模型,说明本文提出的全局门

控单元和全局自匹配机制是有效的; 
• 其次,相比于 seq2seq+Gate 模型,seq2seq+Match 模型在 Rouge-1,Rouge-2 和 Rouge-L 上分别提高了 1.4, 
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1.2 和 1.4 个百分点,说明全局自匹配机制的作用大于全局门控单元,体现了有效地融合源端全局信息

对摘要任务的重要性.虽然全局门控单元能根据全局信息对源端的信息进行筛选,过滤冗余信息,但是

无法弥补没有有效融合源端信息造成的信息缺失;而全局自匹配机制虽然能将源端的全局信息有效

地融合到源端每个词的隐层表示中,但是容易造成信息冗余; 
• 最后,本文提出的 GSM 模型(即 seq2seq+Match+Gate)性能相比于单独的全局门控单元和全局自匹配

机制都有显著提高,达到了最好的效果,说明其能较好地结合全局门控单元和全局自匹配机制两者的

优点,并且有效地弥补它们各自存在的缺点,既可以获得完整的全局信息,同时又避免了信息冗余. 

3.3   实验结果分析 

表 7 中列出了 3 个示例,其包含了分别由 seq2seq,CGU,seq2seq+Match,seq2seq+Gate 和 GSM 这 5 个模型生

成的摘要. 
Table 7  Some examples of the summary 

表 7  部分生成摘要示例 

文本 雅虎发布 2014 年第 4 季度财报,并推出了免税方式剥离其持有的阿里巴巴集团 15%股权的计划,打算 
将这一价值约 400 亿美元的宝贵投资分配给股东.截止发稿前,雅虎股价上涨了大约 7%,至 51.45 美元 

参考摘要 雅虎宣布剥离阿里巴巴股份 
CGU 阿里集团 400 亿美元收购阿里巴巴集团股权计划 

seq2seq 雅虎发布阿里 15%股权的计划,雅虎股价上涨 7% 
+Gate 雅虎宣布 400 亿美元收购阿里巴巴 15%股权 

+Match 雅虎宣布剥离阿里巴巴集团 15%股权 
GSM 雅虎宣布剥离阿里巴巴股份 

文本 
国务院法制办公布《公共场所控制吸烟条例(送审稿)》:禁止所有烟草广告、促销和赞助; 
没有设置室外吸烟点的视为全面禁止吸烟;违反《条例》规定,电影电视剧播放吸烟镜头 

最高罚 3 万;禁止通过自动售货机等任何方式向未成年人售烟 
参考摘要 我国拟全面禁止烟草广告影视剧播吸烟,最高罚 3 万 

CGU 我国拟规定影视剧播放吸烟镜头最高罚 3 万 
seq2seq 我国拟禁止向未成年人吸烟镜头,最高罚 3 万 
+Gate 我国拟全面禁止烟草广告 

+Match 我国拟全面禁止烟草广告,电视剧播放吸烟镜头最高罚 3 万 
GSM 我国拟全面禁止烟草广告,影视剧播吸烟镜头最高罚 3 万 

文本 
近年来,逢雨必涝、逢涝必瘫,几成我国城市通病.上周,中国青年报对全国 31 个省 
(区、市)5 375 人进行的调查显示,91.6%的人关注所在城市的排水问题;84.7%的 

受访者赞同,城市现代化更表现在地面之下,应加大地下民生工程建设投入 
参考摘要 84.7%受访者期待国家加大地下民生工程投入 

CGU 84.7%受访者认为城市现代化应加大民生工程投入 
seq2seq 84.7%受访者赞同“逢雨必涝” 
+Gate 调查显示,91.6%受访者关注目前城市排水问题 

+Match 调查显示,84.7%受访者赞同城市排水问题应加大地下民生工程建设 
GSM 84.7%受访者认为,城市现代化应加大地下民生工程 

通过对比分析可以观察到:在 3 个例子中,加入本文提出的全局自匹配机制的 seq2seq+Match 模型和 GSM
模型都较为全面地抓住了文章的主旨,而 seq2seq,CGU 和 seq2seq+Gate 模型往往只能抓住文摘主旨的一部分.
相比于 seq2seq+Gate 模型,虽然 seq2seq+Match 能较为全面地抓住文章的主旨,但是往往存在冗余信息.在第 1
个例子中,GSM 模型生成的摘要与参考摘要完全一致,seq2seq+Match 模型也涵盖了文章主旨;而 Seq2Seq 模型

虽然提及了“阿里 15%股权”,但是没有说明“剥离”这个动作;CGU 模型虽然提及了“阿里巴巴集团股权”,但是把

“雅虎剥离”错误理解为“阿里集团收购”,导致生成错误摘要;类似的,seq2seq+Gate 模型把“雅虎剥离”错误理解

为“雅虎宣布 400 亿美元收购”.在第 2 个例子中,seq2seq 和 CGU 模型都只考虑到了“吸烟镜头”,忽视了“烟草广

告”,seq2seq+Gate模型只考虑到了“烟草广告”,忽视了“吸烟镜头”,都存在信息的缺失;而 seq2seq+Match和 GSM
模型生成的摘要则同时涵盖了“烟草广告”与“吸烟镜头”,与参考摘要也十分相似.在第 3 个例子中,seq2seq 模型

没有抓住文摘主旨;Seq2Seq+Gate 模型关注点发生了偏移;CGU 模型基本包含文章主旨,却缺失了“地下”这个

关键词;而 Seq2Seq+Match 和 GSM 模型仍然很好地抓住了文章主旨,也注意到了“地下民生工程”这个关键词.
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不足的是,GSM 模型生成的摘要缺失了宾语“投入”,造成语法错误.另外,在 3 个例子中,GSM 模型生成的摘要相

对于 Seq2Seq+Match 模型生成的摘要更简洁一些,去除了一些冗余信息,更接近于参考摘要. 

4   结论与未来的工作 

自动文摘是自然语言处理领域的重要研究方向之一,近 60 年持续性的研究,已经在部分自动文摘任务上取

得了明显进展.本文对当前主流的基于编码器-解码器架构的序列以及序列学习模型进行了改进:在利用传统的

编码器对输入文本进行编码之后,增加了全局自匹配层对编码后的输入文本进行自匹配的过程,能够动态地从

整个输入文本中为文本中每一个词收集与该词相关的信息,并将该词及其匹配的全局信息编码到最终的表示

中.同时,增加了全局门控单元对自匹配层获得的表示进行的步骤筛选,去除冗余信息,以便挖掘出原文档的核

心内容.在 LCSTS 语料上的实验表明,与当前主流的生成式摘要方法相比,该方法在 ROUGE 评价指标上有显著

提高. 
因短文本摘要的原文字数少,且只有一个段落,因此本文使用的全局信息为整个全文(篇章)的信息,可以理

解为利用了篇章的物理结构信息.由于长文本摘要的原文有多个段落,未来工作中,我们将从语言学角度出发,
在考虑利用篇章的物理结构信息的基础上,还将考虑篇章的语义结构(如篇章修辞结构、话题结构等)信息来生

成长文本摘要.由于当前主流的神经网络框架尚不能够有效地对长文档进行语义编码,针对这一问题,未来的工

作将尝试通过分析篇章的衔接性和连贯性,从整体上分析出篇章结构及其构成单元之间的语义关系,并利用上

下文理解篇章,来辅助篇章级长文本的摘要生成,弥补传统神经网络框架对长文档语义编码的不足. 
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