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Fig.6  Example of data updating 
图 6  数据更新过程举例 

4   实验结果 

4.1   实验设置 

为了测试本文提出方法的性能,我们基于 Spark 平台实现本文的算法,分别测试了算法 1(HD-QMC)和算法

2(EPP)的有效性和效率.Spark 集群包括 6 计算节点,每个计算节点拥有 2 个 10 核心/20 线程/3.6GHz 的 CPU 和

128GB 内存.各计算节点共用一个千兆交换机,且网络带宽限制为 2Mb/s.Spark 和 HDFS 版本分别为 1.6.1 和

2.5.2.实验使用的测试数据集见表 1. 

Table 1  Test datasets 
表 1  测试数据集 

测试类型 数据集 |O|(×103) |E|(×104) |R| 

收集 
Ber-Stan[25] 15 150 1 
Facebook[26] 4 88 4 

Wikidata(https://www.wikidata.org/wiki/Wikidata:Database_download,2018) 10 49 2 900
收集/更新 微博(Microblog)[27] 40 1 000 4 

更新 LFR 15 16 4 
 

4.2   有效性测试 

(1) HD-QMC 算法有效性测试 
为了测试 HD-QMC 数据收集的有效性,本文选用 Ber-Stan、Facebook、微博和 Wikidata 分别作为典型的

网页 OBG、社交媒体 OBG 和知识库 OBG.需要说明的是,实验所使用的 Wikidata 数据集是存储在维基网站上

的数据,实验中需要通过网络访问,使用前 10 000 个实体作为测试数据集.Ber-Stan、Facebook 和微博数据集预

先下载到本地磁盘,测试时模拟了数据收集的真实环境,仿真了数据收集过程中网络访问的开销. 
将 OBG 中对象之间的连接作为目标信息,并以目标信息覆盖度来度量 OBG 中目标信息的收集进度,由 

( ) ( )c
i ji jD D

Ψ Ψ Ψ Ψ
Ψ Ψ

∈ ∈∑ ∑ 计算得到,其中,Ψ c 和Ψ分别代表已收集数据的集合与全体数据的集合.针对目标信 

息覆盖度对本文提出的 HD-QMC 进行测试,并与顺序收集(sequence)、深度优先策略(DFS)、Snowball 采样

(snowballing)[13]、随机选择(random)和基于 QMC 采样技术的方法(BB-QMC)[20]进行了对比,分别如图 7(a)~图
7(d)所示.其中, 

• Sequence、DFS 和 Snowballing 是传统的顺序、深度优先和 Snowball 采样方法. 
• Random 方法随机选取对象进行数据收集. 
• BB-QMC 是一种先进和新颖的数据收集方法,其依照不同子空间的重要性自适应的收集 OBG 数据.但
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与本文方法不同的是,BB-QMC 将 OBG 中的对象映射为一维向量,在此一维向量空间上,通过 QMC 采

样技术估算不同子空间的重要性并收集数据.对于复杂的 OBG,由于对高维空间的投影往往会造成信

息的丢失,一维空间在信息表示上与高维空间相比存在劣势. 
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(a) Ber-Stan (b) Facebook 
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(c) Wikidata (d) 微博 

Fig.7  Target information coverage of different methods for data collection 
图 7  不同数据收集方法的目标信息覆盖度 

从图 7可以看出,随着收集对象的增加,由于对不同子空间的重要性考虑不足,Snowballing、Sequence和DFS
的目标信息覆盖度与 Random 相近;而 HD-QMC 和 BB-QMC 的目标信息覆盖度显著增加,且 HD-QMC 在大多

数情况下增加较快.这是由于 HD-QMC 将对象映射到更高维度的空间中,从而能更细致地分割和计算子空间的

重要性,因此能优先收集目标信息较多的子空间.同时,给定ρmin,由于 HD-QMC 能够更快地收集重要的对象,所
以相比其他方法能够更早地结束且|Ψc|最小,所消耗的成本也最低.由此可见,HD-QMC 能够高效地收集 3 类典

型的 OBG 数据. 
接着,本文测试了 HD-QMC 执行过程中不同 Rsamp(R)对目标信息覆盖度的影响,如图 8(a)~图 8(d)所示.可以

看出,当 Rsamp 大于 0.05 时,在前 3 个数据集上都可得到较好的数据收集结果;而 Rsamp 为 0.01 时,在微博数据集上

的数据收集效果最好.由此可知,不同数据集需要选取合适的 Rsamp 来提升数据收集效果. 
同时,本文测试了子空间分割数 K 对目标信息覆盖度的影响,如图 9(a)~图 9(d)所示.在 Ber-Stan、Wikidata

和微博数据集上,K 分别为 30,15 和 45 时,可得到最佳目标信息覆盖度.在 Facebook 数据集上,初始 K 为 30 时得

到了较好的结果;但当已收集的对象数量大于 1 500之后,K为 45时得到最好的效果.由此可知,针对不同的 OBG
数据可设置适当的 K 值,以达到较好的数据收集效果. 
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(a) Ber-Stan (b) Facebook 
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(c) Wikidata (d) 微博 

Fig.8  Target information coverage of HD-QMC with different Rsamp 
图 8  HD-QMC 针对不同 Rsamp 的目标信息覆盖度 
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(a) Ber-Stan (b) Facebook 
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(c) Wikidata (d) 微博 

Fig.9  Target information coverage of HD-QMC with different K values 
图 9  HD-QMC 针对不同 K 值的目标信息覆盖度 
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进一步地,我们根据公式(6)计算了上述对比方法与 HD-QMC 在各个数据集下的有效性指标(SA),见表 2.不
难看出,由于 HD-QMC 能够更精确地计算子空间的重要性,因此所有数据集上获得了最高的 SA,并取得了最好

的数据收集效果.DFS 方法由于无法在微博数据集上运行,表 2 中对应值未列出. 

Table 2  SA of different methods for data collection 
表 2  不同数据收集方法的 SA 

数据集 Sequence Random Snowballing DFS BB-QMC HD-QMC 
Wiki-data 53.45 50.02 50.62 50.48 56.45 59.27 
Ber-stan 49.99 51.06 45.12 44.36 56.44 57.50 

Facebook 21.51 18.23 21.30 19.13 22.83 22.99 
微博 505.54 401.04 471.53 N/A 488.31 550.73 

(2) EPP 算法有效性测试 
我们用 2 个典型的数据集测试 EPP 算法的有效性:第 1 个是时间跨度 2 周、约 11 000 个用户的真实微博

数据集,第 1 周数据作为已收集数据,第 2 周数据作为新数据;第 2 个是由扩展的 LFR 方法[28]生成的 LFR 数据

集,以此来测试当社交媒体中存在极端变化时,EPP 的数据更新效果.与 HD-QMC 的测试相似,我们测试了不同

方法的目标信息覆盖度 ,包括本文提出的 EPP、基于统计的方法 (Statistic)[9]和基于结构的方法 (structure- 
based)[22],如图 10(a)、图 10(b)所示.其中,基于统计的方法通过统计并计算历史数据中对象变化的概率进行数据

更新,基于结构的方法通过计算对象间不同连接结构的变化概率进行数据更新. 
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(a) 微博 (b) LFR 

Fig.10  Target information coverage of different methods for data updating 
图 10  不同数据更新方法的目标信息覆盖度 

根据公式(6),以上 3 种方法的有效性指标(SA)见表 3. 

Table 3  SA of different methods for data updating 
表 3  不同数据更新方法的 SA 

数据集 Statistic Structure-based EPP 
微博 41.03 10.99 42.17 
LFR 115.62 90.49 109.78 

结合图 10 和表 3 可以看出,对于真实的微博数据集,EPP 比其他方法能够更好地发现增量,但是基于统计的

方法在 LFR 数据集上取得了更好的数据更新效果. 
我们进一步用 F1 值测试 EPP 针对数据更新的有效性. 

 21 Pr ReF
Pr Re
⋅ ⋅

=
+

 (14) 

其中,Pr和 Re 分别表示 Precision值和 Recall 值,Precision是 EPP发现的增量与其预测增量的比值,Recall是 EPP
发现的增量与真实增量的比值.测试结果如图 11(a)、图 11(b)所示,可以看出,EPP 在微博和 LFR 数据集上优于
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基于统计和基于结构的方法. 
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(a) 微博 (b) LFR 

Fig.11  F1 values of different methods for data updating 
图 11  不同数据更新方法的 F1 值 

为了测试 EPP 算法中参数对数据更新效果的影响,本文比较了微博和 LFR 数据集上不同窗口因子(α )和融

合比率(β )时的 F1 值.为了便于观察,我们对测试结果进行归一化,分别如图 12 和图 13 所示. 
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(a) 微博 (b) LFR 

Fig.12  Normalized F1 value with different window factors 
图 12  不同窗口因子下归一化的 F1 值 
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(a) 微博 (b) LFR 

Fig.13  Normalized F1 value with different fusion ratios 
图 13  不同融合比率下归一化的 F1 值 

在微博和 LRF 数据集上,α分别为 0.2 和 0.4 时 EPP 算法取得最好的效果.在微博上,β为 0.2 时算法效果最

好.而 LFR 数据集上,β为 0.2,0.4 和 0.6 的情况较为接近:访问对象小于 8 000 时,β为 0.2 最好;大于 8 000 时,β为
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0.6 的效果最好.总体上,β为 0.2 时效果最好,对应曲线与坐标轴之间所构成区域的面积最大.由此可知,对于不同

的数据集,应选取合适的α和β . 

4.3   效率测试 

EPP 算法与 HD-QMC 算法执行效率接近,实验通过网络访问 Wikidata 数据集,测试了 HD-QMC 的执行时

间、加速比和并行效率,分别如图 14~图 16 所示. 
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Fig.14  Execution time 
图 14  执行时间 

Fig.15  Speedup 
图 15  加速比 
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Fig.16  Parallel efficiency 
图 16  并行效率 

由图 14 可知,HD-QMC 数据收集的执行时间随着 OBG 中已访问对象数的增加基本呈线性增长,且 Spark
平台的计算节点越多执行时间越少,6 个节点时的总执行时间与 1 个节点时相比明显减少,为 1 节点下执行时间

的 1/6.图 15 中的加速比和图 16 中的并行效率在 HD-QMC 开始执行时便趋于稳定,加速比接近计算节点数,同
时,并行效率也接近理论最优值 1.以上情况产生的原因是由于 HD-QMC 的执行时间很大程度上依赖于网络带

宽,而多计算节点下的网络带宽会随着计算节点数同步增长.以上实验结果与理论分析得出的结论一致,进一步

验证了本文方法的高效性. 
为了对比 HD-QMC 与传统算法的执行效率,实验测试了 HD-QMC 与 Sequence、Random、HD-QMC、

Snowballing 在执行时间与可扩展性上的差异.我们首先在 1 个计算节点情形下测试了不同算法的执行时间,得
到不同算法单线程执行效率.接着在 6 节点情形下再次测试算法执行时间,获取不同算法的可扩展性表现,分别

如图 17 和图 18 所示. 
从图 17 可以看出,1 个计算节点情形下,Random 和 Snowballing 算法执行较慢,HD-QMC 和 BB-QMC 算法

稍快,Sequence 算法由于直接从对象列表中依次选取对象进行获取,所以最快.1 节点下单线程的 HD-QMC 没有

充分发挥可扩展性上的优势,但在 6 个计算节点情形下多线程测试中执行效率提升明显.从图 18 中可以看出,
由于无法并行执行,因此 6 个计算节点情形下 Snowballing 和 Sequence 算法执行时间与 1 个计算节点下一致. 
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Random、HD-QMC 与 BB-QMC 算法在 6 个节点下的算法执行效率提升明显,由于这 3 种算法都使用了分割的

思想同时对不同的子空间进行采样,执行效率都随节点数增加而提升,因此 HD-QMC 可扩展性很好,适合 OBG
数据的收集与更新. 
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Fig.17  Execution time on 1 node 
图 17  1 节点下算法执行时间 

Fig.18  Execution time on 6 nodes 
图 18  6 节点下算法执行时间 

5   结论与展望 

本文首先讨论了基于采样技术的自适应 OBG 数据收集,该方法能够通过 QMC 采样找到重要的子空间并

尽可能好地给出 OBG 中对象数据的收集顺序,以实现 OBG 数据有效收集.同时给出数据的统一表示方法,降低

数据集成和使用的成本.进一步地,我们扩展数据收集方法,给出高效的数据更新算法,既能利用历史数据中的

数据变化规律,又能利用增量中新的数据变化规律,共同指导后续的数据更新过程.即使数据不断变化,本文的

算法总能快速发现增量,完成高效的数据更新.实验结果表明,在大多数情况下,本文方法能够取得较好的效果,
可为大数据分析和知识工程提供方便易用的数据基础.但是,对部分社交媒体 OBG 数据的获取,还需针对其本

身的特点进一步研究,后续工作将针对社交媒体数据中社交行为与社区演化的具体过程,探索相应的 OBG 数据

获取方法,且保证其有效性和高效性. 
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