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摘  要: 基于模式的贝叶斯分类模型是解决数据挖掘领域分类问题的一种有效方法.然而,大多数基于模式的贝
叶斯分类器只考虑模式在目标类数据集中的支持度,而忽略了模式在对立类数据集合中的支持度.此外,对于高速动
态变化的无限数据流环境,在静态数据集下的基于模式的贝叶斯分类器就不能适用.为了解决这些问题,提出了基于
显露模式的数据流贝叶斯分类模型 EPDS(Bayesian classifier algorithm based on emerging pattern for data stream).该
模型使用一个简单的混合森林结构来维护内存中事务的项集,并采用一种快速的模式抽取机制来提高算法速
度.EPDS 采用半懒惰式学习策略持续更新显露模式,并为待分类事务在每个类下建立局部分类模型.大量实验结果
表明,该算法比其他数据流分类模型有较高的准确度. 
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Bayesian Classifier Algorithm Based on Emerging Pattern for Data Stream 

DU Chao,  WANG Zhi-Hai,  JIANG Jing-Jing,  SUN Yan-Ge 

(School of Computer Science and Technology, Beijing Jiaotong University, Beijing 100044, China) 

Abstract:  Pattern-Based Bayesian model is one of the solutions for the classification problem in data mining. Most pattern-based 
Bayesian classifiers consider the supports of patterns in the dataset of the home class only. However, the supports of the patterns in the 
counterpart class are ignored. In addition, for the high-speed dynamic changes and infinite data stream, pattern-based Bayesian classifier 
which aims at static datasets can not work. To overcome these problems, EPDS (Bayesian classifier algorithm based on emerging pattern 
for data stream) is proposed. EPDS is a Bayesian classification model based on the emerging patterns discovered over data stream. In this 
model, EPDS presents a simple hybrid forests (HYF) data structure to maintain the itemsets of the transactions in memory, and uses a fast 
pattern extracting mechanism to accelerate the algorithm. EPDS adopts partially-lazy learning strategy to update emerging itemsets 
continuously, and establishes a local classification model in each class for the test transaction. Experimental results on real and synthetic 
data streams show that EPDS achieves higher classification accuracy compared to other classic classifiers. 
Key words:  data stream; emerging pattern; Bayesian; data mining 

数据流中数据以高速的、无限流动的形式产生[1],并且数据的分布可能随着时间发生变化.相对于传统的静
态数据 ,基于数据流的模式分类模型要面对一些新的挑战 [2]:(1) 算法只能对数据进行一次扫描(one-pass);   
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(2) 算法要能适应数据的变化;(3) 算法要受到计算机内存空间的限制. 
在传统的静态数据集合环境下,基于模式的贝叶斯分类模型是解决分类问题可行的办法之一,指的是在大

规模数据集合中抽取模式集合,再根据抽取到的模式集合建立贝叶斯分类模型.然而,在静态数据集合中的算法
不能满足数据流环境的挑战,且基于模式的贝叶斯分类模型大多关注于模式 X 在待预测类 ci的数据集合(即目
标数据集合)中的支持度,而忽略了对模式 X 在其他非 ci类的数据集合(即对立数据集合)中支持度的考量,也就
是忽略了对模式 X在 ci类和非 ci类之间区分度的考量,进而影响分类效果. 

为此,本文提出了基于显露模式(emerging pattern,简称 EP)[3]的数据流贝叶斯分类模型(Bayesian classifier 
algorithm based on emerging pattern for data stream,简称 EPDS).显露模式是支持度从一个数据集到另一个数据
集有明显变化的模式[4,5].显露模式能够捕捉两类数据集上属性之间的差异,具有很好的分类性能[4]. 

EPDS 使用半懒惰式学习策略.半懒惰式学习(partially-lazy learning)是一种介于懒惰式学习和急切式学习
之间的学习策略.半懒惰式分类器适于处理高度动态和复杂的学习环境,例如数据流[6].EPDS 分类模型在训练
阶段用数据流的滑动窗口机制捕获局部数据,并随数据的流动实时更新局部数据.当有分类请求时,EPDS 根据
待分类事务从当前局部数据中抽取显露模式,并建立针对待分类事务的特定局部分类模型. 

为了满足数据流环境下挖掘显露模式的要求 ,本文提出了一种单次扫描算法 (find emerging pattern 
algorithm on data stream,简称 FEP).为了实现对数据的密集存储 ,该算法基于 SFI-forest(summary frequent 
itemset forest)[7]提出了结构更为简单的混合森林(hybrid-forest,简称 HYF)结构来存储捕获到的数据所包含的项
集.同时提出了基于待分类事务的显露模式抽取机制以提高算法效率. 

EPDS 分类模型抽取相互独立的,既能表达尽可能多的属性之间的关联关系,又具有尽可能高的类间区分
度的显露模式.对数据流中显露模式抽取不完全的情况和显露模式增长率很高而支持度很低的情况,EPDS 用
平滑技术处理未被覆盖的项,并用增长率对显露模式的支持度进行修正. 

本文的创新点如下: 
(1) 采用半懒惰式学习策略,在不断更新的显露模式集合上,根据待分类事务建立局部的分类模型,提高

分类效率; 
(2) 提出了能够满足数据流分类任务需要的简单的混合森林结构来对数据集中的项进行密集存储,提升

数据流的处理速度; 
(3) 提出了给定项限制的显露模式抽取机制,减少生成的候选项集数量,并在显露模式抽取不完全的情况

下对未被抽取的项使用平滑技术处理. 
本文第 1 节介绍本文用到的基本概念和相关的研究现状.第 2 节描述数据流上显露模式的挖掘算法,具体

包括基于滑动窗口的混合森林结构的建立和更新机制以及显露模式的挖掘方法.第 3节介绍EPDS分类器,具体
包括选取显露模式建立贝叶斯概率估计的原则、修正显露模式支持度的方法以及分类器的训练和预测过程.
第 4节将通过实验来评价 EPDS分类器.第 5节讲述本文的结论和将来的工作. 

1   相关概念及研究现状 

基于数据流显露模式表示的贝叶斯分类器利用挖掘显露模式所发现的属性之间的相互关系来计算对贝叶

斯联合概率的估计.本节将介绍相关的基本概念和研究现状. 

1.1   基本概念和定义 

本文关注数据流环境下显露模式挖掘及其分类.相关的定义如下. 
定义 1(数据流). 事务数据流 DS=[T1,T2,…,Tn,…)是事务的无限序列.其中,Tn 表示当前最新的事务,是数据

流 DS的第 n个事务. 
定义 2(项). 设 A是数据的一个标签,常被称为属性,用于描述数据的一个特征.Ω是属性 A对应的离散的值

域,那么项是属性 A与其取值 ai(其中,ai∈Ω)的序偶〈A,ai〉.通常用属性取值 ai来表示项〈A,ai〉. 
设 A={A1,A2,…,An}表示属性的集合,Ω={Ω1,Ω2,...,Ωn}表示 n个离散型属性分别对应的取值空间.数据流 DS
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的一个事务 Ttid={a1,a2,…,am}是项的集合,tid是事务的标识,m是事务 Ttid中项的个数,m≤n.每个事务 Ttid中只包

含每个属性的最多 1个项. 
定义 3(数据流项集的支持度). 数据流 DS 和项集 X,X 的支持度(Support(X))是指数据流 DS 中包含项集 X

的事务的数量(Count(X))与数据流 DS所有事务的数量(|DS|)的商,如公式(1)所示. 

 ( )( )
| |

Count XSupport X
DS

=  (1) 

因为数据流DS是无限的事务集合,所以直接用数据流中所有事务的数量来计算支持度是不合适的.本文用
滑动窗口模型进行数据流的挖掘任务. 

定义 4(滑动窗口). 滑动窗口 Wn−|W|+1=[Tn−|W|+1,Tn−|W|+2,…,Tn]是定义在数据流 DS上包含最近的|W|个事务的
集合,其中,|W|是滑动窗口的大小,也就是窗口中事务的个数. 

在滑动窗口机制中,我们只考虑距离当前最近的|W|个事务.此时,项集 X的支持度可以表示为 

 ( )( )
| |

Count XSupport X
W

=  (2) 

因为本文要研究数据流的分类问题,不光需要知道项集在窗口所有数据集中的支持度,还需要知道项集在
由各个不同类的事务所构成的类数据集中的支持度,我们称其为数据流项集的类支持度. 

定义 5(数据流项集的类支持度). 设 C是数据流DS的类属性,ΩC={c1,c2,…,ck}是类属性的取值空间,Ci表示

窗口 W中类属性值为 ci的事务的集合,那么数据流项集 X的类支持度(Supporti(X))的定义为 

 
( ) |
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| |
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i

i

Count X
Support X

C
==  (3) 

其中, ( ) |
iC cCount X = 是当前窗口的事务集合 Ci中包含项集 X的事务的数量. 

定义 6(频繁模式). 数据流DS的窗口W中,当项集 X的支持度 Support(X)大于最小支持度阈值(minSupport)
时,则称 X为频繁项集,也称为频繁模式.频繁模式的集合 FP={X|Support(X)≥minSupport}. 

定义 7(项集的增长率)[3]. 数据流 DS 的窗口 W 中,所有事务被划分为两个不同的事务子集 D1 和 D2,即
D1∩D2=∅,D1∪D2=D,项集 X从 D1到 D2的增长率 Growth(X,D1,D2)定义如下: 
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定义 8(显露模式). 项集 X,如果 Growth(X,D,D2)不小于给定的增长率阈值ρ,即 Growth(X,D1,D2)≥ρ,就可以
称 X 为从事务集合 D1到事务集合 D2的ρ -EP,或者简单地称项集 X 是 D2的 EP.其中,D2称为显露模式的目标事

务集合,D1称为显露模式的对立事务集合. 
我们把类值为 ci的事务集合称为目标事务集,记为 Ci;所有非 ci类的事务集合称为对立事务集合,记为 iC′ .

项集 X从对立事务集 iC′到目标事务集 Ci的增长率就表示 Growth(X, iC′ ,Ci).本文就是要从窗口事务中为每个类
ci挖掘 Growth(X, iC′ ,Ci)≥ρ的显露模式,并基于显露模式建立贝叶斯分类模型. 

1.2   研究现状 

分类是指在已有的训练数据上学习一个分类模型,以建立数据集中的数据记录与给定类别之间的映射关
系,从而可以对类别未知的数据记录进行预测.贝叶斯分类器[8]是一种已被广泛研究的分类器.对贝叶斯理论中
联合概率的计算,是构造贝叶斯分类模型的一个难点.研究者往往通过一些简化模型来降低联合概率的计算难
度,其中,最经典的简化模型是 NB(naïve Bayes),这是一个条件独立性假设模型.NB模型把概率 P(Ttest,ci)的计算
转化为公式(5)的形式. 
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然而在现实数据中,NB提出的这种条件独立性假设是很少成立的.因此,之后又提出了许多弱化NB的强条
件独立性假设的算法.总的来说,这些算法可以分为两种类型:一种是贝叶斯网络[1,9],这种算法研究的是属性之
间的低阶依赖;另一种是基于模式的贝叶斯算法,这种算法研究的是属性之间的高阶依赖,通过在数据集中抽取
频繁模式来建立联合概率 P(Ttest,ci)的乘积近似值[10−13].目前,存在条件依赖模型和条件独立模型两种估计联合
概率乘积近似值的模型. 

条件依赖模型给出了属性间的依赖关系.设给定的数据流 DS包含属性 A1,A2,A3,A4,A5和类属性 C.ci是类属

性的任意值,Ttest={a1,a2,…,a5}是待分类事务,公式(6)是条件依赖模型对联合概率 P(Ttest,ci)估计的表示形式: 
 P(Ttest,ci)=P(a1,a2,…,a5,ci)≈P(ci)P(a1|ci)P(a2|a1ci)…P(a5|a1a2a3a4ci) (6) 

条件独立模型给出了属性集间的独立关系.公式(7)是条件独立模型对联合概率 P(Ttest,ci)估计的表示形式: 
 P(Ttest,ci)=P(a1,a2,…,a5,ci)≈P(ci)P(a1a2|ci)P(a3a4a5|ci) (7) 

在已有的基于静态数据集合的贝叶斯估计方法中,一类是基于条件依赖模型构建乘积近似估计[9,14].当有
分类请求时,模型抽取相应的频繁项集,并依据条件依赖模型用抽取的项集建立乘积近似估计.这种方法为待分
类事务在每个类下都建立相同结构的乘积近似估计.另一类是基于条件独立模型来建立联合概率的乘积近似
估计[10,11].EnBay[10]分类算法选择相互独立的、尽可能长的、能够完全覆盖待分类事务的、尽可能少的频繁项

集来建立分类器.EnBay 在各类标值下为待分类事务构建不同结构的贝叶斯联合概率的乘积近似估计.但是
EnBay需要反复计算项集所属属性集之间的依赖程度,影响了响应分类请求的速度. 

DSM-FI7]算法用于在事务型数据流上增量地挖掘频繁项集.算法是单次扫描的批处理算法,使用界标窗口
模型来获取流数据,提出了 SFI-forest数据结构用于保存数据流中事务的摘要信息,并且提出了频繁项集查找机
制.然而,该算法更关注挖掘长频繁模式.MSW[15]算法采用 SW-tree 单遍扫描流数据并捕获最新的模式信息,进
而挖掘数据流任意大小滑动窗口内的频繁模式.然而 SW-tree 中各结点需按预先定义的全序关系排列,影响算
法的通用性.且两个算法都没有进行分类的挖掘. 

显露模式能够捕获带时间戳数据的显著趋势,或不同类型数据之间的显著特征[5].当前,显露模式主要用于
解决分类问题[16].基于显露模式的分类器有分类精度高、易于理解等特点[17],已被应用于流数据分析、入侵检
测、图像处理等领域[5,17,18].BCEP[19]和 MaxEPs[20]是两个著名的基于显露模式的贝叶斯分类模型.BCEP算法选
择长的和支持度大的显露模式来估计每个类的贝叶斯乘积近似.MaxEPS算法选择没有任何超集是显露模式的
最长显露模式来构建贝叶斯分类模型.两种算法都通过缩小候选项集的范围来提高计算效率.但这两种算法都
存在构建分类器的显露模式之间有重叠的问题,且都没有用于数据流环境.DFP-SEPSF[16]采用动态频繁模式树

结构实现对项集的压缩存储,实现在数据流环境下挖掘频繁模式,并且提出了不同于文献[3]中边界运算的挖掘
强显露模式的新方法,但是并没有提出基于显露模式构建分类器的方法. 

2   基于数据流的显露模式挖掘算法 

本文提出了一种单次扫描算法 FEP,采用滑动窗口机制获取数据流的数据,并采用结构更为简单的混合森
林结构存储数据中的项,进而挖掘频繁项集,然后利用边界运算挖掘显露模式. 

2.1   数据流中项集的生成和更新 

FEP 算法使用滑动窗口机制来获取数据流中的数据.设当前滑动窗口 SW=[T1,T2,…,T|SW|],其中,|SW|是滑动
窗口的大小,Ti为 FEP读取的事务,i∈{1,2,...,|SW|}.将 Ti按类标 ci∈C(设定类属性的取值空间为 C)进行划分,在划
分的事务集上建立子森林 HYFi,由各个划分的事务集合上建立的子森林结构组成混合森林结构,HYF={HYFi}, 
∀ci∈C.根据待分类事务抽取项集时,将分别在不同类值的子森林结构 HYFi中抽取相应的项集.算法主要包括以
下 3个步骤. 

• 首先,FEP 算法读取当前窗口中的事务,并且按其类标值对事务进行划分,然后将事务插入到相应划分
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的子森林结构 HYFi,其中,ci∈C是读取的当前事务的类标值; 
• 然后,当窗口中的事务更新时(删除旧事务,接收新事务),FEP 算法从混合森林结构 HYF 的子森林结构

HYFj(HYFj是被删除的旧事务所在的划分的子森林结构)中删除旧事务的信息,并把当前窗口新接收的
事务的信息添加到相应类标值的子森林结构中; 

• 最后,当接到分类请求时,FEP 算法结合待分类事务中的项的限制,在依据当前窗口事务集合所建立的
混合森林结构 HYF={HYFi}的各子森林结构中分别抽取每个类的频繁项集集合,再利用抽取的频繁项
集挖掘每个类的显露模式. 

混合森林结构 HYF 由多个子森林结构组成,每个子森林结构是对数据流 DS 中任意类 ci的所有事务的紧

凑表示,标记为 HYFi.混合结构 HYF的定义如下. 
(1) HYF={HYFi},i∈{1,2,…,k}.每个子森林结构 HYFi都包含 3 个组成部分:频繁项列表(a list of frequent 

items,简称 FI-list)、频繁项树(frequent item tree,简称 FIT)和辅助频繁项列表(a list of subsequence 
frequent items,简称 SFI-list). 

(2) FI-list是当前窗口中类 ci(其中,i∈{1,2,…,k})的事务集中包含的所有项的列表.FI-list中的每一个元素
都由 3个部分组成:{x,x.count,x.head-link},其中,x表示项,x.count表示当前子混合森林结构中包含项 x
的事务个数.x.head-link用于指向以该项为根的 x.FIT中的根结点,对于 FI-list中的每一个项,都对应有
一个 x.FIT和一个 x.SFI-list. 

(3) x.FIT是以项 x为根的树,树中每一个结点都由 3个部分组成:{x,x.count,x.node-link},其中,x.count表示
包含该结点的所有事务的个数.x.node-link 用于指向分支中的下一个结点,一般为项 x 所在事务的后
续项. 

(4) x.SFI-list是辅助项 x抽取频繁项集的列表,保存以项 x为根的 x.FIT中包含的所有项的信息.x.SFI-list
中的每个元素有两个部分组成:{e,e.count},其中,e表示项,e.count表示 x.FIT中包含项 e的事务的个数. 

以表 1中的数据集为例,说明 HYF的构建和维护方法.表 1的数据集有 5个属性,分别为 A1,A2,A3,A4,C,其中, 
C为类属性,第 1列 Tid表示每一个事务的序号.设用户给定的滑动窗口大小|SW|=6. 

Table 1  Transaction dataset 
表 1  事务数据集 

Tid A1 A2 A3 A4 C 
T1 a1 b1 d1 e2 c2
T2 a1 b1 d1 e1 c2
T3 a2 b1 d1 e2 c1
T4 a3 b2 d1 e2 c1
T5 a3 b3 d2 e2 c1
T6 a3 b3 d2 e1 c2
T7 a2 b3 d2 e1 c1

(1) HYF的构建方法 
HYF 的构建过程就是算法插入事务的过程.当 FEP 算法读取了一个事务 T={a1,a2,…,an,ci}时,按类值 ci将

事务划分到类事务集合 Ci中.然后,把事务 T 中除类值外的其他项作为一个新事务 T ′,即 T ′={a1,a2,…,an}.接着,
把新事务 T ′分解为若干个子事务,Ta1={a1,a2,…,an},Ta2={a2,…,an},…,Ta(n−1)={an−1,an},Tan={an},记为 Tai={ai,…, 
an},i∈{1,2,…,n}.完成映射后,FEP算法将每个项 ai插入到 FI-list中,并把该项对应的子事务 Tai插入到 ai.FIT,然
后更新 ai.SFI_list. 

以表 1的数据集为例,FEP算法读入第 1个事务 T1={a1,b1,d1,e2,c2},首先把 T1划分到类事务集合 C2中.然后, 
将去掉类值 c2的新事务 1T ′={a1,b1,d1,e2}映射为 4个子事务 Ta1={a1,b1,d1,e2},Tb1={b1,d1,e2},Td1={d1,e2},Te2={e2}, 

接着把 4 个项{a1},{b1},{d1},{e2}插入 FI-list,并把每个项对应的子事务插入到对应的 FIT 中,且更新相应的
SFI_list.图 1是插入第 1个事务后的子森林结构 HYF2. 

(2) HYF的维护方法 
HYF 的维护分为两个阶段:当窗口未满时,数据流 DS 有新事务到达,FEP 算法则直接把新事务插入到其类
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值对应的子森林结构中,这也就是窗口的初始化阶段. 
当 FEP算法读入第 6个事务后,滑动窗口已满.此时,类 c1的类事务集合 C1为{T3,T4,T5},类 c2的类事务集合

C2为{T1,T2,T6}.图 2为此时的事务集合 C2所构成的子森林结构 HYF2. 

FI-list

a1:1 b1:1 d1:1 e2:1

b1:1

d1:1

e2:1

d1:1

e2:1

e2:1

FIT

a1:1 b1:1 d1:1 e2:1

a1.SFI-LIST
b1.SFI-LIST
d1.SFI-LIST
e2.SFI-LIST e2:1

a1:1 b1:1 d1:1 e2:1
b1:1 d1:1 e2:1
d1:1 e2:1

 

Fig.1  HYF2 of C2 after insert T1 
图 1  插入 T1后,C2构成的 HYF2 
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d1:2 e2:1
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a3:1 b3:1 d2:1 e1:1a3.SFI-LIST

b3.SFI-LIST b3:1 d2:1 e1:1
d2.SFI-LIST d2:1 e1:1

 

Fig.2  HYF2 of C2 after insert T6 
图 2  插入 T6后,C2构成的 HYF2 

当窗口已满时,FEP算法要滑动窗口,也就是将窗口中最旧的数据删除,然后插入新读取的数据.删除旧数据
Told={a1,a2,…,an,ci}时,算法将维护对应的子森林结构 HYFi.对 HYFi的维护,算法先将事务映射为 n个子事务,然
后把 FI-list 中各项 a1,a2,…,an 的计数减 1,并把各项对应的 ai.FIT,i∈{1,2,…,n}中相关结点的计数减 1,且把
ai.SFI_list中相关元素的计数减 1.图 3为删除 T1后 C2所构成的子森林结构 HYF2. 
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Fig.3  HYF2 of C2 after sliding the window 
图 3  滑动窗口后 C2构成的 HYF2 
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2.2   给定范围下数据流显露模式的挖掘 

本文提出的基于显露模式的数据流分类算法 EPDS采用半懒惰式的学习策略,通过两个步骤来挖掘显露模
式:首先,有分类请求时,根据待分类事务 Ttest在混合森林结构 HYF 中分别抽取各类的频繁模式集合;然后,利用
边界算法[3]挖掘每个类的显露模式. 
2.2.1   给定范围下频繁模式的挖掘 

有分类请求时,EPDS 算法根据待分类事务 Ttest在混合森林结构 HYF={HYFi}中分别抽取每个类的频繁模
式集合.本文提出的抽取方法是一种给定抽取项范围的频繁项集抽取机制. 

给定的数据流 DS,待分类事务 Ttest={x1,x2,…,xn};当有分类请求时,在 HYF 的各个子结构 HYFi分别抽取与

待分类事务具有相同项的项集集合.对于每一个子结构的项集抽取,算法分以下几步进行. 
(1) 对于 Ttest={x1,x2,…,xn}中的每一项 xi,其中,i∈{1,2,...,n},在 FI_list中找到具有相同项的结点;如果找到,

则继续步骤(2);如果未找到,则换下一个项 xi+1在 FI_list中继续查找,直至找到;若 Ttest中所有项在当前

HYFi的 FI_list中都不存在具有相同项的元素,则返回空项集集合. 
(2) 根据在 FI_list中包含项 xi的元素找到项 xi对应的 xi.SFI_list;对于 xi在事务 Ttest中后续项{xi+1,xi+2,…, 

xn},分别在 xi.SFI_list 中找是否具有相同项的元素,若找到具有相同项的元素,则这些项连同 xi组成最

长项集{xi,xj,…,xk},设项集{xj,…,xk}是 xi.SFI_list找到相同项的项集集合. 
(3) 根据在 FI_list中包含项 xi的元素找到项 xi对应的 xi.FIT;检查找到的项集{xi,xj,…,xk}在 xi.FIT中是否

在同一分支上,设{xi,xj,…,xk}在同一分支上,则项集{xi,xj,…,xk}为找到的最佳项集.若{xi,xj,…,xk}中存
在不在同一条分支上的项,则对项集进行修剪,以删除不在同一分支上的项. 

(4) 根据用户给定的支持度阈值min_sup对最佳项集{xi,xj,…,xk}进行修剪,检查最佳项集中每一项的支持
度是否超过 min_sup,对最佳项集进行修剪从而得到最佳频繁项集. 

(5) 检查待分类事务,对未在最佳频繁项集中的项,重复执行步骤(1)~步骤(4),直到所有的项都被查找过. 
2.2.2   显露模式挖掘 

在抽取了每个类的频繁模式基础上,本文采用文献[3]提出的频繁模式集合的边界表示方法,并利用边界运
算来挖掘显露模式.以类 ci为例,挖掘显露模式的方法分 3步. 

(1) 找到目标类和对立类数据集中频繁项集 FPi和 iFP′的最大频繁项集; 
(2) 以空集为左边界和最大频繁项集为右边界的区间来表示频繁项集 FPi和 iFP′ ; 

(3) 用边界运算来挖掘类 ci的显露模式 EPi. 

3   基于显露模式的数据流贝叶斯分类器 

基于显露模式的贝叶斯分类器(EPDS)是半懒惰式分类器,在分类器的训练阶段对数据建立项集形式的密
集表达;当有分类请求时,才对待分类事务建立特定的局部分类模型. 

3.1   在数据流中估计联合概率 

EPDS 使用从数据流中抽取的显露模式来建立贝叶斯分类器.对于贝叶斯联合概率的估计,算法依照条件
独立模型来建立乘积近似值. 

(1) 抽取到的项集决定乘积近似值的结构. 
例如,给定的数据流 DS 包含属性 A1,A2,A3,A4,A5和类属性 C.ci是任意的类属性值,T={a1,a2,…,a5}是待分类

事务,为估计概率 P(T,ci)的值,算法需要在混合森林结构 HYFi 抽取项集.如果抽取项集集合为{{a1,a2},{a3,a4, 
a5}},则建立的用于估计概率的乘积近似值为 P(T,ci)≈P(ci)P(a1a2|ci)P(a3a4a5|ci). 

(2) 对同一个待分类事务在各个类标值上分别抽取项集,即乘积近似值的结构与类标相关[21]. 
例如,设定类属性 C有属性值 c1,c2.为预测待分类事务 T的类标,EPDS需要从子森林结构 HYF1和 HYF2中

分别抽取项集集合来建立概率 P(T,c1),P(T,c2)的乘积近似值. 
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(3) 对于给定的类标值,乘积近似值的每一个乘积项中所隐含的属性集之间相互独立. 
例如,联合概率 P(T,ci)的乘积近似值为 P(T,ci)≈P(ci)P(a1a2|ci)P(a3a4a5|ci),其中乘积项 P(a1a2|ci)和 P(a3a4a5|ci)

的属性集分别为{A1,A2}和{A3,A4,A5},则对于给定的类标 ci,这两个属性集相互独立. 
下面我们描述 EPDS中抽取显露模式的原则.用于估计联合概率的项集必须满足的条件的优先级由高到低

依次为: 
(1) 选择的显露模式之间不包含重复项.两个显露模式不包含重复的项,即这两个显露模式的项的集合之

间不存在交集.如果选择的显露模式之间存在重复的项,则构建的联合概率估计就不满足属性独立 
假设. 

(2) 选择的显露模式增长率尽可能地大.由定义(9)可知,一个新事务 T 若包含从事务集合 iC′到 Ci的支持 

度增长明显的显露模式,则事务 T属于类 ci的概率高于非 ci类. 
(3) 选择的显露模式尽可能长.显露模式的长度指显露模式中包含项的个数.抽取的显露模式越长,考虑

的属性依赖关系就越多,就越能弱化朴素贝叶斯的强独立性假设,联合概率估计的乘积项也就越少. 
(4) 选择的显露模式的类支持度尽可能地大.在贝叶斯理论中,把新事务 T预测为目标类 ci,则要求联合概

率 P(T,ci)的值最大,即构成联合概率估计的乘积因子的值越大越好.因此,应该选择类支持度较大的显
露模式来估计联合概率.用模式的支持度来估计联合概率时,支持度要用公式(9)做修正. 

(5) 选择的显露模式集合尽可能地覆盖待分类事务所包含的项.数据流分类算法使用有限的内存来处理
无限的数据,不能遍历整个数据集来抽取显露模式.另一方面,数据流还存在概念漂移的情况.尽管本
文使用滑动窗口模型保证了分类模型在一定程度上避免概率漂移的发生,但可能存在抽取的显露模
式的集合不能完全覆盖待分类事务的情况.在本文中,把未被覆盖到的属性作为一个整体(项集)来估
计联合概率.这样能够最小化满足独立性假设的项集的数量,使得乘积近似更加符合条件独立模型.
本文使用 Laplace平滑[19]来处理未被覆盖的属性集合. 

图 4(a)给出了测试事务 T={a1,a2,a3,a4,a5,a6}在朴素贝叶斯的强条件独立假设模型下的情形.图 4(b)给出了
测试事务 T在基于显露模式弱条件独立假设模型下的理想情形.图 4(c)给出了测试事务 T在基于显露模式弱条
件独立假设模型下未被覆盖的情形.此时,属性 A5和 A6是未被覆盖的属性.本文中将未被覆盖的属性作为一个
整体,用 Laplace估计来处理,条件概率 P(a5a6|ci)的值为 

 5 6
5 6

1   ( | )
( ) ( ) ( )i

i

P a a c
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其中,attnum(A5)和 attnum(A6)是属性 A5和 A6的取值个数,count(ci)是窗口 SW中类值为 ci的事务个数. 
 
 
 
 
 

 
 

Fig.4  Three cases of conditionally independent assumption model 
图 4  条件独立假设模型的 3种情形 

3.2   显露模式支持度的调整 

需要注意的是,本文优先选择增长率大的显露模式 X.尽管 X 从非 ci类的对立事务集合 iC′到 ci类的目标事 

务集合 Ci的增长率大于阈值ρ,但是也存在 X 在类 ci的事务集合 Ci中的类支持度 Supporti(X)却不高的情况.在
数据流中,由于数据量是无限的,数据分布也是不断变化的,而我们只在当前窗口的事务中抽取显露模式,因此,
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挖掘到具有低支持度高增长率度显露模式的情况更可能会出现.如果直接用 Supporti(X)来估计 P(X),则会产生
比较低的联合概率估计,造成分类结果不理想. 

为了降低这种情况的影响,本文采取两个策略使得选择的显露模式更合适,使得估计的联合概率更合理. 
(1) 选择的显露模式 X 在目标类 ci的事务集合 Ci中要满足支持度阈值δ,保证显露模式 X 在目标类 ci的

事务集合 Ci中有一定的覆盖度. 
(2) 用显露模式 X的增长率 Growth(X, iC′ ,Ci)对在事务集合 Ci中的支持度 Supporti(X)进行修正,用修正后 

的 Suppornewi(X)来估计 P(X).公式(9)给出了修正显露模式类支持度的方法. 
 ( ) ( ) ( , , )newi i i iSupport X Support X Growth X C C′= ⋅  (9) 

由于对支持度做了修订,因此最后需要对各类求得的概率做归一化处理. 

3.3   分类器的训练 

EPDS 分类器的训练阶段的主要工作是处理数据,即抽取并维护事务中的项,以方便后续分类模型的建立.
所以在这一阶段的主要任务是建立混合森林结构,当有新的数据生成时,更新滑动窗口和相应的混合森林结构.
算法 1描述了在训练阶段使用滑动窗口模型处理数据的完整过程. 

算法 1. FEP: Find Emerging Pattern Algorithm on Data Stream. 
输入:数据流 DS=[T1,T2,…,Tn,…),滑动窗口大小|SW|. 
输出:混合森林结构 HYF={HYFi},其中,i为对应的类标值. 
01: for all T in DS 
02:   //w是当前窗口中事务的个数. 
03:   If w<|SW| 
04:     w=w+1; 
05:     HYFBuilding(T,HYFi); 
06:   end if 
07:   Else 
08:     w=w−1; 
09:     deletefromHYF(Told,HYFi); 
10:     w=w+1; 
11:     HYFBuilding(T,HYFi); 
12:   end if 
13: end for 
当数据流中的新事务到来时,算法先判断窗口是否已满:若窗口未满,则将事务加入窗口,并根据事务的类

标将事务加入相应的子森林结构(第 4行、第 5行);若窗口已满,则在窗口和相应的子森林结构中删除最旧事务
的信息,再将新事务加入窗口和对应的子森林结构中(第 8行~第 11行). 

3.4   类标预测 

EPDS是基于显露模式的数据流贝叶斯分类器,分类器采用半懒惰式的学习策略.对于一个待分类事务 Ttest, 
EPDS 在每个类值所对应的子森林结构 HYFi 中抽取频繁模式,然后利用边界运算方法挖掘每个类的显露模式
集合,最后从显露模式集合中选取模式来构建局部分类器.算法 2描述了 EPDS预测类标的过程. 

算法 2. ClassPrediction(HYF,Ttest,min_supi,min_supj). 
输入:HYF={HYFi},测试事务 Ttest,类 ci 的最小用户支持度阈值 min_supi,非类 ci 的最小用户支持度阈值

min_supj. 
输出:待分类事务 Ttest的类标 c. 
01: for all ci in C 
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02:   finalItemset=∅; 
03:   while Ttest≠null do 
04:      //分别从 HYFi和其他非 ci的子森林结构 HYFj中抽频繁模式 
05:      FpatternCi=selectFPItemset(Ttest,HYFi,min_supi); 
06:      FpatternCj=selectFPItemset(Ttest,HYFj,min_supj); 
07:      //挖掘显露模式 
08:      EPsets=MBD_LLBORDER(FpatternCj,FpatternCi); 
09:      //从显露模式集合中选择估计联合概率的显露模式 
10:      bestFpattern=selectEPset(EPsets); 
11:      //移除测试事务项集集合中已被选为最佳项集的项 
12:      Ttest=Ttest/bestFpattern; 
13:      finalItemset=finalItemset∪bestFpattern; 
14:   end while 
15:   //l是 finalItemset中的子集 
16:   P(Ttest,ci)=P(ci)Π l∈finalItemsetP(l|ci); 
17: end for 
18: return the class ci with maximal P(Ttest,ci); 
算法首先对待分类事务在每个类标下挖掘频繁模式集合,然后利用边界运算挖掘每个类的显露模式集合,

再从每个类的显露模式集合中分别抽取用于估计联合概率的显露模式集合(第 3行~第 14行).并根据抽取到的
显露模式集合分别估计每个类的联合概率值(第 16 行).再比较各个联合概率值的大小,从而对待分类事务的类
标进行预测(第 18行). 

EPDS分类器的存储空间依赖于滑动窗口中项的数量.假设当前窗口中项的数量为m,则算法的空间复杂度
为O(m2).EPDS分类器的运算主要是项的查询和比较.随着窗口中项的数量的增加,算法的运行时间也会相应地
增加.同时,EPDS是半懒惰式分类器,会有比懒惰式分类器快的处理速度. 

4   实验分析 

本文进行的实验主要从分类精度对算法的性能进行评价.本文采用 UCI 机器学习库中的真实数据集以及
由数据生成器生成的合成数据集来进行实验.实验平台是 Massive Online Analysis(MOA)[22].实验在 3.60GHz、
Intel(R) Core(TM)i7-4790 CPU、8G内存、Windows 7系统的计算机上进行. 

4.1   数据集 

本文使用的 3个真实数据集分别是来自 UCI数据集(http://archive.ics.uci.edu/ml/)的 EEG,Firm和MAGIC;5
个合成数据集分别是由数据生成器 Agrawal Generator[21]生成的 AGRAWAL、Random RBF Generator生成的
RBF、random RBF drift 生成的 RBF Drift、SEA Generator[23]生成的 SEA 和 STAGGER Generator[14]生成的

STAGGER.每个合成数据集都由 100 000条事务组成.数据生成器都来自 MOA平台.各数据集的主要特征在表
2中给出. 

表 2中的属性 Attribute不包含类属性.从表中可以看出,EEG,MAGIC,AGRAWAL,RBF,RBF Drift和 SEA中
包含的有连续型属性.而本文的 EPDS 分类器要求数据均为名称型属性,在算法中对相关数据集进行了离散化
预处理操作.本文的离散化操作采用的是 Weka(http://www.cs.waikato.ac.nz/ml/weka/)平台上的最小化信息熵的
启发式算法[24]. 

表 2 也给出了各数据集离散化后的特征信息.表中的 Items 也不包含“类属性-值”对.另外需要注意的是,在
离散化后的数据集中,存在一些属性在离散化后只有 1 个值的问题,这些属性会干扰贝叶斯理论的概率估计.对
于这种情况,我们做了第 2步预处理,即删除掉这样的属性.AGRAWAL和 SEA数据集离散后的属性个数分别变
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为 4和 2. 

Table 2  Real and synthetic data sets 
表 2  真实数据集和合成数据集 

Dataset Transaction Attribute Items Classes Continuous Nominal Discretized 
EEG 14 980 14 0 14 82 2 
Firm 10 800 0 19 19 38 2 

MAGIC 19 020 10 0 10 79 2 
AGRAWAL 100 000 5 3 4 49 2 

RBF 100 000 10 0 10 254 2 
RBF Drift 100 000 10 0 10 254 2 

SEA 100 000 3 0 2 23 2 
STAGGER 100 000 0 3 3 9 2 

 

4.2   实验模型 

本文对算法性能的评价采用的是预测误差估计法(prequential error estimators)[25].本文对所有数据集,将滑
动窗口的窗口大小 w固定为 w=10%×n,其中,n是数据集的事务个数;将模式在目标类和对立类数据集合中的最
小支持度阈值固定为同一个较小的值,min_supi=min_supj=0.01%×w,其中,w是当前窗口大小.对于显露模式的支
持度从对立类数据集合到目标类数据集合的增长率,本文在选择用来构建贝叶斯概率估计的显露模式时,每次
都选择增长率尽可能大的模式,因而没有再设置最小增长率阈值. 

4.3   结果分析 

为了对比 EPDS分类器的性能,本文选择MOA平台上的多种类型的分类器以提高实验的全面性.实验所用
的对比分类器包括:数据流贝叶斯分类器 Naïve Bayes(NB),Naïve Bayes Multinomial(NBM)[26];懒惰式分类器
k-NN[27],k-NN with PAW(PAW)[27];关联型分类器 Rule Classifier(RC)[28],Rule Classifier Naïve Bayes(RCNB)[28]以

及其他的数据流分类器 Hoeffding Tree(HT)[29],Hoeffding Option Tree(HOT)[30],SGD,ORTO[31],FIMTDD[32]. 
表 3 展示的是各分类器在实验数据集上的分类精度.其中,第 2 列~第 12 列分别给出了各对比分类器的分

类精度,第 13列给出了 EPDS的分类精度. 

Table 3  Accuracy comparison with other classifiers 
表 3  与其他分类器的分类精度对比 

Datasets NB NBM k-NN PAW RC RCNB HT HOT SGD ORTO FIMT-DD EPDS
EEG 83.60 82.30 91.20 91.10 90.60 90.40 79.60 86.30 90.70 90.70 90.70 87.10
Firm 99.70 99.80 100.0 100.0 100.0 100.0 100.00 100.0 100.0 100.0 100.00 100.0

MAGIC 47.50 68.50 100.0 100.0 100.0 100.0 100.00 100.0 100.0 − − 100.0
AGRAWAL 94.9 67.38 90.38 90.3 91.86 93.92 94.94 94.95 67.42 67.44 67.44 95.79

RBF 75.77 68.77 79.14 81.07 53.36 72.89 78.72 78.87 68.48 49.91 49.91 78.80
RBF Drift 75.77 68.77 79.14 81.07 53.36 72.89 78.72 78.87 68.48 49.91 49.91 78.80

SEA 86.46 64.14 78.76 80.87 70.06 83.88 87.83 87.95 66.65 35.83 35.83 89.60
STAGGER 100.0 92.70 100.0 100.0 100.0 100.0 100.00 100.0 88.50 88.50 88.50 100.0

Average 82.96 76.55 89.83 90.55 82.41 89.25 89.98 90.87 81.28 68.90 68.90 91.26

从表 3 可以看出,EPDS 的平均分类精度优于其他各种分类器.下面我们具体分析与每种分类器的对比   
情况. 

(1) 与数据流贝叶斯分类器相比,EPDS 分类器的分类精度只在 STAGGER 数据集上与 NB 算法相持平,
而整体上都优于 NB和 NBM. 

(2) 与懒惰式的数据流分类器相比,k-NN 和 PAW 算法只分别在 EEG,RBF 和 RBF Drift 数据集上有更优
的精度,而 EPDS分类器在大多数数据集上的分类精度都持平或优于 k-NN和 PAW算法,分类精度的
均值均优于 k-NN和 PAW算法. 

(3) 与关联型数据流分类器相比,EPDS 分类器在大多数数据集上的分类精度和所有数据集上的分类精
度均值都优于 RC和 RCNB算法. 
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(4) 与其他数据流分类器进行比较,EPDS 分类器在大多数数据集上的分类精度和所有数据集上的分类
精度均值也都优于 HT,HOT,SGD,ORTO和 FIMTDD算法. 

从表 3中还可以看到,ORTO和 FIMT-DD算法在 3个合成数据集 RBF,RBF Drift和 SEA上的分类精度相
对于其他分类器有明显降低.ORTO和 FIMT-DD算法是基于回归树的算法,算法中采用基于标准差的分割度量
标准.而实验中对 3 个合成数据集的数值型属性进行离散化的过程中会有一定程度的数据信息损失,使得
ORTO 和 FIMT-DD 算法在这 3 个数据集上的分类精度降低.同时我们也注意到,在真实数据集 MAGIC 上,NB
算法的分类精度也有明显的降低.这是因为MAGIC数据集中属性之间有较大的关联度,与 NB算法中属性间的
强独立性假设不一致,而 EPDS算法则减弱了 NB的强独立性假设,获得了较高的分类精度. 

分析认为,EPDS算法能够有较好的性能是因为存在以下 3个方面的优势. 
(1) 采用半懒惰式学习方式,针对待分类事务建立局部的分类模型,使模型更具有针对性,有助于分类器

性能的提升. 
(2) 使用具有很好分类性能的显露模式基于条件独立模型来估计联合概率的近似值,同时考量了模式在

不同类之间的支持度变化,并对用于估计联合概率近似值的支持度进行了修正,降低了增长率较高而
支持度较低的显露模式对分类性能的影响. 

(3) 对同一待分类事务,在不同的类标值上分别建立联合概率乘积近似结构,提高了算法对不同类的数据
的适应性. 

以上 3 个优势使得分类模型建立的过程能够更好地获取数据中属性之间的依赖关系,以及更多地考虑模
式在类与类之间的区分度,进而提高分类正确率. 

5   结  论 

本文提出了一个基于显露模式的数据流贝叶斯分类器 EPDS.EPDS 采用滑动窗口机制,提出混合森林结构
HYF 对数据进行密集存储.EPDS 采用半懒惰式学习策略,根据待分类事务来选取每个类下的显露模式集合,并
建立局部的分类模型.本文设计了属性独立假设下的显露模式抽取机制,使得在估计联合概率时既考虑了属性
之间的关联关系,也考虑了模式在目标类和对立类数据集合间的区分度.实验结果表明,EPDS 比其分类器有较
好的分类精度. 

本文介绍的模型主要关注于二值分类问题,并且也仅关注于和各类数据流分类算法在分类精确度上的比
较.将来的工作方向包括进行分类模型自身相关参数对分类性能影响的研究,如窗口大小、最小支持度,并可以
把该模型扩展到多类值数据流分类问题上,以及延伸到数据流概念漂移问题上等. 
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