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摘  要: 与传统的以网页页面集合的方式呈现搜索结果不同,实体搜索的结果是实体或实体集合,其优点是无需

用户在纷杂的网页里面进行二次查找,更能提升用户的搜索体验.实体搜索的任务可以分为相关实体搜索和相似实

体搜索.对近年来这两类任务的实体搜索技术进行综述.首先给出了实体搜索的形式化定义,并介绍了常用的评测指

标;然后,对两种不同形式的实体搜索任务在两类数据源(非结构化数据集和结构化数据集)上的主要研究方法进行

了详细的阐述和对比;最后,对未来的研究内容和发展方向进行了探讨和展望. 
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Abstract:  Entity search differs from traditional search engines in that the results of traditional search engines are Web pages, whereas the 
results of entity search are entities which can enhance the user's search experience. Entity search can be further categorized into the task of 
related entity search and the task of similar entity search. In this paper, a survey is presented on the techniques of entity search. Firstly, entity 
search is defined formally, and frequently used evaluation measures are introduced as well. Secondly, the algorithms of the two different types of 
entity search on two different data sources (unstructured data and structured data) are reviewed in details. Finally, open research issues and 
possible future research directions are discussed. 
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关键字搜索是当前搜索引擎所采用的主流搜索技术,是一种存在性搜索技术,返回给用户包含关键字的网

页列表,用户往往需要进一步浏览这些网页并且过滤掉大量无用信息才能找到真正想要的结果.这个过程信息

消费代价高,显著降低了用户体验,用户更希望能够直接得到答案.比如,查询“贝拉克·奥巴马的妻子是谁”,用户

希望搜索结果是简洁的信息条目“米歇尔·奥巴马”,而不是大量的网页,这种搜索就是实体搜索(entity search).实
体搜索的显著特点就是直接给出答案,它关注的是对象,对象可以是各种不同的类别,比如人、电影、公司、小
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说等.例如:查询“贝拉克·奥巴马的妻子”希望得到的就是类别为“人”的具体实体;而查询“汤姆·汉克斯主演的电

影”,希望得到的是类别为“电影”的实体列表.文献[1]中通过对用户搜索日志的分析,用户的搜索意图是实体的

占所有搜索的比重高达 52%.可见,实体搜索在信息检索中占了非常大的比重. 
为了推动实体搜索任务的研究,一些知名的信息检索竞赛也都出现了实体搜索任务.INEX(initiative for 

evaluation of XML retrieval)从 2007 年开始便有了实体搜索的任务(INEX-XER)[2];TREC(text retrieval Conf.)从
2009 年开始有实体搜索任务[3];QALD(question answering over linked data)[4]是基于链接数据(比如 DBpedia 等)
做问答竞赛,其查询结果也是实体或者实体列表;SemSearch(semantic search challenge)关注到实体搜索的重要

性,从 2008 年开始举办第一届研讨会及搜索竞赛.另外,SIGIR 从 2011 年开始举办第一届面向实体搜索研讨会

(entity-oriented search workshop).国内外各大搜索引擎公司也都推出了实体搜索相关服务,如图 1 所示:当在搜

索引擎中输入查询“不爱叫的狗”,搜索引擎直接将狗按喜叫程度进行排序,以图片形式返回给用户,这样的搜索

结果一目了然,为用户节省了大量时间,提升了用户搜索体验.类似的搜索还有很多,比如“冬季开花的植物”“省
会城市”等.可见,实体搜索越来越引起工业界和学术界的关注和研究. 

 

Fig.1  An example of entity search 
图 1  实体搜索示例 

本文第 1 节总体概述实体搜索的定义、任务分类及常用的评测指标.第 2 节对相关实体搜索技术在非结构

化数据集和结构化数据集上的研究进展进行分类、对比和总结.第 3 节对相似实体搜索技术在两种不同数据集

上的研究进展进行综述.第 4 节是对全文的总结及未来研究工作的展望. 

1   实体搜索概述 

本节首先给出与实体搜索相关的几个术语,然后对实体搜索流程做了简单介绍,同时对实体搜索任务及相

关的研究方法做了分类综述. 

1.1   相关定义 

• 实体(entity):指现实或虚拟世界中具有特定语义的任何对象或者概念都可以看做是实体,用符号 e 表

示实体,比如:“贝拉克·奥巴马” “北京” “阿甘正传”等; 
• 实体类别(entity class):每个实体都有对应的类别信息,比如实体“北京”是“地方”“城市”.类别体系构成

一个层次结构,比如:“机构”是一种类别,机构又包括“公司”“学校”“党派”等不同类别; 
• 实体关系(entity relation):表示实体之间的关系,比如“贝拉克·奥巴马”和“米歇尔·奥巴马”两个实体之间

的关系为“夫妻”; 
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• 实体搜索(entity search):指根据实体与给定查询的相关性或相似性对实体做排序,形式化定义为四元

组{D,q,F,R(q,ej)},其中, 

(1) D 是数据集.数据集可以是非结构化文档的集合,文档中包含了大量的实体;也可以是结构化的

知识库(又称为知识图谱),知识库由大量的实体以及实体之间的关系组成; 

(2) q 是用户查询; 
(3) F 定义为构建数据集表示、查询表示以及它们之间关系的模型框架.例如,对于概率语言模型,

该框架是由概率运算和贝叶斯理论组成; 

(4) R(q,ej)是评分函数,输出一个与查询 q 和实体 ej 有关的实数,用于度量查询 q 和实体 ej 的相关性

或相似性,据此可以对 ej 进行排序,其中,实体 ej 存在于数据集 D 中. 

1.2   实体搜索流程 

实体搜索一般由 3 个步骤组成,基本流程如图 2 所示.首先是对查询做理解分析,包括分析出查询的中心词

等;然后在数据集中检索出候选实体;最后再对候选实体做排序,从而得到检索结果. 

排序后的实体

候选实体

查询q

数据集D

查询理解

候选实体检索

候选实体排序R(q,ej)

结果  

Fig.2  Process of entity search 
图 2  实体搜索流程图 

在检索开始之前,首先需要对用于支持查询的数据集(非结构化的文档/网页集合,或者是结构化的数据)进
行处理.在用户将查询提交到检索系统后,检索系统首先对查询做解析,然后,系统根据对数据集预先建立的索

引实现对与查询相关数据的快速检索.如果数据集为非结构化的文档/网页集合,则经过检索系统后,输出相关

文档集,然后在相关文档集中做实体检索,从中抽取出候选实体.在将结果提交给用户之前,根据候选实体与查

询的相关度或相似度对结果进行排序. 

1.3   实体搜索任务分类 

实体搜索大致可以分为两类(见表 1). 
• 第 1 类是相关实体搜索,输入是各种关键词或者自然语言描述的查询.根据问题答案的实体数目,相关

实体搜索又可以分为:单实体搜索,即答案是一个实体,比如“贝拉克·奥巴马的妻子是谁”,此类查询更

加关注第 1 个结果的准确率;多实体搜索,答案是多个实体,比如“美国历任总统”,此类查询除了关注准

确率之外,还需要关注召回率.单实体搜索和多实体搜索在技术实现上没有太多区分,可将单实体搜索

看做是多实体搜索的一个特例; 
• 第 2 类是相似实体搜索,输入是几个实体,以这几个实体为例,搜索出与其具有相同语义的其他实体,在

INEX[2],TREC[3]竞赛中又称为实体列表补全或实体集合扩展.这类任务是基于用户已知几个目标答

案,比如用户已知几个美国总统,以这几个总统作为例子——“贝拉克·奥巴马、乔治·沃克·布什、威廉·杰
斐逊·克林顿”,由系统将其他与之相似的实体补充到列表中,是典型的 Query-by-Example 的实例. 
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Table 1  Classification of entity search 
表 1  实体搜索任务分类 

实体搜索任务 查询 查询意图 查询示例 查询示例结果 

相关实体搜索
关键词或自然 

语言描述的查询

单个/ 
多个实体

“贝拉克·奥巴马的妻子” “米歇尔·奥巴马” 

“美国历任总统” 
“贝拉克·奥巴马, 
乔治·沃克·布什, 

威廉·杰斐逊·克林顿...” 

相似实体搜索 实体或实体集合 多个实体

“贝拉克·奥巴马, 
乔治·沃克·布什, 

威廉·杰斐逊·克林顿” 

“约翰·肯尼迪, 
罗纳德·威尔逊·里根...” 

 

1.4   问题空间的划分 

虽然实体搜索没有限定数据源,但在实际应用中,根据采用的技术需要预先选定数据源.实体搜索的数据源

包括非结构化网页/文档数据和结构化数据,不同数据源在做实体搜索时处理方法也有所不同.本文从实体搜索

不同的任务和所使用不同数据源的角度对研究方法做了归类,如图 3、图 4 所示. 

 

 

 

 

Fig.3  Classification of studies on related entity search 
图 3  相关实体搜索研究框图 

相似实体搜索

非结构化数据集 结构化数据集

概率语言模型方法

(文献[42-49])
机器学习方法

(文献[41,50-54])
基于链接的模型

(文献[55-60])
公共语义度量

(文献[63,64])
实体对相似度量

(文献[61,62])
 

Fig.4  Classification of studies on similar entity search 
图 4  相似实体搜索研究框图 

1.4.1   数据源概述 
实体搜索离不开丰富的数据源.近年来,随着互联网的快速发展,文本、视频、语音等非结构化数据大量涌

现.同时,随着开放链接数据(linked open data,简称 LOD)[5]等项目的开展,结构化的语义网知识库数量激增. 
(1) 非结构化数据集 
目前,已有的工作主要是在网页或者非结构化文本数据集上进行搜索,基本思想都是使用文档作为一个承

载实体的桥梁,将查询与候选实体连接起来.分别计算查询与文档的关联性、文档与实体的关联性,或者说是文

档刻画实体的程度.文献[6]中主要介绍了两种模型,如图 5 和图 6 所示.其中,第 1 种根据实体出现在不同文本中

的上下文,为每个实体创建生成文档(profile),根据这个实体对应的生成文档计算与查询的相关度,对实体生成

文档做排序,也就是对实体的排序;第 2 个模型如图 6 所示,根据与查询的相关度,首先对文档进行排序,然后根据

实体同文档的相关度再对实体进行排序. 

相关实体搜索

非结构化数据集 结构化数据集

概率语言模型方法

(文献[18-23])
机器学习方法

(文献[24-29])
基于链接的模型

(文献[39-41])
概率语言模型

(文献[34-38])
基于链接的模型

(文献[30-33])
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****** ***** 
e
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Fig.5  Candidate entity generation model 
图 5  基于实体生成文档的模型 

排序后的实体

查询

q

排序后的文档集

*******   *****  
***** **** 

**********   *****  
********  ****** **  

****** ***** 
******* **

*******   *****  
***** **** 
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********  ****** 
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********  ****** **  

****** ***** 
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e

e

e

( , )ir d e∑

( , )ir d e∑

( , )ir d e∑

 

Fig.6  Document generation model 
图 6  基于文档的模型 

很多非结构化的网页本身就是关于实体的描述信息,比如:Wikipedia 的每个网页都是对一个实体的描述; 
IMDB 的每个页面也都是对一个电影的介绍;Amazon 的每个页面都是与某个产品相关的信息.所以,利用非结

构化网页来做实体搜索是可行的. 
(2) 结构化数据集 
随着 LOD 等项目的全面展开,语义网数据源的数量激增,大量 RDF(resource description framework)数据被

发布.互联网正从仅包含网页和网页之间超链接的文档万维网(Web of document),转变成包含大量描述各种实

体和实体之间丰富关系的数据万维网(Web of data). 
RDF(资源描述框架)是由 W3C 提出的一种简单、灵活的描述语义网的数据模型,它用来描述实体的信息

(属性及对应的属性值)以及实体和实体之间的关系[7].RDF 数据的基本单元是三元组,包括主语、谓语、宾语.
其中,宾语也可以作为其他三元组的主语.整个 RDF 知识库可以看做是一个有向并且边上带标记的图(称为
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RDF 图),其中,结点表示实体,边表示一个属性或者关系.RDF 图包含丰富实体语义信息,也称为 RDF 知识库.有
很多公开的 RDF 知识库,比如 DBpedia[8],Freebase[9]和 YAGO[10]等,每个都包含上百万的实体和数亿的三元组,
随着不断地挖掘和自动化的创建,还在不断增长.RDF 知识库为信息检索相关研究比如语义搜索、问答系统[4]

提供了新的数据源.2012 年 5 月,Google 发布了知识图谱智能化搜索功能,知识图谱构建所有类型实体,包括人、

建筑、城市、国家、电影、小说、艺术品等的关系网络.早期的知识图谱是建构在 Freebase,DBpedia 等公开的

RDF 数据源上,最近,Google 又通过机器学习和数据挖掘的方法,从海量网页中自动发现新的实体和实体间的关

系[11].文献[12]中指出,知识图谱将成为下一代搜索引擎的焦点. 
结构化数据集上的实体搜索技术主要是利用了数据集的结构化特征,知识是通过实体及其复杂的语义关

系来表达,这样的表达方式更便于对知识的深度理解,可以支持将传统搜索引擎中基于关键字的搜索提升到知

识理解的层次. 
(3) 小结 
本节主要对两类数据集做了介绍,其中:基于非结构化数据集的方法主要是利用了同查询语句中词语的共

现统计信息来查找实体,而不关注实体之间丰富的语义信息;利用结构化数据集的方法虽然充分利用了结构化

数据集上丰富的语义信息,但是相对于网页来说存在知识欠缺问题,包括知识库中缺少新产生的实体,实体之间

的关系也没有非结构化数据集上丰富.表 2 列出实体搜索中用到的有代表性的数据集. 

Table 2  Representative datasets 
表 2  代表性数据集 

数据集 特点 规模 数据形式 网址 

Wikipedia 基于维基技术的 
多语言网络百科全书 

51G 的 
数据规模 

非结构化

网页数据
https://dumps.wikimedia.org/ 

ClueWeb12 
在 2012 年的 2 月和 5 月期间 

爬取的网页,被多次用于 
TREC 竞赛作为数据集 

7 亿 3 千 3 百万 
英文网页 

非结构化

网页数据
http://www.lemurproject.org/clueweb12.php/ 

DBpedia 基于 Wikipedia 生成的知识库
600 万实体 

95 亿条三元组 三元组 http://wiki.dbpedia.org/ 

Freebase 开放的、协作创建的 
结构化知识库 

19 亿条三元组 
2300 万实体 三元组 https://developers.google.com/freebase/ 

Wikidata 
与 DBpedia 不同,Wikidata 不仅

提供在线浏览,而且任何人都 
可以对词条进行编辑 

1500 万实体 
4300 万条三元组 三元组 https://www.wikidata.org/ 

YAGO 基于 GeoNames,WordNet 以及

Wikipedia 开发的知识库 
1 亿两千万条三元组

1 千万实体 三元组 
http://www.mpi-inf.mpg.de/departments/ 

databases-and-information-systems/ 
research/yago-naga/yago/ 

Probase 由网页抽取构建的概率知识库
5 百万个类别 
1255 万实体 三元组 https://www.microsoft.com/en-us/research/ 

project/probase/ 
 

1.5   实体搜索的评测指标 

本节综合了信息检索领域中几个竞赛,包括 INEX[2],QALD[4]及 TREC[3]在实体搜索相关任务中用到的评测

指标以及实体搜索相关论文中用到的度量指标.这些评测指标除了常用的准确率、召回率以及 F 值之外,还 
包括: 

• Precision@N:在第 N 个位置上的准确率.用户往往只关注前面的几个结果,所以需要在固定的较少数目

的结果中计算正确率; 
• MRR:对于某些 IR 系统,比如问答系统,只关心第 1 个正确结果的位置,越靠前越好,第 1 个正确结果所

在位置的倒数称为 RR.对所有查询的 RR 求平均,得到 MRR; 
• MAP:其中,AP 表示平均正确率,对不同召回率上的正确率进行平均.AP 是对单一查询而言,对所有查

询的 AP 值进行算术平均,得到 MAP; 
• R-Pre:R-Precision 表示检索结果中,在所有相关文档总数位置上的准确率.如某个查询的相关文档总数
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为 80,则计算检索结果在前 80 篇文档中的准确率; 
• NDCG(normalized discounted cumulative gain):最早在文献[13]中提出了该指标,每个结果不仅仅只有

相关和不相关两种情况,而是有相关度级别,比如 0,1,2,3.对于返回结果,认为相关度级别越高的结果越

多越好,相关度级别越高的结果越靠前越好.NDCG 能够支持非二值的相关度定义; 
• xinfAP:在文献[14]中,xinfAP 被最早提出,使用分层抽样方法来计算平均精度,该指标被应用于实体搜

索竞赛 INEX09ER[2]中. 

1.6   常用的评测集 

本节将对上文中提到的实体搜索相关的几个评测集作介绍,包括评测集的特点、所使用数据集、评测指标

并且给出了查询示例,见表 3. 

Table 3  Representative testsets 
表 3  代表性评测集 

评测集 介绍 数据集 评测指标 查询示例 

INEX-XER 2009 年 INEX 实体搜索 
竞赛,返回实体列表 

Wikipedia MAP/xinfAP/P@n US presidents since 1960 

TREC entity TREC2009 实体搜索任务,
关注相关实体搜索 

ClueWeb09 NDCG/P@n Airlines that currently 
use Boeing 747 planes 

SemSearch LS 返回实体列表 BTC-2009 MAP/R-pre/P@n Axis powers of World War II 
QALD 基于链接数据的问答评测 DBpedia Recall/Precision/F-measure Who is the major of Berlin? 

INEX-LD 
INEX 2012 年开始出现 

基于链接数据的实体搜索,
查询使用关键词的形式 

Wikipedia Precision/Recall/AP/MAP/
P@n/MRR/NDCG England football player highest paid 

2   相关实体搜索 

相关实体搜索的目的是检索出与查询相关的实体.用户的输入一般是包含关键词的自然语言描述的查询

语句[2,3,15,16].比如,“1960 年以来美国的总统”,用户的搜索意图是 1960 年以来的美国总统列表,该查询是 INEX[2]

中一个查询.查询可能并不符合文法或者语法要求,比如“ben franklin”“american embassy nairobi”等.在竞赛中使

用的数据集包括非结构化数据和结构化数据,比如在 INEX Entity Ranking track 的比赛中使用的是 Wikipedia
数据集;在 2009 TREC 实体搜索竞赛中使用的数据集是爬取的网页,也包括 Wikipedia;在 QALD 的竞赛中使用

的有结构化的 DBpedia 数据集.本节将分别介绍相关实体搜索在非结构化和结构化数据集上的方法. 

2.1   非结构化数据集上的相关实体搜索方法 

在非结构化数据集上的相关实体搜索方法主要包括概率语言模型、机器学习方法、基于链接的方法.这些

方法都是将文档看做是连接查询与实体的桥梁,在下文中,将依次对各类方法做介绍. 
2.1.1   概率语言模型 

概率语言模型可以分为 3 类:一类是计算由查询生成候选实体的概率模型,即查询似然模型;另一类是由候

选实体生成查询的概率模型,也称为查询生成概率模型或者称为实体似然模型;第三类就是分别将查询与文档

建模,然后比较两个模型概率分布的相似性. 
(1) 查询似然概率语言模型 
先从标准语言模型[17]在文档检索中的应用说起.对文档 d 构建其对应的语言模型θd,检索目标是将文档按

照其与查询 q 的相关概率 P(q|d)排序,使用贝叶斯公式表示为 P(d|q)=P(q|d)P(d)/P(q),对于每个查询,P(q)可以认

为是相等的,P(d)可以认为是文档的先验概率,与查询是无关的;而P(q|d)可以理解为由某篇文档 d生成某个查询

q 的概率.文档和查询都是由一个个的词组成的,使用多项式一元语言模型,有: 
( , )( | ) ( | ) ,n t q

d
t q

p q d P t θ
∈

= ∏  
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其中,n(t,q)表示词 t 在查询中出现的次数,而文档可以看做是词的多项式分布. 
如上介绍了标准语言模型,在实体搜索中,文档集可以直接使用 Wikipedia,每个实体本身就对应一个页面,

页面的信息就是描述该实体.也可以在文档中根据每个实体的上下文为实体创建生成文件.文献[18,19]中提到

的长文本匹配就是基于查询似然概率语言模型,对于文档的排序结果就是对实体的排序,公式可以写为 
( , )( | ) ( ) ( | ) ( ) ( | ) ,n t q

e e
t q

p e q p e p q p e p tθ θ
∈

∝ = ∏  

其中,p(e)是实体先验概率;θe 可以看做是实体的语言模型,是实体在所有词上面的多项式概率分布. 
(2) 查询生成概率语言模型 
查询生成概率语言模型是计算由候选实体生成查询的概率,又称为话题生成式模型,把查询看作是一个话

题,计算由候选实体生成查询的概率 p(q|e). 
根据计算概率 p(q|e)方式不同,查询生成概率估计又分为两类. 

• 一类是候选模型,建立实体 e 的语言模型θe,估计由θe 生成查询 q 的概率 ( , )( | ) ( | )n t q
e e

t q
p q p tθ θ

∈

= ∏ ,其中, 

计算 p(t|θe)时,利用文档作为桥梁,首先计算由实体生成文档的概率,然后计算由生成文档生成查询中

各个词的概率.另外,在计算时还需要考虑使用平滑技术; 
• 另外一类称为文档模型,不对实体构造语言模型,而是直接计算: 

( | ) ( | , ) ( | ),
d

P q e P q d e P d e= ∑  

其中,P(d|e)计算文档与候选实体之间的关联[20]; ( , )( | , ) ( | , )n t q

t q
P q d e P t d e

∈

= ∏ 计算文档相关性,即,文档支持候选 

实体与查询相关的程度,一般基于查询词 t 和候选实体 e 与文档独立的假设[6],公式可写为 P(t|d,e)=P(t|θd). 
上述两类生成式概率语言模型是基于候选实体和查询关键词分布是条件独立的,而且查询关键词和候选

实体在文档中的语义关系也是忽略的.在文献[21]中,考虑了查询词与候选实体之间的关联,使用两者在文档中

的距离来度量其关联程度. 
(3) 扩展的概率语言模型 
如上介绍的都是单方向的通过文档语言模型生成查询的概率,或者考虑查询语言模型生成文档的概率.另

外一种做法不是从单方向来直接生成对象,而是查询和文档同时生成语言模型,然后比较这两个模型之间的差

别.文献[22]对这 3 种方法做了比较,如图 7 所示:图 7(a)为查询似然,图 7(b)为查询生成语言模型,图 7(c)是利用

模型比较方法.Balog 在文献[23]中也利用了图 7(c)的方法,对于给定查询 q,计算查询模型和文档模型的 KL 距

离,同时也利用了实体类别信息.查询和实体都使用基于关键词的概率分布和基于类别概率分布来模拟,每个实 

体表示为在关键词和类别上的概率分布对: ( , )T C
e ee θ θ= ,其中, T

eθ 是关键词概率分布, C
eθ 是该实体关于类别的概

率分布.同样,查询也表示为两个概率分布对: ( , )T C
q qq θ θ= .对于实体的排序,就是基于实体与查询的概率分布相 

似度来模拟.该相似度通过两个概率分布的 KL 距离来实现,KL 距离越大,两者的分布越不相似,他们之间的相

关度越低;反之越高. 

(a)

(b)

查询 查询语言模型

文档 文档语言模型

(c)

 

Fig.7  Probabilistic language modelings 
图 7  概率语言模型建模的 3 种方式 
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(4) 模型比较 
生成式模型是从统计的角度来表示数据分布,充分利用先验知识.Lafferty 和 Zhai 在文献[22]中给出的实验

结果表明,基于模型比较的方法比查询似然和查询生成概率估计方法都好. 
2.1.2   机器学习模型 

近年来,Learning to Rank(L2R)被广泛应用于文档排序,Liu 在文献[25]中给出了关于 L2R 的综述文章.而实

体搜索关键也是排序问题,所以 L2R 的方法也可以应用.Sorg 和 Cimiano 在文献[26]中将实体搜索看做是二分

类问题,通过使用多层感知机和逻辑回归模型作为分类器.通过选用一些精心设计的特征,实验表明:在 Yahoo 
Answers 抽取的数据集上优于生成式语言模型.Yang 等人在文献[27]中将排序的 SVM 模型应用于 ArnetMiner
的专家排序.LADS 系统[28]在 TREC 的相关实体查找任务中,基于 L2R 的方法对候选实体做排序. LADS 包括 4
个主要部分:文档排序、实体抽取、特征抽取及实体排序. 

文献[29]主要关注的是实体排序,预先定义一些不同层次的特征,比如词的特征,有 TF、IDF 值;文章的特征,
如文章的长度等;出现位置的特征等.提出使用线性组合模型将不同的特征组合,应用有监督学习方法来对实体

做排序.在专家搜索任务上,指标 MAP 可以达到 0.268. 
Macdonald 和 Ounis 提出一种有监督集成学习方法[30],将不同的学习器整合在一起,包括文档权重模型(比

如 TFIDF 以及 BM25)、投票模型等,把各个学习器的结果进行整合,从而得到比单个学习器要更好的效果. 
2.1.3   基于链接的模型 

基于链接的模型最早是应用于网页检索,其中,PageRank[31]和 HITS[32]是最著名并且应用最广的两个算法.
概率语言模型也可以看做是由文档和候选实体组成的图,文档和实体之间存在连边,得到文档排序后,将相关度

传播给实体.在相关实体搜索中,利用基于链接的方法,将文档和实体看做是图中的结点,通过他们直接的链接

关系构造图结构,其中,文档与文档、文档与实体、实体与实体都有连边. 
实体搜索可以看做是这样一个过程:随机选择一个文档或者候选实体;待浏览文档结束后,可能会跳转到文

档中涉及到的某个实体或者与这个文档相关的其他文档;待浏览实体结束后,跳转到提及该实体的其他文档或

者与这个实体相关的其他实体.这个过程与随机游走很类似.Serdyukov 等人在文献[33]中提出了针对特定领域

的相关性概率多步传播模型.基于链接的实体搜索方法有:(1) 无限随机游走模型,把实体搜索看做是一个不会

停止的过程,如同用户的信息需求也是一个不会终止的过程;(2) 另外一种模型是会被吸收的随机游走,游走到

某个候选实体结点就会停止.文献[33]中指出:两种方法都要优于一步的相关性传播方法,也就是概率语言模型;
另外,无限随机游走模型稍微好于会被吸收的随机游走模型.文献[34]中介绍了一种应用于专家检索的由文档

到相关候选实体的多步传播算法,利用可吸收的随机游走模型构造文档与候选实体图.利用 TREC 2005-2007 的

数据集,在 W3C 2006 数据集上,MAP 可以达到 0.398. 

2.2   结构化数据集上的相关实体搜索方法 

在结构化数据集上,相关实体搜索方法包括概率语言模型方法和基于链接的模型.. 
2.2.1   基于概率语言的模型 

在结构化数据集上使用概率语言模型,首先要为每个实体创建生成文档.文献[35−39]中,将与每个实体相关

的三元组看做是实体的生成文档,计算实体的生成文档与查询的相关度,然后排序,便得到了候选实体的排序. 
以文献[37]为例,详细介绍概率语言模型在结构化数据集上的应用.首先是实体生成文档如何创建问题,提

到了 3 种方法,我们结合图 8 来对结构化数据集上实体生成文档做介绍. 
图 8 是关于实体“贝拉克·奥巴马”的知识片段. 
• 一种是只使用与该实体存在联系的实体,不关心他们之间的关系(谓词)类型,称为无结构的实体模型,

此种模型的生成文档见表 4; 
• 另外一类是将谓词分为 4 类:Name(表示实体的名称)、Attributes(表示实体具有的属性值,即实体通过

该谓词对应的宾语为值,而不是实体)、OutRelations(表示实体出边指向的实体)、InRelations(表示实体

入边指向的实体),此类称为结构化实体模型,此种模型的生成文档见表 5. 
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在 2010 年和 2011 年的 SemSearch 竞赛测试集,基于 Billion Triple Challenge2009 数据集,非结构实体模型

2010 年的 MAP 最高是 0.212 5,NDCG 为 0.384 8;2011 年 MAP 最高为 0.207 2,NDCG 为 0.294 7;而结构实体模

型在 2010 年 MAP 高达 0.281 6,NDCG 为 0.494 3;2011 年 MAP 可以达到 0.261 4,NDCG 可以达到 0.396 8.论文

还分析到:异构信息网络中存在大量的谓词,谓词的权重是各不相同的;对于一个实体而言,一般只有几个不同

的谓词;结构实体模型中可以明显看出是有效果的,但还是没有利用到他们之间的语义信息,在文献[36]中提出

了新的层次实体模型:第 1 层还是实体的 4 个类别(Name,Attributes,InRelations, OutRelations),第 2 层是各个不

同的谓词,此种模型的生成文档见表 5. 

米歇尔·奥巴马

贝拉克·奥巴马

美国

“贝拉克·侯赛因·奥巴马 , 1961
年8月4日出生 ,美国民主党籍政

治家,第44任美国总统厰

“1961年8月4日”

出生日期

夏威夷州-檀香山

出生地

摘要

夫妻

国籍

哈佛大学

毕业学校

我相信变革

作者

我父亲的梦想

作者

 
Fig.8  Knowledge fragment of Barack Obama 
图 8  贝拉克·奥巴马在知识库中的知识片段 

Table 4  An example of unstructured entity model 
表 4  无结构的实体模型示例 

实体生成文档 
贝拉克·奥巴马 
米歇尔·奥巴马 

贝拉克·侯赛因·奥巴马(Barack Hussein Obama),1961 年 8 月 4 日出生,美国民主党籍政治家,第 44 任美国总统... 
1961 年 8 月 4 日 

美国 
夏威夷州-檀香山 

哈佛大学 
我相信变革 

我父亲的梦想 

Table 5  An example of structured entity model 
表 5  结构和层次实体模型示例 

结构的实体模型 层次实体模型 

谓词类型 值 谓词类型 
值 

谓词 谓词对应的值 
Name 贝拉克·奥巴马 Name 名字 贝拉克·奥巴马 

属性 

贝拉克·侯赛因·奥巴马(Barack Hussein 
Obama),1961 年 8 月 4 日出生,美国 
民主党籍政治家,第 44 任美国总统... 

1961 年 8 月 4 日 

属性 
摘要 

贝拉克·侯赛因·奥巴马(Barack Hussein 
Obama),1961 年 8 月 4 日出生,美国 
民主党籍政治家,第 44 任美国总统... 

出生日期 1961 年 8 月 4 日 

OutRelations 
美国 

夏威夷州-檀香山 
哈佛大学 

OutRelations
国籍 美国 

出生地 夏威夷州-檀香山 
毕业学校 哈佛大学 

InRelations 我相信变革 
我父亲的梦想 

InRelations
作者 我相信变革 
作者 我父亲的梦想 

3 种不同模型使用图 9 的形式来表示((左)无结构实体模型,(中)结构实体模型,(右)层次实体模型).文献[35]
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中通过实验表明,层次实体模型比非结构化实体模型以及结构化实体模型效果都要好.3 种模型的主要区别在

于对于谓词或关系的处理方式不同,其中:无结构的实体模型不考虑谓词的类型及具体谓词;而结构化实体模型

将谓词分为 4 种类型;层次模型不仅考虑谓词的分类,还包括具体谓词的值.在具体应用时,考虑实体间关系的模

型效果更好. 
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Fig.9  Diagrams of three different types of entity model 
图 9  3 种不同的实体模型图示 

2.2.2   基于链接的模型 
结构化数据集具有丰富的语义关系,而经典的基于链接的算法比如 Pagerank,SimRank 等都不关心边上的

语义信息,所以简单地使用 Pagerank,SimRank 等方法不能体现出结构化数据集的优势.文献[40]提出根据知识

库的本体信息,对于类别之间的链接关系做排序,但是不涉及具体实体.文献[41]考虑了不同实体之间不同联系

具有不同权重,通过领域专家来学习权重,然后对目标实体进行排序.文献[42]对于不同关系权重的获取不再仅

仅依赖于专家标注,而是在专家标注部分权重的基础上,再通过模拟退火算法来学习到更多权重. 

2.3   相关实体搜索方法总结 

在非结构化数据集上相关实体搜索的方法主要是概率语言模型,文献[22]对这几类方法分别做了实验,结
论是:基于模型比较的方法效果最好,但是此方法本身计算代价要比其他两类高.在结构化数据集上,概率语言

模型分别展示了 3 种不同的实体建模方法,其中,层次化模型效果最好.因为层次化不仅考虑了属性信息,还对不

同的属性分配不同的权重,对于实体搜索有更大帮助. 
表 6是基于非结构化数据集Wikipedia在 INEX07,INEX08上的精度比较.几类方法都是基于概率语言模型,

其中,BBR[23]算法还使用了反馈技术;KK[18]算法利用了伪相关反馈技术对查询进行扩展,同时还利用了文档之

间的链接关系,将文档的得分进行传播;CGSDW[19]算法利用了重排序技术.目标实体类别对于实体搜索是非常

有意义的 ,表 6 对如上提到的 3 类方法分别比较了是否考虑目标实体类别对精度的影响 ,其中 ,CC_BBR, 
CC_KK,CC_CGSDW 考虑了目标实体的类别.可以看出,考虑目标实体类别对于精度有很大程度提升. 

Table 6  Comparisons of results on the INEX07, INEX08 topic sets 
表 6  在 INEX07,INEX08 上的方法对比 

Models INEX07 INEX08 
MAP xinfAP 

BBR[23] 0.180 0.135 
CC_BBR[23] 0.255 0.312 

KK[18] 0.184 0.159 
CC_KK[18] 0.262 0.352 
CGSDW[19] 0.075 0.089 

CC_ CGSDW[19] 0.265 0.334 

目标实体类别匹配技术主要包括: 
1) 精确匹配,要求候选实体类别与查询目标实体类型完全一致.比如查询“克里斯蒂安·贝尔参演的电

影”,查询要求目标实体类型是“电影”,如果“金陵十三钗”的类型是“中国电影”,那即使“金陵十三钗”
是正确的答案,也会因为类别精确匹配影响正确的结果.文献[23]是精确匹配; 

2) 模糊匹配,不要求目标实体类别与查询目标实体类别精确匹配,他们之间的相关性通过文本相似性来

计算.例如查询目标实体类别是“美国电影”,而实体类别是“中国电影”,由于两种类别之间具有相关
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性,所以实体还是会被赋予一定分值.文献[18]利用了类别的模糊匹配; 
3) 结构化匹配,利用实体类别同查询目标实体类别的上下位关系.上例查询中,查询目标实体类别是“电

影”包含“中国电影”这个类别,所以“金陵十三钗”也是正确的结果.文献[19]就是利用了类别的结构化

匹配方法. 
可以看出:目标实体类别精确匹配要求过于严格,没有考虑类别之间的上下位关系,会影响查询结果精度.

另外,基于候选实体生成的两种算法 BBR 和 KK 在不考虑类别匹配的情况下,精度都要高于采用文档模型的

CGSDW 算法. 

3   相似实体搜索 

相似实体搜索输入的查询 q 是实体集合(这些实体也被称为种子实体),通过搜索引擎找到与给出的实体具

有相同语义的其他实体.相似实体搜索又称为实体集合扩展,在竞赛 INEX[2]又称为列表补全(list completion),文
献[42]中称为 QBE(query by example). 

由于用户背景知识所限,有时对于一个查询不能给出很好的定义,从而通过传统的搜索引擎得不到期望的

结果.设想:在欣赏一个画展时,用户观察到高更和梵高的画风很相似,用户想搜索与这两个画家具有相似画风

的其他画家,然而用户并不了解他们属于什么画风.在搜索引擎中输入查询“与梵高、高更画风相似的画家”,返
回结果如图 10 所示,可以看出,目前的搜索结果并不能满足用户需求.从返回的页面里面没有找到与梵高、高更

相似的画家,虽然用户不清楚他们的画风是什么,但是可以把梵高、高更作为例子(种子),通过相似实体搜索找出

与他们相似的画家并且给出解释(比如,他们都是“后印象主义”).因为给出对他们相似性的解释后,用户还可以

用来做查询扩展,把查询修订为“后印象主义的画家 梵高 高更”.实体集合扩展最早是 Google Set 提出,目前应

用于 Google Driver,Google Doc 中.另外,还可以应用到推荐系统中,比如:可以根据用户的点击记录,挖掘出背后

的语义,可能是来自同一个作者的几本书,或者是同一种类型的书等等,从而做出更准确的推荐. 

 

Fig.10  An example of similar entity search 
图 10  相似实体搜索示例 

相似实体搜索虽然绕过了自然语言处理的难题,但是如何通过给出的种子实体找到与之相似的其他候选

实体也是很有挑战的,包括: 
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1) 如何找到种子实体之间的共同语义特征,如何定义语义特征.例子实体之间共同的语义特征可能是间

接的语义,比如给出“巩俐、章子怡、周冬雨”作为例子,用户的搜索意图是找出“谋女郎”,给出的种子

与“张艺谋”之间的关系是一种间接关系,因为这几个种子实体参演了某几部由“张艺谋”导演的电影,
他们通过谓词“参演”和“导演”与“张艺谋”建立联系,是一种间接关系.另外,在找共同语义特征时,还需

要考虑数据集中存在知识缺失; 
2) 找到共同语义特征后,如何设计排序模型,并对候选实体做排序.有效的排序模型才能保证得到高的

精度; 
3) 在大数据的背景下,做到支持在线查询,快速地找到与给定的种子集合相似的实体,也是非常具有挑

战的. 
本节将分别在非结构化数据集和结构化数据集上介绍几种典型的相似实体搜索方法. 

3.1   非结构化数据集上的相似实体搜索方法 

相似实体搜索在非结构化数据集上的方法主要包括 3 种:概率语言模型、机器学习方法、基于链接的方法、. 
3.1.1   概率语言模型 

基于概率语言模型的相似实体搜索方法利用了生成式语言模型,计算出与给定的种子实体相似性最高的

候选实体[43−50].文献[46]最早提出基于种子实体与候选实体具有相同概率分布的假设,利用贝叶斯公式来发现

其他候选实体,同时也要考虑候选实体在整个文档中的出现概率.为了提升计算性能,在论文中用到了共轭先验

分布,从实验结果看,准确率有很大提升.其他工作[44,47,48]都是基于文献[46]的基础上做的扩展. 
3.1.2   机器学习方法 

文献[51]提出了半监督的不带标签的正例(PU)学习算法来获得候选实体,该算法是在贝叶斯分类器和最大

期望算法基础上使用了间谍技术.算法思路是:首先在正例集合(可以认为是种子集合)中抽样出部分实体,标记

为 SP,称为间谍;然后以正例与 SP 的差集作为学习的正例,未标记的实体集合与 SP 的并集作为负例来构造贝叶

斯分类器;最终,针对所有实体都可以学习到一个属于正例的概率值,根据该数值也就得到了候选实体排序.Lim
在文献[42]中提出利用种子实体,通过机器学习方法挖掘出查询的潜在语义及相关本体信息,最后执行查询并

且生成查询结果.Sadamitsu 在文献[52,53]中提出使用判别式模型改进的 bootstrapping 方法.Jindal 在文献[54]
中需要在种子节点集合不仅仅给出正例,还需要给出负例,通过在文本集上的学习得到基于推理的方法来实现

相似实体查找.Bing 等人在文献[55]中提出利用条件随机场模型的半监督学习方法在网页中根据给出的种子

实体找出新的相似实体. 
然而,通过机器学习方法做实体搜索存在数据稀疏问题,对于信息量少的长尾词搜索结果不好;另一个问题

是,由于网页或者知识都是动态变化的,某段时间用来做训练的数据集不一定能够很好地适应未来的应用. 
3.1.3   基于链接的模型 

在非结构化数据集上查找与给定的种子实体集合相似的实体,具有代表性的工作是 CMU 开发的 SEAL 系

统[56−60].SEAL的思想是,认为包含了种子实体的网页含有其他候选实体的可能性也很大.SEAL系统包括 3种模

块,分别是抓取模块,使用所有例子实体,构造一个查询,利用 Google API 检索前 N 个结果的 URLs,将爬取的网页

文档提交给抽取模块;抽取模块,利用网页的半结构化特征,从抓取下来的网页中抽取或者说学习模板,然后根

据学习到的模板找出候选实体;排序模块,按照与种子的相似程度进行排序,使用种子节点、候选实体节点、模

板以及网页构造成一个图,使用随机游走算法获取排序后的候选实体列表. 
SEAL 系统是与语言无关的(种子支持各种语言,中文、英文、日文等等;处理文档的类型可以是 HTML 或

XML),并且不需要预先标注训练数据,直接使用互联网语料,模板是自动学习获得的.但由于需要根据种子节点

信息实时抓取网页,所以会有较多的时间开销.另外,因为网页的动态性,不同时期的查询结果可能不相同.SEAL
系统不能给出种子实体具有的语义特征,对于查找结果的解释性差. 

另外一个工作 SEISA[61]使用网页中的表数据和查询日志先离线构造二部图,提出了两个实体排序指标,既
要保证候选实体同种子实体之间的相似性高,同时还要保证候选实体之间具有较高的相似性.在实验部分给出
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4 种类型的种子实体,分别是国家、颜色、相机、床垫,与随机游走及 Google Sets 和 SEAL 做了比较.整体而

言,SEISA 在准确率和召回率上效果都要更好.然而该方法受限于数据源,如果使用的表数据或者查询日志中没

有出现某个种子实体,将会影响查找结果的精度. 

3.2   结构化数据集上的相似实体搜索方法 

在结构化数据集上的相似实体搜索可以充分利用数据集结构化和语义丰富的特征,主要包括两类方法:第
1 类就是基于实体对相似性度量;第 2 类是通过找出种子实体之间的共同语义,然后来检索相似实体. 

基于语义度量的方法就是在结构化数据集或者知识库上度量语义,从而得到与种子实体相似的候选实体.
基于链接的模型是基于实体之间的链接关系,此类方法认为:如果两个实体与同一个实体相连,那么这两个实体

是相似的.本节将对这两种方法做综述介绍. 
3.2.1   实体对相似度量 

在结构化数据集上搜索相似实体最具有代表性的工作是由 Sun 等人提出的 PathSim[62]方法,PathSim 基于

语义计算实体相似,以 DBLP 数据集的数据模式为例,如图 11 所示,该数据集主要包括 4 种类型的结点:论文、

作者、会议、关键字.不同的语义在查找相似实体时侧重也各不相同,比如:“会议-论文-作者-论文-会议”侧重于

查找具有相同作者的会议,而“会议-论文-关键字-论文-会议”侧重于查找具有相同关键字的会议.基于此,作者

提出了基于不同语义(路径)定义两个实体相似性的度量方法.文章中通过实验表明:PathSim 在 DBLP 数据集上

准确率可以达到 0.745,显著高于随机游走、个性化 PageRank、SimRank 方法. 

论文

作者

会议关键字

 

Fig.11  Data schema of DBLP 
图 11  DBLP 数据模式 

LDSD(linked data semantic distance)[63]基于 RDF 知识库的结构化来度量实体之间的语义距离,在计算两个

实体之间语义距离的时候,既考虑了两个实体经过某个谓词直接连接的情况,也考虑了两个实体经过相同的谓

词都与某个中间结点相连的情况(也就是两个实体之间存在间接关联关系).文献[63]中将该方法应用于音乐领

域的推荐. 
这些实体对相似度量都采用度量两个实体之间的相似性,而不是一个实体同一个实体集合的相似性.可能

存在某个候选实体与某个种子实体在某些特征上很相似,但是与种子集合中实体的共同特征并不相似.所以,这
种基于实体对相似的度量并不适用于相似实体搜索. 
3.2.2   基于种子集合共同语义的方法 

此类方法是基于分析种子集合中所有种子共同语义特征,然后根据共同特征再搜索满足这些特征的其他

实体. 
由 Metzger 等人提出的 QBEES[64]是根据知识库检索出所有种子都满足的共同语义,该方法存在两个问题: 

(1) 没有考虑知识库的知识不完备性,如果种子集合中有某个种子由于知识缺失不符合某个语义特征,而这条

语义特征正是用户期望的查询语义,就会影响查询结果的准确性;(2) 该方法没有考虑间接语义,比如,上文中提

到的例子种子集合为“巩俐、章子怡、周冬雨”,用户的查询意图是“谋女郎”,这几个种子与张艺谋之间是一种间
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接的关系,通过“参演”和“导演”两个谓词连接的,而 QBEES 方法没有考虑这种间接语义. 
实体之间的相似性也可以通过使用关联规则挖掘的方法 ARM[65]来计算,具有相同谓词的实体可以认为在

某种程度上具有相似性,具有相同谓词-宾语对的实体也可以看做是相似实体.将谓词或者谓词-宾语的组合看

作是属性,然后,具有该谓词或者谓词-宾语属性的主语看做是值,构造出“属性-值”对的集合,也就是项集.在进行

实体集合扩展时,计算同种子节点具有最高支持度的其他候选实体,然后按照支持度得分的高低排序. 
知识库中的关系在实现相似实体搜索中是非常重要的,关系用来限定语义,如果不考虑关系,将会影响到结

果的精度.比如“人工智能 林肯 辛德勒名单”,在知识库中,3 个种子实体与“史蒂文·斯皮尔伯格”都存在关系,3
部电影的导演都是“史蒂文·斯皮尔伯格”;另外,“人工智能”的编剧也是“史蒂文·斯皮尔伯格”,如果不考虑具体的

关系限定,在返回结果中会将与“史蒂文·斯皮尔伯格”有关的电影都返回,既包括由“史蒂文·斯皮尔伯格”所导演

的,也包括“史蒂文·斯皮尔伯格”编剧的,与用户的查询意图不符,影响结果的精度. 

3.3   相似实体搜索方法总结 

为了进一步比较说明各种方法的不同,本节使用一个示例来将上文中提到的在非结构化及结构化数据集

上的典型算法对于相似实体查找结果做展示和分析. 
查询示例给出的种子实体集合为“Apollo_13,Philadelphia,Forrest_Gump”,用户的查询意图是查找“汤姆汉

克斯参演的电影”.表 7 展示了 4 种典型算法的 Top-10 结果(该查询是 INEX[2]中的一个查询,标准答案由 INEX
提供,结果实体中带有下划线的不在给出的标准答案集合中,视其为错误结果),其中, 

• SEAL 是基于非结构化数据集上的检索结果,是基于统计与种子实体的共现来对候选实体排序.3 个种

子实体与实体“Tom_Hanks”共现频繁,所以“Tom_Hanks”也出现在结果列表中;另外,SEAL 方法没有用

到种子实体的共同语义信息; 
• HeteSim 方法是基于实体对相似度量,结果中,实体“Contact”与“Forrest_Gump”的相似性很高(他们具

有相同的导演、相同的制片等共同语义),但是 Contact 与种子实体集合并不相似(因为“Tom_Hanks”并
没有出演“Contact”); 

• QBEES 方法的准确率最低,其原因是知识库存在知识缺失,“Apollo_13”与“Tom_Hanks”之间不存在参

演的关系,这种基于所有种子实体都需要满足的共同语义的方法就不能利用这个与用户查询意图匹

配的语义特征,只能利用到这些种子实体都满足的一些很宽泛化的特征(比如类型都是电影、都是美国

电影)进行候选实体的扩展; 
• ARM 方法有一定的容错性,可以在知识库中找到满足用户意图的特征,但是由于对语义特征的排序模

型不够有效,所以在 Top-10 的结果中还是有错误实体. 

Table 7  A case study of similar entity search 
表 7  相似实体搜索代表方法结果示例 

SEAL HeteSim QBEES ARM 
Saving_Private_Ryan 

The_Green_Mile 
Cloud_Atlas 

Captain_Phillips 
Sleepless_in_Seattle 
Your've_Got_Mail 

A_League_of_Their_Own
Tom_Hanks 
Radio_Flyer 
Rita_Wilson 

The_Polar_Express_(film) 
Your've_Got_Mail 

Contact 
Cast_Away 

Death_Becomes_Her 
Back_to_the_Future_Part_III 
Back_to_the_Future_Part_II 

Flight_(2012_film) 
The_Silence_of_the_Lambs_(film)

Melvin_and_Howard 

Remember_Me_(2010_film)
We_Are_Marshall 

Mommie_Dearest_(film) 
Dances_with_Wolves 

Fame_(1980_film) 
101_Dalmatians_(1996_film)
The_Princess_Bride_(film) 
Smokey_and_the_Bandit 
The_Commitments_(film) 

The_Good_Shepherd_(film)

Cast_Away 
Saving_Private_Ryan 

Cloud_Atlas 
Sleepless_in_Seattle 
Dragnet_(1987_film) 

Big_(film) 
The_Da_Vinci_Code_(film) 

Next_(2007_film) 
Oliver_the_Eighth 
Rhythm_in_a_Riff 

通过对上文的分析,我们再对各种方法分别从所使用的数据源、对结果的解释性、是否考虑知识库缺失这

3 个角度做总结比较,见表 8.其中,解释性是指该方法是否能够对相似实体搜索结果给出语义解释;知识库是存

在知识缺失的,如果不考虑知识不完备,对搜索结果会有一定的影响. 
使用 INEX09 测试集和 QALD(由 QALD-2,QALD-3 及 QALD-4 去掉重复查询后构成)测试集,在每个查询
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对应的答案中的实体列表中抽取出不同数目的实体作为种子,测试集的说明见表 8.各种不同方法在不同种子

数目时实验结果见表 9,其中,结构化数据集使用的是 DBpedia 3.9 版本. 

Table 8  Comparison of similar entity search methods 
表 8  相似实体搜索方法比较 

方法名称 数据源类型 解释性 是否考虑知识

库缺失 
SEAL 非结构化 N − 
SEISA 非结构化 N − 

HeteSim 结构化 Y N 
QBEES 结构化 Y N 
ARM 结构化 Y Y 

Table 9  Characteristics of the datasets 
表 9  测试集描述信息 

 INEX QALD
查询数目 52 60 

具有间接语义的查询数目 4 5 
混合测试集中具有 2 个种子的查询数目 7 17 
混合测试集中具有 3 个种子的查询数目 33 18 
混合测试集中具有 4 个种子的查询数目 8 17 
混合测试集中具有 5 个种子的查询数目 4 8 
查询对应答案包含的的平均实体数目 31 42 

基于表 10 中的数据,我们发现:LDSD 和 HeteSim 在两个数据集上的性能都比较差,说明基于实体对相似度

量来发现相似实体是不够的. 

Table 10  Comparisons of results on the INEX and QALD 
表 10  在 INEX,QALD 上的方法对比 

方法 种子数目 INEX QALD 
p@10  MRR  R-pre p@10  MRR  R-pre

SEAL 
LDSD 

HeteSim
QBEES
ARM 

2 
2 
2 
2 
2 

.412   .542  .327

.200   .461   .166

.133   .267   .114

.338   .556   .282

.287   .496   .244

.377   .550   .269

.122   .264   .113 

.305   .508   .242

.400   .654   .369

.422   .662   .377
SEAL 
LDSD 

HeteSim
QBEES
ARM 

3 
3 
3 
3 
3 

.433   .547   .377

.210   .401   .184

.158   .309   .129

.317   .532   .256

.260   .435   .224

.363   .591   .340

.243   .270   .131

.312   .557   .279

.440   .688   .423

.468   .665   .446
SEAL 
LDSD 

HeteSim
QBEES
ARM 

4 
4 
4 
4 
4 

.383   .530   .339

.235   .408   .179

.146   .281   .120

.312   .451   .229

.256   .493   .222

.350   .539   .354

.163   .308   .153

.287   .532   .271

.453   .668   .452

.430   .716   .420
SEAL 
LDSD 

HeteSim
QBEES
ARM 

5 
5 
5 
5 
5 

.340   .418   .311

.292   .535   .208

.158   .300   .133

.215   .342   .169

.267   .484   .239

.317   .535   .352

.145   .282   .153

.283   .507   .273

.428   .638   .449

.418   .665   .426
SEAL 
LDSD 

HeteSim
QBEES
ARM 

MIX 
MIX 
MIX 
MIX 
MIX 

.397   .644   .330

.227   .496   .204

.169   .339   .136

.371   .591   .299

.394   .535   .273

.347   .592   .335

.155   .292   .141

.287   .510   .263

.408   .626   .412

.443   .646   .433

在有 3 个种子的 INEX 测试集上,SEAL 的 R-pre 最高,这是因为 SEAL 使用 Google 搜索引擎来检索包含种

子的页面,我们发现:在返回的页面中有 INEX 测试集的答案文件,对结果的提升有很大帮助.在 QALD 测试集
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上,ARM和 QBEES 性能较好,它们都使用是基于种子集合共同语义的方法.另外,几种方法在 QALD 测试集上的

表现一般都优于 INEX,其中一个原因是因为 QALD 本身就是基于链接数据设计的查询,查询语句可以直接转

成 SPARQL 查询,而 INEX 中很多查询与 DBpedia 知识库中的实体或者谓词都不能对应,从而影响了放在 INEX
测试集上的性能.另外,在只有 2 个种子时,性能都很差,这是因为种子数太少不利于找到种子之间的共同语义.
当种子数从 2 增加到 5 时,SEAL 方法的性能有提升,只是提升的显著性随着种子数大于 3 之后就不再明显.对
于 QBEES 来说,随着种子数的增长,性能反而降低,尤其是在 INEX 上.这是因为 QBEES 需要所有的种子都满足

某个共同语义才可以,如果种子数增加,考虑到知识库中存在知识缺失,找到所有种子都满足的共同语义难度 
增加. 

4   总结及未来研究方向 

本文从实体搜索的任务以及实体搜索所使用的数据源这两个维度,对目前已有的实体搜索方法进行了分

析和对比.目前的研究工作虽然取得了一些成果,但有些问题仍然值得深入探讨研究. 
1) 数据融合 
在第 1.4.1 节中分析了非结构化数据与结构化数据的特点,其中:结构化数据质量高、处理相对简单,但是不

能及时地包含新出现的实体和新的关系,而且存在知识欠缺问题;而非结构化数据尤其是网页更新很快,数据量

要远大于结构化数据.将非结构化数据和结构化的知识库相互融合,两者可以相得益彰.非结构化数据中,实体、

关系更为丰富,可以用来补充到结构化数据中.比如,知识库中有三元组〈冯小刚,配偶,徐帆〉,使用关系“配偶”来
表示“冯小刚”和“徐帆”两个实体的关系.如果两个在知识库中具有某种关系的实体在相同的句子或者文章中

出现,那么他们在句子或者文章中描述的关系很可能与知识库中的关系相同.基于此,观察从网页中抽取出的包

含实体“冯小刚”和“徐帆”的句子有:“1999 年,徐帆与导演冯小刚结婚”“冯小刚发表长微博,深情表白妻子徐帆” 
“冯小刚和现任老婆徐帆为什么不生子内幕”,等等,这样就可以挖掘出知识库中的关系“配偶”同文档中挖掘出

来的“结婚”“妻子”“老婆”是相同的,从而可以扩充知识图谱中的关系.这方面的研究在文献[66,67]中有详细阐

述,本文不再赘述.另外,使用结构化来表达知识便于用户理解使用,同时可以用来扩展查询.比如,用户想检索“中
国研究语义网的实验室”,在很多搜索引擎的搜索框中输入关键词“实验室 语义网 中国”,检索出的结果几乎没

有符合用户预期的;而如果能借用结构化的知识,可以发现,“实验室”与“语义网”之间的关系是“研究领域”“实验

室”与“中国”之间的关系是“所在国家”.另外,基于结构化的知识库还可以挖掘出关系之间的推理.比如,如果要

知道某个“实验室”的研究领域,可以通过实验室所发表论文的领域获得.因此,基于结构化的关系推理可以用来

扩充查询,从而可以得到更好的查询结果.文献[68]就是基于融合的数据集做实体搜索,这方面研究还处于初步

阶段,缺乏通用的模型. 
2) 搜索结果可解释性 
在表 8中对相似实体搜索方法比较时,将解释性也作为一个维度.对结果的解释性,是为用户提供答案的“证

据”.结果的可解释性是非常有必要的,因为它搭建了“领域专家”与用户之间的连接,尤其是在一些需要很深厚

的专业知识的领域,比如医学诊断或者法律判决等,模型的可解释性可以帮助用户更好的理解结果并且提升结

果的可信度.近两年,在推荐系统[69,70]、社区发现[71]中,对于结果可解释性(“证据”)都有所研究.在基于非结构化

数据集的实体搜索中,对结果解释性的研究并不多,基于结构化数据集的相似实体搜索算法,比如 ARM,QBEES
都是基于给定的种子实体具有的共同语义挖掘候选实体,而种子具有的共同语义可以看做是一种解释.然而这

两种方法本身也存在问题,其中,QBEES 算法没有考虑知识库中的知识缺失,需要所有的种子都满足共同语义

才可以,另外,该算法没有考虑间接语义的情况,这些都导致挖掘出来的共同语义有缺失.另外,ARM 算法虽然考

虑了知识缺失和间接语义的情况,但是对于挖掘出来的共同语义缺乏有效的排序算法. 
3) 数据质量问题 
数据质量对于搜索结果具有直接的影响,使用高质量的数据源是得到有效搜索结果的保证.数据质量问题

包括两方面,下面将分别加以介绍. 



 

 

 

张香玲 等:实体搜索综述 1601 

 

一方面是知识缺失,比如 Wikipedia 页面中并不能涵盖所有实体,以及结构化知识库中缺失实体、关系及三

元组.知识的缺失会影响到算法的精度,比如在相似实体搜索中,算法 QBEES,HeteSim 均未考虑知识缺失,算法

的鲁棒性不好,精度没有考虑到知识缺失的 ARM 算法高.对于知识库中知识补全的方法主要包括利用对知识

库进行张量分解的方法[72−77]以及表示学习方法[78−81],还有基于规则的补全方法[82].这些方法都是利用知识库

本身来做补全,对于知识库中没有的实体、关系则不能补全. 
另一方面就是知识错误问题.导致出现错误知识的原因很多,比如可能是语义的歧义、实体歧义、过时信

息、单位错误等等.针对网页及知识库的错误知识发现目前有一些研究[83−87],这些方法主要集中在利用规则和

基于统计两类方法.然而,知识库中有的错误是由于抽取规则造成的系统级错误,通过规则或者统计的方法是难

以发现的.另外,目前已有的工作主要是针对某类错误提出的,比如文献[85]针对的是知识库三元组中宾语是数

值型,根据统计发现数值的错误,在错误知识发现问题上还缺乏统一的模型. 
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