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Abstract:  To study the role of bias in support vector regression (SVR), primal and dual optimization formulations 
of support vector regression optimization problem without bias (NBSVR) are proposed first, and the necessary 
condition of NBSVR optimization formulation’s global optima is presented and sub-optima solution of NBSVR dual 
problem has been proved for the dual problem of SVR then. An active set algorithm of dual optimization 
formulation without bias is proposed, and the linear convergence of the proposed algorithm has been proved. The 
experimental results on 21 benchmark datasets show that in the solution space of dual problem, SVR can only 
obtain the sub-optimal solution of NBSVR, the root mean square error (RMSE) of NBSVR tends to lower than SVR. 
The training time of NBSVR is not only less than SVR, but also less sensitive to kernel parameter. 
Key words: bias; support vector regression; active set; generalization ability 

摘  要: 为了研究偏置对支持向量回归(support vector regression,简称 SVR)问题泛化性能的影响,首先提出了无偏

置 SVR(NBSVR)的优化问题及其对偶问题.推导出了 NBSVR 优化问题全局最优解的必要条件,然后证明了 SVR 的

对偶问题只能得到 NBSVR 对偶问题的次优解.同时提出了 NBSVR 的有效集求解算法,并证明了它是线性收敛的.
基于 21个标准数据集的实验结果表明,在对偶问题解空间上,有偏置支持向量回归算法只能得到无偏置支持向量回

归算法的次优解,NBSVR 的均方根误差要低于 SVR.NBSVR 的训练时间不仅低于 SVR,而且对核参数变化不太 
敏感. 
关键词: 偏置;支持向量回归;有效集;泛化性能 
中图法分类号: TP18   文献标识码: A 

1995 年,Cortes 和 Vapnik 提出了可高效处理分类和回归问题的支持向量网络[1],称为支持向量机(support 
vector machine,简称 SVM).SVM 的核心思想是最大化分类/回归间隔,即最小化||w||,使决策超平面的间隔最大
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化,并通过调节偏置 b 得到最优的决策超平面:〈w,x〉+b=0.相比传统的分类和回归算法,SVM 的学习性能有了大

幅提高.但是,文献[1]在理论上并未指出偏置 b在决策超平面存在的意义.另一方面,无偏置的决策超平面在神经

网络的算法应用中得到了很好的泛化性能 ,如文献 [2]提出的正则极限学习机(regularized extreme learning 
machine,简称 RELM)和文献[3]提出的基于极限学习机的优化方法.所以,b 对 SVM 回归问题泛化性能的影响是

一个值得研究的问题. 
训练 SVM 的核心问题求解其优化问题,自从 SVM 提出以后,有很多的方法被提出以求解其优化问题.直接

的方法是求解其原始优化问题[4],更多的间接方法则是求解其优化问题[5−12],间接的方法又可以分为两种:1) 分
解法[6−8].文献[12]证明了 SVM 优化问题可以分解为一系列子问题来求解,分解法的特点是每次迭代所需求解

的子问题的变量个数是相同的,其中,训练回归 SVM 的 SMO(sequential minimal optimization)方法[8]是一种极端

分解方法,每次迭代只需求解含有两个工作变量的子优化问题.文献[13,14]从工作集选择策略角度对 SMO 的回

归问题作了改进,使得 SMO 在拟合回归数据时运算速度更快、精度更高.但是,SMO 在处理回归优化问题时,每
次迭代都需要正确更新 b,以保证下次迭代正常进行,如果每次迭代后两个工作变量更新后的值都在边界约束

上时,那么正确的 b 值在一个范围内,无法精确计算出.文献[15]通过减少对偶间隙有效地缩小了 b 的取值范围,
但是仍然需要近似估计 b 的值;2) 有效集(active set)法[9−11].有效集方法通过一系列迭代识别出优化问题的正确

有效集,在迭代过程中,有效集的元素个数是递增的.有效集方法和 SMO 方法的不同在于,每次迭代中 b 值都可

以精确计算出来,从而避免由 b 值计算失误而导致误差的累积. 
本文使用有效集方法来比较支持向量回归(support vector regression,简称 SVR)问题和无偏置 SVR(no-bias 

support vector regression,简称 NBSVR)的泛化性能.首先提出了 NBSVR 原始优化问题及其对偶问题,从理论上

给出了 NBSVR 最优解和 SVR 最优解的分析比较,给出了 NBSVR 的有效集求解方法,并与 SVR 进行多个指标

的实验比较. 
本文第 1 节分析 NBSVR 原始优化问题和对偶优化问题.第 2 节对 SVR 和 NBSVR 的对偶优化问题进行理

论分析.第 3 节给出有效集算法描述,算法的收敛性分析和初始迭代向量分析.第 4 节给出 SVR 和 NBSVR 在 21
个标准数据集上的测试比较结果.第 5 节是结论. 

1   NBSVR 优化问题 

给定一个含有 N 个样本的训练样本集 1{ , }N
i i ix y = ,其中,输入为 d 维向量 xi∈Rd,输出为 yi∈R.SVR 硬间隔约束 

条件为 
 |yi−〈w⋅xi〉−b|≤ε (1) 
其中,ε为用户设定的参数,表示决策函数对所有样本预测的输出值与目标值 yi 最多允许有ε的偏差.如果公式(1) 

不满足 ,SVR 硬间隔优化问题是无解的 ,这时可引入松弛变量ξ i 和
*
iξ 放宽约束条件来解决这个问题 .由于 

NBSVR 的约束条件没有偏置项,NBSVR 优化问题表示为 
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构造公式(2)的拉格朗日函数: 
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1
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其中, * *, , ,i i i iα α η η 为非负拉格朗日乘子: 

 * *0, 0, 0, 0i i i iα α η η≥ ≥ ≥ ≥  (4) 

对 L1 关于向量 w 和变量ξi, *
iξ 求偏导数,下列条件都满足时得到公式(3)的最优解: 

 *
1 1/ 0 ( )N

i i iL w w xα α∂ ∂ = ⇒ = −∑  (5) 
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 ∂L1/∂ξi=0⇒C=αi+ηi (6) 
 * * *

1 / 0i i iL Cξ α η∂ ∂ = ⇒ = +  (7) 

将公式(5)~公式(7)代入公式(3)可得对偶优化问题: 

 
* * * *
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通常,训练样本集在原始输入空间中是线性不可分的,需要引入映射函数φ将 xi 映射为特征向量φ(xi),以使

样本在特征空间中线性可分.从对偶优化问题(8)可以看出,只需计算样本的内积形式就可以求解出 NBSVR 的

最优回归超平面,只需找到某核函数 K 使得 K(xi,xj)=〈xi⋅xj〉,从而避免计算高维向量φ(xi). 
由公式(5)可知,NBSVR 的决策函数可表示为 

 *
1( ) ( ) ( , )N

i i ih x K x xα α= −∑  (9) 

其中,K(xi,xj)为满足 Mercer 定理的核函数. 

2   理论分析 

为了方便推导,公式(8)的目标函数可作如下表示: 
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引入向量δ∈R2N 和 q∈R2N,矩阵 H∈R2N×2N,公式(8)可简化为 

 
1minimize   ( )
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T T
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f H q
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⎬
⎪∀ ⎭≤ ≤

 (11) 

其中,δ=[α;α*],
TK KH

K K
⎡ ⎤−

= ⎢ ⎥
−⎣ ⎦

,q=[−ε+y;−ε−y]T,ε=[ε,…,ε]T∈RN,y=[y1,…,yN]T∈RN. 

2.1   Karush-Kuhn-Tucker条件 

对于二次规划问题 ,判断向量δ*是否为它的最优解的充分必要条件为δ*是否为公式 (11)目标函数的

Karush-Kuhn-Tucker(KKT)点[16].基于 KKT 理论,构造公式(11)的拉格朗日问题: 

 *
2

1 1

1: ( )
2

N N
T T

i i i i
i i

L H q Cδ δ δ ρ δ ρ δ
= =

= − − − −∑ ∑  (12) 

其中,ρi 和
*
iρ 为非负拉格朗日乘子.令 g(δ)为公式(11)的梯度,即 g(δ)=Hδ−q,则有 gi(δ)=[Hδ−q]i,其中,gi(δ)为向量 

g(δ)的第 i 个元素.根据 KKT 理论,公式(12)的最优解必须满足下列条件: 

(1) *
2 / 0 ( )i i i iL gδ δ ρ ρ∂ ∂ = ⇒ = − ; 

(2) 0≤δi≤C,∀i; 
(3) ρi≥0,∀i; 

(4) * 0,i iρ ∀≥ ; 

(5) ρiδi=0,∀i; 
(6) *( ) 0,i iC iρ δ− = ∀ . 

其中,条件(1)为稳定点条件,条件(2)为原问题(11)的可行性条件,条件(3)和条件(4)为公式(12)的可行性条件,条
件(5)和条件(6)为公式(11)和公式(12)之间的互补松弛性条件.由这 6 个条件可对δI 进行如下划分: 

1) δi=0.由条件(6)可知 * 0iρ = ,再由条件(3)可得 gi(δ)≥0; 
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2) δi=C.由条件(5)可知ρi=0,再由条件(4)可得 gi(δ)≤0; 

3) 0<δi<C.由条件(5)和条件(6)可知ρi=0, * 0.iρ = 可得 gi(δ)=0. 

因此,当且仅当以下条件成立时,公式(12)才会得到最优解: 

 
0      ( ) 0

0 ( ) 0
    ( ) 0

i i

i i

i i

g
C g

C g

δ δ
δ δ

δ δ
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≥

≤

 (13) 

2.2   SVR和NBSVR最优解分析 

与 NBSVR 对偶问题相比,SVR 的对偶问题具有相同的目标函数,但是约束条件不同: 

 
2

1 1

1minimize   ( )
2

subject to = ,0 ,

T T

N N
i j iN

f H q

C i

δ δ δ δ

δ δ δ
+
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⎬
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定义 1. 满足某优化问题约束条件的点称为该优化问题的可行点,由全部可行点组成的集合称为该优化问

题的可行域,公式(11)和公式(14)的可行域分别记为 D1 和 D2,即 

1

2

{ | 0 , },
{ | , , ,0 , },

i

i j i

D C i E I
D i E j I C i E I

δ δ
δ δ δ δ

= ∈ ∪
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≤ ≤
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其中,E={1,…,N},I={N+1,…,2N}. 
定义 2. 若存在δ * ∈D1,使得对任意的δ≠δ * ,δ∈D1 均有 f(δ)≥f(δ * ),则称δ *是 f(δ)在可行域 D1 上的全局最 

优解. 
由于 SVR 和 NBSVR 采用满足 Mercer 定理的函数作为核函数,所以公式(11)和公式(14)的目标函数相应的

矩阵 H 为半正定矩阵,它们对应的优化问题为凸二次规划问题,即存在全局最优解. 
定理 1. 令目标函数 f(δ)在可行域 D1 的全局最优解为 f(δ 1 ),f(δ)在可行域 D2 的全局最优解为 f(δ 2 ),则 

f(δ 1 )≤f(δ 2 ). 
证明:由定义 1 可知,D1⊇D2.如果δ 1 ∈D2,则表示公式(11)的可行域和公式(14)的可行域相同;又由于这两个

优化问题的目标函数是一致的,此时公式(11)和公式(14)完全一致,必然得到相同的全局最优解,即 f(δ 1 )=f(δ 2 ). 

如果δ 1 ∉D2,即 1
1 2D Dδ ∈ ∩ ,而δ 2 ∈D2,所以δ 2 ≠δ 1 .由定义 2 可知,f(δ 2 )≥f(δ 1 ).综上,有 f(δ 1 )≤f(δ 2 )成立. □ 

定理 1 表明,在求解相应的对偶问题时,SVR 只能得到 NBSVR 的次优解.从另一方面看,公式(11)是在多维 
空间[0,C]2N 中寻找最优解,而公式(14)是在多维空间[0,C]2N 中沿着超平面 , ,i j i E j Iδ δ= ∈ ∈∑ ∑ 寻找最优解,显 

然,公式(11)的解空间要大于公式(14)的解空间. 

3   NBSVR 优化问题的有效集方法 

框式约束二次规划问题从数学优化角度看已做过很多研究,一般使用内点法和有效集方法.内点法的优点

是迭代次数很少,计算复杂度对约束条件数目不敏感,适合处理稀疏矩阵,但是每次迭代的计算代价较大.有效

集方法的每次迭代计算代价很小,但是迭代次数很多,与约束条件数目关系很大. 
相比一般的框式约束问题,公式(11)存在两种特性:1) 由核矩阵构成的矩阵 H 为稠密矩阵;2) 下界约束都

为 0.这两种特性表明,公式(11)更适合用有效集方法求解.由于下界约束为 0,有效集算法可以使每次迭代的计算

代价进一步降低,并能降维求解目标优化问题. 

3.1   NBSVR有效集算法 

有效集方法是一种迭代求解方法,每次迭代完成时需要判断迭代得到的向量是否满足目标问题的 KKT 条

件[16]:如果满足,则算法得到最优解;否则,继续进行迭代操作. 
对公式 (11)引入 3 个指标集合 L,U,S,并定义 :L:={i|δi=0},S:={i|0<δi<C},U:={i|δi=C}.因为 δ∈R2N,所以
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L∪S∪U={1:2N}.并称 L 和 U 为有效集,S 为工作集.δi 为 0 称为下边界约束,δi 为 C 称为上边界约束. 
根据指标集的划分策略,公式(11)的目标函数中变量和矩阵可作如下划分:δ=[δL,δS,δU]T,q=[qL,qS,qU]T,其中,

向量δL,δS 和δU 分别由指标集 L,U,S 标识,向量 qL,qS 和 qU 分别由集合 L,U,S 标识.同理可定义矩阵 H 的子矩阵,
如 HLL,HLS 和 HLU,矩阵的行分别由集合 L,L,L 标识,矩阵的列分别由集合 L,S,U 标识. 

因为δi 值为 0 时对目标函数的函数值计算没有影响,所以公式(11)可简化为下面的形式: 

 
1 1minimize
2 2

subject to  0 ,

T T T T T
S SS S U US S S S U UU U U U

Sj

H H q H q

C j

δ δ δ δ δ δ δ δ

δ

⎫+ − + − ⎪
⎬
⎪∀ ⎭≤ ≤

δ  (15) 

其中,δSi为δS的第 j个元素.由δS的定义可知,公式(14)的约束条件必然满足,求解公式(15)等价于求解无约束优化

问题: 

 1 1minimize
2 2S

T T T T T
S SS S U US S S S U U U U UH H q H q

δ
δ δ δ δ δ δ δ δ+ − + −  (16) 

由于δU 中元素的值都固定为 C,所以公式(16)可以看作是关于δS 求最小值. 
NBSVR 有效集算法利用 2 层循环来求解目标优化问题.首先,外循环判断δ中边界约束元素是否都满足公

式(13),如果都满足,算法终止;如果不满足,按照下式选取一个违反 KKT 条件程度最大的指标: 
 arg max{| ( ) || ( ) 0,  or ( ) 0, }i i i

i
g g i L g i Uδ δ δ< ∀ ∈ > ∀ ∈  (17) 

根据公式(17)选择的指标 i,将对应的元素δi 加入δS 中,使得δS=[δS;δi];再更新相应的指标集 S,使得 S=S+{i}.
如果δi=C,需从δU 中删除一个元素,再更新相应的指标集 U,使得 U=U−{i}.然后进入内循环.给定初始可行迭代 

向量δk(δk∈[0,C]2N)、初始有效集 Lk,Uk、工作集 Sk,根据δk,Lk,Uk 和 Sk 给出子向量 k
Sδ 和 k

Uδ ,NBSVR 有效集外循 

环算法可描述如下: 
算法 1. NBSVR 有效集外循环算法. 
第 1 步:判断δk 是否满足公式(13)的约束,如果满足,算法终止;如果不满足,执行下列操作. 

第 2 步:根据公式(17)选择一个 k
iδ ,令 [ ; ]k k k

S S iδ δ δ= ,Sk=Sk+{i}. 

第 3 步:如果 0k
iδ = ,令 Lk=Lk−{i};否则,令 Uk=Uk−{i},将 k

Uiδ 从 k
Uδ 中删除. 

第 4 步:跳转到内循环算法(算法 2). 
内循环的目标是求解公式(16),使得最优解δS 满足上下界约束.由于 H 是对称半正定矩阵,它的子矩阵 HSS

也是对称半正定的,因此,公式(15)关于δS 存在全局最优解.公式(16)的最优解可通过式(18)直接求出 

 1( ) ( )new T T
S SS US U SH H qδ δ−= − −  (18) 

如果 new
Sδ 中的元素都在约束界内,即 (0, ),new

Sj C jδ ∈ ∀ ,则终止内循环,进行外循环操作;否则,将δS的变化值(记

作 new
S Sd δ δ= − )乘以步长 sig,设使得δS 中只有一个元素δSj 在界上.sig 通过式(19)计算: 

 { }, 0 , 0
min min{ / }, min{ / }

l l
Sl l Sl ll d l d

sig d C dδ δ
< >

= − −  (19) 

如果 new
Sδ 越界,先计算 1 , 0

min{ / }
l

Sl ll d
sig dδ

<
= − 和 2 , 0

min{ / }
l

Sl ll d
sig C dδ

>
= − ,分别找出使 new

Sδ 上界和下界元素满足 

边界的最短步长 sig1和 sig2,再计算 sig=min{sig1,sig2},δS=δS+sig⋅d,使得δS只有一个元素在边界上,其余元素都回

缩到边界内.找出δS 在边界上的元素δSj,将δSj 从δS 中删除,并将相应的指标 i 从集合 S 中删除,即 S=S−{i}.如果

δSj=0,需将相应的 i 加入到集合 L 中,即 L=L+{i};如果δSj=C,需将相应的指标 i 加入到集合 U 中,即 U=U+{i}.此 

外,还需将边界约束加入到δU 中,即δU=[δU;C].然后,继续使用δS 和δU 求解公式(16),直到求出的解 new
Sδ 所有元素 

都在约束界内.由上所述,NBSVR 有效集内循环算法可描述如下: 
算法 2. NBSVR 有效集内循环算法. 

第 1 步:根据公式(18)计算得到 .new
Sδ  

第 2 步:判断 new
Sδ 中的所有元素是否都满足 (0, )new

Sj Cδ ∈ :如果满足,执行第 3 步;如果不满足,执行第 5 步. 
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第 3 步: 1 1,k new k k
S S U Uδ δ δ δ+ += = ,Sk+1=Sk,Lk+1=Lk,Uk+1=Uk, 

令δk+1=[0,…,0]T∈R2N, 1 1 1 1 1 1( ) , ( )k k k k k k
S US Uδ δ δ δ+ + + + + += = ,k=k+1. 

第 4 步:跳转到外循环算法(算法 1). 

第 5 步:令 k new k
S Sd δ δ= − ,根据公式(19)计算 sig. 

第 6 步:令 1k k
S S sig dδ δ+ = + ⋅ ,找出 1k

Sδ + 在边界上的元素 1k
Sjδ + .将 1k

Sjδ + 从 1k
Sδ + 中删除. 

第 7 步:令 Sk=Sk−{i},其中,i 为 Sk 中的第 j 个元素. 

第 8 步:如果 1 0k
Sjδ + = ,令 Lk+1=Lk+{i}, 1k k

U Uδ δ+ = ,Uk+1=Uk+{i}; 

否则,令 Uk+1=Uk+{i}, 1 [ ; ]k k
U U Cδ δ+ = ,Lk+1=Lk,k=k+1. 

第 9 步:转第 1 步. 

3.2   收敛性分析 

本节主要对NBSVR有效集算法的收敛性进行分析.令 A=L∪U为公式(11)的有效集,δ*为公式(11)的最优解, 
A*为公式(11)得到最优解δ*时对应的有效集.δk 为 NBSVR 有效集算法第 k 次迭代得到的解,p(δk)为公式(11)第 k
次迭代得到的函数值. 

定理 2. 令{Ak}为一组有效集序列,{δ k }为一组 N 维向量序列,则 NBSVR 有效集算法在有限步内线性收敛

到δ * . 
证明:由于 0≤|A|≤N,所以由 1~N 之间所有整数构成的可能的子列{Ak}必定是有限的.由致密性定理可知,

任意初始有效集 Ak 必然能在有限次迭代中得到 A*,从而算法能够在有限步内收敛到δ * .此外,计算可以得到由

内循环选择的步长满足 0<sig≤1,公式(18)计算得到的解必然保证公式(16)的无约束优化问题单调下降;又因为

求解公式(16)等价于求解公式(11),所以第 K+1 迭代得到的解δk+1 必然满足 p(δk+1)<p(δk).即 NBSVR 有效集算法

是单调下降的,所以 NBSVR 有效集算法有限步内线性收敛到δ * . □ 

3.3   初始迭代向量分析 

由 NBSVR 有效集算法可知,每次迭代的计算代价与工作集对应的变量个数有较大的关系.变量个数越多,
计算代价也就越大,所以初始迭代向量的工作变量一般设置比较少.由第 3.1 节可知,集合 U 对应的元素为边界

支持向量(bound support vector,简称 BSV),集合 S 对应的元素为非边界支持向量(non-bound support vector,简称

NBSV).不同数据集的边界支持向量在优化问题所有变量中的比例是不同的.对边界支持向量比例较大的数据

集,初始有效集变量都设为上界约束的变量可以有效改善算法的性能.对边界支持向量比例较小的数据集,初始

有效集变量都设为下界约束的变量可以有效改善算法的性能. 

4   实验与性能分析 

本节通过实验分析 NBSVR 和 SVR 的泛化性能.NBSVR 的二次规划问题采用提出的 NBSVR 有效集算法

求解,SVR 的二次规划优化问题采用文献[9]提出的有效集方法求解(下文两种算法简称为 SVR 算法和 NBSVR
算法 ).两种优化问题的核函数均选择高斯核函数 :K(u,v)=exp(−||u−v||2/2γ2).所有算法都是基于 Pentium 4, 
2.53GHZ CPU,MATLAB2007 环境下实现.实验用到的数据来自 UCI 数据库[17]和 StatLib 数据库[18],数据的输入

和输出都归一化到[0,1]之间,数据的具体描述见表 1.其中,编号 1~14 的数据为 Statlib 数据集,编号 15~21 的数据

为 UCI 数据集. 
有些数据的属性是由字符或字符串组成,需要作相关预处理将其变为数字属性.Abalone 数据有一个属性

‘sex’是由 M,F 和 I 组成,分别用 1,2,3 表示 M,F,I.Cloud 数据有两个属性‘seeded’和‘season’分别由字符和字符串

组成 ,需要将字符串转化为二进制表示形式 .如 ,‘season’性为 AUTUMN,WINTER,SPRING 和 SUMMER,则
AUTUMN 可表示为 1,0,0,0,WINTER 表示为 0,1,0,0,SPRING 表示为 0,0,1,0,SUMMER 表示为 0,0,0,1.经过预处

理后,Cloud 数据属性由 6 个增加到 9 个,Machine_cpu 数据属性由 7 个增加到 36 个,Servo 数据属性由 4 个增加
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到 19 个. 
Table 1  Benchmark data sets 

表 1  标准数据集 

编号 数据集 训练样本数 测试样本数 属性数

1 Babyfat 130 122 14 
2 Balloon 1 000 1 001 2 
3 Baskball 50 46 4 
4 Bolts 20 20 7 
5 Cleveland 150 153 13 
6 Elusage 25 20 2 
7 Fruitfly 60 65 4 
8 Lowbwt 100 89 9 
9 Mbagrade 30 31 2 

10 Pollution 30 30 15 
11 Quake 1 000 1 178 3 
12 Sensory 300 276 11 
13 Strike 300 325 6 
14 Space-ga 1 500 1 607 6 
15 Abalone 2 000 2 177 8 
16 Autoprice 80 79 15 
17 Cloud 50 58 9 
18 Housing 250 256 13 
19 Machine_cpu 100 109 36 
20 Pyrim 40 34 27 
21 Servo 80 87 19 

 

4.1   用户参数选取 

SVR 和 NBSVR 优化问题的ε设为 0.01,由于 SVR 和 NBSVR 优化问题算法性能受代价参数 C 和核参数γ
影响较大,需要选择合适的参数值以使算法的泛化性能最好.参照文献[19]中的参数选择方法,对于每个数据集

选取 15 个 C 值和 15 个γ值,共有 225 种参数对,并选择性能最好的组合(C,γ).15 个 C 值分别取 10−3,10−2,0.05,0.1, 
0.2,0.5,1,2,5,10,20,50,102,103 和 104.15 个γ值分别取 10−3,10−2,0.1,0.2,0.4,0.8,1,2,5,10,20,50,102,103 和 104.令 SVR 

和 NBSVR 有效集算法初始迭代向量 0 0 2
1[ ,...,0] ,T NRδ= ∈δ 并设 0

1 / 2Cδ = ,即δ 0 第 1 个元素值为 C/2,其余的值为 

设为 0,则对应的有效集和工作集分别为 L0={2:2N},L0=∅,S={1}. 

4.2   算法性能比较 

在此,利用训练样本的训练时间(time)、测试样本的均方根误差(root mean square error,简称 RMSE)、迭代

次数(iteration)、NBSV 和 BSV 作为算法的评价指标.表 2 包含了 Time 和 RMSE 的指标测试结果(两种算法的

最优参数).表 3 包含了 Iterations,BSV 和 BSV 这 3 个指标的测试结果. 

Table 2  Training time and RMSE comparison of algorithms 
表 2  算法训练时间和均方根误差比较 

SVR NBSVR 
数据集 

(C,γ) Time (s) RMSE (C,γ) Time (s) RMSE 
Babyfat (103,20) 0.093 1 0.010 5 (103,20) 0.070 8 0.010 5 
Balloon (2,0.8) 3.992 0 0.040 8 (10,1) 3.879 5 0.039 4 
Baskball (0.5,0.8) 0.066 8 0.133 3 (10−2,1) 0.040 3 0.133 2 

Bolts (50,5) 0.030 3 0.114 1 (50,5) 0.021 8 0.113 9 
Cleveland (0.5,2) 0.161 2 0.227 4 (2,5) 0.149 0 0.227 2 
Elusage (50,2) 0.027 0 0.117 0 (104,5) 0.017 3 0.115 3 
Fruitfly (0.2,1) 0.078 6 0.181 6 (50,20) 0.058 2 0.182 0 
Lowbwt (0.2,0.4) 0.138 5 0.236 7 (20,1) 0.133 1 0.126 8 

Mbagrade (102,50) 0.036 2 0.194 9 (102,50) 0.028 7 0.194 9 
Pollution (0.5,2) 0.035 0 0.141 0 (0.5,1) 0.023 3 0.119 2 

Quake (0.5,10−3) 105.52 0.170 7 (50,1) 11.582 0.175 8 
Sensory (0.1,102) 0.448 3 0.146 3 (0.1,102) 0.316 0 0.146 3 
Strike (0.1,10−2) 1.776 7 0.060 2 (2,50) 0.359 1 0.061 5 

Space-ga (104,20) 33.448 0.039 0 (104,20) 32.234 0.038 8 
Abalone (20,10−2) 849.591 0.103 1 (0.05,2) 79.021 9 0.086 2 
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Table 2  Training time and RMSE comparison of algorithms (Contiuned) 
表 2  算法训练时间和均方根误差比较(续) 

SVR NBSVR 
数据集 

(C,γ) Time (s) RMSE (C,γ) Time (s) RMSE 
Autoprice (2,2) 0.116 7 0.065 5 (1,2) 0.081 0 0.064 0 

Cloud (104,50) 0.081 3 0.081 5 (104,50) 0.060 3 0.081 4 
Housing (5,10) 0.256 4 0.131 4 (2,2) 0.251 6 0.130 5 

Machine_cpu (104,10) 0.066 2 0.030 2 (104,10) 0.064 2 0.031 2 
Pyrim (2,2) 0.048 5 0.081 9 (2,2) 0.033 7 0.076 1 
Servo (2,2) 0.102 7 0.082 5 (2,2) 0.084 9 0.082 5 

Table 3  Support vectors and iteration times comparison of algorithms 
表 3  算法支持向量和迭代次数比较 

SVR NBSVR 
数据集 NBSV BSV Iterations NBSV BSV Iterations 
Babyfat 18 4 74 14 4 68 
Balloon 6 104 280 6 97 276 
Baskball 8 38 92 1 44 89 

Bolts 10 7 46 10 7 46 
Cleveland 21 122 295 11 135 291 
Elusage 4 14 44 6 13 40 
Fruitfly 6 53 114 4 53 116 
Lowbwt 44 47 146 49 40 203 

Mbagrade 1 28 61 1 28 61 
Pollution 4 20 54 8 17 48 

Quake 964 32 1 036 20 860 2 148 
Sensory 4 261 536 2 256 520 
Strike 239 16 281 2 221 448 

Space-ga 46 1 065 2 866 43 1 063 2 965 
Abalone 1 379 0 1 381 5 1 736 3 485 

Autoprice 19 51 149 15 52 141 
Cloud 10 31 122 10 31 122 

Housing 5 214 455 27 183 435 
Machine_cpu 30 0 56 32 0 60 

Pyrim 33 6 55 26 9 50 
Servo 63 5 81 65 5 85 

从表 2 可以看出:在 21 个数据集的 RMSE 指标测试中,NBSVR 在 13 个数据集上的性能较好,SVR 在 4 个

数据集上的性能较好,另外 4 个数据集两种算法 RMSE 值相同;在训练时间上,NBSVR 全部优于 SVR.在 Quake, 
Strike 和 Abalone3 个数据集上,SVR 的训练时间比 NBSVR 要少 5 倍~10 倍.这是由于两种算法的最佳参数对中

的核参数的值很小,从而导致核矩阵近似奇异化,在训练样本较大时训练时间会变得很长. 
从表 3 可以看出,在 Quake,Strike 和 Abalone 这 3 个数据集上,SVR 算法的 NBSV 数目非常多.从第 3.3 节的

分析可知,在 NBSV 数目很多的情况下,算法计算代价是相当大的,所以,由 SVR 算法训练的时间会很长.在其他

数据集上,结合表 2 的分析,如果数据集的 NBSV 相似,迭代次数少的算法训练时间也会较少. 

4.3   对偶问题最优解比较 

本节对 SVR 和 NBSVR 求解对偶问题得到最优解时对应的函数值进行比较.为了公平比较,SVR 和 NBSVR
的参数全部设为 SVR 的最佳参数对(见表 2).每次将 21 个数据集随机打乱,并按顺序选取表 1 对应的训练样本

数目,再用两个算法训练比较.该测试分为 3 次,记为测试 1、测试 2、测试 3,测试结果见表 4. 
从表 4 可以看出:在 21 个数据集的 4 次测试中,NBSVR 总是会得到比 SVR 更小的对偶问题函数值;从对偶 

问题角度看,含有约束
2

1 1
N N

i jN
δ δ

+
=∑ ∑ 的优化问题只能得到次优解.由此可见,SVR 对偶优化问题中约束条件

2
1 1
N N

i jN
δ δ

+
=∑ ∑ 会限制算法得到更优的解. 
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Table 4  Global function value comparison of dual problems 
表 4  对偶问题最优函数值比较 

测试 1 测试 2 测试 3 
数据集 

SVR NBSVR SVR NBSVR SVR NBSVR 
Babyfat −6.4850e+002 −6.4932e+002 7.9485e+002 7.9685e+002 −7.9985e+002 −8.0082e+002 
Balloon −1.7475e+000 −2.4337e+000 −2.0411e+000 −2.6888e+000 −1.7127e+000 −2.4245e+000 
Baskball −1.8781e+000 −2.0151e+000 −2.2336e+000 −2.5382e+000 −1.7291e+000 −1.8732e+000 

Bolts −5.5994e+001 −5.6827e+001 −5.6382e+001 −6.0978e+001 −5.9524e+001 −6.4645e+001 
Cleveland −1.0365e+001 −1.0460e+001 −1.0778e+001 −1.0852e+001 −1.1005e+00 −1.1118e+001 
Elusage −5.5204e+001 −5.6124e+001 −6.9875e+001 −7.3740e+001 −7.8588e+001 −8.4179e+001 
Fruitfly −1.7450e+000 −1.8056e+000 −1.3591e+000 −1.4188e+000 −1.2818e+000 −1.3528e+000 
Lowbwt −1.1754e+000 −3.2825e+000 −1.1271e+000 −3.2996e+000 −1.0143e+000 −3.3146e+000 

Mbagrade −5.9052e+002 −5.9067e+002 −4.7037e+002 −4.7055e+002 −4.3877e+002 −4.3888e+002 
Pollution −1.0768e+000 −1.1749e+000 −1.5319e+000 −1.5927e+000 −1.3206e+000 −1.4533e+000 

Quake −1.5640e+001 −2.6788e+001 −1.4496e+001 −2.5541e+001 −1.5128e+001 −2.5994e+001 
Sensory −3.8698e+000 −3.9966e+000 −3.5719e+000 −3.7019e+000 −3.6359e+000 −3.7659e+000 
Strike −3.7714e-001 −5.3708e-001 −4.5832e-001 −6.2830e-001 −5.2497e-001 −7.2240e-001 

Space-ga −2.7019e+005 −2.7079e+005 −2.8387e+005 −2.8433e+005 −2.6965e+005 −2.7021e+005 
Abalone −1.1127e+001 −1.0514e+002 −9.8542e+000 −1.0222e+002 −1.0527e+001 −1.0362e+002 

Autoprice −7.5856e+000 −7.9427e+000 −6.4505e+000 −6.7247e+000 −6.7433e+000 −7.1462e+000 
Cloud −1.0987e+004 −1.1151e+004 −1.4585e+004 −1.4772e+004 −1.1184e+004 −1.1388e+004 

Housing −9.5502e+001 −9.5683e+001 −9.5476e+001 −9.5610e+001 −9.0453e+001 −9.0563e+001 
Machine_cpu −1.2039e+002 −1.4444e+002 −5.0295e+002 −6.2580e+002 −3.9730e+002 −5.3445e+002 

Pyrim −1.8578e+000 −1.9494e+000 −1.7049e+000 −1.8807e+000 −2.0595e+000 −2.1273e+000 
Servo −3.5996e+000 −3.6207e+000 −3.6963e+000 −3.7206e+000 −2.2815e+000 −2.3011e+000 

 

4.4   参数选择对训练时间的影响 

本节分析代价参数 C 和核参数γ选择对算法训练时间的影响,数据集选用 Strike,图 1 为 SVR 和 NBSVR 算

法的测试结果.可以看出:当γ固定时,SVR 和 NBSVR 训练时间对 C 值都不太敏感;当 C 固定时,SVR 训练时间对

γ值比 NBSVR 敏感的多,尤其当γ <0.1 时,SVR 训练时间会变得很长.当数据集样本数目很大时,SVR 寻找最优参

数将会花费大量的时间. 
 
 
 
 
 
 
 
 
 
 
 

(a) SVR 算法                                          (b) NBSVR 算法 

Fig.1  Relationship of parameters selection on Strike data set 
图 1  Strike 数据集两个算法参数选择与训练时间的关系 

5   结  论 

本文研究并给出了 NBSVR 原始优化问题和对偶优化问题,提出了 NBSVR 对偶优化问题的有效集求解方

法,并给出了收敛性分析.在实验中,利用多个标准数据集对 SVR 和 NBSVR 算法性能进行了不同指标的分析, 
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NBSVR 算法对于半数以上数据集的均方根误差低于 SVR,所有数据集的训练时间 NBSVR 均低于或相似于

SVR.对偶问题最优解测试表明,在相同参数设置下,NBSVR 均能得到比 SVR 更优的解.选取不同参数值对

时,NBSVR 的训练时间变化较为平缓. 
由此可见,无偏置的支持向量回归算法要比有偏置支持向量回归算法的泛化性能更好,训练时间更短,选择

合适的参数更便捷.将来的工作包括将无偏置的支持向量回归应用现实生活的真实数据上,以验证它的高效性. 
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