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摘　要: 为汽车自动驾驶提供安全高效的自动驾驶行为决策, 是汽车自动驾驶领域面临的挑战性问题之一. 目前,
随着自动驾驶行业的蓬勃发展, 工业界与学术界提出了诸多自动驾驶行为决策方法, 但由于汽车自动驾驶行为决

策受环境不确定因素的影响, 决策本身也要求实效性及高安全性, 现有的行为决策方法难以完全支撑这些要素. 针
对以上问题, 提出了一种基于贝叶斯网络构建 RoboSim模型的自动驾驶行为决策方法. 首先, 基于领域本体分析自

动驾驶场景元素之间的语义关系, 并结合 LSTM模型预测场景中动态实体的意图, 进而为构建贝叶斯网络提供驾

驶场景理解信息; 然后, 通过贝叶斯网络推理特定场景的自动驾驶行为决策, 并使用 RoboSim模型的状态迁移承载

行为决策的动态执行过程, 以减少贝叶斯网络推理的冗余操作, 提高了决策生成的效率. RoboSim模型具有平台无

关、能模拟仿真执行周期的特点, 并支持多种形式化的验证技术. 为确保行为决策的安全性, 使用模型检测工具

UPPAAL对 RoboSim模型进行验证分析. 最后, 结合变道超车场景案例, 进一步证实所提方法的可行性, 为设计安

全、高效的自动驾驶行为决策提供了一种可行的途径.
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Abstract:  The  realization  of  safe  and  efficient  behavior  decision-making  has  become  a  challenging  issue  for  autonomous  driving.  As
autonomous  driving  industries  develop  vigorously,  industrial  professionals  and  academic  members  have  proposed  many  autonomous  driving
behavior  decision-making  approaches.  However,  due  to  the  influence  of  environmental  uncertainties  as  well  as  requirements  for
effectiveness  and  high  security  of  the  decision,  existing  approaches  fail  to  take  all  these  factors  into  account.  Therefore,  this  study  proposes
an  autonomous  driving  behavior  decision-making  approach  with  the  RoboSim  model  based  on  the  Bayesian  network.  First,  based  on
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domain  ontology,  the  study  analyzes  the  semantic  relationship  between  elements  in  autonomous  driving  scenarios  and  predicts  the  intention
of  dynamic  entities  in  scenarios  by  the  LSTM  model,  so  as  to  provide  driving  scenario  information  for  establishing  the  Bayesian  network.
Next,  the  autonomous  driving  behavior  decision-making  in  specific  scenarios  is  inferred  by  the  Bayesian  network,  and  the  state  transition
of  the  RoboSim  model  is  employed  to  carry  the  dynamic  execution  of  behavior  decision-making  and  eliminate  the  redundant  operation  of
the  Bayesian  network,  thus  improving  the  efficiency  of  decision-making.  The  RoboSim  model  is  platform-independent.  In  addition,  it  can
simulate  the  decision-making  cycle  and  support  validation  technologies  in  different  forms.  To  ensure  the  safety  of  the  behavior  decision-
making,  this  study  uses  a  model  checking  tool  UPPAAL  to  verify  and  analyze  the  RoboSim  model.  Finally,  based  on  lane  change  and
overtaking  cases,  this  study  validates  the  feasibility  of  the  proposed  approach  and  provides  a  feasible  way  to  achieve  safe  and  efficient
autonomous driving behavior decision-making.
Key words:  autonomous driving; behavior decision-making; Bayesian network; RoboSim; UPPAAL
 

近年来, 自动驾驶引起了学术界和工业界的广泛关注. 自动驾驶系统 (autonomous driving system, ADS)包含

“感知-决策-执行”这 3大模块 [1], 其中决策模块对感知模块获取的数据进行分析, 并根据车辆自身状态及周围环境

信息做出当前驾驶场景下的最优决策, 然后将相应的指令传输给执行模块, 以执行具体的决策动作. 决策的优劣将

直接影响自动驾驶的安全, 因此研究高效可靠的行为决策方法对自动驾驶技术的发展具有重要的意义.
目前, 由于自动驾驶行为决策的失效引发了一系列安全事故. 例如, 2021 年 3 月 11 日, 一辆特斯拉 Model Y

在美国底特律西南部一个十字路口撞上一辆正在行驶的车辆, 而该自动驾驶车辆未采取任何减速或制动的行为决

策 [2]. 这说明生成安全可信的行为决策作为自动驾驶中的关键技术仍面临诸多挑战. 首先, 自动驾驶场景具有高度

的复杂性与不确定性 [3], 如道路路网结构的复杂性、环境因素的多样性以及其他车辆、行人意图的不确定性等.
因此, 对自动驾驶场景元素之间的语义关系进行分析, 并在决策算法中充分考虑环境的不确定性因素, 是影响行为

决策准确性的关键所在 [4]. 其次, 自动驾驶车辆在行驶过程中应考虑决策执行的高效性, 即对复杂的环境信息及时

做出响应, 并生成安全的行为决策. 在同一自动驾驶场景中, 驾驶车辆的状态以及周围的环境信息在一段连续时间

内保持一致, 若重复执行决策算法势必会产生诸多冗余计算. 因此, 如何对同一场景下的决策进行优化、重用, 是
提高决策生成效率的关键. 此外, 保证自动驾驶行为决策的安全性是自动驾驶车辆需考虑的首要问题. 在行驶过程

中, 自动驾驶车辆会与其他交通参与者发生行为交互, 错误的决策将造成严重的后果. 因此, 对自动驾驶决策的安

全性进行验证分析也是目前亟需解决的问题之一.
针对上述自动驾驶行为决策生成存在的问题, 本文提出了一种基于贝叶斯网络构建 RoboSim 模型的自动驾

驶行为决策方法. 首先, 利用领域本体 [5]对驾驶场景中的语义关系进行分析, 并构建基于长短期记忆网络 (long
short term memory, LSTM) 的他车意图预测模型 [6], 为构建面向 ADS 行为决策的贝叶斯网络提供场景理解信息

并利用贝叶斯网络进行最大后验概率推理得到当前场景下的最优决策. 其次, 以该场景下的车辆状态为状态节点,
以贝叶斯网络生成的最优决策为迁移边上的动作, 环境因素为迁移边上的条件, 构建面向 ADS 行为决策的

RoboSim[7]模型; 结合我们前期的工作 [8], 将 RoboSim模型自动转化为 UPPAAL[9]支持的时间自动机网络 (network
of timed automata, NTA), 借助模型检测技术验证分析 RoboSim模型的安全性. 若通过验证, 则使用 RoboSim模型

进行决策, 以减少使用贝叶斯推理产生决策的冗余操作, 提高行为决策的效率; 若该 RoboSim模型未通过安全验

证, 则回溯修改贝叶斯网络参数, 以优化决策模型.
综上, 本文主要工作包括以下 3部分内容.
(1) 提出一种面向 ADS行为决策的贝叶斯网络模型, 利用领域本体以及他车意图预测 LSTM模型为构建贝叶

斯网络提供驾驶场景信息, 通过贝叶斯网络推理特定场景的自动驾驶行为决策.
(2) 构建 RoboSim 模型承载行为决策的动态执行, 以减少贝叶斯网络推理的冗余操作, 提高了决策生成的

效率.
(3) 基于模型检测工具 UPPAAL验证分析 RoboSim模型的安全性, 为自动驾驶提供安全可靠的决策依据.
本文第 1 节介绍基于贝叶斯网络构建 RoboSim 模型的自动驾驶行为决策方法的总体框架. 第 2 节阐述了

ADS领域本体和他车意图预测 LSTM模型为贝叶斯网络构建提供的驾驶场景理解信息, 以及面向 ADS行为决策

的贝叶斯网络的构建和推理过程. 第 3节介绍如何基于贝叶斯网络生成的决策信息以及驾驶场景信息构建面向 ADS
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行为决策的 RoboSim模型, 并对其进行验证分析. 第 4节通过变道超车这一自动驾驶典型场景对上述方法进行案

例分析, 说明本文方法的可行性. 第 5节对相关工作进行对比、分析. 最后, 总结全文的主要工作并对后续工作扩

展进行了讨论.

 1   总体框架

根据目前自动驾驶行为决策所存在的问题, 本文提出了一种基于贝叶斯网络构建 RoboSim 模型的自动驾驶

行为决策方法. 该方法的核心思想是利用 ADS领域本体模型和他车意图预测 LSTM模型, 为构建面向 ADS行为

决策的贝叶斯网络提供场景理解信息. 然后, 利用贝叶斯网络推理得到的决策信息、车辆状态信息和环境信息构

建面向 ADS 行为决策的 RoboSim 模型. 最后, 借助模型转换技术生成 UPPAAL 支持的 NTA 模型并对其进行形

式化验证分析. 本文的总体框架如图 1所示.
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图 1　基于贝叶斯网络构建 RoboSim模型的自动驾驶行为决策方法框架
 

(1) 面向 ADS行为决策的贝叶斯网络

本文根据道路车辆预期功能安全标准 ISO 21448[10], 在考虑驾驶场景的层次性与关联性的基础上, 分析驾驶
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场景中的各个元素之间的语义关系, 以构建 ADS领域本体. 本文将自动驾驶场景因素分为 3类, 即车辆状态、环

境因素和行为决策. 在此基础之上, 训练他车意图预测 LSTM模型, 以车辆历史轨迹数据作为输入, 车辆意图的分

类结果作为输出. 然后, 根据本体模型为贝叶斯网络提供驾驶场景领域知识, 为不同的场景选择合适的变量作为贝

叶斯网络的节点; 同时, 将 LSTM模型的预测结果作为贝叶斯网络中“其他车辆意图”节点的概率, 基于驾驶经验与

专家领域知识确定网络结构, 通过仿真数据确定条件概率表 (conditional probability table, CPT). 最终, 生成面向

ADS行为决策的贝叶斯网络, 该网络支持通过最大后验概率推理得到当前驾驶场景下的驾驶行为决策.
(2) 面向 ADS行为决策的 RoboSim模型构建及验证

结合仿真数据和已生成的贝叶斯网络, 通过抽象状态和迁移, 以车辆状态作为状态节点, 环境作为边上的迁移

条件, 贝叶斯网络在该场景下推理得到的最优决策作为边上的迁移动作, 可以得到面向 ADS行为决策的 RoboSim
模型. 基于本课题组前期的工作, 将 RoboSim模型转换为 NTA模型, 使用 UPPAAL对模型进行安全性验证分析,
保证了该行为决策模型的安全性. 若未通过验证, 说明决策模型存在问题, 需要回溯优化贝叶斯网络, 进而更新 RoboSim
决策模型.

基于贝叶斯网络构建 RoboSim模型的自动驾驶行为决策方法可以为自动驾驶提供准确、安全、高效的行为

决策. 本文将重点讨论如何利用领域本体和 LSTM 来构建面向 ADS 行为决策的贝叶斯网络, 以及如何进一步生

成面向 ADS行为决策的 RoboSim模型并对其进行验证分析.

 2   面向 ADS 行为决策的贝叶斯网络

自动驾驶车辆在进行决策的过程中, 首先需要对驾驶环境有深层次的理解, 不断对驾驶环境中的变化进行估

计、判断和预测, 再利用场景信息得到当前驾驶场景下的决策动作. 贝叶斯网络是一种结构灵活的概率图模型 [11],
它的边表示变量之间的依赖关系, 用概率分布表示依赖关系的强弱, 从而将先验信息或领域知识与数据样本有机

结合起来. 此外, 贝叶斯网络能够结合来自不同来源的本地信息, 从而在不确定性的环境下做出决策. 因此, 本文通

过 ADS领域本体为贝叶斯网络提供驾驶场景因素之间的语义关系, 为不同的场景选择合适的变量作为贝叶斯网

络的节点并确定网络结构; 同时利用 LSTM对他车意图预测, 得到的预测结果作为贝叶斯网络中“其他车辆意图”
节点的概率; 然后通过仿真数据确定条件概率表 (CPT); 最后, 通过贝叶斯概率推理得到当前驾驶场景下自动驾驶

车辆的驾驶行为决策.

 2.1   构建面向 ADS 行为决策的贝叶斯网络

本节将分别介绍 ADS 领域本体和基于 LSTM 的他车意图预测模型, 并在此基础之上构建面向 ADS 行为决

策的贝叶斯网络模型.
 2.1.1    ADS领域本体

本体是对客观事物的系统化描述, 能够表达特定领域中概念之间的语义关系. ADS领域本体可以对驾驶场景

中的各个元素及其关系进行语义描述, 从而系统地指导贝叶斯网络节点选择以及节点之间的依赖关系构建, 更好

地把驾驶信息融入基于贝叶斯网络的行为决策算法中.
本文基于道路车辆预期功能安全标准 ISO 21448, 在考虑驾驶场景的层次性与关联性的基础上, 提取驾驶场景

中的道路结构、交通标识和交通参与者等信息, 将与决策相关的内容分为了以下 3类: 自身车辆类、行为类、环

境类, 并为其定义相应的数据属性、对象属性, 得到面向 ADS领域本体模型. 本体类的层次关系如下.
(1)自身车辆类 (ego): 描述了 ego车辆自身的状况, 如当前车辆的速度、加速度、与障碍物之间的相对距离、

当前所处车道以及车辆行驶方向.
(2)行为类 (behavior): 行为类可以分为纵向行为与横向行为, 其中纵向行为包括加速、减速、匀速行驶, 横向

行为包括向左转、右转、与保持当前车道.
(3)环境类 (environment): 表示自动驾驶车辆中的环境因素, 主要由障碍物、天气、路网结构组成. 其中障碍

物分为行人 (pedestrain)、车辆 (vehicle), 车辆描述其他车辆的驾驶状态, 包括其他车辆的速度、加速度、与 ego
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车辆的相对距离和方向、与当前车道之间的角度等. 天气描述当前的天气状况, 主要包括晴天、雨天、雾天和多

云等. 路网结构表示自动驾驶车辆行驶道路的状况. 包括路口、车道、车道线、人行横道、路面标记、交通灯和

交通标志等.
在给出类的定义之后, 所描述的对象的属性和于其他对象的关系需要分别用数据属性和关系属性进行表达.

表 1给出了自动驾驶场景中的部分关系属性与数据属性, 其中关系属性的定义域和值域都是类, 数据属性的定义

域为类, 值域为数据类型. 如自动驾驶车辆 ego具有横向驾驶行为与纵向驾驶行为, 故具有关系属性 decision, 其定

义域为 ego, 值域为 behavior; 数据属性有 currentVelocity, 其定义域为 ego, 值域为 double.
  

表 1    自动驾驶领域本体部分关系属性和数据属性 
属性种类 属性名称 定义域 值域

关系属性

decision ego behavior
currentLane ego lane

hasFrontObstacle ego vehicle
hasLeftLane lane lane

hasTrafficLight RoadPart TrafficLight

数据属性

currentVolecity ego double
currentDirection ego double
ObsIntension Obstacle string
ObsVelocity Obstacle double

 

ADS 领域本体模型实现了对驾驶场景中类的状态和语义关系的系统性描述, 充分表达了驾驶场景中多元异

构以及参与者之间的时空交互信息, 为后续贝叶斯网络根据驾驶场景信息得到最佳决策动作提供了场景理解信息.
 2.1.2    基于 LSTM的他车意图预测模型

自动驾驶场景中, ADS行为决策系统需要处理许多难以避免的不确定性因素, 其中最重要的因素之一就是周

围车辆未来的运动状态的随机性. 目前, 车载传感器只能对自动驾驶车辆周边的交通参与者进行状态监测, 但无法

对其未来的运动状态进行预测. 由于车辆历史轨迹数据是时间序列信息, 而 LSTM模型对时序数据具有强大的信

息挖掘能力与深度表征能力, 并引入“门”机制保存信息, 能有效处理长序列, 因此, 本文基于 LSTM模型对自动驾

驶车辆周围车辆进行意图预测. 模型框架如图 2所示. 该模型主要由 3个部分组成.
  

X1 X2 X3 Xseq_length

y1 y2 y3 yseq_length

LSTMLSTMLSTMLSTM

FC FC FC FC

他车意图预测结果

输出层

全连接层

输入层

LSTM 层

图 2　基于 LSTM的他车意图预测模型
 

Xt(1) 输入层: 为每个时间步长目标车辆的历史轨迹信息, 用特征向量   表示.
Xt Xt−1

ht

(2) LSTM层: 在每一个时刻 t, LSTM单元体接收此刻的输入   和上一个时刻历史轨迹信息的隐藏状态   ,
以更新当前的历史轨迹信息的隐藏状态   .

yseq_length = (y1,y2,y3)

y1,y2,y3

(3) 全连接层: 接收 LSTM 层的输出并对其做分类, 将最后一个节点   作为分类输出结果,
 分别表示左转、右转、执行的概率, 并将其作为贝叶斯网络节点车辆意图的参数.

 2.1.3    基于 ADS领域本体和 LSTM模型构建贝叶斯网络

在 ADS领域本体知识的指导下, 自动驾驶中的多元异构信息及其层次关系能够被充分反映在贝叶斯决策网
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络中; 而基于 LSTM的他车意图预测模型为贝叶斯决策网络提供了场景中的车辆意图的不确定性信息, 两者结合

能够有效构建 ADS 行为决策贝叶斯网络. 贝叶斯网络可以用一个二元组   来表示, 其中   为

一个有向无环图, N 为节点集合, E 为边的集合, 代表两个节点之间有直接依赖关系. 因此, 贝叶斯网络的构建主要

分为两步.
(1) 确定节点及节点之间的依赖关系: 基于本体中类的分层结构, 本文将贝叶斯的节点分为 3类并为其设计分

层结构, 分别为车辆状态节点、环境因素节点、行为决策节点, 其中在环境因素节点内添加了关于车辆意图预测

节点, 以 LSTM他车意图预测模型得到的分类结果作为意图预测节点上的概率分布, 并基于驾驶经验与专家领域

知识确定网络结构.
(2) 参数学习: 即确定各个节点的 CPT. 在数据集完整时, 贝叶斯网络参数学习的主要方法为最大似然估计方

法和贝叶斯方法. 在具体实现中, 本文选择了 GeNle[12]工具作为可视化构建贝叶斯网络的工具并进行参数学习.

 2.2   基于贝叶斯网络的行为决策推理

在确定贝叶斯网络结构以及参数后, 下一步的工作就是进行概率推理. 贝叶斯网络推理是指利用确定的贝叶

斯网络结构以及节点的 CPT, 输入当前驾驶环境的实时信息计算决策节点的后验概率.
ϵ X = xi P(xi|ϵ) = αλ(xi)

π(xi)
∑
{xi}

P (xi|ϵ) = 1,λ (xi) π (xi)

在计算最大后验概率的过程中, 设影响某节点 X 的节点集合为   , 则   的后验概率可以表示为: 

 , 其中 α 为归一项, 保证   表示沿着有向边由 X 的父节点传送给 X 的消息,    表示由

X 沿着有向边的反方向传递给其他节点的消息. 算法 1给出了实现贝叶斯概率推理的伪代码, 第 4行与第 5行将

车辆以及环境相关的信息输入对应的贝叶斯节点中, 第 6 行根据车辆与环境信息计算决策节点的最大后验概率,
第 7 行将取值最大的值作为当前环境下采取的横向驾驶动作与纵向驾驶动作. 实现贝叶斯推理决策的具体效果,
本文将在第 4.2节展开具体描述.

算法 1. 面向 ADS的贝叶斯网络行为决策推理算法.

输入: 自动驾驶仿真数据集 DataSet, 已知结构和参数的贝叶斯网络 Bayesian, LSTM预测结果 LSTM_output;
输出: 决策节点置信度.

1. begin
2.　 for all data∈ DataSet do:
3.　　 //将与 ego车相关的信息离散化并输入到车辆状态节点

4.　　 ego_data = Discretize(data.ego);
5.　　 //将与环境相关的信息以及 LSTM预测结果输入到对应的环境状态节点

6.　　 environment_data = Discretize(data.env, LSTM_output);
7.　　 //车辆状态节点与环境状态节点向其子孙节点传递消息, 并计算决策节点的最大后验概率

8.　　 Decision(t) = Propagate(ego_data, environment_data);
9. 　　//将最大后验概率对应的决策状态作为当前环境下采取的横向驾驶动作与纵向驾驶动作

10.　　 Set_Maximum(Decision(t));
11.　end for
12. end

 3   基于贝叶斯网络的 RoboSim 模型构建及验证

若直接通过训练好的贝叶斯网络对自动驾驶行为进行概率推理做出决策, 不考虑缓存相似场景的行为决策,
会产生一系列冗余计算, 导致计算效率下降. 基于此, 本节讨论如何构建面向 ADS行为决策的 RoboSim模型, 以
承载贝叶斯网络行为决策的动态执行, 具体地, 以其内部的状态机作为行为决策的载体, 抽象出面向特定场景的车
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辆状态、环境约束及行为决策动作, 从而大幅减少决策过程中的冗余操作, 提高计算效率.
作为平台无关的仿真建模语言, RoboSim可以很好地捕捉仿真执行中的周期语义, 且其支持多种形式化验证

技术对模型的安全性进行验证分析, 包括支持 CSP验证的 FDR[13], 概率模型验证工具 PRISM[14], 以及实时系统验

证工具 UPPAAL等. 此外, RoboSim的支撑工具 RoboTool[15]实现了其元模型设计、图形化和文本化建模、形式

化模型转换等功能, 为模型的构建及验证提供了有效的技术支持. 其中, 将 RoboSim 模型自动转换为 NTA 模型,
结合规约语言时间计算树逻辑 (timed computation tree logic, TCTL)[16], 并利用 UPPAAL工具对其进行形式化验证

分析为本团队的前期工作积累 [8]. 因此, 本文选择使用 UPPAAL工具对生成的 RoboSim模型进行验证分析, 以确

保生成决策的安全性.

 3.1   机器人仿真建模语言 RoboSim

RoboSim是一个平台无关的机器人仿真建模语言, 拥有结构良好的图形化和文本化语法, 并支持多种形式化

验证技术.
基于仿真建模的特性, RoboSim 融入了仿真执行周期的概念. 一个仿真执行周期可表示为寄存器读、执行、

寄存器写 3个操作. 因此, RoboSim模型不仅可以用于机器人仿真, 也能用于自动驾驶仿真. 由于仿真数据为指定

采样周期的离散数据, 本文把数据的采样周期抽象为一个 RoboSim的仿真执行周期, 具体表现为: 寄存器读用于

读取车辆初始状态和当前环境参数, 寄存器写用于根据当前环境信息输出车辆行为决策, 以让车辆的物理执行器

进一步执行. 基于 RoboSim的周期执行过程如图 3所示.
  

While (true)
寄存器读

(车辆初始状态+环境参数)

寄存器写
(车辆行为决策) 等待一个执行

周期 (采样周期)

执行

图 3　RoboSim的周期执行过程
 

(module, Interface)一个 RoboSim模型可定义为一个二元组   , 其中:
module

(cycle, plat f orm,Controller) cycle platform

Controller controller

●     : 表示一个模块, 用于指定执行周期、物理平台的接口以及并行运行的控制器, 它可以表示为一个

三元组   . 其中,    表示仿真执行周期;    表示物理平台提供或定义的接口, 以
接收外部环境参数和发送内部控制信息;    表示并行运行的控制器集合, 每个控制器   由一个或

多个状态机 (state machine)组成, 每个状态机类似 UML中的状态机模型, 用于建模内部控制逻辑, 包含了状态机

体 (state machine body)和输入输出接口等, 状态机体用于表示状态的迁移.
Interface●    : 表示接口的集合, 接口中声明了操作和事件, 操作代表物理平台提供的服务, 并由控制器和状态

机获取; 事件用于各个组件之间的交互.
相比于传统的 UML 状态机模型, 采用 RoboSim模型除了可以很好地模拟自动驾驶车辆的执行周期, 还能够

方便地转换至其他仿真或验证平台进行仿真及验证分析, 为抽象自动驾驶行为决策模型提供了较好的载体.

 3.2   构建面向 ADS 行为决策的 RoboSim 模型

根据上一节针对 RoboSim模型的定义, 一个完整的面向 ADS行为决策的 RoboSim模型包括模块、接口、控

制器、状态机等. 除状态机中的状态机体外, 其余组件的构建与自动驾驶行为决策的关联性不大, 故本文不作赘

述. 下面将重点介绍如何构建 RoboSim模型中的状态机体, 以承载由车辆状态信息、环境信息及贝叶斯网络推理

得到的决策信息.
(State,Transition)一个 RoboSim状态机体可定义为   , 分别表示状态和迁移的集合. 其中, 单个状态和单条迁移

定义如下.
state●    : 唯一标识了当前车辆的状态信息 ego_state, 包括车辆当前运行速度、转向角度、车道信息、与其他

车辆的相对距离信息等;
transition (source, target,condition,action) source target●     : 由元组    组成 .  其中    和    为迁移的起始和终止状态;
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condition action

$decision(acc,angle)

acc angle

exec

 标识了当前的环境信息, 需要扩展为以/\ (合取)连接的表达式, 并通过提供接口由上层组件输入;  
标识了当前的行为决策信息, 并通过定义接口传递给上层组件. 决策信息表示为   表达式, 其中

$指操作不立即通过接口传递, 而是等到周期结束时传递,    和   分别用具体的决策值替换. 此外, 该状态机

体在每一个决策动作结束后, 通过 RoboSim中的特殊事件   标识当前执行周期的结束和下一执行周期的开始.
算法 2 给出了 RoboSim 模型中状态机体的状态及迁移关系生成的伪代码, 以自动驾驶仿真数据集和训练好

的面向 ADS决策的贝叶斯网络为输入, 输出 RoboSim模型的状态机体中包含的状态及迁移关系. 算法的执行大

致流程为: 遍历仿真数据集中的每一条数据, 根据贝叶斯网络推理得到的决策信息以及环境信息和车辆的当前状

态信息, 计算车辆下一时刻的状态, 并将新的状态信息存入状态集合中, 同时构建迁移边, 并将新的迁移边信息存

入迁移集合中. 算法中还加入了为贝叶斯网络优化方法所保留的接口, 以保证通过 RoboSim模型所做的决策不会

导致车辆进入不安全状态, 即当识别到车辆的下一个状态 next_state 为不安全状态时, 会调用该优化方法调整贝叶

斯网络, 并重做当前决策, 直到下一个状态安全为止. 该回溯优化将作为下一阶段的工作重点进行探讨, 本文不予讨论.

算法 2. RoboSim状态机体的状态及迁移生成算法.

输入: 数据集 DateSet, 训练好的贝叶斯网络 Bayesian;
输出: 状态集合 State, 迁移条件集合 Transition.

1. begin
2. create an initial junction init;
3. create a set State; //状态集合, 用于存储 RoboSim状态机体中的状态

4. create a set Transition; //迁移边集合, 用于存储 RoboSim状态机中的迁移

5. create a state next_state; // 用于记录下一个状态的状态信息

6. for all data∈DataSet do:
7. 　if data is initial data then //如果为场景的初始状态

8.　　 state = data.ego_state; //则将数据集中的车辆状态信息作为当前状态

9. 　　if not State.has(state) then
10.　　　State.add(state);
11.　　end if
12.　　if Transition.has((init, state, null, null)) then
13.　　　　Transition.add((init, state, null, null));
14.　　 end if
15.　else
16. 　　state = next_state; //保存由上一个循环计算出的下一个状态;
17.　end if
18.　decision = Bayesian(state, data.env); //利用贝叶斯网络根据当前车辆状态信息和环境信息推理出决策

19.　next_state = count(state, decision); //根据决策计算出下一个状态

20.　if not State. has(next_state) then
21.　　 if next_state is not a safe state then
22.　　 　//若进入不安全状态, 回溯优化贝叶斯网络

23. 　　　Backtracking and optimizing the Bayesian network;
24.　　else
25.　　　State.add(next_state);
26.　　end if
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27.　end if
28.　if not Transition.has((state, next_state, env, decision)) then
29.　　Transition.add((state, next_state, data.env, decision));
30.　end if
31. end for
32. end

 3.3   基于 UPPAAL 的 RoboSim 模型验证及分析

UPPAAL 是一种支持实时系统建模及验证的模型检测工具, 其输入模型为 NTA 模型, 并使用 TCTL 进行性

质规约. 通过已实现的模型转换技术, 可以直接将生成的面向 ADS行为决策的 RoboSim模型转换为 UPPAAL支

持的 NTA 模型. 该 NTA 包含了表示 RoboSim 模型中模块、控制器和状态机 3 个组件执行周期的时间自动机

(timed automota, TA) 模型, 由状态机体转换生成的 TA 模型以及相应的变量和通道声明. 其中, $decision
(acc, angle)作为一个函数被写进全局声明中. 此外, 通过模型转换方法, 还能自动生成一些待验证的 TCTL性质规

约, 包括无死锁性, 无输出冲突和所有状态的可达性. 最后, 使用 UPPAAL工具对模型进行形式化验证分析, 以确

保所建立的面向 ADS行为决策 RoboSim模型的安全性.

 4   案例分析

本节以变道超车场景为例, 讨论如何基于贝叶斯网络和 RoboSim模型进行自动驾驶行为决策. 首先, 在 ADS
领域本体的指导下, 以贝叶斯网络建模工具 GeNl 作为可视化载体构建贝叶斯网络, 通过自动驾驶仿真模拟器

CARLA (center for advanced research on language acquisition)[17]生成的仿真数据对贝叶斯网络进行参数学习, 并进

一步生成面向 ADS行为决策的 RoboSim模型, 最后对其进行形式化验证分析. 实验部分代码详见 https://github.com/
mzdachuizhang/Decision_Making_Using_Bayesian-RoboSim.git.

 4.1   变道超车场景

由于本文方法需尽可能考虑到环境中的不确定性因素, 如天气、周围车辆信息等. 近年来虚拟仿真技术的发

展可以实现真实场景的逼真模拟. 使用 CARLA仿真器生成自动驾驶数据集, 包括自动驾驶车辆的位置信息、速

度信息以及车道信息等, 并可定制行人、其他车辆和天气等环境因素信息. CARLA 生成的变道超车场景如图 4
所示.
  

veh_f1

veh_e
veh_f0

veh_b1

lane1 lane0

图 4　变道超车场景
 

图 4中场景主要包含了天气信息和 4个动态实体, 即作为决策主体的当前车辆 veh_e以及周围车辆: 当前车

道前方车辆 veh_f0, 左车道后方车辆 veh_b1, 左车道前方车辆 veh_f1. 首先, veh_e在 lane0车道上直线行驶, 并希

望通过变道超车的方式超过前方车辆 veh_f0, 且与周围车辆保持安全距离. 受天气、周围车辆意图的不确定性影

响, 变道超车动作并非在任何时刻都适合. 因此 veh_e需要通过当前环境判断应该采取何种决策, 才能在保证安全
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的情况下进行变道超车或维持原状态.

 4.2   面向变道超车行为决策的贝叶斯网络

面向变道超车场景行为决策的贝叶斯网络构建步骤如下: 首先, 结合第 2节所提到的面向 ADS的领域本体模

型以及基于 LSTM的他车意图预测模型, 为贝叶斯网络提供驾驶场景理解信息, 以定义针对该场景的行为决策中

所需的贝叶斯网络节点; 然后, 通过 CARLA得到的场景仿真数据, 使用贝叶斯网络工具 GeNle对数据进行结构学

习和参数学习, 最终得到基于变道超车场景行为决策的贝叶斯网络.
根据面向 ADS的领域本体定义的类, 本文将变道超车场景因素分为 3类, 包括车辆状态、环境因素和行为决

策, 由此确定贝叶斯网络应包含的节点, 具体节点以及节点含义如表 2所示. 其中, 车辆状态节点中的 is_safe_id 节

点表示通过车辆当前速度和相对距离所计算出的 ego车和其他实体车辆在当前速度下是否保持安全距离, 其值可

取 safe 或 unsafe; 环境因素节点中 id_intension 节点表示动态实体车辆的驾驶意图, 该节点的值根据第 2.1.2节所

介绍的基于 LSTM的他车行为意图预测算法实时计算得出, 并能够动态地影响最终的行为决策.
  

表 2    变道超车场景行为决策的贝叶斯网络节点及含义 
节点类型 节点名称 节点含义

车辆状态节点

ego_lane veh_e所在车道

ego_speed veh_e车行驶速度

ego_direc veh_e车与当前车道中心轴线夹角

rel_f0 veh_e车与veh_f0之间的相对距离

is_safe_f0 veh_e车和veh_f0车在当前速度下是否保持安全距离

rel_b1 veh_e车与veh_b1之间的相对距离

is_safe_b1 veh_e车和veh_b1车在当前速度下是否保持安全距离

rel_f1 veh_e车与veh_f1之间的相对距离

is_safe_f1 veh_e车和veh_f1车在当前速度下是否保持安全距离

环境因素节点

f0_intension veh_f0车辆驾驶意图, 由LSTM模型预测得到

f0_speed veh_f0车行驶速度

f0_acc veh_f0车当前加速状况

b1_intension veh_b1车辆驾驶意图, 由LSTM模型预测得到

b1_speed veh_b1车行驶速度

b1_acc veh_b1车当前加速状况

f1_intension veh_f1车辆驾驶意图, 由LSTM模型预测得到

f1_speed veh_f1车行驶速度

f1_acc veh_f1车当前加速状况

weather 当前天气状况

行为决策节点
dec_longti veh_e车辆可能采取的纵向驾驶动作

dec_lateral veh_e车辆可能采取的横向驾驶动作
 

本次实验选择使用通过 CARLA的仿真引擎生成的数据, 数据共包括 200组变道超车场景, 基本涵盖变道超

车的所有可能的情况, 每组场景的采样间隔为 0.2 s. 首先, 使用 LSTM 对环境中的动态实体车辆 (即 veh_f1,
veh_f0和 veh_0b)进行驾驶意图预测, 将预测结果一并加入数据集中. 然后, 使用 GeNle工具构建贝叶斯网络并基

于仿真数据进行参数学习, 得到如图 5所示的面向超车变道场景行为决策的贝叶斯网络, 可以直观地看出各因素

之间的依赖关系, 且各节点最终均会对 veh_e车的行为决策即节点 dec_longti 和节点 dec_lateral 产生直接或间接

的影响.
输入一组驾驶数据, 将自动驾驶车辆以及周围环境因素输入对应的贝叶斯网络节点中, 然后通过贝叶斯最大

后验概率推理计算车辆可能采取的动作的概率, 概率值最大的即为车辆在当前环境下要采取的横向驾驶动作与纵

向驾驶动作. 一次贝叶斯推理决策过程如图 6所示, veh_e当前处于右侧车道, 行驶速度适中, 与当前车道中心轴线
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夹角偏左, 并且与 veh_f0、veh_b1、veh_f1均处于安全距离, 周围车辆以 veh_f0为例, 其速度较低, 保持匀速状态,
有 64%的概率保持直行. 在该驾驶环境下, 通过贝叶斯网络推理得到, 横向驾驶行为保持当前车速的概率为 73%,
加速概率为 8%, 减速概率为 19%; 纵向驾驶行为中, 左转概率为 67%, 右转概率为 16%, 保持直行概率为 16%. 因
此, 当前自动驾驶情况在该驾驶环境做出的最优决策为保持当前速度与左转.
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Right 59%
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Mid 61%

Fast 2%
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Keep 73%
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Fast 5%
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f1_speed
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Fast 4%
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is_safe_f1
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图 5　超车变道场景行为决策的贝叶斯网络
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Straight 71%
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Near 0%

Far 100%

rel_b1

Far 0%
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图 6　根据驾驶场景信息进行贝叶斯决策推理
 

 4.3   面向变道超车行为决策的 RoboSim 模型

根据变道超车场景的仿真数据集及第 4.2节生成贝叶斯网络, 利用算法 2构建面向变道超车场景行为决策的

RoboSim模型, 并基于我们前期的工作 [8]将其自动转换为 NTA模型, 以使用形式化验证工具 UPPAAL对该模型

进行验证分析. 图 7展示了面向变道超车场景行为决策的 RoboSim模型, 可见如下内容. 
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(a) 变道超车 RoboSim 模型中定义的接口、事件、操作以及枚举类型

(d) 变道超车 RoboSim 状态机模型示意图

(b) 变道超车 RoboSim 的 Module 模型 (c) 变道超车 RoboSim 的 Controller 模型

图 7　面向变道超车场景行为决策的 RoboSim模型
 

(1) 图 7(a) 为模型中定义的接口、事件、操作及枚举类型. 接口包括环境因素接口 EnvI、ego 车状态接口

EgoStateI和决策接口 DecisionI. 其中, EnvI中定义了所有环境因素事件, 包括动态实体车辆的速度、转向、道路、

加速情况以及天气状态, 这些事件将通过车辆的物理平台 CarPlatform传递给 RoboSim模型的内部控制器和状态

机; EgoStateI中定义了 ego车的状态; DecisionI定义了一个决策操作 decision, 该操作即用于为车辆下一时刻的加

速情况和转向角度提供决策建议. 枚举类型 Speed 等用于定义变量的取值, 如 Speed 类型中定义了 4 个值 stop,
low, mid和 fast, 用于表示车辆的当前速度区间, stop表示车辆的当前速度为 0.

(2) 图 7(b)为Module模型, 车辆物理平台 CarPlatform和控制器 OverTakingController通过接口 EnvI中的事

件异步连接, 将从物理平台读取的环境信息传递给控制器, 此外, CarPlatform提供的接口 DecisionI用于接受由控

制器传来的车辆决策操作.
(3) 图 7(c)为 Controller模型, 控制器和内部状态机 OverTakingSTM也通过接口 EnvI中的事件异步连接, 将

环境信息传递给内部状态机, 并通过接口 DecisionI接受来自状态机的车辆决策操作.
(4) 图 7(d)为状态机模型示意图, 由于篇幅所限, 这里只列举了其中的部分状态和迁移. 状态机的控制流运行

流程如下: 初始化即车辆进入变道超车场景时, 控制流便会从 initial节点出发到达 s_0节点, 随后, 控制流会根据

车辆的当前状态和环境条件进行判断并进入合适的安全状态节点, 并在每个执行周期结束时将决策通过 DecitionI
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传出. 图 7(d)中展示了一条从状态 s_1到状态 s_2的迁移, 斜杠前为 condition条件部分, 斜杠后为决策部分, 当满

足 condition所列条件时, 则会触发 action动作, 最后通过 exec结束当前执行周期.
本文使用 CARLA 额外仿真了 200 个变道超车场景 (共计 24 113 条采样数据) 作为测试数据, 以比较使用贝

叶斯网络和使用 RoboSim 模型进行决策的结果和效率. 通过对比决策结果, 发现两种方法的决策结果完全一致,
说明在本例中, RoboSim模型完全承载了贝叶斯网络的决策信息; 此外, 两种方法在一个变道超车场景的决策效率

对比如图 8所示, 通过决策耗时比较可以看出, 使用 RoboSim决策模型所做决策确实比直接使用贝叶斯网络进行

决策效率更高.
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图 8　贝叶斯网络与 RoboSim模型决策效率对比图
 

除决策效率更高外, 使用 RoboSim决策模型还支持进一步利用形式化方法进行验证分析, 以保证模型的安全

性, 本文选择 UPPAAL 作为形式化验证工具以说明方法的可行性. 上述 RoboSim 模型可以通过模型转换自动生

成如图 9 所示的时间自动机网络模型, 包括针对 RoboSim 模型中 Module 执行周期的 OverTakingModule_cycle
(如图 9(a)所示)、针对 RoboSim模型中 Controller执行周期的 OverTakingController_cycle (如图 9(b)所示)、和针

对 RoboSim模型中状态机执行周期的 OverTakingSTM_cycle (如图 9(c)所示). 这 3个模型用于刻画寄存器读写和

输出冲突判断等, 以及 RoboSim模型中状态机所对应的时间自动机模型 OverTakingSTM (如图 9(d)所示), 该模型

实现了状态机的内部控制逻辑.
  

(c) OverTakingSTM_cycle 模型 (d) OverTakingSTM 模型

(a) OverTakingModule_cycle 模型 (b) OverTakingController_cycle 模型

图 9　时间自动机网络模型
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整个时间自动机网络模型可以结合 TCTL性质规约通过 UPPAAL工具进行形式化验证分析. 这里我们验证

了死锁性、是否有输出冲突以及状态可达性等针对行为决策模型安全性的性质规约, 验证结果如表 3所示. 验证

结果表明, 上述生成的面向变道超车场景行为决策的 RoboSim模型的内部逻辑是安全的.
 
 

表 3    针对变道超车场景的行为决策的 UPPAAL模型验证结果 
性质 性质描述 验证结果

A[] not deadlock 无死锁 满足

A[] not (OverTakingModule_cycle.OutputConflict && OverTakingController_cycle.OutputConflict
&& OverTakingSTM_cycle.OutputConflict)

无输出冲突 满足

E<> OverTakingSTM.entered_s_1 s_1状态可达 满足

E<> OverTakingSTM.entered_s_2 s_2状态可达 满足

 

 5   相关工作

本文研究自动驾驶行为决策方法及其形式化验证, 相关工作主要包括自动驾驶决策生成方法、对自动驾驶行

为决策的安全性验证方法以及 RoboSim模型及相关验证方法 3大部分.

 5.1   自动驾驶行为决策方法

目前, 自动驾驶车辆的行为决策方法主要可以分为基于学习、基于博弈论、基于规则和基于概率统计模型 4
大类方法 [18,19]. 其中, 基于学习的算法即利用深度学习算法对环境样本进行自主学习, 产生端到端的行为决策方

法, 如英伟达 (NVIDIA)[20]研发的自动驾驶车辆采用卷积神经网络进行决策. 基于博弈论的方法将决策过程看作是

智能体之间的动态交互行为, 代表工作有Wang等人 [21]结合动态博弈论预测车道变换以及跟车的驾驶行为.
其中基于规则的算法主要通过划分车辆状态, 建立驾驶环境与驾驶动作之间的映射关系, 进而进行决策, 其代

表方法为状态机模型、基于知识推理的模型等. 针对状态机模型, 文献 [22]中斯坦福大学团队研发的 Junior无人

车利用一个有限状态机进行行为决策, 但在实际场景测试中仍有状态机无法覆盖的情况; 文献 [23]中, Odin车队

利用层次状态机区分不同的驾驶场景并采用竞争的机制得到行为决策. 针对基于知识推理的方法, Zhao等人 [24]使

用本体技术对自动驾驶环境场景进行建模, 将输入传感器的数据与知识库中的规则进行匹配再查询得到当前场景

对应的决策. 基于规则的算法的优点是可解释性强, 但是无法考虑到环境中的不确定性因素, 且存在状态空间的组

合爆炸问题.
基于概率统计模型的方法主要包括部分可观测马尔可夫决策过程 (partially observable Markov decision

process, POMDP)、贝叶斯网络等. Liu等人 [25]将在城区环境中的情境感知的决策问题建模为 POMDP模型, 以处

理由于周围物体运动意图和感知噪声所引入的不确定因素, 很好地解决了环境中不确定因素对决策带来的影响但

存在状态空间爆炸问题. Ulbrich等人 [26]提出一种基于非线性动态贝叶斯网络模型, 提高了自动驾驶车辆在不确定

性环境下的自主变道的可靠性. 也有许多工作将深度学习算法与基于概率的模型进行结合. Ma 等人 [27]将驾驶系

统分为场景识别模块和决策推理模块, 运用多任务学习神经网络提取驾驶员视角图像的特征值, 并将其作为以贝

叶斯网络决策模块的输入. Gautam 等人 [28]利用概率卷积神经网络估计实际道路上数据的不确定性以及传感器的

不确定性, 并将结果引入预先定义好的贝叶斯网络进行决策. 但以上方法难以充分表达驾驶场景信息以及自动驾

驶领域知识, 且在同一驾驶场景下存在由于冗余计算导致计算效率下降的问题.

 5.2   自动驾驶行为决策的安全性验证方法

在自动驾驶行为决策的安全性验证方面, Selvaraj等人 [29]通过评估监督控制理论、模型检查和演绎验证等多

种形式化技术, 得出自动驾驶车辆现有决策和控制软件需要多种形式化方法确保正确性的结论. Wongpiromsarn[30]

引入了周期性控制混成自动机 (periodically controlled hybrid automata, PCHA)以及 LTL进行系统规约, 使用模型

检测的技术对判断自动驾驶决策系统是否满足安全性规约. 刘斌斌等人 [31]提出了验证驱动的基于代码自动生成
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的自动驾驶车辆决策系统开发框架, 并对决策系统进行环境建模, 通过形式化验证发现系统设计过程中不易察觉

的缺陷和错误. An 等人 [32]使用了机器学习的方法识别周围人类驾驶员的驾驶风格, 定义了一种环境建模语言

stohChart(p)以驾驶风格分类的结果作为参数, 并将该建模语言自动转换为概率时间自动机网络, 利用模型检测工

具 UPPAAL-SMC来分析驾驶行为的安全性. 我们前期的工作 [33,34]基于自动驾驶领域建模语言 ADSML建模自动

驾驶场景中的静态行为和动态行为, 并将其自动转化为随机混成状态机, 使用 UPPAAL工具进行验证分析, 在仿

真过程中会实时判断自动驾驶汽车的安全性, 为其提供大量的安全性分析.
本文所使用的 RoboSim模型本身可以结合其他形式化技术和形式化验证工具进行验证分析. Filho等人 [35] 提

出了一种将 RoboChart (RoboSim的前序工作, 但没有周期执行语义)转换为 PRISM概率建模语言的技术用于统

计模型. Abba 等人 [36]将 RoboChart 中的 tock-CSP 转化为 UPPAAL 能够接收的时间自动机, 但该工作仅针对

RoboChart的 tock-CSP语义, 没有像本文这样考虑到 RoboSim中详细的建模元素. 本研究组的前期工作 [8]提出一

种将 RoboSim 模型转换为时间自动机网络的映射方法, 从而在模型检测工具 UPPAAL 中进行安全性, 可达性以

及活性的验证.
因此本文提出的基于贝叶斯网络构建 RoboSim 模型的自动驾驶行为决策方法, 能够基于本体分析复杂的驾

驶环境条件, 通过建立 LSTM 模型对其他动态实体进意图预测, 进行有效互动, 减少环境的不确定性因素给决策

带来的影响, 最后以 RoboSim中的状态机作为贝叶斯推理行为决策的载体以提高决策效率. 同时, 该模型能够自

动转化为多种形式化语言, 以形式化方法验证分析以确保决策的安全性, 这是本文与以往工作的不同之处.

 6   总结与展望

汽车自动驾驶技术的飞速发展, 衍生出了大量的自动驾驶行为决策方法. 然而, 大部分方法暂未考虑自动驾驶

场景中动态实体的未来运动状态, 且没有缓存相似场景的行为决策, 导致大量冗余计算. 此外, 针对决策的安全性

并未纳入考量范畴, 难以保证采取行为决策后的本车仍处于安全状态. 针对以上问题, 本文创新地提出了一种基于

贝叶斯网络和 RoboSim模型的面向汽车自动驾驶的行为决策方法, 该方法通过贝叶斯网络生成决策, 并将相同的

环境因素及车辆状态归入同一集合, 构建面向自动驾驶行为决策的 RoboSim模型, 最后使用形式化验证技术对所

生成的模型进行安全性验证分析, 以在保证决策正确的前提下, 尽量减少做出决策的冗余操作. 以上工作为汽车自

动驾驶行为决策提供了一种有效的方法.
未来工作将继续探索基于 RoboSim 模型的自动驾驶行为决策方法. 目前本文采用的贝叶斯网络在训练完成

后, 参数和结构不会再发生动态改变, 后期我们将探索如何利用反例回溯优化贝叶斯网络, 以及强化学习、因果推

理等方法在本文提出的框架中的应用. 其次, 本文仅对决策模块进行安全性的验证与分析, 下一阶段我们将结合自

动驾驶场景建模语言 ADSML (autonomous driving system modeling language) 对自动驾驶安全场景进行建模, 实现

面向汽车自动驾驶安全场景的决策建模及验证分析. 最后, 在实验部分, 将本文方法与其他自动驾驶决策生成方法

进行对比, 以证明本文方法的高效安全性与通用性.
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