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摘  要: 视觉问答是计算机视觉领域和自然语言处理领域的交叉方向

算法需要回答基于特定图片（或视频）的问题.自 2014

5 年内被陆续发布,并有大量算法在此基础上被提出.已有综述性研究重点针对视觉问答任务的发展进行了总结

近年来,有研究发现视觉问答模型强烈依赖语言偏见和数据集的分布

的效果大幅下降,目前尚未有综述研究对其总结.本文主要详细介绍近年来提出的算法以及发布的数据集

论了算法在加强鲁棒性方面的研究.本文对视觉问答任务的算法进行了分类总结

最后讨论了视觉问答任务的挑战及展望. 
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Abstract:  Visual Question Answering (VQA) is an interdisciplinary direction in the field of computer 

processing. It has received extensive attention in recent years. In the Visual Question Answering, the algorithm

questions based on specific pictures(or videos). Since the first visual question answering da

datasets have been released in the past five yeHars, and a large number of algorithms have been proposed based on them. Exist

has focused on the development of visual question answering, but in re

on language bias and the distribution of datasets, especially since the release of the VQA

been greatly reduced, there is no review research to summarize it. We mainly introduce the proposed algorithms and the released datasets 

in recent years, especially discuss the research of algorithms on strengthening the robustness. We summarize the algorithms o

question answering and introduce their motivation, details, and limitations.

answering are discussed. 
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视觉问答任务是人工智能领域一项具有挑战性的任务

而,在此之前计算机视觉和自然语言处理是分开发展的

度学习的不断发展,许多计算机视觉任务取得了巨大的进展

上述任务只需对图像进行感知,不需要对图像进行整体的理解和推理

起来,利用图像和文本作为输入训练模型以描述图像中的内容
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视觉问答是计算机视觉领域和自然语言处理领域的交叉方向,近几年受到广泛关注.在视觉问答任务中,

2014年第一个视觉问答数据集发布以来,若干大规模数据集在近

已有综述性研究重点针对视觉问答任务的发展进行了总结,但

有研究发现视觉问答模型强烈依赖语言偏见和数据集的分布,特别是自VQA-CP数据集发布以来,许多模型

本文主要详细介绍近年来提出的算法以及发布的数据集,特别是讨

本文对视觉问答任务的算法进行了分类总结,介绍了其动机、细节以及局限性.

算法鲁棒性 

Visual Question Answering 
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Visual Question Answering (VQA) is an interdisciplinary direction in the field of computer vision and natural language 

processing. It has received extensive attention in recent years. In the Visual Question Answering, the algorithm is required to answer 

questions based on specific pictures(or videos). Since the first visual question answering dataset was released in 2014, several large-scale 

datasets have been released in the past five yeHars, and a large number of algorithms have been proposed based on them. Existing research 

has focused on the development of visual question answering, but in recent years, visual question answering has been found to rely heavily 

on language bias and the distribution of datasets, especially since the release of the VQA-CP dataset, the accuracy of many models has 

summarize it. We mainly introduce the proposed algorithms and the released datasets 

in recent years, especially discuss the research of algorithms on strengthening the robustness. We summarize the algorithms of visual 

r motivation, details, and limitations. Finally, the challenge and prospect of visual question 

visual question answering; interdisciplinary direction; language bias; distribution of datasets; robustness; 

具有挑战性的任务,其属于计算机视觉和自然语言处理的交叉方向.然

在此之前计算机视觉和自然语言处理是分开发展的,在各自的领域取得了重大的进步.随着计算机视觉和深

许多计算机视觉任务取得了巨大的进展,如图像分类[1,2]、物体检测[3,4]和动作识别[5,6].但是

不需要对图像进行整体的理解和推理,图像字幕任务[7,8,9]首先将两个领域结合

利用图像和文本作为输入训练模型以描述图像中的内容. 
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文本问答系统[10,11]在自然语言处理领域已经有了广泛的研究

现,如淘宝的智能客服.随着问答系统在自然语言处理领域的成功应用

随着自媒体的不断发展,图片和视频的数据量爆炸性增长

比文本更强,如何通过交互式的方法从视觉信息中提取信息

题,视觉问答任务在这一背景下被提出. 

视觉问答任务是以图像（或视频）和与图像（或视频

计算机根据图片得到问题的正确答案,本文的内容主要是对基于图片的视觉问答任务进行总结

视觉问答任务如今分为开放式和多项选择形式两个子任务

正确答案,答案通常是几个单词或者一个简单的短语

给定的候选答案中选择正确答案.视觉问答任务与其他计算机视觉任务相比更具有挑战性

回答的问题是在运行时给出,需要处理视觉和文本的多模态信息

反,其他计算机视觉任务由算法回答的单个问题是预先确定的

是任意类型的,问题的类型主要包含如下几类： 

 物体识别——图像中有什么？ 

 物体检测——图像中存在狗吗？ 

 二元问题——包含是否的问题 

 属性分类——图像中的狗是什么颜色？ 

 场景分类——图像中的场景最可能是？ 

 计数问题——图像中共有几只狗？ 

 文本相关——图像中指示牌的内容是什么？

  除此之外,问题可能更为复杂,可能涉及图像中对象间的空间关系或者需要一定的外部知识

中的动物属于哺乳动物吗？”时需要知道哺乳动物含有哪些动物

机视觉任务,并且需要对图像进行一定的推理. 

 

Fig.1 Samples of Visual Question Answering

图 1 视觉问答任务的样本

  图像字幕任务与视觉问答任务的输入类似,但视觉问答任务比图像字幕任务更为复杂

对图片内容进行推理并且常常需要图片之外的知识,
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在自然语言处理领域已经有了广泛的研究,不论是科研界还是工业界都有众多成果涌

随着问答系统在自然语言处理领域的成功应用,有研究提出将问答系统应用至视觉领域,

图片和视频的数据量爆炸性增长,图片和视频等视觉信息的表达能力和信息涵盖能力

如何通过交互式的方法从视觉信息中提取信息、过滤信息以及推理信息成为了一个亟需解决的问

或视频）有关的文本问题的多模态信息作为计算机的输入,

本文的内容主要是对基于图片的视觉问答任务进行总结,如图 1 中所示.

视觉问答任务如今分为开放式和多项选择形式两个子任务,开放式的视觉问答任务答案不确定,由计算机给出

答案通常是几个单词或者一个简单的短语;多项选择形式的视觉问答任务存在候选答案,计算机在已

视觉问答任务与其他计算机视觉任务相比更具有挑战性,视觉问答任务中要

需要处理视觉和文本的多模态信息,问题答案的形式和如何得出答案是未知的.相

其他计算机视觉任务由算法回答的单个问题是预先确定的,只有输入图像发生变化[12].视觉问答任务的问题

？ 

可能涉及图像中对象间的空间关系或者需要一定的外部知识,比如回答“图

时需要知道哺乳动物含有哪些动物.视觉问答任务包含了大部分其他经典的计算

 

Fig.1 Samples of Visual Question Answering 

视觉问答任务的样本 

但视觉问答任务比图像字幕任务更为复杂,视觉问答任务需要

,额外知识的范围从常识到专业知识,而图像字幕任务只需
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描述图像中的内容.与图像字幕任务相比,视觉问答任务更易于评价,其答案通常只有一个或几个单词,而图像

字幕任务的答案通常是一个或多个句子,需要检查内容描述与图像是否一致并且需要确认句子语法和句法的

正确性,尽管当前研究了高级评价指标,但这仍是一个需要不断完善的研究. 

  视觉问答任务的研究有很多现实的应用,如可以帮助盲人和视障人士能够在网络或者现实世界获得更多

的信息,甚至可以进行实时的人机交互,这将极大改善盲人和视障人士的生活条件和便捷性;改善人机交互的方

式,可以通过自然语言来查询视觉内容,拓展智能机器人的问答功能;视觉问答系统可以用于图像检索领域,比

如可以针对数据集中的所有图像问“图像中存在汽车吗”.视觉问答任务包含大部分计算机视觉相关任务,视觉

问答任务的不断发展必定会带来诸多领域的进步. 

  视觉问答任务自 2014 年提出以来取得了巨大进步,最开始的方法主要集中在以视觉特征和文本特征联合

嵌入的方式,之后随着注意力机制的提出,视觉问答模型将注意力机制引入为问题的解答提供了可解释性,效果

也有了重要的进步.组合式模型注重问题解答的推理过程,但在自然图像集上表现不佳.针对部分需要外部知识

问题,以知识库为基础的模型在这部分问题的解答方面有所进步. 

  2014年-2017年已有多篇综述针对视觉问答任务进行了介绍[14,15,16],但近几年视觉问答任务的研究得到了

众多关注,数据集和模型有了重要的进步.有研究发现视觉问答模型强烈依赖训练集中的表面相关性,存在语言

偏见的问题,即由于训练集中特定问题-答案对的数量占比过多,导致问题与答案存在强烈的关联,比如问题“是

什么颜色”的答案一般为白色,问题“是什么运动”的答案一般为网球.当回答测试集中的问题时,模型会依赖训

练数据中的语言先验得出答案,而缺乏对图像中内容的关注.由于训练集和测试集中针对相同的问题的答案分

布相近,早期模型利用数据集的漏洞取得了很好的效果,随着VQA 2.0数据集[17],特别是VQA-CP数据集的提出,

模型的效果大幅下降.Agrawal 等人[18]的研究表明,VQA-CP数据集相较于 VQA数据集只对其数据分布进行改

变,模型的效果平均下降 30%左右,如 SAN模型[19]的准确率从 55.86%（VQA v1）、52.02%（VQA v2）下降至 26.88%

（VQA-CP v1）、24.96%（VQA-CP v2）.这说明数据集的分布对模型的影响十分严重,模型的鲁棒性存在一定

的问题. 

本文主要介绍了与视觉问答任务相关的方法模型、数据集以及评价标准,许多研究针对模型的鲁棒性进行

改进,本文进行了重点的介绍.本文的第一部分对视觉问答任务的方法进行了总结,重点介绍了近几年在模型鲁

棒性方面的研究.本文的第二部分主要介绍了视觉问答任务相关的数据集,对于早期数据集进行比较和分析,重

点介绍了近年来新提出的有关模型鲁棒性的数据集.第三部分对于模型的评价标准进行了介绍,第四部分讨论

了视觉问答任务存在的挑战和展望. 

1   模型介绍 

在过去的七年内,国内外研究人员提出了大量的视觉问答模型,本文将问答模型的基本解决方案总结为以

下四步： 

 提取视觉特征（图像特征化） 

 提取文本特征（问题特征化） 

 特征融合 

 得出答案 

对于图像特征的提取,早期主要采用在 ImageNet[20]上预训练的卷积神经网络直接提取图像特征,常见的卷

积神经网络模型为 VGGNet [21],ResNet [22]和 GoogLeNet[23].之后随着注意力机制的加入,大部分研究采用将图

像分块提取特征.Anderson等人[24]利用目标检测网络 Faster R-CNN[25]提取图像中对象的特征,采用图像中部分

对象特征作为输入,这是目前视觉问答任务中主流的视觉特征.对于问题的文本特征提取,方法包括单词袋

（BOW）、长短期记忆（LSTM）编码器[26]、门控递归单元（GRU）[27]和跳跃思想向量[28].对于特征融合方面,

大部分模型使用简单的机制（例如,串联,逐元素乘法或逐元素加法）将图像和问题特征进行组合.对于如何产

生答案,针对开放式的视觉问答任务,大部分研究将视觉问答任务视为分类任务,将视觉特征和文本特征作为分
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类系统的输入,从训练数据中得出若干个最常见的答案

觉问答任务,大部分研究将其视为排名问题,训练系统对每个可能的多项选择的候选答案给出分数

高分数的答案. 

本章的如下部分按照模型中采用的主要方法将模型分为联合嵌入方法模型

式的方法模型、基于外部知识库的方法模型以及鲁棒性研究模型五个类别

性三个方面介绍使用这些方法的模型.最后,报告了近年来提出的模型在三个主要数据集的效果

1.1   联合嵌入方法 

   视觉问答任务的输入为视觉特征和文本特征的多模态信息

嵌入的方法最先在图像描述任务[7,8,9]中应用,视觉问答任务与图像描述任务的输入类似

能得出答案,将视觉特征和文本特征映射至同一空间更有利于信息之间的交互和进一步推理答案

入方法进一步在视觉问答任务中发展.联合嵌入方法大多是采用卷积神经网络提取视觉特征

取文本特征,将两种特征通过简单的机制（例如,串联

性分类器或神经网络,大致流程如图2中所示. 

 

Fig.2 The framework of joint embedding methods

图 2 联合嵌入方法的框架

    在视觉问答模型中最先利用联合嵌入方法是由Malin

卷积神经网络（CNN）和长短期记忆网络（LSTM）

列至序列（sequence to sequence）任务,最终生成的预测结果长度可变

提取图片特征,然后将图片特征和将问题词转化为词向量的文本特征作为长短期记忆网络的输入

每个单词和图片特征输入至网络,直到将所有的问题特征信息输入

生结束符(<END>).模型的训练过程是结合视觉特征的长短期记忆网络的训练以及词向量生成器的训练

似的工作[9]也采用长短时记忆网络生成可变长度的答案

不同）,应使用两个独立的长短时记忆网络处理更加合理

务视为分类任务,将特征向量送入线性分类器,从预定义的词汇表中生成单字答案

CNN的全连接层中加入了动态参数预测层.利用递归神经网络将问题的文本特征产生候选权重

题对视觉输入产生的动态参数进行修改. 

上述方法中特征结合的方式有点乘,点加,连接等

将两种特征进行融合.Fukui等人[32]认为产生的联合向量表达能力不够

因此提出多模态紧凑双线性池化模型（Multimodal Compact Bilinear Pooling

（外积、克罗内克积）,但这会导致模型参数的数量急剧上涨
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从训练数据中得出若干个最常见的答案,每个答案视为一个单独的类别.对于多项选择形式的视

训练系统对每个可能的多项选择的候选答案给出分数,然后选择最

主要方法将模型分为联合嵌入方法模型、注意力方法模型、基于组合

基于外部知识库的方法模型以及鲁棒性研究模型五个类别,分别从方法的动机、细节以及局限

报告了近年来提出的模型在三个主要数据集的效果. 

视觉问答任务的输入为视觉特征和文本特征的多模态信息,需要将两种特征映射到共同的特征空间,联合

视觉问答任务与图像描述任务的输入类似,但需要进一步推理才

将视觉特征和文本特征映射至同一空间更有利于信息之间的交互和进一步推理答案,因此联合嵌

联合嵌入方法大多是采用卷积神经网络提取视觉特征,循环神经网络提

串联,逐元素乘法或逐元素加法）组合,将组合后的特征送入线

 

Fig.2 The framework of joint embedding methods 

联合嵌入方法的框架 

 

Malinowski等人[29]提出的”Neural-Image-QA”模型,模型以

）为基础,将视觉问答任务视为结合图像信息作为辅助的序

最终生成的预测结果长度可变.首先由一个预训练的深度卷积神经模型

然后将图片特征和将问题词转化为词向量的文本特征作为长短期记忆网络的输入,每次输入将

直到将所有的问题特征信息输入.用同一个长短期记忆网络预测答案,直至产

模型的训练过程是结合视觉特征的长短期记忆网络的训练以及词向量生成器的训练.相类

也采用长短时记忆网络生成可变长度的答案,但由于问题和答案的属性不同（例如,两者的语法格式

应使用两个独立的长短时记忆网络处理更加合理.与上述两种生成式答案不同,Gao等人[30]将视觉问答任

从预定义的词汇表中生成单字答案.在此基础上,Noh等人[31]将

利用递归神经网络将问题的文本特征产生候选权重,根据不同的问

连接等.由于图像和文本属于多模态信息,有大量的工作研究如何

认为产生的联合向量表达能力不够,不足以捕捉多模态之间复杂的交互信息.

Multimodal Compact Bilinear Pooling）,在多模态特征融合时使用双线性

但这会导致模型参数的数量急剧上涨,Fukui等人通过Tensor Sketch[99]算法降维和避免直
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接计算外积减少模型的参数.由于MCB模型需要输出高维度特征来保证鲁棒性,所以需要大量的内存空间,限制

了其适用范围.Kim等人[33]提出了多模态低秩双线性池化模型（Multimodal Low-rank Bilinear Pooling）,MLB模

型是基于阿达玛积（Hadamard product）来融合两种特征.MLB模型具有输出维度相对低,模型参数较少的优点,

但是模型对超参数敏感,训练收敛速度慢.为了使得模型具有MLB模型输出低维度以及MCB模型具有鲁棒性的

优点,Yu等人[34]提出了多模态拆分双线性池化模型（Multimodal Factorized Bilinear Pooling）,将特征融合时用

到的投影矩阵分解成两个低秩矩阵,大大减少了模型的参数和输出维度.Yu等人[35]再次改进提出了多模态因数

化高阶池化模型（Multi-modal factorized high-order pooling 

）,MFH模型是将MFB模型中的操作分为扩张阶段和紧缩阶段,将MFB模型堆叠以得到高阶信息.在减少模型参

数方面,Benyounes等人[36]提出了一个多模态基于张量的塔克分解方法,用于参数化视觉和文本表示之间的双线

性交互.此外对于塔克分解,Benyounes等人[36]设计了一种低秩矩阵分解来限制交互的秩,可以控制融合过程的

复杂度,同时保持较好的、可解释的融合关系.Benyounes等人[37]在此基础上提出了基于块超对角张量分解的双

线性超对角融合.论文中借鉴了块项秩的概念,概括了已经用于多峰融合张量的秩和模态秩的概念.双线性超对

角融合既能够表示模态间的精确交互,同时还保留单模态表示.一个双线性融合模型,其参数张量使用块项分解

来构造. 

    在模型网络修改方面,Kim等人[38]受深度残差结构的启发提出了多模态残差网络（Multimodal Residual 

Networks）,在神经网络中加入多级残差连接使得两个模态特征可以互相影响共同学习映射.Saito等人[39]提出了

“DualNet”整合两种操作,即两种模态特征元素级相加和相乘.Gao等人[40]考虑到多种方式来进行模态融合,首先

利用softmax操作和单层映射得到k组线性组合权重,权重与特征相乘后得到特征摘要向量,每个摘要向量都是单

个特征的线性组合,与单个特征相比含有更高级的信息特征,将视觉摘要向量和文本摘要向量相乘得到k*k个视

觉-文本摘要向量对,尝试建模每个单独的视觉-文本之间的关系以及在所有视觉-文本对之间传播更高阶的信

息以对更复杂的关系进行建模,然后将结果相加,最后聚合信息以更新特征. 

    除将问题的文本特征和视觉特征作为模型的输入之外,Do等人[41]发掘三元组输入（图像, 问题, 答案）间

的线性关联,输入的增加直接导致了模态融合时参数的增加,Do等人使用 PARALIND 分解[42]有效地参数化三

种输入间的交互. 

    单纯的联合嵌入方法不足以捕捉和建模所有特征信息,联合嵌入的过程不涉及对问题的理解以及对图片

内容的推理,其属于视觉问答模型的基础部分,有很大的提升空间.由于视觉特征和文本特征中有很大部分信息

对于解答问题没有帮助,直接将两种特征进行联合嵌入会因为无关的信息影响最终的分类或答案生成. 

1.2   注意力方法 

上述大部分模型是将图片或问题提取的全部特征作为视觉问答模型的输入,但图片中含有大量与问题无

关的信息,而问题中也存在需要重点关注的单词,将所有的特征全部输入最终会导致将大量噪声输入至分类器

中进而影响预测的准确率.注意力方法的目的是关注图片中与问题相关的区域或者关注问题中最关键的词,这

一机制模拟了人脑的认知模式,即根据实际需求而将有限的注意力聚焦于事物的关键部分,从而大大加强了神

经网络的理解能力.比如问题“图片中汽车的颜色是什么？” ,问题中“汽车”和“颜色”是关键词,包含汽车的区域

应该得到更多的关注.注意力方法在其他视觉领域和自然语言处理领域取得了很大的成功,比如对象识别[43]、图

像字幕[44]以及机器翻译[45]等领域.Xu等人[46]最先在与视觉问答任务相近的图像字幕任务中对注意力机制进行

了探索,生成字幕时重点关注图片中的某一区域. 

1.2.1   以问题为引导的注意力方法 

    早期的注意力方法是利用问题寻找图片中与问题相关的区域,Zhu等人[47]将注意力方法与长短期记忆网络

相结合,每一步将一个单词与视觉特征作为输入,输出该步的注意力图,将注意力图与视觉特征相乘就生成了新

的视觉特征.Shih等人[48]将视觉特征与文本特征简单相乘得到注意力权重,注意力权重的维度与视觉特征中区

域的数量相等,权重的大小代表区域的重要程度,如图3中所示,注意力权重与视觉特征相乘后更新视觉特

征.Yang等人[19]认为视觉问答任务是一个推理的过程,单次获得注意力权重不能准确地回答问题,因此Yang等人
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提出了堆叠关注网络模型（Stacked Attention Networks

特征区域的注意力,通过分析SAN模型不同层的输出,

结果证明每次获得视觉特征区域注意力的过程都是一次推理的过程

多次迭代模型更加关注图中与问题相关的区域. 

Patro等人[49]认为已有研究的注意力方法关注的区域

通过一个或多个支持和反对范例来取得一个微分注意力区域

样的差异能够引导注意力关注于一个特定的图像区域

更接近人类的注意力. 

 

Fig.3 The framework of problem

图 3 以问题为引导的注意力方法的框架

Fig.4 Visualization of the learned multip

图 4 学习的多重注意力的可视化

1.2.2   共同注意力方法 

    共同注意力方法不光考虑利用文本特征获得视觉特征的注意力

些单词更为重要.共同注意力模型是对称的,通过视觉特征可以引导产生问题的注意力

图片的注意力.Lu等人[50]构建了一个层次结构,分别在单词层面

平行共同注意力和可选共同注意力两种构建方式.平行共同注意力是同时生成视觉注意力和文本注意力

选共同注意力是首先通过文本特征构建视觉注意力,利用得到的新视觉特征构建文本注意力

层次共同注意力模型[50]独立地执行了每一步的共同关注

络启发,Nam等人[51]提出通过视觉特征和文本特征共用的内存向量迭代更新视觉特征和文本特征

通过将视觉特征和文本特征求和平均后分别得到视觉向量和文本向量

存向量与视觉或文本特征结合分别生成视觉注意力和文本注意力

获得图片和问题的细节.不同于上述的共同注意力模型

由问题单独推断,而视觉注意力的推断由文本注意力的参与
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Stacked Attention Networks）,模型通过多次迭代不断利用问题的文本特征获得视觉

,可以发现模型会更加关注图片中与问题有关的部分,实验

结果证明每次获得视觉特征区域注意力的过程都是一次推理的过程,能够关注更详细的内容,如图4所示,经过

认为已有研究的注意力方法关注的区域与人类关注的图像区域并不相关.因此,Patro等人提出

通过一个或多个支持和反对范例来取得一个微分注意力区域,语义相近的范例和远语义范例之间存在差异,这

样的差异能够引导注意力关注于一个特定的图像区域.实验证明了与基于图像的注意力方法相比,微分注意力

 

Fig.3 The framework of problem-guided attention methods 

以问题为引导的注意力方法的框架 

 

Fig.4 Visualization of the learned multiple attention layers[19] 

学习的多重注意力的可视化 

 

共同注意力方法不光考虑利用文本特征获得视觉特征的注意力,同样考虑得到问题的注意力,即问题中哪

通过视觉特征可以引导产生问题的注意力,文本特征可以引导产生

分别在单词层面、短语层面、句子层面构建共同注意力,提出了

平行共同注意力是同时生成视觉注意力和文本注意力,而可

利用得到的新视觉特征构建文本注意力.Nam等人[51]认为

独立地执行了每一步的共同关注,而没有对之前的共同注意力输出进行推理,受内存网

提出通过视觉特征和文本特征共用的内存向量迭代更新视觉特征和文本特征,内存向量是

通过将视觉特征和文本特征求和平均后分别得到视觉向量和文本向量,然后将两个向量相乘后得到的.利用内

存向量与视觉或文本特征结合分别生成视觉注意力和文本注意力.通过迭代的方式达到了推理的目的,进一步

不同于上述的共同注意力模型,Yu等人[34]提出了多模态分解双线性池模型,文本注意力

而视觉注意力的推断由文本注意力的参与,Yu等人认为这与人类的反应一致,人们不需要借助
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图片也能抓住问题的重点.为了更好地获得图片中与问题有关的细节

同注意力的结构,其中使用了多头注意力,生成多个注意力图并将其平均

之前不同的是并没有单独对问题求注意力,而是将注意力分成了语义注意力和上下文注意力

力为以问题为引导的视觉注意力,语义注意力是通过卷积神经网络提取图片中的主要概念

问题结合,形成语义概念注意力,即选出与问题相关的概念

同注意力方法,模型的输入为<问题,事实,图像>三元组

始问题表示相结合以指导图像加权.然后将加权的事实和图像区域一起用于指导问题进行加权

图像的注意力权重对事实再次进行加权构成整个循环

的输出.Wu等人[55]在视觉对话的研究中同样用到了序列共同注意力方法

元组,对三个输入进行互相加权,最后利用对抗生成算法使得生成的答案更像人类的回答

共同注意方法学习了多模态实例的粗糙交互,而所学习的共同注意力不能推断出每个图像区域和每个问

题词之间的相关性,这导致了共同注意模型的显著局限性

模态中同时建模密集的自我注意（即问题的词对词关系和图像的区域对区域关系

注网络（Modular Co-Attention Networks）,如图5中所示

架的设计灵感来自于Transformer模型[57],模型设置了两个注意力单元

交互和导向注意力单元进行模态之间交互.利用一个协同注意力模块层将两个单元串联起来

层串联起来,组成MCAN网络.Gao等人[58]认为对视觉模态来说

息,而且需要与其他图像区域产生关联,比如对于“谁在滑板上

板上方的区域关联起来;而对文本模态来说,使各个单词之间互相产生联系有助于提高模型对问题的理解

等人[58]同时考虑了模态内部关系和跨模态关系,分别构建了模态内部注意力单元和跨模态注意力单元更新视

觉特征和文本特征. 

 

Fig.5 Overall flowchart of the deep Modular Co

图 5 深度模块共注意网络的总体流程图

1.2.3   检测注意力方法 

    此前的图像注意力是基于卷积神经网络特征,这相当于把图片均等分割成若干区域然后对其进行筛选

于图片的分割难免会破坏原有的对象,比如一个对象被分割为多个区域

利用目标检测网络Faster R-CNN[25]来实现自底向上的注意力

择图片中前K个提议作为视觉特征,如图6中左侧图像所示

流模型均采用自底向上注意力生成的视觉特征.自上而下注意力即问题特征与各个提议的特征连接之后

非线性层和线性层得到视觉注意力,视觉注意力与视觉特征相乘得到更好的特征

型进行改进,采用多个技巧,如分类器中使用sigmod输出

7 

 

为了更好地获得图片中与问题有关的细节,Nguyen等人[52]提出了层级递进的密集共

生成多个注意力图并将其平均.Yu等人[53]提出的多层次注意力模型与

而是将注意力分成了语义注意力和上下文注意力,其中上下文注意

语义注意力是通过卷积神经网络提取图片中的主要概念,将筛选出的概念与

即选出与问题相关的概念.不同于之前的方法,Wang等人[54]提出了一种序列共

三元组,首先利用问题对事实进行加权,然后将加权的事实和初

然后将加权的事实和图像区域一起用于指导问题进行加权,最后用问题和

图像的注意力权重对事实再次进行加权构成整个循环.这意味着每一个注意力加权的过程都利用了其他过程

在视觉对话的研究中同样用到了序列共同注意力方法,其输入为<问题,历史对话,图像>的三

最后利用对抗生成算法使得生成的答案更像人类的回答. 

而所学习的共同注意力不能推断出每个图像区域和每个问

这导致了共同注意模型的显著局限性.Yu等人[56]认为深度共同注意模型的瓶颈在于在每个

即问题的词对词关系和图像的区域对区域关系）,他们提出了模块化共同关

中所示,通过共同注意力机制更新视觉特征和文本特征,网络框

模型设置了两个注意力单元,其中一个为自注意力单元进行模态内部

利用一个协同注意力模块层将两个单元串联起来,最后将多个模块

认为对视觉模态来说,每个图像区域不应该仅获得来自问题文本的信

谁在滑板上？”这样的问题,模型应该把滑板对应的区域和滑

使各个单词之间互相产生联系有助于提高模型对问题的理解.Gao

分别构建了模态内部注意力单元和跨模态注意力单元更新视

 

Fig.5 Overall flowchart of the deep Modular Co-Attention Networks[56] 

深度模块共注意网络的总体流程图 

 

这相当于把图片均等分割成若干区域然后对其进行筛选,由

比如一个对象被分割为多个区域,如图3中左侧图像所示.Anderson等人[24]

来实现自底向上的注意力,将图片分割成一个个具体的对象来进行筛选,选

中左侧图像所示,通过提取图中多个对象作为输入视觉特征.目前的主

自上而下注意力即问题特征与各个提议的特征连接之后,通过

视觉注意力与视觉特征相乘得到更好的特征.Teney等人[59]在此基础上对模

输出,而不是传统的softmax输出,这样可以保证一个问题可能
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有多个正确答案;使用软分数作为地面真相目标,把任务作为候选答案分数的回归

线性层中使用门控tanh激活函数;在随机梯度下降过程中使用大量小批次和对训练数据进行智能改组

Lu等人[60]并没有放弃原来那种基于卷积神经网络特征的开放式注意力

注意力与检测注意力结合形成新的共同注意力.检测注意力作用受限于其检测类别的广度

么样?”这样的问题,如果目标检测网络不检测“天空”这个对象

注意力就显示出了优势,因此,这两种注意力应是互补的

 

Fig.6 The overview of Bottom

图 6 自底向上和自上而下注意力模型的概述

1.2.4   关系注意力方法 

    Wu等人[61]首次提出了关系注意力的概念,现有的大多数工作都集中在融合图像特征和文本特征来计算注

意力分布,而不需要在不同图像对象之间进行比较.作为关注的主要属性

象间的比较提供了更多信息,能够更好地分配注意力.

这些关系进行筛选.对于比较两个物体之间的关系就是利用两个物体之间的特征进行差分操作

认为目前的注意力机制相当于在给定问题的前提下,对每个图像区域打分后做信息加权

间空间和语义间的关联,所以不能做到有效地推理.Cadene

细粒度关联,通过区域间关系的建模达到推理的目的,

示,通过对图像区域间的关系建模来获得上下文感知的嵌入特征

图卷积网络（Graph Convolutional Network,GCN

问答任务,Li等人认为对象间视觉关系可以分为三大类

三明治;对象间的空间关系,主要体现两个对象间的相对位置

两种关系被称为显式关系,因为它们是可以被明确命名的

问题有重要帮助,称之为隐式关系.论文中用不同的图对三种关系建模

终将三个编码器进行综合形成一个集成模型. 

注意力方法与联合嵌入方法相比,显著地提高了模型在数据集上的准确率

力权重可以发现模型会更关注于图像中与问题有关的区域

可以发现,注意力方法对于是/否问题的回答几乎没有帮助

程,仅仅是获得了更准确的视觉特征或文本特征,如何将视觉特征纳入推理的过程仍需要进一步研究
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把任务作为候选答案分数的回归,而不是传统的分类;在所有非

在随机梯度下降过程中使用大量小批次和对训练数据进行智能改组. 

并没有放弃原来那种基于卷积神经网络特征的开放式注意力(free-form attention）,而是将开放式

检测注意力作用受限于其检测类别的广度,如对于“今天天气怎

这个对象,则模型无法对这一问题做出准确回答.而开放式

这两种注意力应是互补的. 

 

Bottom-Up and Top-Down Attention Model 

自底向上和自上而下注意力模型的概述 

 

现有的大多数工作都集中在融合图像特征和文本特征来计算注

作为关注的主要属性,选择性取决于不同对象之间的比较.对

.对图中对象两两之间的关系进行建模,再用注意力机制对

对于比较两个物体之间的关系就是利用两个物体之间的特征进行差分操作.Cadene等人[62]

对每个图像区域打分后做信息加权.由于忽略了图像区域

Cadene等人提出了Murel单元用于挖掘问题和图像区域间的

,最后输出每个图像区域上下文感知的编码信息.如图7所

通过对图像区域间的关系建模来获得上下文感知的嵌入特征. 

GCN）是最近的研究热点,Li等人[63]将图卷积网络应用至视觉

等人认为对象间视觉关系可以分为三大类：对象间的语义关系,主要体现为某个动作,比如孩子“吃”

主要体现两个对象间的相对位置,比如孩子和三明治“相交”（图像中的位置）;以上

因为它们是可以被明确命名的,但还有一些关系是无法语言表达,却对模型正确回答

论文中用不同的图对三种关系建模,针对每一种关系训练一个关系编码器,最

显著地提高了模型在数据集上的准确率,同时通过分析关于图像的注意

力权重可以发现模型会更关注于图像中与问题有关的区域,提供了回答问题的合理性.但是从问题类型中分析

否问题的回答几乎没有帮助.注意力方法在回答问题的过程中没有进行推理的过

如何将视觉特征纳入推理的过程仍需要进一步研究. 
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Fig.7 The overview of Murel cell

图 7 Murel

1.3   组合方法 

    上述方法中主要是利用卷积神经网络和循环神经网络提取特征进行融合

而视觉问答任务本身是构成性,比如问题“桌子上放的是什么

上方的位置,然后在桌子上方确定目标物体以及物体的类型

对不同的功能设计不同的模块,根据不同的问题将模块连接

可解释性,符合人类问答问题的逻辑思路. 

    Andreas等人[64]首先将神经模块网络应用于视觉问答任务

络是一个整体,它是由多个模块化网络组合而成.根据每个问题定制网络模型

结构动态生成的.首先使用斯坦福大学提出自然语言解析器

以此分析出回答问题所需要的基础组成单元以及组成单元之间的联系

经模块网络回答“圆圈上面有红色的形状吗”时的推理过程

（LSTM）作为问题编码器,目的是学习常识性知识和补充简化后丢失的信息

各个模块进行改进,在网络布局模块中加入了增强学习

佳布局,动态的对每个实例的网络结构进行学习.Hu等人

仅限于解析器提供的模块配置,而不是从数据中学习.

的网络布局来学习推理,而无需借助解析器. 

    动态内存网络最先由Kumar等人[69]提出,其是具有特定模块化结构的神经网络

觉问答领域,利用卷积神经网络提取视觉特征输入循环神经网络

题的文本特征同一空间的向量,最后使用双向门循环单元获取特征

多次交互进行建模来解决需要复杂逻辑推理的任务. 

无需依赖外部语言解析器.模型使用了多个可以解决视觉问答子任务的独立应答单元

式排列. 

组合式模型目前主要应用于合成图像数据集中,在自然图像数据集中效果比较差

型主要在进行语言逻辑的推理,并没将推理过程作用于图像中

务的可解释方式,这是符合人类回答问题的过程.目前的瓶颈可能在于提取的特征不足以开展推理过程

度学习的不断进步组合式方法可能会有着巨大的进步
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Fig.7 The overview of Murel cell[62] 

7 Murel模型Cell模块的概述 

 

上述方法中主要是利用卷积神经网络和循环神经网络提取特征进行融合,训练过程缺乏具体推理的过程,

桌子上放的是什么？”,首先需要确定桌子的位置,然后需要确定桌子

然后在桌子上方确定目标物体以及物体的类型.于是有研究提出模块化网络解决视觉问答任务,针

根据不同的问题将模块连接.模块化网络更易于监督,同样也提供了回答问题的

首先将神经模块网络应用于视觉问答任务,其结构不同于传统的神经网络模型,神经模块网

根据每个问题定制网络模型,神经模块网络是根据问题的语言

首先使用斯坦福大学提出自然语言解析器[65]解析每个问题获得通用的依赖关系表示[66],然后

回答问题所需要的基础组成单元以及组成单元之间的联系,组成最终的布局网络.如图8中所示,神

时的推理过程.值得一提的是网络中还使用长短期记忆网络

目的是学习常识性知识和补充简化后丢失的信息.Andreas等人[67]对神经模块网络的

在网络布局模块中加入了增强学习,从一组自动生成的布局候选中动态选择给定问题的最

等人[68]认为目前的神经模块网络太过依赖语言解析器,并且

.于是,Hu等人提出端到端模块网络,通过直接预测实例特定

其是具有特定模块化结构的神经网络.Xiong等人[70]将其应用至视

利用卷积神经网络提取视觉特征输入循环神经网络,将特征图使用激活函数的线性层映射到和问

最后使用双向门循环单元获取特征.动态内存网络通过对数据多个部分之间的

 Noh等人[71]提出的RAU模型也可以隐式执行合成推理,而

模型使用了多个可以解决视觉问答子任务的独立应答单元,这些应答单元以循环方

在自然图像数据集中效果比较差,依赖于语言解析器的模

并没将推理过程作用于图像中.但组合式模型潜力巨大,提供了解决视觉问答任

目前的瓶颈可能在于提取的特征不足以开展推理过程,随着深

度学习的不断进步组合式方法可能会有着巨大的进步. 
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Fig.8 The overview of 

图 8 神经模块网络概述

1.4   基于外部知识的方法 

   视觉问答任务是人工智能中一个非常具有挑战性的任务

容的前提是知道一定的非视觉信息,如回答“图中有多少只哺乳动物

乳动物,这种问题需要借助外部知识才能够回答,部分研究将视觉问答任务与知识库相结合

是专门针对这类方法的研究,如KB-VQA数据集[72]以及

完全覆盖回答问题的全部知识,所以若想回答有难度的问题

    Wang等人[72]提出了名为“Ahab”的视觉问答框架

DBpedia知识库[74]内寻找相近的节点,总结查询的结果得出最终答案

析问题,这大大的限制了能够回答问题的种类.为了解决需要模板解析问题的限制

长短期记忆网络和数据驱动的方法学习图像和问题到查

从DBpedia知识库[74]中检索与之相关的外部知识,DBpedia

小的向量中.嵌入的向量被输入到长短期记忆网络模型中

提取图像中的高级语义,将图像内容的内部表示与从通用知识库中提取的信息结合起来

像内容的问题,即使图像本身不包含完整答案.如图9中所示

响应中挖掘知识,进一步编码问题的表示. 

由于大部分问题仅需要小量的先验知识,模型在通用数据集上效果并不能在引入外部知识后得到显著的

提升,并且如何准确的查找所需的知识以及将获得的知识用于回答问题

用于融合和自适应地选择相关的外部知识等问题还需要进一步研究

1.5   鲁棒性研究 

近年来,视觉问答任务受到了广泛的关注,提出了很多深度学习模型

是目前的视觉问答模型有着许多鲁棒性问题.从研究[16,30,77,78]

关性的影响很大,由于训练集计数问题的答案中“2”的比例很高

中是什么物体,答案基本上都是“2”.模型可以利用训练集中的统计数据

图片的内容就可以得到正确答案.从Shah等人[79]中的研究可以发现

十分敏感,在不改变问题含义的前提下,修改问题的句子结构或者增删某个单词

变.Zhang等人[78]通过研究视觉问答模型对图像中有意义的语义变化的鲁棒性
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Fig.8 The overview of Neural Module Networks[64] 

神经模块网络概述 

 

视觉问答任务是人工智能中一个非常具有挑战性的任务,回答问题需要理解图像的视觉内容,理解视觉内

图中有多少只哺乳动物？”,首先需要知道图中的动物是否属于哺

部分研究将视觉问答任务与知识库相结合,部分数据集的提出

以及FVQA数据集[73].由于训练集中的知识是一定的,并不能

所以若想回答有难度的问题,从外部获取知识是必要的. 

的视觉问答框架,首先通过卷积神经网络从图像中提取视觉概念,然后在

总结查询的结果得出最终答案.但是“Ahab”框架需要通过设计的模板解

为了解决需要模板解析问题的限制,Wang等人[73]在此基础上通过

长短期记忆网络和数据驱动的方法学习图像和问题到查询的映射.Wu等人[75]通过卷积神经网络提取语义属性,

DBpedia知识库中包含的简单描述通过Doc2Vec嵌入到固定大

嵌入的向量被输入到长短期记忆网络模型中,然后与问题相结合并最终生成答案.Wu等人[76]通过

将图像内容的内部表示与从通用知识库中提取的信息结合起来,特别允许询问关于图

中所示,从知识库（在本例中是DBpedia）和Doc2Vec编码的

模型在通用数据集上效果并不能在引入外部知识后得到显著的

并且如何准确的查找所需的知识以及将获得的知识用于回答问题,如何得到一个合适的、可扩展的框架

用于融合和自适应地选择相关的外部知识等问题还需要进一步研究. 

提出了很多深度学习模型,在不同数据集上展现了很大的进步,但
[16,30,77,78]中可以发现,目前的视觉问答模型受训练集表面相

的比例很高,比如回答“图中有多少个……”的问题时,不论图

模型可以利用训练集中的统计数据,问题类型与答案相关度很高,不需考虑

中的研究可以发现,目前的视觉问答模型对于问题中语言变化

修改问题的句子结构或者增删某个单词,模型给出的答案随之改

通过研究视觉问答模型对图像中有意义的语义变化的鲁棒性,分析了视觉问答模型中视觉的重
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要程度;Xu等人[80]的研究表明,尽管使用了先进的注意力机制

型.Agrawal等人[81]研究了视觉问答模型对训练和测试环境中答案分布变化的鲁棒性

 

Fig.9 A VQA model with external knowledge

图 9 具有外部知识的

 为了避免受数据集的表面相关性影响,有研究在改进数据集方面进行努力
[78]人对所有二元问题收集了具有相反答案的互补抽象场景

有类型的问题.VQA v2数据集[17]平衡答案分布,使每个问题至少存在两个答案不同的相似图像

据集[18]将 VQA v2 数据集进行诊断重构,其中训练集中的问题答案的分布与测试集中的明显不同

视觉问答模型利用训练集中的偏见. 

有的研究在改进模型方面进行努力,大部分的方法采用引入另一个只将问题作为输入的分支

所示.Chen等人[82]将模型的改进分为两类,(1)基于对抗的方式

应用至视觉问答任务中,其引入了一个只考虑问题的模型

的过程视为视觉问答模型和只含有问题作为输入的模型进行对抗

语言偏见.同时引入置信度量化,训练过程使得在考虑图像之后模型置信度增加

间的置信度差异以鼓励模型重视视觉基础.Grand等人

度和在域内示例上的性能急剧下降.在训练过程中逐步引入正则化有助于减轻这些问题

问题的泛化能力,但降低了对异质答案分布问题的性能

要的语言线索.Belinkov[84]等人在自然语言推理(Natural Language Inference)

准模型采用假设和前提来预测标签,而采用对抗策略的模型加入了只采用假设的分类器

机采用一个前提进行训练.但是在Grand等人[83]的研究中显示

训练过程不稳定,可能导致性能的严重下降,引入正规化有助于

(2)基于融合的方式：基于融合的方式是将两个分支预测答案的分布在最后进行融合

布导出训练梯度.基于融合方法的设计思想是让目标视觉问答模型更多的关注于不能被只考虑问题模型正确

回答的样本.Cadene等人[85]提出了RUBi训练策略,通过将只考虑问题模型的预测答案分布经过

视为掩码,然后将其与视觉问答模型的预测答案分布相乘

偏,若需要问答的问题存在严重的偏见,将掩码与视觉问答模型的预测答案分布

样本不会对模型的参数有很大改变;若需要回答问题的答案不常见

视觉问答模型得到的答案分布差距很大,两者相乘之后的损失会很大
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尽管使用了先进的注意力机制,但很容易用图像中很小的变化来欺骗视觉问答模

研究了视觉问答模型对训练和测试环境中答案分布变化的鲁棒性. 

 

A VQA model with external knowledge[76] 

具有外部知识的 VQA模型 

 

有研究在改进数据集方面进行努力,创建更平衡的数据集.Zhang等

人对所有二元问题收集了具有相反答案的互补抽象场景.Goyal 等人[17]把这个想法扩展到真实的图像和所

使每个问题至少存在两个答案不同的相似图像.VQA-CP v2数

其中训练集中的问题答案的分布与测试集中的明显不同,这可以避免

大部分的方法采用引入另一个只将问题作为输入的分支,如图10右侧中

基于对抗的方式：Ramakrishnan等人[18] 将对抗性规则化（AdvReg）

其引入了一个只考虑问题的模型,模型将视觉问答模型中的问题编码作为输入.将训练

的过程视为视觉问答模型和只含有问题作为输入的模型进行对抗——阻止视觉问答模型在其问题编码中捕捉

训练过程使得在考虑图像之后模型置信度增加,通过显式地最大化两个模型之

等人[83]研究了对抗性规则化的优缺点,其可能产生不稳定的梯

在训练过程中逐步引入正则化有助于减轻这些问题,AdvReg提高了对二元

但降低了对异质答案分布问题的性能.正则化模型往往过度依赖视觉特征,而忽略了问题中重

(Natural Language Inference)任务上采用了相似的对抗策略,基

而采用对抗策略的模型加入了只采用假设的分类器,或者针对一个假设随

的研究中显示,对抗性训练方法给梯度带来了很大的噪声,导致

引入正规化有助于缓解但不能完全解决这些问题. 

基于融合的方式是将两个分支预测答案的分布在最后进行融合,并基于融合的答案分

基于融合方法的设计思想是让目标视觉问答模型更多的关注于不能被只考虑问题模型正确

通过将只考虑问题模型的预测答案分布经过sigmod操作之后

然后将其与视觉问答模型的预测答案分布相乘.如图10中所示,通过RUBi策略对现有模型进行语言去

将掩码与视觉问答模型的预测答案分布相乘之后的损失会很小,则这个

若需要回答问题的答案不常见,即通过只考虑问答模型得到的答案分布与

两者相乘之后的损失会很大,于是模型会更重视这个训练样本,对模型
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参数的影响也会很大,RUbi策略使得模型更重视偏见更小的训练样本

步训练一个带有偏见的模型,模型在训练集表现好,但是在这范围之外表现差

见的模型,在测试集上只用第二个模型.具体实现中采用了答案分布中的偏见

分,每个类型的分数作为该候选答案的偏见,将偏见与模型的损失结合达到减少训练过程中的损失

使得模型对偏见高的答案关注更少.Mahabadi等人[87]

型的预测答案分布相乘,第二种为RUBi策略并提供了修改

标准化.第三种为修改模型的损失函数减少带有偏见样本的重要性

 

Fig.10 Detailed illustration of the RUBi impact on the learning

图 10  RUBi模型在训练过程影响的详细图示

    除增加分支对模型进行改进外,Wu等人[88]在研究中发现视觉问答模型被鼓励关注人类认为重要的图片区

域,即使当视觉问答模型产生了错误的答案,也会关注重要的区域

提出了一种“自我批评”的方法,直接批评不正确的答案对重要区域的敏感性

模型预测正确答案的区域.当模型对这个问题的预测答案是错误的时候

答案与其他答案相比更关注重要的区域. 

但上述方法不能同时增加视觉问答模型的视觉可解释性和问题敏感度

的视觉区域,也就是针对正确的区域做出决定.模型应该对所讨论的语言变化敏感

感词（重要的词）,当敏感词变化的时候,得到的答案应该变化

模型无关的反事实样本合成（CSS）训练策略.CSS由两种不同的样本合成机制组成

Q-CSS.对于V-CSS,它通过掩盖原始图像中的关键对象来合成反事实图像

很重要.然后,反事实图像和原始问题组成了一个新的图

替换原始问题中的关键单词来合成反事实问题.同样,

成的样本对采用动态答案分配机制构成完整的三元组样本

对象和单词,从而显着提高了视觉可解释性和问题敏感性能力
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策略使得模型更重视偏见更小的训练样本.Clark等人[86]提出的方法分为两步,第一

但是在这范围之外表现差,第二步再训练一个模型集成带偏

具体实现中采用了答案分布中的偏见,给每个类型的问题出现的答案打

将偏见与模型的损失结合达到减少训练过程中的损失,通过惩罚项
[87]介绍了三种减少偏见的策略,第一种为直接将两个分支模

策略并提供了修改sigmod操作的两种变体,即RUBi+对数操作和RUBi+

第三种为修改模型的损失函数减少带有偏见样本的重要性,使模型更加关注回答难度高的样本. 

 
f the RUBi impact on the learning[85] 

模型在训练过程影响的详细图示 

 

在研究中发现视觉问答模型被鼓励关注人类认为重要的图片区

也会关注重要的区域.当出现这种现象时,模型并不会纠正.论文中

直接批评不正确的答案对重要区域的敏感性.对于每个问答对,首先确定最影响

当模型对这个问题的预测答案是错误的时候,惩罚它对这个区域的关注,保证了正确

但上述方法不能同时增加视觉问答模型的视觉可解释性和问题敏感度,模型应该更加注意与问题更相关

模型应该对所讨论的语言变化敏感,也就是说应该注意问题的敏

得到的答案应该变化,模型的处理也应该有变化.Chen等人[82]提出了与

由两种不同的样本合成机制组成：V-CSS和 

它通过掩盖原始图像中的关键对象来合成反事实图像.意味着这些对象对于回答某个问题

反事实图像和原始问题组成了一个新的图a像问题对.对于Q-CSS,它通过使用特殊标记“ [MASK]”

,反事实问题和原始图像构成了新的视觉问题对.针对新生

成的样本对采用动态答案分配机制构成完整的三元组样本.通过数据扩增,视觉问答模型被迫专注于所有关键

从而显着提高了视觉可解释性和问题敏感性能力. 
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    目前的视觉问答模型还有其他鲁棒性问题,如回答有关于图片中文本问题的准确率不高.Singh等人[90]为了

进一步研究回答有关图片中文本的问题提出了TextQA数据集,TextQA数据集中所有问题都需要对图片中的文

本进行推理才能回答.同时提出了一个新的模型结构,在模型中加入了光学字符识别(Optical Character 

Recognition)模块,它可以读取图像中的文本,模型可以在图像和问题的上下文中推理读取的文本,最终答案可以

是通过文本和图像推理得到的答案或通过光学字符识别得到的文本.Biten等人[91]同年提出ST-VQA数据集,旨

在强调在视觉问答过程中,利用图像中的高级语义信息作为回答关于文本问题的重要线索.论文中将传统视觉

问答模型与场景文本检索(Scene Text Retrieval)模型结合,将生成最可信的字符的金字塔状直方图(PHOC)特征

与视觉特征连接. 

    视觉问答模型存在对问题敏感度高的鲁棒性问题,Shah等人[79]针对这个问题提出了VQA-Rephrasings数据

集,数据集中的每个问题有另外三个含义相同但句式等其他方面存在不同的改述问题,论文中提出了周期一致

性的训练策略,该策略借鉴了Cycle-GAN[92]的思想,首先通过视觉问答模型给出问题答案,通过答案生成原始问

题的改述问题,视觉问答将改述问题作为输入得到新的答案.整个训练过程是缩小原始问题和改述问题之间、真

实答案与两次生成的答案之间的损失,使得模型更加健壮,模型能针对相同含义的问题能给出相同答案. 

    当前的视觉问答模型回答有关计数问题与其他类型问题相比准确率不高,Zhang等人[93]提出造成计数类问

题表现不佳的原因主要有：(1) 软注意力(Soft-Attention)的广泛运用,(2) 区别于标准的计数问题,对于视觉问答

任务来说,没有明确的标签标定需要计数对象的位置,(3) 视觉问答模型的复杂性表现在不仅要处理计数类问题,

同时还要兼顾其他复杂的问题,(4) 真实场景中,对某个对象区域可能存在多次重叠采样.论文中将相关的建议

对象描述成点,对象间的内部与外部关系描述成边,最终形成图,通过设计策略取消重复采样对象内部和减半与

其他对象之间的边,最终对象数量等于边数量的算术平方根.Acharya等人[94]提出了世界上最大的开放式计数数

据集TallyQA数据集[94],目前的数据集的记数问题相对简单只需要对象检测,而TallyQA数据集中的问题属于复

杂计数问题,只通过对象检测无法回答.论文中提出新的计数方式——关系计数网络（RCN）,其受到关系网络

的启发,通过修改处理动态数量的图像区域并显式地合并背景信息,可以推断对象与背景图像区域之间的关系. 

Shrestha等人[95]提出视觉问答模型并不能兼容自然图像的理解和合成数据集的推理,大部分模型在这两个

领域不具有泛化能力,他们提出了通过将视觉特征和文本特征两次融合,在自然图像数据集和合成数据集上均

得到了良好的效果,实验证明第一次融合比较重要,若无第一次特征融合,模型的效果会下降约4%. 

视觉问答模型的鲁棒性研究是近几年的研究热点,由于问题类型的复杂性,模型不能兼顾所有类型的问题.

数据集中答案的分布使得模型能够利用语言相关性正确地回答问题,但是其泛化能力差.大部分避免模型利用

语言相关性的方法均是引入一个仅考虑问题的分支,但是仍未从根本上解决问题,目前的模型在VQA-CP数据集

上的准确率仍然很低.针对其他鲁棒性问题,比如有关于图片中文本的问题依赖于光学字符识别模块.计数问题

是所有类型中最困难的一种问题,当前最有效的方法是将图中的对象和对象间的关系视为图,模型的准确率与

目标检测的准确率有关.模型对于问题过于敏感表明模型对于问题并没有真正地理解,仍需要大量数据训练网

络.模型对于自然图像和合成图像之间的泛化能力差的主要原因是自然图像中的信息过于复杂,目前的特征表

示能力不足以对其进行推理. 

1.6   模型效果介绍 

表 1至表 3介绍了近年来大部分最先进的模型在各个数据集上表现,并且介绍了模型使用的方法以及使用

的视觉和文本特征.大部分模型使用了注意力方法,所有模型采用自底向上注意力得到的视觉特征,答案的生成

方式均为分类.表 1 中,VQA 2.0 数据集含有验证测试集和标准测试集,模型在标准测试集上的效果略好于验证

测试集.表 2 中,目前的模型在 VQA-CP 数据集上的效果欠佳,仍需要进一步的提高.表 3 中报告了各个模型在

TDIUC数据集上的整体准确率（All）、每一类型准确率的算术均值（A-MPT）以及每一类型准确率的调和均

值（H-MPT）. 

 

Table 1 Performance of models on VQA 2.0 dataset 
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表 1 模型在数据集VQA 2.0的表现 

 

模型方法 

 

准确率 
联合 

嵌入

方法 

注意

力方

法 

组合

方法 

外部

知识 

鲁棒

性研

究 

答案

方式 

视觉 

特征 

 

文本特征 
test-dev test-std 

BLOCK[37] 67.58 67.92 √ √    分类 UpDn Skip-thought 

MuRel[62] 68.03 68.41 √ √    分类 UpDn GRU 

RAMEN[95]      65.96 √    √ 分类 UpDn GRU 

MCAN[56] 70.63 70.90 √ √ √   分类 UpDn GloVe+ LSTM 

CTI[41] 66.00 67.40 √ √    分类 UpDn GRU 

MLIN-BER
T[40] 

71.09 71.27 √ √    分类 UpDn Transformer 

ReGAT[63] 70.27 70.58 √ √    分类 UpDn GRU 

 

Table 2 Performance of models on VQA-CP dataset 

表 2 模型在数据集VQA-CP的表现 

 

模型方法 

 

准确率 
联合

嵌入

方法 

注意

力方

法 

组合

方法 

外部

知识 

鲁棒

性研

究 

答案

方式 

视觉 

特征 

 

文本特征 

CSS[82] 58.95 √ √    分类 UpDn LSTM 

Learned-Mixin +H[86] 52.05 √ √   √ 分类 UpDn LSTM 

RUBi[85] 47.11 √ √   √ 分类 UpDn GRU+ Skip-thought 

NSM[109] 45.80 √  √   分类 UpDn GloVe 

GVQA[81] 31.30 √ √   √ 分类 UpDn LSTM 

 

Table 3 Performance of models on TDIUC dataset 

表 3 模型在数据集TDIUC的表现 

 

模型方法 

 

准确率 
联合

嵌入

方法 

注意

力方

法 

组合

方法 

外部

知识 

鲁棒

性研

究 

答案

方式 

视觉 

特征 

 

文本特征 

All A-MPT H-MPT 

BLOCK[37] 85.96  71.84  65.52 √ √    分类 UpDn Skip-thought 

MuRel[62] 88.20 71.56  59.30 √ √    分类 UpDn GRU 

RAMEN[95] 86.86  72.52  √    √ 分类 UpDn GRU 

DFAF[58] 85.55   √ √    分类 UpDn GRU 

QTA[110] 85.03  69.11  60.08 √ √    分类 UpDn LSTM 

MLI[40] 87.60   √ √    分类 UpDn Transformer 

2   数据集介绍 

自从视觉问答任务被提出,大量数据集随之出现,视觉问答数据集的一般形式为<图像,问题,答案>的三元组,

部分数据集还带有关于图像的注释 .2014年至2016年主要有7个包含自然图像的数据集 ,DAQUAR数据集
[96],COCO-QA数据集[97],FM-IQA数据集[30],VQA数据集[98],Visual7W数据集[47],Visual Genome数据集[99].由于上

述数据集已在综述[5 6]中详细介绍,在此便不多赘述,只对上述数据集存在的问题进行总结.下文主要详细介绍经

过数据分布平衡的VQA-CP数据集 [81]、研究图像文本的 TextVQA数据集 [90]、研究模型鲁棒性的

VQA-Rephrasings数据集[79]、研究复杂计数问题的TallyQA数据集[94]以及研究模型可解释性的VQA-X数据集
[106]. 

2.1   早期数据集分析 

   上述数据集都有其局限性,比如DAQUAR数据集和COCO-QA数据集在数据规模上比较小,DAQUAR数据集

中的图片比较杂乱,提出的问题难以回答,即使是人类回答的准确率也只有50.2%.COCO-QA数据集中的问题是

由图片的注释自动生成的,存在高重复率的现象,难以支撑模型的训练和评价.相比较而言,Visual Genome数据集、

Visual7W数据集和COCO-VQA数据集比较大,但是却存在一定的偏见,偏见既存在于针对图片的问题中也存在
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于给出的答案中.在文献[100]中可以看到,仅将问题的特征输入模型进行训练就可以得到约50%的准确率,这说明

数据集中答案的分布不均衡.COCO-VQA中以“是否存在一个”为开头的问题,79%的答案是“是”.Visual Genome

数据集中的问题一部分是关于图像整体内容的问题,这可能导致提问中的偏见. 

    为了减少数据分布对模型的影响,Goyal等人[17]在2017年提出了VQA 2.0数据集.与VQA 1.0数据集相

比,VQA 2.0数据集规模更大,并且主要解决了答案不平衡的问题,针对两张不同的图像提问相同的问题,并且尽

量使得到的答案相反.但是VQA 2.0数据集仍存在答案分布问题,训练集和测试集的答案分布相似,模型可以利

用答案分布带来的偏见得到较高的准确率,降低了模型的泛化性. 

    由于评价指标存在的偏见,模型之间的性能比较不透明,Kafle等人[14]提出了TDIUC数据集,将问题划分为12

种类型,分别为“是否有对象”,“对象种类识别”,“计数”,“颜色”,“其他属性”,“动作识别”,“体育活动识别”,“位置推

理”,“场景分类”,“情绪理解”,“用途”,“错误”. TDIUC数据集可以衡量视觉问答模型在每个类别中的性能,识别哪

种问题是容易的还是困难的.为了进一步减少数据集中偏见的影响,分别计算了12种问题类型的准确性,同时计

算最终的统一精度指标,总体指标是每个问题类型准确性的算术均值和调和均值,分别称为算术平均类型准确

性和调和平均类型准确性.与算术平均类型准确性不同,调和平均类型准确性衡量系统在所有问题类型上均具

有高分并偏向性能最低的类别的能力. 

    为了研究视觉问答模型的推理能力,有研究提出了SHAPES数据集[64]和CLEVR数据集[100],通过强调理解多

个对象之间的空间和逻辑关系.这是对自然图像数据集的补充,在此之前的数据集中的图像均为自然图像,其中

的问题不能衡量模型的推理能力,SHAPES数据集由244个独特的问题组成,每个问题都与数据集中的64幅图像

有关.所有问题都是二元的,答案为是或否.SHAPES数据集中所有图像均为2D形状,不能代表真实世界的图

像.CLEVR数据集使用3D渲染的几何对象,数据集规模比SHAPES数据集规模大,包括10万张图像和864968个问

题.CLEVR数据集中的问题测试了视觉推理的各个方面,包括属性标识、计数、比较、空间关系和逻辑运算.但

SHAPES数据集和CLEVR数据集低估了视觉推理的重要性,相比较而言,模型在回答问题时更注重语言推理能

力,比如回答“大球面左边的棕色金属物体左边的圆柱体的大小是多少？”需要严苛的语言推理能力,而对于视

觉推理能力则有限. 

上述讨论的数据集的大多是纯视觉问题和常识性问题,几乎没有需要“知识库级”的问题,为了更深入研究

使用外部知识库的视觉问答的模型,有研究提出了KB-VQA数据集[72]和FVQA数据集[73],KB-VQA数据集包含需

要DBpedia中特定主题知识的问题,从COCO图像数据集[101]中收集了700幅图像,每幅图像收集3到5个问题-答案

对,共2402个问题.每个问题需要不同层次的知识,从常识到百科全书知识.FVQA数据集仅包含涉及外部（非可视）

信息的问题.数据集包含与580个视觉概念（234个对象,205个场景和141个属性）有关的193,005个候选支持事

实,总共有4,608个问题.FVQA数据集在每个问题/答案中都包含一个支持的事实（外部知识）. 

2.2   VQA-CP数据集 

    目前数据集中存在训练集强语言相关性的问题,比如回答“香蕉是什么颜色的？”,回答通常是“黄色”,而这

种情况导致模型不需要查看图片的内容就可以回答这类问题,出现这种情况的一个原因是训练集和测试集有

着相似的数据分布,模型会根据在训练集中产生的固有记忆偏差,忽略图像的内容,而在测试集中还能得到可观

的性能. 

    针对训练集强语言优先级的问题,Aishwarya等人[81]对数据集VQA v1和VQA v2重新划分,分别得到了

VQA-CP v1和VQA-CP v2数据集,使得每个类型问题的答案分布在训练集和测试集之间是不同的,比如“什么运

动？”这类问题,在训练集中最常见的答案是网球,而在测试集却是滑冰.通过对问题类型和答案类型的重新划分,

能够减少在测试时依赖训练过程中产生的语言偏见. 

在VQA-CP数据集中,测试集覆盖了绝大部分训练集中出现的概念,覆盖率在VQA-CP v1中是

98.04%,VQA-CP v2是99.01%.VQA-CP v1的训练集前1000个答案中,测试集答案的覆盖率为95.07%(VQA-CP v2

为95.72%),VQA- CP v1训练集由118K张图像、245K个问题和2.5M个答案组成(VQA-CP v2训练集由121K幅图

像、438K个问题和4.4M个答案组成).VQA-CP v1测验集由87K幅图像、125K个问题和13M个答案组成(VQA-CP 
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v2测试集的98K幅图像、220K个问题和22M个答案).

VQA-CP v1和VQA-CP v2训练分割上的性能,几乎所有模型都出现了性能的大幅下降

答模型利用了训练集的语言优先级.  

2.3   TextVQA数据集 

   当前提出的视觉问答模型对于回答有关于图像文本问题的准确率很低

人[90]提出了TextVQA数据集,TextVQA要求模型阅读并推理图像中的文本

型需要合并图像中出现的一种新的文本形式,并对其进行推理以回答

Images v3数据集[102]内的图像,选取的图像中包含文本

OCR模型Rosetta[103]计算图像中的OCR盒的数量,将每个类别的

权重,以从类别中采样图像.从Open Images v3数据集的训练集中采样得到

Open Images v3数据集的测试集采样得到TextVQA的测试集

出答案.数据集共包含45,336个问题,其中37,912个问题是唯一的

题,21953幅图像;验证集包括5000个问题,3166幅图像;

2.4   VQA-Rephrasings数据集 

     目前的视觉问答模型的鲁棒性不强,对于同一问题的不同表述

模型一致性和鲁棒性提出了VQA-Rephrasings数据集

其是对关于4万张图的4万个问题改述生成的.这是首个能够进行一致性和鲁棒性视觉问答模型评估的数据集

数据集一共包含了214354个问题和40504张图片,随机采样了

每个问题用人工标注的方式生成3个改写问题,第一阶段

要与原始答案一致;第二阶段,对第一阶段的问题进行语法和语义检查

题（包括改写的121512个和原始的40504个）和40504

2.5   TallyQA数据集 

回答计数问题对于当前的视觉问答模型来说是一个严峻的挑战

占比并不高,例如COCO-QA数据集[97]中约占7%,VQA v1

TDIUC数据集[4]约占20%.还有一些针对计数任务的VQA
[105]的规模并不大,并且上述数据集中很少有复杂的计数问题

此不能恰当地测试系统回答任意计数问题的能力,包括那些需要推理或属性识别的问题

了新数据集TallyQA旨在评估简单和复杂的计数问题

用Amazon Mechanical Turk（AMT）收集新的复杂问题

情况如表4中所示. 

 

Table 4 Number of questions and 

表 4  TallyQA数据集中问题和图像的数量

数据集分割 

训练集 249318

    AMT收集 

         其他输入集引入 245416

        简单测试集 

    AMT收集 

         其他输入集引入 

复杂训练集 

    AMT收集 
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.Aishwarya等人[81]报告了基线模型和现有视觉问答模型在

几乎所有模型都出现了性能的大幅下降,这证明了之前的视觉问

当前提出的视觉问答模型对于回答有关于图像文本问题的准确率很低,为了促进这类问题的研究,Singh等

要求模型阅读并推理图像中的文本,以回答关于它们的问题.具体来说,模

并对其进行推理以回答TextVQA数据集中问题.其采用了Open 

选取的图像中包含文本(如广告牌、交通标志等),每个类别选取100幅图像.使用

将每个类别的OCR盒子的平均数量归一化,并用作每个类别的

数据集的训练集中采样得到TextVQA数据集的训练集和验证集,从

的测试集.每张图像有1~2个问题,每个问题由10名注释者给

个问题是唯一的.TextVQA v0.51中训练集包括34602个问

;测试集包括5734个问题,3289幅图像. 

对于同一问题的不同表述,模型会给出不同的答案,为了进一步研究

数据集[79],VQA-Rephrasings数据集来自于VQA v2的验证数据集,

这是首个能够进行一致性和鲁棒性视觉问答模型评估的数据集.

随机采样了40504个问题构成采样子集.作者用两阶段方式对

第一阶段,根据原始的问题-答案对改写问题,改写后的问题回答

对第一阶段的问题进行语法和语义检查,不合规范的抛弃,最后获得了162016个问

40504张图片,平均每张图片对应约3个改写问题. 

回答计数问题对于当前的视觉问答模型来说是一个严峻的挑战,但是当前存在的综合数据集的计数问题

VQA v1数据集[98]中约占10%,VQA v2数据集[17]约占10%.以及

VQA数据集如CountQA数据集[104]和HowMany-QA数据集

并且上述数据集中很少有复杂的计数问题.简单的问题可以只用一个目标检测算法来解决,因

包括那些需要推理或属性识别的问题.Acharya等人[94]中提出

旨在评估简单和复杂的计数问题,使计数问题和其他问题得到准确的衡量.Acharya等人使

收集新的复杂问题,并从其他数据集中导入简单和复杂问题.数据集的具体

Number of questions and images in TallyQA 

数据集中问题和图像的数量 

问题 图片 
249318 132981 

3902 3494 

245416 129487 

22991 18411 

0 0 

22991 18411 

15598 14051 

15598 14051 
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         其他输入集引入 0 0 

2.6   VQA-X数据集 

深度学习的可解释性是当前的研究热点和难点,视觉问答模型的可解释性同样是研究的难点.人类回答

问题时是基于一定的事实,我们希望视觉问答模型得出答案同样是基于图像中事实或其他知识,为了研究视

觉问答模型的可解释性,Huk[106]等人提出了VQA-X数据集,其是在VQA数据集上得到 ,根据 Zitnick[107]等人

收集的注释,其中含有回答问题的年龄限制,Huk等人选择 9岁及 9岁以上才能回答的问题.此外,Huk等人还

考虑 VQA v2 数据集的互补对[17].互补对由一个问题和能够给出两个不同答案的两个相似图像组成.互补对

能帮助理解解释模型是根据图像内容来给出解释,还是仅仅根据特定的问题类型记忆要考虑的内容.训练集

中每一个问题答案对有一个文本解释,训练/测试集每个问题答案对有三个文本解释. 

3   评价标准 

对于多项选择形式的视觉问答任务,算法得出的答案与正确答案容易比较,但开放式的视觉问答任务得出

的答案通常为一个或多个单词,与图像字幕任务类似,难以对准确性进行评价,若将算法得出的答案与正确答案

完全匹配则准确性过于严格,因为错误答案之间仍有严重程度之分,比如将得出的答案因为单复数的差别而判

断为错误答案,与得出完全不相关的答案的惩罚程度相同则不太合适.而同一问题可能有多种合适的答案,比如

问题“天空中正在飞的是什么？”,正确答案为“bird”,而回答“jay”或“fowl”与其意思相近.因此,有的研究提出了

多种准确性评估的替代方法. 

Malinowski[96]等人提出两种方法进行模型准确性评价,一种是将预测答案与正确答案进行字符串匹配来

确定最终的准确性,第二种是使用 WUPS108]计算预测答案与正确答案在分类树中公共子序列之间的相似性,当

两者的相似度超过一定的阈值后可以判定为正确.比如“秃鹰”和“鹰”的相似度为 0.96,而“秃鹰”和“鸟”的相似度

为 0.88.若设定阈值为 0.85,则上述答案均可视为正确答案.WUPS 度量的方法是评估 DAQUAR 数据集和

CoCo-QA数据集的标准度量.但是WUPS度量对于某些词在词汇上非常相似,但含义却大相径庭给出相似的分

数,并且其只适用于严格的语义概念,这些概念几乎都是单个单词,不能评价短语或句子答案.VQA 数据集[77]中

的答案由注释者给出 10个答案,VQA数据集的准确性度量标准由如下确定： 

3
VQA

n
Accuracy = min( ,1)  

其中 n 为预测答案与注释者给出答案相同的数量,换言之,如果预测答案至少与 3 个注释者提供的答案相

同,则认为预测答案是 100%准确的.这种度量方式为大部分研究者所采用,但是其仍有其局限性,注释者针对同

一问题给出的答案不尽相同,甚至有的答案含义相反,COCO-VQA数据集中的注释者拥有共识的问题占比仅为

83.3％.其中超过 59％的问题中只有不到三个注释者给出完全相同的答案,这使得无法在这些问题上获得满分.

并且当遇到答案为单个单词时,正确答案的可能性会大大增加,注释者对答案的描述同样影响最终的准确率. 

在 VQA数据集中,问题类型和答案的分布偏斜.比如在“是/否”问题中,71%的问题的答案为“是”, 如果每个

测试问题都得到同等对待,则很难评估在较罕见的问题类型上的表现并弥补偏差.Kafle 等人[14]提出了多种措

施来补偿偏差和偏斜分布.由于 TDIUC 数据集[14]的问题分为 12 种类型,分别计算了 12 种问题类型的准确性,

目前大部分研究将问题类型分为计数、是/否以及其他三类.总体指标是每个问题类型的所有准确性的算术或

调和均值.调和均值衡量标准具有在所有问题类型上均具有高分并偏向性能最低的类别的能力.使用归一化的

指标对问题类型内答案分布不平衡补偿偏差,计算每个唯一答案的准确性,然后将其平均化为问题类型的准确

率.若模型未归一化的分数与归一化的分数之间存在巨大差异,说明该模型无法推广到更稀有的答案. 
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4   挑战和展望 

视觉问答任务是计算机视觉领域一个非常严峻的挑战,其拥有非常广泛的应用前景.尽管近几年视觉问答

任务发展迅速,各种通用数据集或某一特定问题的数据集被不断提出,然而目前的视觉问答模型尚不能实现真

正意义上的问答,不能够与人类进行良好的互动,其仍需要不断地进行研究.总的来说,目前的视觉问答任务仍

处于一个起步阶段,各个方面还存在着诸多问题和挑战.比如： 

（1）特征表示能力不足 

视觉问答模型的输入特征在提取的过程将图像和文本信息的部分信息丢失,目前的视觉特征和文本特征

不足以进行问题回答的推理,这依赖于日后得到更好的特征提取和特征表示方法的出现.目前传统的特征融合

方法过于简单,日后需研究如何将视觉特征和文本特征更好的进行融合,使得融合后的特征含有更丰富的信息.

目前的特征融合后得到的特征一般用来作为分类器的输入,日后的工作应更好地建立融合后特征与答案之间

的关联. 

（2）模型评估能力不足 

当前大部分研究将视觉问答任务视为多分类任务,但多分类任务只能得到训练集中出现过的答案,这不符

合人工智能的最终目标.生成式答案则更符合正常的逻辑,但其受限于答案的评估,目前的方法尚不能准确的评

估预测答案是否与地标答案一致,其中句子答案中存在语义、语法等问题,需要更加准确的评价标准对生成式

视觉问答任务进行评估. 

（3）模型推理能力不足 

当前大部分视觉问答模型着力在得到更好的视觉和文本特征,缺乏根据问题对图片内容进行推理的能力,

组合式模型在自然图像上表现仍不尽人意,不能将自然图像转化成推理的过程.虽然注意力机制能使模型更加

关注某一重要区域或单词,但是模型在推理方面仍缺乏可解释性. 

（4）模型的鲁棒性与泛化能力不足 

近年来,许多研究集中在如何消除视觉问答模型的语言相关性,消融研究[11,92]显示,仅问题模型的性能比仅

图像模型好得多,这表明模型更倾向于利用文本信息回答问题,由于视觉问答数据集存在偏见,模型会利用数据

集分布偏见达到很好的效果,但这导致训练集与测试集的结果有很大差异,模型的鲁棒性和泛化能力需要进一

步提高,消除模型的表面相关性是实现这一目标的重要步骤. 

因此,未来的研究工作可以从以下方面展开： 

（1）构建更全面均衡的数据集 

     当前的通用数据集在衡量各项能力时并不均衡,比如有关于图像中文本、计数等问题在通用数据集中的

比例不高,不均衡的数据集并不能准确地衡量视觉问答模型的能力.同时,当前针对模型的评价标准仍需要提高,

进一步研究对于生成式答案的视觉问答模型的评价标准. 

（2）提高模型的可解释性 

 当人类回答问题时会根据问题进行推理,寻找可以支持答案的证据.在构建数据集时加入支持证据,让模

型在每一次预测时提供回答问题的支持证据,基于VQA-X数据集进一步提高模型的可解释性,将目前注意力方

法中的注意力权重可以着重表示重要区域的方式与文本解释相结合,研究模型给出更合理的解释方式,这也是

未来的研究方向. 

（3）提高模型的鲁棒性和泛化能力 

首先应尽力消减数据集中存在的各种偏见问题,答案分布应更加合理,使得模型无法利用数据集中的偏见

不经过推理得到问题的答案.在模型方面,多种方法应结合发展,将组合式方法和注意力方法结合应用.若视觉

问答模型需要回答全部的问题,视觉回答模型必然要考虑利用外部知识. 
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5   结束语 

   本文总结了视觉问答的研究现状,介绍了当前主要的数据集,分析目前数据集存在的偏见.总结目前主流的

模型方法,联合嵌入方法几乎是所有模型方法的基础,注意力方法帮助模型更加关注图像中某部分区域或问题

中重要的单词. 组合方法和图结构使模型更加注重推理的过程,符合人类回答问题的逻辑.外部知识使得模型

能够回答更加复杂的问题.部分研究针对模型存在的各种鲁棒性问题,如语言偏见、软注意力导致计数困难、

有关图片中的文本问题回答困难等.除此之外,我们认为目前的视觉问答模型的瓶颈在于提取的特征不足以回

答问题.我相信随着各个计算机视觉任务的不断发展,视觉问答任务的目标一定会实现. 
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