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摘  要: 社交网络中的链接关系根据其潜在的含义可分为正关系和负关系.若对网络中的链接关系进行正负标

注,则可形成一个符号网络.符号网络在社会学、信息学、生物学等多个领域存在广泛应用.针对符号网络中链接关

系的正负预测,已经成为当前研究的热点之一.在大数据背景下,随着符号网络规模的日益扩大,符号预测算法的可

伸缩性问题日益突出.一些研究者提出了分布式环境下的符号预测方法,使得算法的可伸缩性问题部分得到缓解.但
是由于大多数算法采用了服务器-客户端方式的分布式框架,导致问题并没有得到根本上的解决.提出了一种端到

端分布式框架(client to client distributed framework,简称 C2CDF),相比传统服务器-客户端架构的集中通信模式, 
C2CDF 的各个节点间地位平等,不存在集中通信,集群的带宽瓶颈和压力得以减轻.通过在社交网络正负符号预测、

广告点击率预测及森林类型预测这 3 个不同真实数据集上的实验结果表明:C2CDF 能够在拥有更高准确性的同时,
获得 2.3 倍~3.3 倍的加速比,而且拥有良好的泛化性,不仅应用在了社交网络正负符号预测方面,也能作用于广告点

击预测等其他领域. 
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Abstract:  The edges of a network can be divided into positive and negative relationships according to their potential meanings. When 
the edges of a network are signed with plus or minus signs respectively, a signed network can be formed. Signed networks are widely used 
in many fields such as sociology, informatics and biology. Hence, the sign prediction problem in signed networks has become one of 
research hot spots. In large dataset, the scalability of sign prediction algorithm is still a great challenge. There are many related works in 
the distributed design of signed network prediction methods, however, the computation efficiency is still limited by the fundamental 
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server/client framework. This paper proposes client to client distributed framework (C2CDF). Compared with traditional server/client 
framework, C2CDF is a completely new client-to-client framework which can release the bandwidth pressure by abandoning the server 
node and allowing the communications between the client nodes. The Experiments on sign prediction in signed social networks, prediction 
in click-through rate and prediction in forest type show that C2CDF is a general approach which can not only be applied in sign prediction 
in signed network but also be used in the other prediction areas. In these three datasets, C2CDF can achieve better performance than FM 
inferred by the traditional SGD algorithm. C2CDF also achieves a 2.3-3.3x speed-up over the method implemented under the server/client 
framework while obtains a better accuracy performance than the method compared against. 
Key words:  signed network; sign prediction; stochastic gradient Langevin dynamics (SGLD); server/client framework; client-to-client  

  distributed framework 

在社交网络中,节点间的链接关系通常分为两类:正关系和负关系.正关系表示喜欢、好友、信任等积极正

面的含义;负关系则表示讨厌、敌人、不信任等消极负面的含义.对网络中的部分或者全部链接关系进行正负

关系标注,其结果是形成一个符号网络.在现实生活中,符号网络无所不在.例如:国家间的合作与敌对关系;社交

网络中,用户之间好友与敌人的关系;在线游戏中,玩家伙伴与竞争的关系;生物学上神经元间的促进与抑制关

系等.如图 1 所示,符号社会网络正负关系预测问题是指:在符号网络中,已知部分边的符号甚至所有边的符号都

未知的情况下,预测出其余边的符号[1].更确切地讲,给定一个图 G=(V,E,S),其中,V={1,2,…,n}为该图节点的集

合,集合 E 为该图的边集,集合 E 中已知符号的边总数为 m,e(i,j)∈E,e(i,j)={0,1},e(i,j)=1 表示图中存在从点 i 指
向点 j 的边,e(i,j)=0 表示不存在从点 i 指向点 j 的边,其中,i,j∈V;s(i,j)∈S,s(i,j)={−1,0,1},s(i,j)=1 表示边 e(i,j)的符

号为正,s(i,j)=−1表示边 e(i,j)的符号为负,s(i,j)=0表示边 e(i,j)的符号未知.符号网络中,正负关系预测的主要目标

即为预测出 s(i,j)=0 对应的边的符号. 

+
-

？ +

？

+

+

+

+

+

- -
？

 

Fig.1  Schematic diagram of sign predction problem in signed social networks 
图 1  符号网络链接正负关系预测示意图 

现有的符号网络预测方法大致分为基于矩阵的[1−5]和基于分类的两种[6−11].在基于矩阵的符号预测中,矩阵

分解是最常用的预测方法.然而,在实际符号网络数据中存在大量的上下文特征,对这些特征信息,矩阵分解模

型无法有效利用.若能将上述上下文特征用于分解模型,对符号网络预测的帮助无疑是巨大的.本文中,我们考

虑使用因子分解机模型来完成符号网络中正负关系的预测. 
因子分解机模型(以下若无特殊情况,均简称“模型”)由 Steffen Rendle 提出,并成功应用于推荐和预测任务

中[12−14].该模型之所以能在稀疏数据环境下取得较好的性能,其原因在于它通过将每一列特征分解为一个隐向

量来对特征间的交互进行建模,极大地降低了数据稀疏带来的挑战.此外,作为一个泛化性较强的模型,通过结

合任意启发式特征,它能够模拟其他先进的方法,如支持向量机模型和逻辑斯蒂回归模型等. 
尽管在因子分解机模型上已经存在大量研究成果[15,16],在工业应用中依然存在大量未解决的问题.首先,在

于局部最优解的存在.因子分解机模型是非凸模型,在使用随机梯度下降法和交替最小二乘法进行优化时,其非

凸函数的特性使得模型很容易陷入局部最优解.其次,在于模型的大数据规模下的应用.大数据环境下,由于我

们需要将每个用户、项目和相关的启发式特征分解为一个低秩向量,导致对内存的需求巨大,即:数据增长带来

的模型复杂度增加,单机环境下的因子分解机模型会因为计算效率和内存问题失效.因此,因子分解机模型的分

布式优化成为一种流行的解决方案.目前,有关因子分解机模型的分布式研究已有一些成果[17,18],但由于其采用
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的服务器-客户端框架,模型的计算有效性仍受限于服务器与各客户端节点间的网络带宽压力.这种分布式框架

如图 2(a)所示:每个客户端节点从服务器拉取最新的参数,使用分派的子数据集更新对应的部分参数空间,最后

将更新后的参数推送回服务器端.显而易见,在服务器端和各客户端节点集中通信时,其带宽压力是巨大的. 
首先,为解决模型陷入局部最优解的问题,本文提出了利用随机梯度 Langevin 动力学(SGLD)方法来优化模

型.SGLD 是由 Welling 提出的马尔科夫链蒙特卡洛(MCMC)学习方法的一种近似,通过向随机优化方法的参数

更新中添加噪声来实现[19].根据文献调研可知,目前,SGLD 优化的应用仅限于解决逻辑斯蒂回归、矩阵分解和

隐狄利克雷分布(LDA)[19−21].因此在本文中,我们尝试将 SGLD 方法应用于因子分解机模型中,与随机梯度下降

方法相比,SGLD 能够通过随机噪声的添加来避免模型的学习陷入局部最优. 
其次,为进一步适应模型在大规模数据集上的应用,我们提出一种新的分布式框架,并将模型在 SGLD 下的

优化扩展至该架构.不同于传统的服务器-客户端分布式系统,新的分布式架构减轻了由于参数在服务器端和客

户端的拉取和推送带来的通信压力,框架结构如图 2(b)所示,称为端到端分布式架构.结合模型的 SGLD 优化,简
称 C2CDF(client to client distributed framework).在新的框架中,客户端节点无需与服务器端做参数交互,参数的

传递按照预定的调度策略仅限于客户端节点之间进行.通过这种方式,传统结构中的服务器端集中通信压力被

分散到了所有的客户端机器上. 

         

(a) 传统服务器-客户端模式                      (b) 端到端分布式框架 

Fig.2  Difference between server-client and client-to-client framework 
图 2  传统服务器-客户端模式与端到端分布式框架对比 

最后,我们将提出的C2CDF模型应用到了 3个不同的真实数据集上.实验结果显示:与模型在随机梯度下降

方法下的优化相比,C2CDF 能够取得更好的准确性.为了评估新提出分布式框架的效率,我们将 C2CDF 和传统

服务器-客户端架构下模型的 SGLD 实现进行了对比,结果表明,C2CDF 在获得更好准确性的同时取得 2.3 倍~ 
3.3 倍的加速比. 

本文第 1 节解释如何使用 SGLD 解决模型的优化问题.第 2 节具体介绍端到端分布式框架.第 3 节设计实

验验证新架构的效率和新方法的有效性.第 4 节介绍本文的相关工作.第 5 节总结全文. 

1   模型和优化 

本节首先介绍因子分解机模型和 SGLD 方法,然后解释如何使用 SGLD 来优化解决因子分解机模型. 

1.1   因子分解机模型 

在基于分解的方法研究上,SVD++[22]、biased MF[23]、PITF[24]和 FPMC[25]等多种可适用于不同领域和特征

的模型纷纷问世.因子分解机模型[14]作为一种泛化性较强的方法,除了具备上述分解方法的特点外,还可以像支

持向量机和逻辑斯蒂回归等分类方法一样,结合更多的启发式特征. 
因子分解机模型的核心思想在于通过分解每个特征为一个低秩向量对特征间的高阶交互进行建模.然后,

使用学习得到的特征向量完成分类、预测和排序等多种任务.假设一个预测数据集 X∈Rn×p,其中,第 i 行 xi∈Rp

表示由 p 维组成的数据实例,n 表示数据集的大小,p 表示数据集特征数.对于每一个数据实例 x,都存在预测标签

y∈R.基于上述数据集,模式在阶 d=2 时的函数可定义如下: 
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其中,w0 表示全局影响因子;wi 表示第 i 个特征的权重;vi 表示第 i 个特征与其他特征的交互权重向量,该向量由 k
维组成.k 作为超参定义了分解所需的隐向量维度.从模型的函数定义可知:模型在建模特征交互权重时,是通过

分解每个特征为一个低秩隐向量,而非一个单独的权重.这保证了模型良好的扩展性和参数空间的稳定,同时降

低数据的稀疏度,使模型的优化取得更好的效果.模型的参数空间定义如下: 
w0∈R,w∈Rp,V∈Rp×k. 

通常来说,模型的特征维度 p 包括 3 个部分:用户规模、推荐或预测项目规模以及其他启发式特征如用户

年龄、性别、朋友信息以及项目的价格、类别、流行度等.在特殊情况下,若忽略启发式特征,模型可以退化为

一个典型的带偏置的矩阵分解模型,该矩阵模型仅对用户与项目的隐向量进行建模. 

1.2   SGLD 

首先 ,我们对随机优化方法先进行简单的回顾 ,假设现有数据集 1{ }N
nnX x == ,其后验分布可表示为 

1
( | ) ( ) ( | )N

it
p X p p xθ θ θ

=
∝ ∏ ,其中,p(θ)为先验,p(xi|θ)为数据实例 xi在给定模型参数θ下的概率.我们的目标是:通过 

最大化上述后验分布概率的对数形式,学习得到模型参数θ.随机优化作为一个典型的方法,常用于解决该问题,
其核心思想是:在每次迭代 t 时,抽样全部数据集中的批量数据 Xt={xt1,xt2,…,xtn}来更新模型参数.参数更新函数

定义如下: 

1
1

log ( ) log ( | ) ,
2

n
t

t t t ti t
i

Np p x
n

εθ θ θ θ+
=

⎡ ⎤
→ + ∇ + ∇⎢ ⎥

⎣ ⎦
∑  

其中,εt 表示在第 t 次迭代时的步长.批量抽样的思想是,在批量数据集上计算梯度来近似整个数据集上的梯度.
这种随机优化方法的缺点在于:因为没有考虑参数的不确定性,可能发生过拟合.因此,SGLD 应运而生. 

SGLD 使用一种 MCMC 技巧——Langevin dynamics 来捕捉参数的不确定性.通过在上述随机优化的基础

上添加 Langevin dynamics,可得到如下 SGLD 优化方法的定义: 

1
1

log ( ) log ( | ) ~ (0, ),
2

n
t

t t t ti t t t t
i

Np p x where N I
n

εθ θ θ θ ν ν ε+
=
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⎣ ⎦
∑  

其中,vt 表示一个服从高斯分布的噪声抽样.通过向参数更新过程中添加高斯噪声,使得批量数据样本的方差符

合后验分布.从上述推论可以看出:SGLD 的批量模式不但能够有效地用于大规模数据,还可从贝叶斯方法角度

捕捉参数的不确定性. 

1.3   因子分解机模型的SGLD推导 

经过大量的文献调研可知,SGLD 方法目前仅用于优化逻辑斯蒂回归[19,20]、基于贝叶斯概率矩阵分解[21]

和 LDA[26]等模型.本节将 SGLD用于优化因子分解机模型,并给出详细的推导过程.假设在目标损失函数中正则

项使用 L2 正则化方法.在高斯噪声分布的假设下,由于平方和损失函数作为最大似然估计的结果出现,模型参

数可被视为服从平均数为 0 的正太先验分布,可定义如下: 
w0~N(0,1/λ0),w~N(0,1/λw),v~N(0,1/λv), 

其中,λ0,λw,λv 为正则化项参数. 
根据上述对 SGLD 方法的介绍,我们优化的目标是最大化参数后验对数分布,即,等于最大化其先验对数分

布和对数似然: 
∇logp(θ|X)=∇logp(θ)+∇logp(X|θ). 

首先,对先验对数分布 logp(θ)进行梯度推导,根据上述给出的参数先验分布形式,模型参数服从正太分布,
可表示如下: 

0
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相应地,参数的先验对数分布梯度推导可推导如下: 
∇logp(w0)=−λ0w0,∇logp(wi)=−λwwi,∇logp(vi,f)=−λvvi,f. 

在推导对数似然的梯度时,梯度的计算选择依赖于损失函数.在将模型应用于回归或分类任务时,我们通常

会选择不同的损失函数.这里,以二分类任务为例,其似然估计函数可定义如下: 
ˆ( , | ) ( ( | ) ).p Y X y X yθ σ θ=  

相应地,对数似然的偏导推导可表示如下: 
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最后,整合上述推导,可得模型参数 w0,w,v 在 SGLD 方法下的更新如下: 
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2   端到端分布式框架实现 

本节首先对现有的服务器-客户端分布式框架的不足进行分析,其次对端到端分布式架构 C2CDF进行详细

的介绍. 

2.1   现有分布式框架的限制 

由于数据的大规模增长和模型复杂度的增加,模型的学习所需内存巨大,单个机器下的解决方案已经无法

满足工业需求.模型的分布式扩展开始流行. 
目前 ,基于分布式框架的因子分解机模型主要有 3 类 :Spark(https://github.com/blebreton/spark-FM- 

parallelSGD)、Hadoop[27]和参数服务器[17,18].虽然这 3 种分布式架构在实现和细节上各有不同,但都可归结为典

型的服务器-客户端分布式系统.如图 2(a)所示:在参数服务器框架下,每次迭代时各个客户端从服务器端拉取最

新的参数;然后,使用分派的子数据集更新相应的参数;最后,将更新后的参数推送回服务器端.服务器端模型参

数的更新可以异步完成,但是该异步操作有一定的忍耐步数,否则会造成全局的参数更新混乱无法收敛.与参数

服务器不同,在 Spark 和 Hadoop 环境下,服务器端对各个客户端获得的参数更新合并是同步的,且模型的拉取和

推送是整个参数空间.总结上述可以看出:在这种分布式环境下,客户端每次迭代都需与服务器端进行通信,服
务器与客户端间的网络传输总会存在瓶颈.一旦参数的交换规模大于带宽处理能力,便会造成一定的延迟甚至

任务失败. 

2.2   C2CDF总体介绍 

针对上述服务器-客户端分布式框架存在的问题,我们提出了分布式实现机制(C2CDF),其架构如图 2(b)所
示.在 C2CDF 中,我们舍弃了服务器端,集群中所有的节点全部为客户端,重新建立模型的更新机制,避免出现模

型在服务器端和各个客户端的集中交换,以减轻网络传输压力.与传统服务器-客户端架构相比,C2CDF 中仅存

在两种节点类型——客户端节点和调度节点,其节点功能总结如下. 
• 客户端节点:用于模型的参数更新及存储.假设每个客户端节点为单核,每个客户端节点保存一份全局

模型参数空间; 
• 调度节点:保存调度函数和全局变量,用于决定各个客户端模型的调度策略. 
从模型的学习角度出发,C2CDF包括两类操作——模型的训练和预测.在模型的训练过程中,首先将整个训
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练集划分并随机分发至每一个客户端中.考虑到已有分布式框架良好的底层数据分发机制,C2CDF 在数据划分

和分发部分,直接调用 Spark 相关操作.与此同时,C2CDF 中每个客户端节点都独立保存一份完整的模型参数,
并使用分发的子数据集对相关的参数进行更新.因此,最终 C2CDF 可以得到与客户端节点相同数目的相互独立

的模型.与传统的服务器-客户端结构类似,C2CDF 保留了调度节点,用以实现模型的全局调度和全局变量的保

存,其中,全局变量包括每个客户端节点存储模型的标识、正在更新的模型标识和已经完成更新空闲等待的模

型标识等.在模型预测过程中,C2CDF利用已经学习得到的多个模型对测试集进行独立的预测,对同一测试数据

的多个结果,采用投票的方法进行合并,多数表决得到的结果作为最终结果. 

2.3   模型调度和参数更新机制 

通过上述可知,C2CDF 中每个客户端节点上保存的模型其学习过程是相互独立的.但由于每个节点只保存

了很少一部分数据集,数据稀疏性在这类高维数据集上越发严重,直接导致每个节点上学习得到的模型有效性

差.为了进一步提高模型的学习有效性,C2CDF 设计有一套完整的模型调度策略.模型调度的基本思想是:允许

每个节点不但可以更新它本身存储的模型,还可以更新不属于它的其他节点的模型.即:节点在更新完一个模型

后,将模型推送至它的原始保存节点,然后通过调度函数,节点选择另一个新的从未更新过的模型,将该模型从

所属的节点拉取至当前节点,继续使用分发给当前节点的子数据集对该模型进行更新. 
模型的调度带来了全新的挑战:首先,在下一个模型选取时,遵循何种策略来确定应选择的模型;其次,频繁

的模型调度,会导致通信代价大为增加;这里的通信代价包括模型在不同节点间的传送和调用调度函数所需的

消耗;最后,若选择的下一个模型仍在被其他节点更新,当前节点就必须等待,坏的调度策略会直接导致等待时

延的增加. 
通过前文可知,C2CDF中客户端节点的数目和模型的数目是相等的.因此,模型的标识符通常采用其所属的

节点属性来标记,如 IP 和端口.故而在模型的调度中,C2CDF 的调度会给出下一个模型所属的节点 IP 和端口信

息,通过 IP 和端口得到相应的模型.当一个模型正在被更新,其他节点无法对其进行拉取和更新.为了调度方便, 
C2CDF 在调度节点中维护了多个全局变量:一个空闲模型列表,用以记录所有已经完成更新的空闲模型;一个

已使用模型列表,用以记录每个节点更新过的历史模型. 
在模型调度机制方面,我们给出两种调度策略:第 1 种调度为随机调度,其核心思想在于,当前节点从所有模

型列表中随机选择一个从未更新过的模型;第 2 种调度为先到先得,指当前节点总是会选择最早空闲的且从未

更新过的模型.通过对上述两种调度机制比较可知:先到先得调度能够保证所选取的模型当前空闲,能够在调度

后立即拉取并进行更新,减少等待时延,但会造成更新快的节点永远快,慢的一直慢,最终的模型训练时间由最

慢节点决定.相比之下,随机调度则会在一定程度上保证各个节点执行时间上的均衡,两者各有优劣.由于模型

是否空闲的判断在实现上采取被动的等待循环判断,因此,模型训练时间的长短不确定性较大.在本文的实验部

分,我们采取了先到先得的策略完成全部实验. 
在参数更新机制方面,由于频繁的模型调度会导致通信代价增加,为了降低通信代价,我们采用每个节点上

的多次迭代为一个周期的机制[28],周期结束后,调用模型调度策略选择下一个要更新模型.即,取代服务器-客户

端分布式模式下的一次迭代一次更新方式.由于模型之间相互独立,因此完全可以在每个节点上更新多次后再

将更新后模型推送给模型所在节点.这里,我们记该周期为τ.与传统的服务器-客户端模式相比,节点间的通信代

价降低为原来的 1/τ.同时,由于特征的高维且稀疏特性,若每次模型的拉取和推送都是整个模型,则会产生高昂

的通信消耗.为进一步降低通信规模,C2CDF采取与参数服务器框架类似的策略,节点间的模型传输仅交换当前

节点所需的子模型空间.子模型空间的选取,取决于拉取该模型的节点所分配的子数据集中不为零特征的个数. 

2.4   C2CDF具体实现 

在 C2CDF 系统(以下简称系统)的具体实现上,我们结合了现有大数据分析平台 Spark 和消息分发系统

Akka actor[29]的优势.其中,Spark 主要用于分发存放在分布式文件系统 HDFS 上的训练和测试数据,并指派具体

的计算操作给集群中每个运算单元;Akka actor 则是用于设计大规模分布式并行系统底层消息分发机制的工
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具.通过利用 Spark 和 Akka actor 等成熟框架,系统能够更加专注于模型并行化的调度和参数更新机制的设计. 
按照系统的模型学习步骤,我们可以将整个流程分为两个阶段:环境初始化和模型调度学习.在环境初始化

阶段,由于系统建立在 Spark 和 Akka actor 的基础上,因此,首先必须初始化集群 Spark 环境及各个计算单元的

Akka actor 角色;然后,利用 Spark 将 HDFS 上数据集读入并分发至每个节点上;进一步,注册计算单元并初始化

每个单元上的模型参数;最后,调度器发送模型学习消息给每个计算单元,开始进入模型调度学习阶段.具体环

境初始化阶段伪代码见算法 1. 
算法 1. 环境初始化. 
输入:数据集 D,计算单元数 S,分解隐向量维度 k 和正则化参数λ0,λw,λv; 
1. Spark 环境和 Akka actor 角色初始化 
2. Spark 读入 HDFS 数据集 D 
3. Spark 分发数据集 D 至 S 个计算单元 
4. 计算单元发送“注册”消息给调度器 
5. 根据第 1.3 节的参数分布,初始化计算单元的模型参数 w0,w,v 
6. 调度器发送模型“学习”消息给所有计算单元 
在模型调度学习阶段,集群节点可分为两类角色:计算单元和调度器.计算单元作为系统中最小的执行单

元,主要负责拉取调度器分配的模型至本单元,然后对调度器分配的模型进行学习更新,最后将更新结果推送至

模型初始所在单元,周而复始.调度器在集群中只有一个,主要用于维护全局参数和根据既定的模型调度策略将

模型分配给请求方计算单元.具体的计算单元和调度器执行伪代码分别见算法 2 和算法 3. 
算法 2. 计算单元. 
输入:最大迭代数 T,内部最大迭代数τ; 
1.  持续接收消息 
2.  if 消息类型为模型“学习” then 
3.    i=0 
4.    While i<T do 
5.      if i%τ=0 then 
6.        发送“调度”消息给调度器,返回需要更新模型所在 IP 和端口 
7.        “拉取”相应的局部模型参数从上述 IP 和端口对应的计算单元 
8.      end in 
9.      使用第 1.3 节对应的公式更新模型参数 w0,w,v 
10.     i++ 
11.     if i%τ=0 then 
12.       “推送”更新完成的模型参数至其对应的原始计算单元 
13.       发送“完成”消息给调度器,附带更新完成模型 ID 
14.     end if 
15.   end while 
16. else if 消息类型是“拉取” then 
17.   返回对应的局部模型参数给请求计算单元 
18. else if 消息类型是“推送” then 
19.   根据发送方提供的局部模型,更新属于当前计算单元的模型 
20. end if 
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算法 3. 调度器. 
1.  持续接收消息 
2.  初始化注册计算单元列表 
3.  初始化空闲模型列表 
4.  初始化每个计算单元的已更新模型列表 
5.  if 消息类型是“注册” then 
6.    添加发送方(计算单元)至注册计算单元列表 
7.  else if 消息类型是“完成” then 
8.    添加发送方(计算单元)携带的模型 ID 至空闲模型列表 
9.   添加发送方(计算单元)携带的模型 ID 至该计算单元的已更新模型列表 
10. else if 消息类型是“调度” then 
11.   根据调度策略选择空闲模型 m 
12.   while m 已在发送方(计算单元)的已更新模型列表中 do 
13.     根据调度策略重新选择空闲模型 m 
14.   end while 
15.   while m 不在空闲模型列表 do 
16.     等待 
17.     判断 m 是否在空闲模型列表中 
18.   end while 
19.   返回选定的模型给调度请求方(计算单元) 
20. end if 

3   实  验 

在本节,我们使用提出的 C2CDF 下的因式分解模型在真实数据集上作分类预测. 

3.1   实验设置 

为了说明新提出框架 C2CDF 下因式分解模型的性能,我们选取了 3 种不同规模和不同场景下的数据集分

别进行实验——Epinions,Criteo,Cvotype. 
• Epinions 在本实验中是一个符号网络正负关系预测数据集,通过转换原数据集中用户之间信任/不信

任关系的数据处理得到的.整个数据集包含用户 131 828 个,用户之间的关系 841 372 个.每个数据实例

包含 179 918 个特征维度,整个数据集实例数与关系数相等; 
• Criteo 是用于广告点击预测的数据集,其目标是预测一个广告是否会被点击.每个数据实例包含 46 811

个特征维度,其中,类别相关信息 26 个,整数型相关信息 13 个.整个数据集共有 22 917 906 个数据实例; 
• Cvotype 是一个从地图变量预测森林覆盖类型的数据集,每个数据实例包含 54 个维度,数据集共 

581 012 个实例. 
为了更直观地对 C2CDF 框架及其框架下因子分解机模型在 SGLD 方法上的优化有效性进行说明,我们共

选择 4 种方法进行不同层面的对比. 
• FM:因子分解机模型使用 SGLD 为优化方法,在单机环境下的实现; 
• MSFM:因子分解机模型使用 SGLD 为优化方法,在传统服务器-客户端分布式架构下的实现; 
• C2CFM-SGD:因子分解机模型使用随机梯度下降为优化方法,在 C2CDF 模式下的实现; 
• C2CFM:本文所提出的新模型,因子分解机模型使用 SGLD 为优化方法,在 C2CDF 模式下的实现. 
为了定量地评估所提出 C2CFM 方法,我们考虑使用如下的性能评估方法. 
• 准确性评估:使用准确性指标来比较上述 4 种方法.准确性的定义为 TP+TN/P+N.其中,TP 表示正例实
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例且测试结果也为正例的实例数目,TN 表示负例实例且测试结果也为负例的实例数目,P 表示为测试

集正例的总数,N 表示为测试集负例的总数; 
• 有效性评估:使用模型的训练执行时间来评估 C2CFM 与其他方法的加速比; 
• 扩展性评估:使用模型的训练执行时间来评估 C2CFM 与其他方法的扩展性对比,包括同一数据的不同

模型维度和不同数据集大小两类测试. 
在硬件执行环境方面,MSFM、C2CFM-SGD 和 C2CFM 均执行在由 15 台相同配置的机器组成的分布式集

群中,每台机器的配置为 Linux Centos 6.5,4 核 CPU,2.0GHz 频率,16G 内存及 500G 硬盘.FM 则单独执行在其中

一台机器上.若无特殊说明,在 MSFM、C2CFM-SGD 和 C2CFM 算法实现方面,我们默认设置客户端节点的数量

为 29(客户端节点的最小单位可为一个 CPU 核).对于 C2CFM 在每个节点上迭代周期τ,我们默认设置为 100. 

3.2   准确性和有效性比较 

在上述 3 个数据集中,我们对 4 种方法的准确性和有效性进行对比.对于每一种方法,我们最多执行 Cvotype
和 Epinions 迭代 600 次,Criteo 为 300 次.在最大迭代的 1/3,2/3 和 1 倍处(若标记多于 3 处,增 1/2 倍处;若标记不

等,则前 3 处分别对应 1/3,2/3 和 1 倍处)记录每个方法在相同测试集上的准确率和相应的训练执行时间.最终生

成横坐标为执行时间、纵坐标为准确率的结果,如图 3 所示.从结果我们可以看出: 
• 首先,所有方法的准确性随着执行时间的增加能够获得更好的提升; 
• 其次,本文提出的 C2CFM 较其他 3 种方法在较少的执行次数下也能获得更好的准确率.造成该结果的

主要原因可能在于,C2CFM 减少了节点间的通信且模型的多数表决机制使得其准确率更高; 
• 最后,在所有 3 个数据集中,C2CFM-SGD 的准确性都略低于 C2CFM.这种结果表示我们提出的因子分

解机模型高斯噪音的加入是有效的. 
需要注意的是:在数据集 Criteo 中没有 MSFM 方法的结果,这是由于 MSFM 在正常模型维度大小时就已经

失败了,而随着模型维度的减小,MSFM 逐渐正常工作,详见后文图 5(b). 

   

(a) Criteo                            (b) Epinions                            (c) Cvotype 

Fig.3  Accuracy and runtime comparison in all methods 
图 3  所有方法的准确性及效率性能比较 

在上述实现设置条件下,我们进一步对大数据集 Criteo 下 4 种方法的最终准确率和训练执行时间进行对

比,结果如图 4 所示.在该图中我们可以看出:C2CFM 在获得更高准确率的同时,相比 FM 可以获得 3.3 倍~4.7 倍

的加速比,相比 MSFM 可以获得 2.3 倍~3.3 倍的加速比. 
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Fig.4  Accuracy and runtime comparison under the different iterations in Criteo dataset 

图 4  Criteo 数据集下不同迭代次数下算法准确率和效率性能比较 

3.3   扩展性比较 

在本环节实验中,Cvotype 和 Epinions 数据集由于太小,因此我们通过改变大数据集 Criteo 的模型维度和数

据集大小来证明提出方法 C2CFM 是否具有良好的可扩展性.C2CFM-SGD 方法由于是用来说明 SGLD 优化的

有效性,与 C2CDF 的扩展性无关,因此不予考虑. 
在图 5(a)中,我们增加数据集的大小至其原始大小的 1.2 倍、1.5 倍、2.0 倍、2.4 倍和 3.0 倍,然后检验不同

方法的执行时间.在本次实验中,最大迭代次数均为 150 次.从结果我们可以看出:C2CFM 随着数据集大小的增

加,其运行时间增加较其他两种方法缓慢;当数据集大于 2.4 倍时,FM 算法由于单机内存无法放下整个数据集而

执行失败.此外,MSFM 在原始 Criteo 数据集上就已经执行失败,其原因可能是随着数据集规模的增加,分发至每

个节点上的数据量增加,导致每个节点上的模型规模增大,在集中模型交互时受带宽压力的影响而失败. 
在图 5(b)中,我们减少模型的维度规模 ,然后检验不同方法在每个模型大小时的训练执行时间 .可以看

出:C2CFM 随着模型维度的增加,其运行时间的增加较其他两种方法缓慢.此外,当模型规模增至原始规模的

83%时,MSFM 就已经执行失败了.其原因可能在于模型规模的增加导致服务器和客户端节点间所需的传输带

宽增加,超过最大值而导致失败. 
通过对图 5 的结果进行总结可以看出:C2CDF 相比单机架构和传统服务器-客户端模式,有良好的扩展性. 

     

(a) 不同数据规模下算法扩展性                      (b) 不同模型维度下算法扩展性 

Fig.5  Scalability of different methods in Criteo dataset 
图 5  Criteo 数据集下算法扩展性 

4   相关工作 

4.1   符号网络正负关系预测 

在符号网络关系的正负预测领域,研究人员从不同角度设计了多种算法.从大的思路来看,目前所有的符号
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链接预测模型可分为两类[1]:基于矩阵的[1−5]和基于分类的[6−11].基于矩阵的符号链接预测算法将符号网络视为

矩阵,利用信任传播模型[1]、矩阵分解[2,4,5]或矩阵填充[3]进行符号预测.基于分类的方法将符号网络中链接的正

负预测转化为二值分类问题,构建特征集,利用分类算法进行符号预测.该类模型的重点在于如何构架特征集,
根据特征集的选择不同,这类方法可继续细分为基于网络结构和基于网络上下文的算法.前者结合社会结构平

衡理论或地位理论,利用符号网络的结构信息设计符号预测算法[6,7,9,10];后者利用符号网络的上下文信息,通过

分类算法对网络中边的正负关系进行预测[6,11]. 

4.2   因子分解机模型 

因子分解机是一种被广泛应用于预测、推荐等领域的模型(以下简称模型),特征工程和分解模型的结合,
使得它通常能够获得较好的性能[13,14,30−32].然而模型独有的特征组织形式,导致它在大规模数据集下,传统的单

机环境已无法满足其需求.因此,模型的扩展应运而生.目前,针对因子分解机模型的扩展研究主要集中在两个

方面:其一,不改变单机环境的基础,针对模型底层数据的组织特征重新建立新的模型,既有效地降低了底层数

据的存储,还提高了模型的计算效率[33];其二,利用分布式框架对原有的单机模型进行扩展和优化,例如基于参

数服务器框架的模型实现[17,18]和基于 Spark 的模型扩展(https://github.com/blebreton/spark-FM-parallelSGD). 

4.3   分布式框架 

大数据时代,为了提高模型的学习效率,各种各样的分布式学习框架不断被提出.本节将对流行的分布式环

境进行总结.Hadoop[27]作为一个简单易用的分布式平台,其底层数据和计算分发等实现机制对用户完全透明,
通过提供简洁的编程接口用户即可实现高效的分布式数据流处理.同时,它非常适合于机器学习中模型的迭代

学习.基于 Hadoop 平台实现的分布式机器学习算法包有 Mahout 等.Spark[34]可以看做是 Hadoop 的一次进化,
相比 Hadoop,Spark 的优势在于它基于内存的处理框架能够有效地提升处理性能.MLlib 是 Spark 下比较流行的

机器学习算法包,与 Hadoop 和 Spark 不同,GraphLab[35]和 Pregel[36]更加专注于图模型方面的分布式学习.为了进

一步提升 Hadoop 和 Spark 的分布式性能,Li 正式提出了参数服务器框架.目前,在参数服务器模式下已有多篇工

作[37−40].与 Hadoop 和 Spark 这种天然的基于同步机制的模型迭代学习相比,参数服务器架构具有以下优势: (1) 
服务器端由多台节点共同构成,称为服务器组,全局模型分布由多个节点组成的服务器组;(2) 允许服务器上全

局模型的异步更新;(3) 采取多种策略,保证节点间的通信规模尽可能小,提升模型的学习效率. 
通过对上述提及的架构进行分析,不难看出,它们都可归类于服务器-客户端分布式系统.在这类环境中,通

常是客户端从服务器端拉取参数进行更新后,再将增量送回服务器端更新全局模型.这种框架的天然缺陷在于

参数的传递集中,从而导致服务器端的带宽压力较大,影响模型性能. 

5   总结与展望 

本文将因子分解机模型用于符号网络正负关系的预测.在模型中,我们首先使用 SGLD 方法来优化因子分

解机模型.由于 SGLD 方法中高斯噪声分布的加入,能够减轻模型容易陷入局部最优解的问题.为了进一步将模

型应用到大规模数据环境中,提出了端到端的分布式框架 C2CDF.C2CDF 一方面抛弃了传统服务器-客户端分

布式中的服务器端,将原来存在于服务器端的全局模型分别放一份在各个客户端节点上,避免了集中频繁通信

带来的压力和瓶颈;另一方面,设计提出了新的模型调度机制和参数更新机制,使得模型的学习更加有效,很好

地利用了原有Spark的数据分区和分发机制.在最终的模型预测方面,创造性地将模型的多数表决机制引入.在 3
个不同规模的实际数据集上的实验结果显示:C2CDF 拥有良好的泛化性,不仅能应用在社交网络正负符号预测

方面,也能作用于广告点击预测等其他领域.在上述数据集中,C2CDF 相比 FM 和 MSFM 取得了更好的性能,并
获得了相较于 MSFM 有 2.3 倍~3.3 倍的加速比.未来将尝试 C2CDF 框架应用到更多的机器学习算法中去. 
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