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摘　要: 流程剩余时间预测对于业务异常的预防和干预有着重要的价值和意义. 现有的剩余时间预测方法通过深

度学习技术达到了更高的准确率, 然而大多数深度模型结构复杂难以解释预测结果, 即不可解释问题. 此外, 剩余

时间预测除了活动这一关键属性还会根据领域知识选择若干其他属性作为预测模型的输入特征, 缺少通用的特征

选择方法, 对于预测的准确率和模型的可解释性存在一定的影响. 针对上述问题, 提出基于可解释特征分层模型

(explainable feature-based hierarchical model, EFH model)的流程剩余时间预测框架. 具体而言, 首先提出特征自选

择策略, 通过基于优先级的后向特征删除和基于特征重要性值的前向特征选择, 得到对预测任务具有积极影响的

属性作为模型输入. 然后提出可解释特征分层模型架构, 通过逐层加入不同特征得到每层的预测结果, 解释特征值

与预测结果的内在联系. 采用 LightGBM (light gradient boosting machine)和 LSTM (long short-term memory)算法

实例化所提方法, 框架是通用的, 不限于选用算法. 最后在 8个真实事件日志上与最新方法进行比较. 实验结果表

明所提方法能够选取出有效特征, 提高预测的准确率, 并解释预测结果.
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Abstract:  Remaining  process  time  prediction  is  important  for  preventing  and  intervening  in  abnormal  business  operations.  For  predicting
the  remaining  time,  existing  approaches  have  achieved  high  accuracy  through  deep  learning  techniques.  However,  most  of  these  techniques
involve  complex  model  structures,  and  the  prediction  results  are  difficult  to  be  explained,  namely,  unexplainable  issues.  In  addition,  the
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prediction  of  the  remaining  time  usually  uses  the  key  attribute,  namely  activity,  or  selects  several  other  attributes  as  the  input  features  of
the  predicted  model  according  to  the  domain  knowledge.  However,  a  general  feature  selection  method  is  missing,  which  may  affect  both
prediction  accuracy  and  model  explainability.  To  tackle  these  two  challenges,  this  study  introduces  a  remaining  process  time  prediction
framework  based  on  an  explainable  feature-based  hierarchical  (EFH)  model.  Specifically,  a  feature  self-selection  strategy  is  first  proposed,
and  the  attributes  that  have  a  positive  impact  on  the  prediction  task  are  obtained  as  the  input  features  of  the  model  through  the  backward
feature  deletion  based  on  priority  and  the  forward  feature  selection  based  on  feature  importance.  Then  an  EFH  model  is  proposed.  The
prediction  results  of  each  layer  are  obtained  by  adding  different  features  layer  by  layer,  so  as  to  explain  the  relationship  between  input
features  and  prediction  results.  The  study  also  uses  the  light  gradient  boosting  machine  (LightGBM)  and  long  short-term  memory  (LSTM)
algorithms  to  implement  the  proposed  approach,  and  the  framework  is  general  and  not  limited  to  the  algorithms  selected  in  this  study.
Finally,  the  proposed  approach  is  compared  with  other  methods  on  eight  real-life  event  logs.  The  experimental  results  show  that  the
proposed approach can select effective features and improve prediction accuracy. In addition, the prediction results are explained.
Key words:  process mining; remaining time prediction; feature selection; explainability; hierarchical model
 

随着企业数字化转型和智能化发展, 企业信息系统中的事件数据得到了高质量的储存. 流程挖掘技术可以从

历史事件日志中提取有价值的信息 [1−3], 帮助企业提高生产效率和产品质量, 避免不必要的风险, 提高企业的竞争

力. 经典的流程挖掘技术是指从现有事件日志中挖掘知识以发现、监控和改进实际流程 [4,5], 建立起了数据挖掘与

业务流程管理之间的联系, 为业务流程管理提供了更加系统、高效的思路和技术. 这些方法主要是通过已有的历

史数据分析业务流程, 但在业务的执行过程中, 对流程未来执行情况的了解更有利于风险的提前掌握、早期预备

和有效防范. 因此, 流程预测性监控是当前流程挖掘领域中的一个研究热点 [6].
流程预测性监控中常见的预测任务包括剩余时间预测、结果预测、下一事件预测、下一事件执行时间预测、

后缀预测以及其他属性预测等 [7,8]. 剩余时间预测任务可以对正在运行实例的未来执行时间做出预判, 帮助用户尽

早调整后续的执行步骤和时间, 避免因超时而带来的风险. 目前对于业务流程剩余时间预测的研究中存在两个局

限: (1) 大多数现有剩余时间预测方法采用活动及从时间戳中提取的时间信息作为输入特征, 或根据领域知识人为

选择特征作为模型输入, 缺少一个有说服性、较为通用的特征选择方法; (2) 现有基于深度学习的预测模型难以解

释输入特征和预测结果的内在联系, 导致了不可解释的问题, 用户难以信任并基于此做出相应决策.
为解决上述局限, 本文提出了一个可解释特征分层框架预测流程剩余时间, 主要贡献为: (1) 提出一种通用的

特征自选取策略, 包括基于优先级的后向特征删除和基于特征重要性值的前向特征选择两部分操作, 在保证准确

率的前提下减少选取特征的数量, 降低后续构建模型的复杂程度; (2) 提出一种可解释的特征分层输入预测模型结

构, 每层接收不同的特征, 并将训练好的模型逐层输出进行可视化, 以解释特征与预测结果的关联关系. 通过

LightGBM (light gradient boosting machine)和 LSTM (long short-term memory)算法实现所提框架, 并可选用其他

方法进行替换. 本文基于 8个真实事件日志对所提方法进行实验对比和验证, 选用其中一个日志进行案例分析, 详
述了特征选择和预测的整个过程.

本文第 1节介绍相关工作. 第 2节介绍基础知识. 第 3节介绍可解释特征分层的流程剩余时间预测框架. 第 4
节展示实验结果和案例分析. 第 5节对全文进行总结和展望.

 1   相关工作

流程预测性监控是针对业务执行过程中未来执行步骤、时间、业务结果及执行资源等各种属性的预测 [9−11],
通过对历史事件发生规律的探索, 预测正在发生业务流程的未来情况. 流程预测性监控包括基于流程感知和非流

程感知两大类方法 [12,13].
基于流程感知的方法是借助流程发现从事件日志中挖掘模型的基础上进行预测 [14,15], 主要结合发现模型和对

历史事件的统计分布. van der Aalst等人 [16]提出一种带标记变迁系统作为预测模型的剩余时间预测方法, 并研发

支持工具 FSM Analyzer. Rogge-Solti 等人 [17]采用一种随机 Petri 网 GDT_SPN (stochastic Petri net with generally
distributed transitions)作为业务流程预测模型, 用于预测流程剩余时间. 流程感知方法通过显示模型进行预测, 相
对容易理解和解释, 但所发现的模型质量依赖于不同的挖掘算法, 因此预测结果不一定准确.
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非流程感知依赖机器学习方法进行预测, 随着事件日志中数据质量和数量的提升, 深度学习模型也得到了广

泛的应用. Tax等人 [18]将 LSTM神经网络应用于业务流程预测中, 并将活动和时间属性作为输入特征, 相比流程感

知方法, 深度学习技术显著地提升了预测的准确率. Bukhsh等人 [19]将 Transformer模型应用至剩余时间预测任务

中, 仅采用活动作为输入, 显示了先进模型的优越性. Ni等人 [20]采用了 encoder-decoder模型编码活动特征, 获取了

有效的上下文关系. Camargo等人 [21]采用 LSTM神经网络构建预测模型, 将资源属性加入到输入特征中并采用了

词向量的编码方式. Pegoraro等人 [22]将文本属性经过编码作为输入特征之一, 进一步提高了预测的准确率. 可以看

出, 除了不同的编码方式, 特征选取也是影响预测模型准确率的重要因素.
特征选择是机器学习方法中的数据预处理步骤, 可以对原始特征进行降维, 降低模型的复杂性, 消除干扰特

征, 是提高算法性能的重要手段 [23]. 特征选择主要包含过滤式、包裹式和嵌入式 [24]. 许行等人 [25]采用小样本数据,
提出一种基于互信息的过滤式特征选择方法来降低数据的维度, 但过滤式通常默认特征间相互独立, 因此在一些

情况下计算出来的相似度并不准确, 进而影响学习模型的准确率. 黄南天等人 [26]提出分类回归树的特征选择与最

优决策树构建方法, 采用嵌入式特征选择方法, 获取特征重要性排序, 确定最优特征子集, 并进行剪枝操作获得最

优分类树. 李占山等人 [27]提出一种基于 LightGBM的新型包裹式特征选择算法, 采用 LightGBM对原始特征构建

迭代提升树模型并对特征重要性进行度量, 结合前向搜索策略对特征进行选择, 能够同时兼顾特征子集的计算效

率和学习精度.
相比于流程感知和传统机器学习方法来说, 虽然深度学习等技术不断被提出和应用, 显著提升了预测的准确

率, 但可解释性不强难以理解, 企业不能完全信任并基于此做出决策. Sindhgatta 等人 [28]将机器学习可解释技术

LIME应用至 XGBoost算法构建的预测模型中, 对基于 XGBoost算法的预测结果提供了一定的后验解释. Harl等
人 [29]将 GGNN应用于业务流程预测中, 通过可视化案例执行过程中不同活动对预测的影响程度, 使预测具有可解

释性. Hsieh等人 [30]设计了一个扩展的 DiCE反事实方法, 支持在轨迹的不同阶段推导具有里程碑感知的反事实条

件, 以促进可解释性. 当前的可解释工作主要是通过后验解释和流程可视化的方法来解释不同活动和输入特征对

预测结果的影响, 但难以在轨迹级别上解释各特征值与预测结果的关系.
综上, 本文针对预测模型输入特征的选择问题和预测模型可解释的问题进行探索, 尝试找到一种通用的包裹

式特征选择方法, 并为多特征输入的业务流程剩余时间预测任务构建可解释的预测模型.

 2   基础知识

事件日志是一组轨迹的集合, 每条轨迹都表示一次业务流程的执行. 每条轨迹由一系列事件组成, 每个事件都

表示一个活动的执行. 每个活动表示业务流程中的一个步骤.
定义 1 (事件, 属性). 设 E 为事件空间, 即所有可能的事件标识符的集合, 事件可以由不同的属性来描述. 设

AN 为属性名的集合, 对于任意事件 e∈E 和属性名 n∈AN : #n(e)是事件 e 的属性 n 的值.
设 UA 为活动空间, #act(e)∈UA 表示事件 e 相关联的活动.
定义 2 (轨迹, 案例和事件日志). 一条轨迹 δ∈E*是一个有限活动序列, 其中每个事件只出现一次. 设 C 为案例空

间, 案例同事件一样也包含属性, 对于任意 c∈C 和属性名 n∈AN: #n(c)是案例 c 的属性 n 的值, 每个案例包含一

个特殊的属性, 即轨迹#trace(c)∈E*. 一个事件日志 L⊆C 是一组轨迹的集合, 其中每个事件在整个日志中仅出现一次.
定义 3 (轨迹前缀). tpk(δ)是轨迹 δ 的轨迹前缀, 是由 δ 的前 k 个元素组成的序列.
表 1展示了 BPIC2012日志的部分内容, 仅显示了两条轨迹, 包含 16个事件, 每个事件有唯一标识 id和一些

属性. 例如 e4 活动 A_PREACCEPTED的实例, 它发生于 2011/10/1 15:46, 由编号 112人员执行, 其贷款金额为 13 500.
案例 173703的轨迹 δ = 〈e1, e2, e3, e4, e5, e6, e7〉, k = 3时的轨迹前缀为 tp3(δ) = 〈e1, e2, e3〉.

业务流程剩余时间预测的含义、目的和意义为: “我的业务还需要多长时间才能完成?”, 为确保业务在需要的

时间内完成办理, 可根据预测结果进行调整, 若出现延期情况可及时采取措施, 不影响后续进展. 剩余时间预测任

务的输入是已发生的事件序列, 输出是从当前时刻到业务完成的预测时长. 一般来说用户可处于业务流程的任意

一个事件节点执行预测任务. 
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表 1    BPIC2012部分事件日志 
Case id Event id Start time Complete time Activity AMOUNT_REQ Resource

173703

e1 2011/10/1 15:45 2011/10/1 15:45 A_SUBMITTED 13 500 112
e2 2011/10/1 15:45 2011/10/1 15:45 A_PARTLYSUBMITTED 13 500 112
e3 2011/10/1 15:46 2011/10/1 15:46 A_PREACCEPTED 13 500 112
e4 2011/10/1 15:46 2011/10/1 15:46 A_PREACCEPTED 13 500 112
e5 2011/10/1 17:37 2011/10/1 17:40 W_Completeren aanvraag 13 500 10 912
e6 2011/10/1 18:40 2011/10/1 19:02 W_Completeren aanvraag 13 500 10 912
e7 2011/10/1 19:02 2011/10/1 19:02 A_CANCELLED 13 500 10 912

173709

e8 2011/10/1 15:57 2011/10/1 15:57 A_SUBMITTED 11 000 112
e9 2011/10/1 15:57 2011/10/1 15:57 A_PARTLYSUBMITTED 11 000 112
e10 2011/10/1 15:58 2011/10/1 15:58 A_PREACCEPTED 11 000 112
e11 2011/10/1 15:58 2011/10/1 15:58 A_PREACCEPTED 11 000 112
e12 2011/10/1 16:26 2011/10/1 16:27 W_Completeren aanvraag 11 000 10 912
e13 2011/10/1 17:40 2011/10/1 17:43 W_Completeren aanvraag 11 000 10 912
e14 2011/10/10 23:42 2011/10/10 23:43 W_Completeren aanvraag 11 000 10 982
e15 2011/11/1 16:15 2011/11/1 16:15 W_Completeren aanvraag 11 000 10 982
e16 2011/11/1 16:15 2011/11/1 16:15 A_CANCELLED 11 000 112

 . . .  . . .  . . .  . . .  . . .  . . .  . . .
 

 3   可解释特征分层的流程剩余时间预测框架

本节介绍可解释特征分层的流程剩余时间预测框架, 其方法概述如图 1所示, 共分为以下 3个阶段.
(1) 特征选择: 将事件日志作为输入, 自动选取出对剩余时间预测任务积极有效的特征.
(2) 特征编码: 将 (1)中的已选特征作为输入, 针对活动特征选用Word2Vec的编码方式, 针对其他分类特征根

据分类数的不同, 选用随机向量或基于索引的编码方式.
(3) 构建、训练可解释特征分层模型: 将编码后的特征按重要性排序依次作为模型每一层的输入, 自动构建可

解释特征分层模型, 训练预测模型.
  

FC

已选特征

数据集

事件日志

可解释特征分
层预测模型

(1) 特征选择

···

隐含层 1

隐含层 2

(2) 特征编码

(3) 构建、训练可解释
特征分层模型

图 1　可解释特征分层的剩余时间预测框架概述
 

 3.1   特征自选取策略

特征选择的目的是在日志中选取对预测任务有积极影响的属性作为模型输入特征, 这一过程不仅能够去除具

有消极影响的属性, 还可以减少输入特征保证模型的简洁性. 由于不同特征对预测结果具有不同程度的影响, 所以
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需要判断是否将某特征保留或删除. 另外, 不同的特征组合可能也会影响到预测结果的准确性. 因此, 需要提供一

种计算特征重要性的方法和特征自选取策略. 为判断特征自选取策略的有效性, 本文采用平均绝对误差 (mean
absolute error, MAE)对剩余时间预测任务进行评价, MAE 值是回归模型常用的评价指标, 计算真实值与预测值的

平均绝对误差, MAE 值越小说明预测的准确率越高, 其计算公式如下:

MAE =
1
n

n∑
i=1

|yi− ŷi| (1)

ŷ其中, y 为真实值,    为预测值.
每次删除或增加某特征后, 需通过训练预测模型得到 MAE 值来判断某特征对预测的影响程度. 决策树是通过

计算各节点的信息增益进行节点分裂, 因此特征的信息增益越高, 说明该特征在进行决策时越重要信息. 信息增益

表示了各特征的重要程度, 为特征选择提供了初始参考指标. LightGBM是一种高效的梯度提升决策树算法框架,
它采用了基于梯度的单侧抽样和互斥特征捆绑方法, 有效提高了算法的训练速度同时保证了算法的预测精度. 因
此, 本文选用 LightGBM实现特征选择阶段的预测模型 [31].

本文提出了一种通用的特征自选取策略, 共包含两个部分.
第 1部分是基于优先级的后向特征删除策略, 主要用于筛除对预测任务具有消极影响的特征 (即增加该特征

后降低了预测准确率). 考虑到两个或以上的某些捆绑特征可能共同对预测结果产生积极影响 (即增加该特征后提

高了预测准确率), 而其中一个特征单独加入会造成消极影响, 故采取后向的删除策略, 以避免破坏特征间的组合

关系. 然而, 当特征集合中包含两个或以上的消极特征时, 删除一个消极特征可能会造成暂时的积极影响, 因此需

要进行多轮逐步特征选择. 为特征设置优先级用于控制后向特征删除的轮数, 并且保证活动这一关键标志性特征

不被删除.
在筛除过程中计算各特征删除前后的 MAE 差值, 作为新的特征重要性评判标准, 得到重要性值排序. 将决策

树算法得到的特征重要性值集合 Idt 作为初始参考标准, 将全部属性作为初始已选特征集合 F={f1,…, fn}, 在迭代

筛除过程中计算 fi∈F 删除前后的 MAE 差值, 作为特征重要性评判标准, 记为 IMAE(fi), 计算公式如下:

IMAE( fi) = MAE(F)−MAE(F −{ fi} ) (2)

其中, MAE(F)表示采用 F 所得的平均绝对误差, MAE(F – {fi})表示采用删除 fi 后的 F 集合得到的平均绝对误差.
基于优先级的后向特征删除策略详述步骤如下.

Step 1. 设置活动为最高优先级, 其他特征为 0, 采用已选特征集合 F, 训练预测模型得到 Idt.
Step 2. 删除 F 中优先级最低且在 Idt 集合中值最低的特征 fi.
Step 3. 将删除特征 fi 后的 F 重新训练预测模型, 计算预测模型在测试集上的 MAE 值, 得到 IMAE(fi), 若

IMAE(fi)<0说明 fi 为消极特征, 否则增加其优先级并撤回删除操作, 若 IMAE 集合中的所有值均大于 0说明 F 中无消

极特征, 执行 Step 4, 否则迭代执行 Step 2.
Step 4. 返回预测结果最佳的特征组合 F 和各特征的重要性值集合 IMAE.
第 2部分是基于特征重要性值的前向特征选择策略. 由于第 1部分避免破坏特征组合导致选取出的特征数量

过多, 影响后续预测模型的简洁性和训练效率, 且许多特征仅对预测结果有轻微影响. 因此根据第 1部分重要性值

排序前向选择特征, 以达到在所选特征数尽可能少的情况下, 保证预测的准确率. 第 1部分得到的 F 作为待选特征

集合, 设置新的已选特征集合 NF, 初始仅包含活动. 不同特征组合作为模型输入训练、测试所得的 MAE 值记录在

集合 FCMAE 中, FCMAE(NF)表示特征组合 NF 对应的 MAE 值. 基于特征重要性值的前向特征选择策略的具体步骤

如下.
Step 1. 采用 NF 作为输入重新训练预测模型, 计算预测模型在测试集上的 MAE 值.
Step 2. 若 F 为空执行 Step 3, 否则从 F 中选取 IMAE 最大的特征 fi 移至 NF, 采用 NF 作为输入重新训练预测模

型, 计算预测模型在测试集上的 MAE 值, 保存至 FCMAE(NF), 迭代执行 Step 2.
Step 3. 返回 FCMAE 中预测结果最佳的特征组合和 MAE 值.
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 3.2   特征编码

特征编码首先要将属性值转化为模型可计算的数据类型, 其次编码应能高质量地表示上下文之间的内在关

系. 针对分类特征, 简单的基于索引的编码和 one-hot编码方式都存在一些弊端. 基于索引的编码方式仅由一位整

数组成, 难以有效表示特征值并且不利于模型参数的训练; one-hot编码方式是由 0、1组成的向量, 向量的位数即

为特征的分类数, 当表示某一特征值时, 表示该特征值的位上的值为 1其余均为 0. One-hot编码虽能有效区分和

代表不同类别, 但本质上是一个稀疏矩阵, 不能表示各类间的关系. 而且, 随着分类数的增加位数会不断增加, 影响

预测模型的训练效果. 因此需要更高质量的编码方式来表示特征.
编码方式主要来自自然语言处理领域的词嵌入技术, 包括 Word2Vec、FastText、LSA、GloVe、ELMO、

GPT和 BERT等 [32−34]. 其中Word2Vec和 FastText基于局部语料, 优化效率高; LSA利用全局语料特征, 但求解计

算复杂度大; GloVe基于全局预料, 结合了 LSA和Word2Vec的优点; ELMO、GPT和 BERT采用了动态特征, 可
以解决一词多意的问题. 在业务流程的预测性监控之中, 特征值的分类数不会像自然语言的词汇量那样庞大,
Word2Vec即可满足特征值的表示. Word2Vec包括 CBOW和 Skip-gram两种训练方式, CBOW是采用上下文语

料训练当前词, Skip-gram是采用当前词训练上下文.
在本文的研究场景中, 根据先前发生的事件及其属性进行业务流程剩余时间的预测. 结合 CBOW 词向量

训练方法, 本文通过先前发生事件中的活动序列训练预测下一事件的活动, 以得到活动的特征编码; 其他分类

特征难以判断其上下文关系, 则采用随机初始化向量编码的方式, 若特征值的类别小于 5则采用基于索引的编

码方式.
活动的编码原理如图 2所示, 输入层为最近的 n 个事件活动的 one-hot向量表示, 例 n=3, 近 3个事件为 a1, a2,

a4, 则 one-hot向量表示为 [1, 1, 0, 1,…, 0, 0], 隐藏层的单元个数即为向量编码的维数, 输出层为下一事件的 one-
hot向量表示. 通过计算预测的准确率调整隐含层单元个数, 使之调整到最佳表示的向量维数, 预测的准确率越高

说明该向量表示事件的能力越强, 最后将输入层与隐含层之间的参数权重作为词向量矩阵, 每行表示一个活动的

向量.
  

1 1 0 0

0 0 1 0

m1 mM

输入层

隐含层

输出层

x1 x2 xN−1 xN

词向量矩阵 N×M

···

···

···

···

y1 y2 yN−1 yN···

图 2　活动编码原理示意图
 

 3.3   可解释特征分层模型

神经网络广泛应用于下一事件和剩余时间等预测任务中, 由各层神经单元的权值、偏置以及激活函数组成,
本质上可以通过各节点的权重解释特征对预测结果的影响, 但当构建的神经网络结构复杂、参数繁多时, 难以说

明输入特征与预测结果的关联关系. 本文提出一种特征分层的模型结构, 将第 3.1 节得到的最优特征组合按照重

要性值顺序输入至模型中, 并将每层的输出进行可视化展现, 以解释各特征对预测结果的影响.
特征分层输入的模型结构示例如图 3所示, 若所选特征按重要性值排序为活动、执行时间和资源, 则依顺序
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构造分层模型, 在输入层 1 中只将活动经第 3.2 节得到的表示向量作为输入, 经隐含层 1 后得到输出层 1 预测的

剩余时间; 在输入层 2中将输出层 1和当前事件的执行时间共同作为输入, 由于执行时间是数值特征, 则先经过一

个全连接层 (full connection, FC) 以获取丰富的信息再输入至 LSTM层中, 经隐含层 2后得到输出层 2预测的剩余

时间; 在输入层 3中将输出层 2和当前事件的资源共同作为输入, 资源作为分类特征输入的是其向量表示, 经隐含

层 3后得到输出层 3为最终预测的剩余时间.
  

活动

FC

输入层 2

FC

输入层 3

资源

执行时间

输出层 3

输入层 1 ···

···
输出层 2

输出层 1

LSTM

FC隐含层 1

隐含层 2

隐含层 3

第 1 层

第 2 层

第 3 层

图 3　可解释特征分层模型的结构示例
 

每层的输出是采用当前已输入的特征得到的剩余时间预测结果, 可将每层结果可视化到二维平面, 观察每加

入一层特征对预测结果的影响.
需要说明模型结构中的隐含层可采用任意的网络结构进行替换, 本文通过长短期记忆网络 LSTM 和全连接

网络进行实现. LSTM是一种特殊的循环神经网络 (recurrent neural network, RNN)[35,36], 是 RNN的一种变体, RNN
具有记忆功能是由于其独特的结构和工作原理, 当前时刻的输出是由当前时刻的输入和上一时刻的状态共同决定

的, 因此能够对前面数据产生记忆. LSTM能够解决 RNN存在的长期依赖问题, 善于处理和预测时间序列中间隔

较长的重要事件, 具有长期记忆功能. 适合流程预测中序列结构的应用, 也是目前流程预测中应用最多的神经网络

单元结构. 我们可将预测节点的整个轨迹前缀作为模型输入, 以获取更丰富的信息.
LSTM具有长期记忆取决于它的单元结构, 如图 4所示, 每一个时序的特征输入都经过这些单元, 单元结构中

引入了门概念, 通过控制遗忘门、输入门和输出门的状态信息计算出当前时刻的预测值. 其中 t 表示当前时刻, x
表示输入, h 表示输出, C 表示单元状态, σ 表示 Sigmoid层, tanh表示双曲正切层.

预测值的计算过程如下.
第 1 步, 由遗忘门的 Sigmoid 层决定从上一单元状态中遗忘多少信息, ht–1 和 xt 通过 Sigmoid 激活函数得到

的 ft 为 0到 1之间的一个数字, 1代表完全保留信息, 0代表完全丢弃信息, ft 的计算公式为:

ft = σ(W f hht−1+W f x xt +b f ) (3)
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C̃t

第 2步, 由输入门的 Sigmoid层决定当前时刻的输入有哪些保存到单元状态, 计算 it, 由 tanh层计算当前状态

候选值   , 然后将遗忘门的结果乘以上一时刻状态再加上输入门的结果乘以当前状态候选值得到当前时刻的状

态信息 Ct, 计算公式如下:

it = σ(Wihht−1+Wix xt +bi) (4)

C̃t = tanh(WChht−1+WCx xt +bC) (5)

Ct = ftCt−1+ itC̃t (6)

第 3步, 由输出门的 Sigmoid层决定要输出哪些单元状态, 计算 ot, 将单元状态通过 tanh函数归一化至 [−1, 1],
然后与输出门的结果相乘, 得到当前时刻的输出值 ht, 计算公式如下:

ot = σ(Wohht−1+Wox xt +bo) (7)

ht = ot tanh(Ct) (8)

以上可得出在 t 时刻的预测值 ht, 公式 (3)–(8)中, 权重矩阵 Wfh、Wih、WCh、Woh、Wfx、Wix、WCx、Wox 和偏

置 bf、bi、bC、bo 为 LSTM需训练的 12组参数.
  

σ σ tanh

~

σ

tanh

Ct−1

ft it otCt

ht−1

ht

Ct

ht

xt

图 4　LSTM单元结构
 

在模型的训练过程中, 每一个批次都逐层训练, 即先训练第 1层, 计算输出层 1的预测值与真实值的 loss, 进
行反向传播调整网络结构参数, 然后固定第 1层的参数, 训练第 2层, 计算输出层 2的 loss, 以此类推, 直至每一层

都得到充分的训练.

 4   实验设置和结果分析

本节介绍了测试本文方法的实验设置和所用数据集, 对本文所提方法的实验过程和结果进行了展示和分析,
并将实验结果与其他方法进行比较, 以 Helpdesk事件日志为例进行模型预测的可视化展现. 本文方法在 Python 3.7
环境下实现, 所使用的计算机的配置为: Windows 11 操作系统, AMD Ryzen 7 5800H with Radeon Graphics @
3.20 GHz处理器和 16.00 GB的内存, 代码开源到 GitHub (https://github.com/gn874682003/Hierarchical-Prediction-
Framework).

 4.1   实验设置

(1) 数据集划分: 本文为每个事件日志训练一个预测模型. 训练集和测试集根据 8:2 的比例进行划分, 将事件

日志按时间划分为 5部分, 每一部分选取 1/5的轨迹作为测试集, 其余轨迹为训练集.
(2) 特征自选取: 在特征选取阶段, 除了现有属性还通过时间戳拓展出 6个数值属性, 分别为执行时间 duration、

总执行时间 allDuration、月份 month、日期 day、星期 week和小时 hour. 其中 duration是指上一个事件结束到当

前事件结束的时长, allDuration 是指从该案例开始到当前事件结束的时长. LightGBM 算法需设置轨迹前缀长度

为 1的数据集训练和测试预测模型.
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(3) 特征编码: 词向量的训练需设置固定长度的上文, 本文从前缀长度分别为 1、3、5 的设置中选择在

CBOW训练阶段预测下一事件准确率最高的设置, 从而确定特征编码阶段的前缀长度为 3.
(4) 可解释特征分层预测模型: LSTM可将所有轨迹前缀信息循环输入至网络单元, 故选取可变长的前缀. 适

合循环神经网络的可变前缀长度有两种生成方式, 例如一条事件的执行轨迹为 [e1, e2, e4, e3, e6]. 第 1种是以整条

轨迹作为一组数据, 即输入为 [e1, e2, e4, e3, e6], 输出为每个事件的真实剩余时间序列 [4.2, 3.1, 2.9, 1.2, 0]. 第 2种
是切分轨迹划分数据, 可得到 5组数据, 输入包含 [e1], [e1, e2], [e1, e2, e4], [e1, e2, e4, e3], [e1, e2, e4, e3, e6], 输出则分

别对应 [4.2], [3.1], [2.9], [1.2], [0]. 两种划分方法均可实现在轨迹的任一事件节点执行预测任务, 在事件日志轨迹

数量较少的情况下可采用第 2种划分方式, 增加训练集的规模, 能够更充分地训练预测模型. 本文经过实验应用神

经网络构建预测模型的超参数设置如下: 学习率为 0.001, 优化算法选用 Adam, 批处理大小为 100, 迭代次数为

300, 隐含层节点数以及向量维数的设置针对不同的事件日志进行调整.

 4.2   数据集

本文实验使用 8个来自 4TU Center for Research的公开事件日志数据集, 来验证本文所提方法. Helpdesk事件

日志涉及一家意大利软件公司帮助台的票务管理流程 (https://doi.org/10.4121/uuid:0c60edf1-6f83-4e75-9367-
4c63b3e9d5bb); BPIC2012 来自 2012 年 BPI 挑战赛, 是某财政机构贷款 申请流程的事件日志 (https://doi.org/
10.4121/uuid:3926db30-f712-4394-aebc-75976070e91f); BPIC2015来自 2015年 BPI挑战赛, 共包含 5个事件日志,
分别由 5个荷兰市政府提供, 数据包含大约 4年期间所有建筑许可证申请 (https://doi.org/10.4121/uuid:31a308ef-
c844-48da-948c-305d167a0ec1); Production 事件日志来自某生产车间 2012 年 1–3 月部分产品的生产流程数据

(https://doi.org/10.4121/uuid:68726926-5ac5-4fab-b873-ee76ea412399).
日志的基本统计属性包括活动个数、轨迹长度、变体数量等, 表 2给出了 8个事件日志的统计属性. 对于数

据量较小的 Production日志采用可变前缀长度的第 2种切分轨迹划分数据的方式生成训练集和测试集, 该数据集

经过实验设置前缀长度范围的取值为 [1, 10], 因为过长的轨迹前缀在迭代过程中会遗忘早期信息, 对准确率的提

升不明显, 还会影响训练效率, 第 1种划分方式采用了全部前缀, 因此无需设置前缀长度范围.
 
 

表 2    事件日志的统计属性 

数据集 轨迹数 事件数 活动数 属性数 变体数
事件数 (每条轨迹)

最小值 平均值 最大值

Helpdesk 4 580 21 348 14 15 226 2 5 15
BPIC2012 13 087 262 200 36 6 4 366 3 20 175
BPIC2015_1 1 199 52 217 398 28 1 170 2 44 101
BPIC2015_2 832 44 354 410 27 828 1 53 132
BPIC2015_3 1 409 59 681 383 28 1 349 3 42 124
BPIC2015_4 1 053 47 293 356 28 1 049 1 45 116
BPIC2015_5 1 156 59 083 389 28 1 153 5 51 154
Production 225 4 543 55 14 221 1 20 175

 

 4.3   特征自选取策略的实验对比结果

为验证特征自选取策略所选特征对业务流程预测任务的有效性, 采用活动属性、全部属性以及本文方法所选

属性分别作为输入特征来进行对比实验. 实验的预测结果如表 3 所示, activity 表示仅选用“活动”作为输入特征,
all 表示选取所有属性作为输入特征, FeaSelPart1 表示经过特征自选取策略第 1 部分所选属性作为输入特征,
FeaSelPart2表示经过整个策略所选属性作为输入特征. 本文的 MAE 值以天为单位, 表示所有流程轨迹前缀的真实

剩余时间与预测剩余时间的平均绝对误差.
由表 3可以看出, 在 8个事件日志中除 BPIC2015_3日志外, 其他日志选用 All比单一使用 Activity活动属性

作为预测模型的输入特征会大幅提高预测的准确率, BPIC2015_3日志中可能存在某些属性对预测具有干扰作用.
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通过 FeaSelPart1筛除消极特征后, MAE 值在各事件日志中均有显著的降低. FeaSelPart2在尽量保证预测准确率

不大幅下降的情况下减少所选的特征数. 可以看出选取后的特征组合不仅在多数日志中 MAE 值有所下降, 还显著

减少了所选特征数量, 为后续工作提供了简洁、有效的数据支持, 另外特征选择的执行时间较短, 可以保证执行

效率.
  

表 3    不同特征组合在预测任务上的表现对比 

数据集

Activity All FeaSelPart1 FeaSelPart2

MAE (天) MAE (天) 特征数 MAE (天) 特征数
特征选择策略的

执行时间 (s) MAE (天) 特征数
特征选择策略的

执行时间 (s)
Helpdesk 6.575 4.917 18 4.684 10 16 4.659 8 1
BPIC2012 7.483 7.207 9 7.192 8 17 7.192 8 4
BPIC2015_1 40.143 32.062 22 26.364 14 38 30.505 8 3
BPIC2015_2 80.278 63.224 22 62.405 18 53 59.472 8 2
BPIC2015_3 23.590 26.811 22 19.001 9 26 18.594 5 3
BPIC2015_4 63.098 53.445 22 49.451 13 41 48.475 5 1
BPIC2015_5 49.094 43.677 22 37.613 15 44 38.579 8 8
Production 18.312 12.919 16 12.550 11 11 12.469 7 1

 

 4.4   可解释特征分层模型的实验对比结果

为验证分层模型和编码方式对预测任务的影响, 设置了如表 4所示的对比实验并展示了测试结果. InAct表示

采取基于索引的编码方式并仅使用活动作为输入特征, InEFH 表示采取基于索引的编码方式并使用 FeaSelPart2
所选属性作为输入特征, EembAct表示采取第 3.2节所述的编码方式并仅使用活动作为输入特征, EFH为本文所

提方法.
  

表 4    多属性、编码和分层在预测任务上的 MAE 表现对比 (天) 
数据集 InAct InEFH EembAct EFH
Helpdesk 6.587 6.411 4.582 4.270
BPIC2012 7.332 7.079 7.686 6.986
BPIC2015_1 32.186 28.125 26.998 25.493
BPIC2015_2 76.240 71.748 64.132 66.993
BPIC2015_3 21.564 18.862 17.993 17.323
BPIC2015_4 59.308 52.940 50.973 50.227
BPIC2015_5 40.397 33.605 35.278 33.464
Production 17.584 18.004 13.220 11.510

 

由表 4可得以下结论, 在多数日志中 InEFH的 MAE 值均小于 InAct, 说明本文策略所选特征能够提高预测的

准确率. 在多数日志中 EembAct的预测结果优于 InEFH和 InAct, 说明本文应用的活动编码方式能够有效获取活

动间的关系. EFH在除 BPIC2015_2的日志上均取得了最好的结果, 说明分层模型的构造能够有效利用每一个特

征值, 达到较好的结果. 然而, BPIC2015_2日志的 EFH方法相较 EembAct方法的 MAE 值有所升高, 并且表 3中
依托于 LightGBM的 FeaSelPart2在 BPIC2015_2和 BPIC2015_4日志中得到的 MAE 值比 EFH更低, 这可能是由

于某些特征组合需同时发挥作用, 而分散在不同的层次之间则产生消极影响. 本文还未考虑将具有组合作用的特

征放入同一层内, 这可作为未来的研究方向.
表 5给出了本文所提方法与其他方法的比较结果, 其中 LSTMNN[18]是 Tax等人提出的基于 LSTM的业务过

程预测模型, 采用了活动和时间属性作为输入特征, LSTM是最早应用深度学习模型到流程预测中的方法. Process
Transformer[19]是 Bukhsh等人提出的基于 Transformer的业务流程预测模型, 该方法添加了时间信息作为输入, 是
先进深度学习方法在流程预测领域中的应用. Auto-encoded[20]是对活动前缀进行编码以获取丰富的上下文关系,
该方法只采用活动这一关键属性. 
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表 5    可解释模型与其他算法的 MAE 表现对比 (天) 
数据集 LSTMNN[18] Process Transformer[19] Auto-encoded[20] EFH
Helpdesk 62.089 5.419 8.733 4.270
BPIC2012 61.175 5.968 8.4268 6.986
BPIC2015_1 49.648 39.472 38.324 25.493
BPIC2015_2 127.834 87.622 88.895 66.993
BPIC2015_3 61.190 17.544 17.588 17.323
BPIC2015_4 151.565 43.777 39.619 50.227
BPIC2015_5 120.750 51.847 38.270 33.464
Production 521.296 14.992 11.775 11.510

 

由表 5可以看出, 本文所提方法在多数事件日志中表现最好, 这是由于选取了更多的有效属性, 为预测模型提

供了丰富的已知信息, 提高了剩余时间预测结果的准确性. 在 BPIC2012日志中 Process Transformer预测模型表现

最好, 这是由于该日志的规律性较强, 受其他属性影响较少, 并且数据规模较大能充分训练 Transformer 模型. 在
BPIC2015_4日志中 Auto-encoded预测表现最好, 通过轨迹执行时间分析可得该日志在 BPIC2015系列日志中异

常值最少, 受其他属性影响较少, 通过自编码技术能够有效区分不同轨迹前缀, 得到较好的结果. 而在其他日志上

两种方法的表现参差不齐, 说明不同类型的事件日志适合不同的预测模型. 本文添加了其他有效特征使得在

LSTM 这一较为基础的模型上也能表现良好, 说明了特征选择和分层结构对于提升剩余时间预测准确率的有效

性. 本文提出的是一种通用的可解释特征分层预测框架, 实现方法可使用其他算法进行替换, 若采用拟合能力更强

的预测模型可能会得到更好的预测结果.

 4.5   案例分析

本节以 Helpdesk事件日志为例, 展示了特征选择过程并可视化解释了预测结果. 图 5是经过特征选取策略第

1部分之后根据 IMAE 画出的特征重要性图, 说明了各特征对预测结果的影响程度, 提供了全局解释. 图中只显示了

对预测具有积极影响的属性, 活动作为关键标志特征, 不需要计算其特征重要性.
  

seriousness_2

variant index

day

resource

product

duration

hour

responsible_section

特
征

0 0.1 0.2 0.3 0.4 0.5 0.6 0.7
重要性值

0.003 089

0.005 007

0.021 999

0.024 746

0.028 747

0.050 192

0.099 257

0.422 930

0.739 087allDuration

图 5　Helpdesk的特征重要性值
 

特征选择策略的第 2 部分筛选过程如表 6 所示, 表 6 中 No. 0 是策略第 1 部分选取的特征组合和预测结果,
No. 1–10展示了策略第 2部分每次迭代使用的特征组合和预测结果. 策略第 2部分返回 No.8特征组合为最终结

果, 相比于 No. 0去除了 hour和 responsible_section得到了最小的 MAE 值, 可以看出这两个属性单独去除都会增

加预测误差, 可两个属性同时去除则可以减少预测误差, 说明特征间具有组合关系.
根据特征选择策略获得的特征组合 No. 8作为输入训练分层模型, 模型根据特征重要性值的排序逐层构建网

络, 测试结果如图 6所示. 可以看出预测误差整体呈逐层下降的趋势, 但在 variant index和 product的属性层上略

有上升, 最后一层得到误差最小值 4.27.
图 7 随机抽取了测试集中来自 4 条轨迹中 4 个事件的预测结果, 并可视化出了每层的预测值. 可以看出

allDuration这一属性对预测有较大的积极影响, 它总能得到比仅用 activity更接近真实值的结果, 由图 7(a)和图 7(c)
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可以看出 allDuration较大时剩余时间会相对减少, 所以它的预测值与第 1层预测值相比会减少, 而图 7(b)和图 7(d)

中 allDuration 非常小则预测往往会偏大. 通过图 7(c) 和图 7(d) 对比来看更能验证这一结论, 图 7(c) 和图 7(d) 中

的 activity均为“take in charge ticket”, 预测值相同, 但真实值相差较大, 通过不同的 allDuration值得到了更接近真

实值的预测结果. 其他属性也具有不同程度的积极影响, 每个属性根据当前特征值的不同改变预测结果和影响趋

势 (例如图中位于真实值的上下两侧). 由于该真实日志的发布者对敏感隐私数据进行了脱敏处理, 许多特征值由

代号来进行表示. 若在具体场景中知道 Value1等代号所指的具体含义, 则可对预测结果产生更丰富的解释. 可以

看出, 我们的方法能够在事件层面上解释每一次预测的输入特征值对预测结果的影响.
 
 

表 6    Helpdesk特征组合预测结果 
No. 特征组合 MAE (天) 特征数

0 activity, allDuration, seriousness_2, variant index, day, resource, product, duration, hour, responsible_section 4.684 10
1 activity 6.575 1
2 activity, allDuration 5.223 2
3 activity, allDuration, seriousness_2 4.786 3
4 activity, allDuration, seriousness_2, variant index 4.744 4
5 activity, allDuration, seriousness_2, variant index, day 4.722 5
6 activity, allDuration, seriousness_2, variant index, day, resource 4.704 6
7 activity, allDuration, seriousness_2, variant index, day, resource, product 4.699 7
8 activity, allDuration, seriousness_2, variant index, day, resource, product, duration 4.659 8
9 activity, allDuration, seriousness_2, variant index, day, resource, product, duration, hour 4.687 9
10 activity, allDuration, seriousness_2, variant index, day, resource, product, duration, responsible_section 4.689 9
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图 6　Helpdesk分层模型的逐层预测结果
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图 7　Helpdesk日志预测结果示例 

1352  软件学报  2024年第 35卷第 3期



剩
余
时
间

 (
天

)
剩
余
时
间

 (
天

)

(b) “Case 390” 第 3 个事件节点

(c) “Case 404” 第 2 个事件节点

(d) “Case 4505” 第 2 个事件节点

特征

20

25

30

35

40

45

预测值
真实值

第 1 层:

activity=

resolve ticket

第 2 层:

allDuration

=0.0016

第 3 层:

seriousness_2

=Value 2

第 4 层:

variant

index=1

第 5 层:

day=18

第 6 层:

resource

=Value 2

第 7 层:

product

=Value 3

第 8 层:

duration

=0.0014

特征

14

16

18

20

22

24

预测值

真实值
26

28

第 1 层:

activity=

Take in

charge ticket

第 2 层:

allDuration

=22.8956

第 3 层:

seriousness_2

=value 2

第 4 层:

variant

index=1

第 5 层:

day=11

第 6 层:

resource=

value 2

第 7 层:

product=

value 3

第 8 层:

duration=

22.8956

特征

26

28

30

32

34

36
预测值

真实值

38

第 1 层:

activity=

Take in

charge ticket

第 2 层:

allDuration

=0.0002 

第 3 层:

seriousness_2

=value 1

第 4 层:

variant

index=1

第 5 层:

day=29

第 6 层:

resource=

value 2

第 7 层:

product=

value 3

第 8 层:

duration=

0.0002

剩
余
时
间

 (
天

)

图 7　Helpdesk日志预测结果示例 (续)
 

 5   结　论

基于深度学习的业务流程剩余时间预测方法表现出了较强的拟合与泛化能力, 得到了更高的准确率. 现有的

工作大多只采用活动特征或根据领域知识选择输入特征构建预测模型, 缺少通用的特征选择方法. 另外基于深度

学习的预测模型由于其结构的复杂性难以解释输入特征与预测结果的内在联系. 为解决上述问题, 本文的主要贡
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献为: (1) 提出一种通用的特征自选取策略, 在保证准确率的前提下减少选取特征的数量, 降低后续构建模型的复

杂程度; (2) 提出一种可解释特征分层预测模型结构, 每层接收不同的特征, 并将训练好的模型逐层输出进行可视

化, 以解释特征与预测结果的关联关系. 本文通过 LightGBM和 LSTM算法实现所提框架, 并基于 8个真实事件日

志对所提方法进行实验对比和验证, 选用其中一个日志进行案例分析, 详述了特征选择和预测的整个过程. 实验验

证了特征自选取策略的有效性, 提供了一种可信的解释方法, 提升了剩余时间预测任务的准确率.
未来研究工作主要在所提框架中采用更先进的深度学习模型替换当前的 LSTM, 以验证是否可以进一步提升预

测准确率. 其次, 尝试确定具有组合关系的特征, 将其放入同一层中以验证特征结合对预测结果的影响. 此外, 本文通

过特征这一角度对预测的可解释性进行了探讨, 可以继续探讨其他可解释的模型或方法, 进一步提高模型的可信性.
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