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摘　要: 实体分辨广泛地存在于数据质量控制、信息检索、数据集成等数据任务中. 传统的实体分辨主要面向关

系型数据, 而随着大数据技术的发展, 文本、图像等模态不同的数据大量涌现催生了跨模态数据应用需求, 将跨模

态数据实体分辨提升为大数据处理和分析的基础问题之一. 对跨模态实体分辨问题的研究进展进行回顾, 首先介

绍问题的定义、评价指标; 然后, 以模态内关系的保持和模态间关系的建立为主线, 对现有研究进行总结和梳理;

并且, 通过在多个公开数据集上对常用方法进行测试, 对出现差异的原因和进行分析; 最后, 总结当前研究仍然存

在的问题, 并依据这些问题给出未来可能的研究方向.
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Abstract:  Entity  resolution  widely  exists  in  data  tasks  such  as  data  quality  control,  information  retrieval,  and  data  integration.  Traditional
entity  resolution  methods  mainly  focus  on  relational  data,  while  with  the  development  of  big  data  technology,  the  application  requirements
of  cross-modal  data  are  generated  due  to  the  proliferation  of  different  modal  data  including  texts  and  images.  Hence,  cross-modal  data
entity  resolution  has  become  a  fundamental  problem  in  big  data  processing  and  analysis.  In  this  study,  the  research  development  of  cross-
modal  entity  resolution  is  reviewed,  and  its  definition  and  evaluation  indexes  are  introduced.  Then,  with  the  construction  of  inter-modal
relationships  and  the  maintenance  of  intra-modal  relationships  as  the  main  line,  existing  research  results  are  surveyed.  In  addition,  widely
used  methods  are  tested  on  different  open  datasets,  and  their  differences  and  reasons  behind  them  are  analyzed.  Finally,  the  problems  in
the present research are concluded, on the basis of which the future research trends are given.
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在大数据时代, 随着信息技术、移动网络的迅速发展, 日益丰富的文本、图像、音频、视频等多媒体数据, 使
广大用户面临跨模态 (cross-modal), 又称为跨媒体 (cross-media)数据处理及分析应用的现实需求, 其中跨模态对

象之间的实体分辨是一个重要的基础性问题. 实体分辨 (entity resolution)的任务是从单个或多个数据源中识别出

描述同一客观实体的不同数据对象, 是数据质量 (data quality)领域的 19个研究主题之一 [1].
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现实世界中, 每个事物都有着自己在世界上独一无二的地位, 在信息系统中, 这一事实被提升为实体身份完整

性 (entity identity integrity): 每一个实体在系统中被描述且仅被描述一次; 系统对不同的实体有不同的描述 [2]. 实体

分辨是提高信息系统实体身份完整性的重要手段. 在数据集成中, 该问题称为记录链接 (record linkage)[3], 旨在快

速准确地匹配和汇聚表示同一客观实体的数据对象 [4,5].
在传统信息检索中, 该问题称为消歧 (disambiguation)[6], 最典型的是名称消歧 (name disambiguation), 名称的

混淆导致信息检索和融合领域多方面应用的性能下降, 其中包括文献检索、网页搜索、信息推荐等. 跨模态信息

检索是当前的研究热点, 用户输入任意一种模态类型的查询数据, 要求检索出所有模态类型中的语义相关数据, 其
核心是在描述相同或相似客观实体的不同模态数据对象之间建立关联, 其本质仍然是实体分辨或记录链接 [7].

传统关系型数据实体分辨可以利用数据集的多种信息, 如属性信息、上下文信息、关联关系信息, 基于以上

3类信息的实体分辨分别称为基于特征 (属性)相似度 (feature-based similarity, FBS)的方法、基于上下文的方法

(context-based methods)和基于关联关系的方法 (relationship-based methods)[8]. 与传统关系型数据实体分辨不同,
在跨模态数据实体分辨中, 不同模态数据具有低层数据表征异构、高层语义相关、描述粒度不同等特点, 使不同

模态数据之间难以直接进行相似性度量; 因此, “多模态数据的统一表示和跨模态数据关联”是跨模态数据实体分

辨的核心问题 [8].
本文主要对跨模态数据实体分辨研究做详细总结, 为相关研究者了解领域进展提供参考. 本文第 1节给出了

关系型数据实体分辨和跨模态数据实体分辨的定义, 分析了跨模态数据实体分辨的特点, 归纳了实体的评价方法;
第 2节从特征提取、语义嵌入两个层面回顾了模态内关联关系保持的相关工作; 第 3节归纳梳理了模态间关系建

立的代表性传统方法和深度神经网络方法, 给出了跨模态数据实体分辨的深度神经网络构架; 第 4节对不同特征

提取方法和数据集对跨模态实体分辨方法的影响进行了实验对比, 并对实验结果进行分析; 第 5节总结当前跨模

态实体分辨方法仍存在的问题, 并基于此展望未来研究方向.

 1   问题描述

 1.1   关系型数据实体分辨

传统关系型数据实体分辨根据其过程中所利用的信息层次可分为基于特征相似度的方法、基于上下文的方

法和基于关联关系的方法 [9]. 基于特征相似度的方法依据记录各属性值的相似程度进行实体分辨, 此类方法是最

基本的实体分辨手段. 该类方法通常使用两级相似度函数: 首先用属性相似度函数度量两条记录各对应属性值的

相似程度; 然后, 再用以属性相似度为变量的记录相似度函数计算两条记录的整体相似程度 [10−13]. 继基于特征相

似度的方法之后, 出现了基于上下文的方法, 这类方法不但考虑记录本身的属性, 还考虑上下文的特征或上下文记

录的属性. 如, 实体分辨之前, 先依据某准则对记录排序, 使可能匹配的记录聚集, 然后设定滑动检测窗口仅对窗口

内的记录检测, 可以大大提高检测效率 [13−15]. 为了获取更多的可用信息, 又出现了超出上下文范围的基于关系的方

法, 其中最具代表性的是 Kalashnikov 研究组提出的“基于关联关系的数据清洗 (relationship-based data cleaning,
RelDC)”[16]. RelDC的基本思想是用无向图对关系数据库建模, 得到数据库的实体关系图, 通过分析实体关系图, 挖
掘实体之间的关联关系进行实体分辨 [13,17−19].

关系型数据实体分辨的形式化描述见定义 1.

∅

定义 1. 实体分辨. 给定描述 k 个客观实体的 N (N≥k)条数据记录集合 R={ r1, r2, …, rN }, 实体分辨的目的是

将 R 划分为一组子集 R1, R2, …, Rk, 满足∀m, n (m, n=1, 2, …, k 且 m≠n), Rm∩Rn=    且 R1∪R2∪…∪Rk=R, 使得∀m,
若 ri, rj∈Rm (i, j=1, 2, …, N 且 i≠j), 则 ri 和 rj 描述的是同一客观实体. 例如微博等社交媒体上存在很多用户留下的

影评, 我们希望对这些评论进行聚类, 让每聚类中的评论都是针对同一部电影而不同聚类之间不存在交叉.
关系型数据实体分辨的一般流程如图 1所示.
图 1中的流程主要包括数据预处理、数据分块、记录对匹配 3个步骤. 其中数据预处理是对数据进行必要的

名称规范化、缺失数据补全、特征选择等处理; 数据分块通过某种分块技术, 如双分块键、迭代分块、滑动窗口、
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Canopy、各种自适应分块技术等, 将可能对应同一客观实体的数据记录分到同一块内, 然后进行块内记录间的相

似度计算、匹配, 提高分辨的效率 [4,20,21]; 记录对的匹配通过计算比较各属性值的相似程度, 判断实体对匹配或者

不匹配. 图 1中的实体分辨流程适用于其他半结构化、非结构化数据的单模态数据实体分辨.
  

开始 数据预处理 数据分块 记录对匹配 结束

图 1　实体分辨的一般流程
 

 1.2   跨模态数据实体分辨

跨模态数据实体分辨, 其目的就是分辨出同一个客观实体 (类)在不同模态数据中的不同表示, 其形式化描述

见定义 2.
定义 2. 跨模态数据实体分辨 (cross-modal data entity resolution). 给定分别描述相同 k 个客观实体 (类)的两个

不同模态数据集 X={x1, x2, …, xN}和 Y={y1, y2, …, yM}, 其中 N, M≥k, 以及实体类集 C={c1, c2, …, ck}, 目标是找到

X×Y 上的映射关系 f={<xi, yj>|xi∈X, yj∈Y, i=1, 2, …, N, j=1, 2, …, M }, 其中 xi 与 yj 具有相同的类标 cl∈C,
1≤l≤k. 例如有若干打乱的图像和文本, 我们希望建立一种方法能让关于同一事物的图像和文本划归一类, 就像

Wiki百科中的条目一样. 现实中跨模态方法常用领域有: 跨模态检索, 即通过一个模态的数据去检索另一模态的

数据; 行人再识别, 即从不同机位摄影设备所得影响中识别出同一个人等.
跨模态数据实体分辨面向的数据对象属于不同模态, 且不同模态数据呈现出低层特征异构、高层语义相关、

描述粒度不同的特点, 传统的针对结构化数据的实体分辨方法并不能适用于跨模态数据, 跨模态数据的实体分辨

面临新挑战.
如定义 2, 跨模态数据实体分辨的目的是通过计算分别来自两个模态的数据对象间的相似度, 利用相似关系,

找到 X 和 Y 中描述同一客观实体 (类)的数据对象. 其中, 跨模态相似性的度量是其核心. 然而, 由于不同模态的数

据分属于完全不同的特征空间, 特征表示的不一致性造成难以直接度量跨模态数据间的相似度, 给跨模态实体分

辨带来挑战 [7,22].
如图 2所示, 为解决异构性等问题, 最常见的方法是构建共同表征空间并将不同模态的对象映射到其中, 使得

该空间中的对象之间的距离能够尽量体现其相似程度 (图 2(a)); 或者将其中一个模态的表征作为目标空间, 直接

将另一个模态的对象映射到其中 (图 2(b)).
  

图像空间

One jet lands at an airport while another takes off next to it two 
airplanes parked in an airport two jets taxi past each other two 
parked jet airplanes facing opposite directions two passenger 
planes on a grassy plain

A 4 h booth with posters television and three people presenting 
near a laptop a representing being interviewed people pose 
with a microphone in front of a display the people are in front 
of the 4 h display vendors work their booth at the trade show

A black stripped cat a striped cat lying down on a bag 
of cat litter domestic cat laying on back of cat litter 
striped cat lounges on top of cat food bag the cat is 
sitting on a bag of cat food

文本空间

映射

图像空间

One jet lands at an airport while another takes off next to it two 
airplanes parked in an airport two jets taxi past each other two 
parked jet airplanes facing opposite directions two passenger 
planes on a grassy plain

A 4 h booth with posters television and three people presenting 
near a laptop a representing being interviewed people pose 
with a microphone in front of a display the people are in front 
of the 4 h display vendors work their booth at the trade show

A black stripped cat a striped cat lying down on a bag 
of cat litter domestic cat laying on back of cat litter 
striped cat lounges on top of cat food bag the cat is 
sitting on a bag of cat food

文本空间共同空间

(a) 映射到同一子空间

(b) 映射到图像或文本空间

图 2　构建共同表征空间
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现有研究中提出了不同的学习模型来构建共同表征空间, 这些模型都需要在共同空间的建立过程中 (隐式或

显式地)保持模态内关联关系 (intra-modal relationship)并建立模态间关联关系 (inter-modal relationship), 如图 3所示.
  

An old airplane with yellow wings and a 
blue tail flying on a beautiful day. A small 

yellow plane with blue and white stars 
flies against the blue sky. A yellow and 

blue airplane is flying in the sky. A yellow 
and white biplane in the sky viewed from 

below. Yellow and white plane flying 
through the air.

A man in a canoe on a sunny day. A man 
on a yellow canoe paddles down a river. 
Man in yellow canoe paddling through 
water. Man paddling a yellow canoe 

towards a the shore. Two people padding 
in a yellow canoe down a river with trees 

in the background.

An old airplane with yellow wings and a 
blue tail flying on a beautiful day. A small 

yellow plane with blue and white stars 
flies against the blue sky. A yellow and 

blue airplane is flying in the sky. A yellow 
and white biplane in the sky viewed from 

below. Yellow and white plane flying 
through the air.

A man in a canoe on a sunny day. A man 
on a yellow canoe paddles down a river. 
Man in yellow canoe paddling through 
water. Man paddling a yellow canoe 

towards a the shore. Two people padding 
in a yellow canoe down a river with trees 

in the background.

模态间关系

模态内关系

图 3　构建共同表征空间需要保持或建立的两种关联关系
 

图 3中的实线代表模态间关联关系, 即来自不同模态的对象之间的关联关系, 如图片和其关联的文本描述之

间的对应关系; 橙色线代表模态内关联关系, 即单一模态内对象之间的关联关系, 如模态内对象间的相似关系、近

邻关系、类别关系等 [23]. 早期的跨模态相似性度量主要考虑如何更好地关联两个模态 (即模态间关系建立). 然而,
自然语言处理和图像处理等领域的发展使得我们可以更加有效地在共同空间中保持模态内关联关系, 并极大地提

高了跨模态相似性度量的精确度, 这也同时说明了保持模态内关系的重要性.

 1.3   实体分辨结果评价

对于实例层粒度的跨模态相似性度量, 将每个图像-文本对看成一个实例, 通常为一一对应的关系, 其目的是

判断图像-文本对之间是否匹配, 粒度相较类别层更加细致, 主要适用于跨模态实体匹配等场景. 实验通过使用有

监督或者无监督的方法对每个图像-文本对是否匹配进行判断, 并以其结果的精确率 (P)、召回率 (R) 和 F1 指标

进行实例层粒度的度量. 由公式 (1)–公式 (3)分别计算.

P =
T P

T P+FP
(1)

R =
T P

T P+FN
(2)

F1 =
2×P×R

P+R
=

2T P
2T P+FP+FN

(3)

其中, TP 表示对于匹配的图像-文本对分类正确的个数, FP 表示对于不匹配的图像-文本对分成匹配的个数, FN 表

示对于匹配的图像-文本对分成不匹配的个数. 一言蔽之, 精确率是模型认为是对的数据中有多少确实是对的, 召
回率是那些确实是对的数据中模型找出了多少. 因此精确率和召回率又叫查准率和查全率, 即模型查得有多精准

和模型查得有多全面.
当数据集中每个实例至多只有一个实例与其匹配 (如MSCOCO数据集中每个图片只有一段文字与之对应),

通常只考虑相似度最高的前 K 个实例的召回率, 即 Recall@K:

Recall@K =
1
N

N∑
i=1

 1
Li

K∑
j=1

ϕ(i, j)

 (4)

其中, N 表示样本总数, Li 为所有与样本 i 匹配的样本数, 表示如果第 i 个样本与相似度排名第 j 的样本匹配, 则
ϕ(i, j)=1, 否则 ϕ(i, j)=0. 在一些情况下 (具体地, Precision@K=Recall@1)精确率和召回率是高度相关的, 召回率本

身即可同时反映精确率和召回率 [24].
跨模态方法中最常用的评价指标为类别层粒度的跨模态数据实体分辨度量, 其目的是完成同类别图像-文本
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对之间的相似性匹配. 实验通过 TOP-k 下的平均精度均值 (mean average precision, MAP)和混淆矩阵进行类别层

粒度的度量. MAP 指标常用来度量跨模态检索效果, 以输入输出是否属于相同类别判断是否相似, 由公式 (5)进行

计算.

MAP = 1
N

N∑
i=1

M∑
k=1

P (k)r (k)

Li
(5)

其中, N 为所有待匹配样本总数, M 为对每个样本返回 M 个匹配结果, Li 为数据集中所有与第 i 个待匹配样本匹配

的结果数量, P(k) 表示相似度排名前 k 个样本的精确率. 类别相同则 r(k)=1, 反之 r(k)=0. 而混淆矩阵则是对

k=1时, MAP 值的分类结果进行更加直观的展示.

 2   模态内关联关系保持

对于模态内关联关系 (如相似关联关系、近邻关联关系、类别关联关系等) 的保持, 主要体现在模态内数据

的特征提取 (feature extraction)和语义嵌入 (semantic embedding)的过程中. 跨模态学习涉及的对象往往是非结构

化数据, 其原始数据或者低层特征都只停留在描述层, 为了能够充分挖掘模态内语义层关系, 首先需要通过特征提

取得到文本和图像的描述层信息; 通过特征提取获得了文本和图像的特征描述, 但是特征层的描述中语义过于稀

疏, 仍然不足以准确描述模态内语义关联关系, 因此需要通过语义嵌入将特征层表示进一步抽象, 得到文本和图像

的高层表示 (如主题, 字典等).

 2.1   特征提取

所谓特征即是事物异于其他事物的特点, 特征提取的目的是从描述事物的数据中找出这些特点. 跨模态实体

分辨面向的对象主要是图片、文本、声音等非结构化数据, 其原始数据中的语义层次低且稀疏. 文献 [24]的工作

证明, 合适的特征提取对于模态内关系的建模具有十分重要的意义. 本节回顾“文本-图像”跨模态学习研究中使用

的特征提取方法.
 2.1.1    文本特征提取

文本是语言的符号表示, 人类的绝大部分知识是以语言文字的形式记载和流传下来的. 文本较图像更加接近

于抽象概念, 但是要让计算机能够理解文本却仍然是一项非常困难的任务. 下面介绍常用的文本数据特征提取方

法, 主要分为文本的词级别表示和句级别表示.
词是语言的基本单元, 按照词的表示方式可以将文本特征提取分为独热表示 (one-hot representation)方法和分

布式表示 (distributed representation)方法. 独热表示将词进行符号化, 用 0-1字符进行文本编码 (在词典中, 文本中

包含的词为 1, 不包含的词为 0). 由于独热表示仅能表示词出现与否, 其语义表征能力很有限, 基于分布式假说 [25]

的分布式表示取代它成为了主流文本表示方法. 词的分布式表示称为词嵌入 (word embedding), 所谓词嵌入是将

一个词的表示嵌入到一个连续的向量空间中, 也就是用更紧凑的向量表示词. 经嵌入后, 词之间可以通过诸如余弦

相似度的方法计算相似度, 优秀的嵌入方法可以使得相似的词之间距离较近而不相似的词之间距离较远. 根据不

同的建模方式, 研究者们提出了多种词嵌入方案, 如著名的Word2Vec[26]、GloVe[27].
由于句子是跨模态学习中更为常见的文本形式, 大部分研究 (如文本分类等)中, 文本的表示还需要在词表示

的基础上计算句子表示. 词袋模型 (bag-of-words, BoW)基于传统统计方法, 忽略文本的顺序和语法等属性, 以一

组无序的词对文本进行表示, 词袋模型除记录词的出现与否外还记录词的出现频率, 对文本有较好的表示能力; 传
统的基于统计的方法还有主题模型 (如潜在狄利克雷分布 (latent Dirichlet allocation, LDA))、TF-IDF (term
frequency-inverse document frequency)、平滑逆频率 (smooth inverse frequency, SIF)[28]等.

值得注意的是, 文本模态具有序列特性, 即含有上下文信息, 传统方法对文本上下文信息处理能力不足, 而神

经网络的发展为文本处理带来了新的可能, 其中之一是循环神经网络. 循环神经网络 (recurrent neural network,
RNN)[29]以文本经分词 (tokenize)操作所得分词序列为输入, 得到文本的特征表示, 其结构如图 4所示. 
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图 4　循环神经网络结构图
 

图 4中左侧隐藏层 S 为全连接网络, w 为循环层, 右侧为将循环层与隐藏层按时间线展开所得示意图, W、U
和 V 均为权重矩阵. 可以看出, 对时刻 t 的输入 xt, 其全连接结果 st 不仅取决于 xt 本身, 还取决于上一时刻全连接

结果 st-1, 同时 st 还将影响下一时刻的全连接结果 st+1. 如此, RNN能够“记住”输入序列的前文信息. 然而, 由于梯

度消失和爆炸的问题, 若文本较长, 位于前方的内容会随序列输入逐渐被“遗忘”. 针对此问题, 长短时记忆网络

(long short-term memory, LSTM)[30]通过将遗忘门和记忆门引入循环神经网络, 对输入序列有选择地进行记忆和遗

忘, 从而记住重要信息并遗忘无用信息, 最终实现对更大范围的上下文信息的覆盖. LSTM继承 RNN仅将序列前

方的信息向后方传递的特点, 导致后方信息无法向前传递, 对此, 双向长短时记忆网络 (bi-directional long short-term
memory, BiLSTM)[31]将前向 LSTM与后向 LSTM结合, 使得序列信息可向前后两方向传递. 文献 [32]提出 EMLo
模型, 利用双层 BiLSTM, 第 1层处理语法信息, 第 2层处理语义信息, 对词的语法和语义特征以及不同语境下的

使用进行建模, 解决以往词嵌入方法无法处理多义词的问题.
RNN 的另一局限是要求输入输出序列长度相同, 而在自然语言处理中会出现输入输出不定长的情况, 简单

RNN 对此很难处理. 受编码-解码器机制 (encoder-decoder) 启发, 序列到序列方法 (sequence to sequence,
seq2seq)[33]利用 RNN作为编码器将输入文本编码为定长向量, 而后解码为任意长度输出结果, 实现对不定长输入

输出的处理. 由于 seq2seq 编码所生成向量长度固定, 当文本长度过长时会出现信息丢失, 对此, 文献 [34] 提出

Transformer 模型, 完全摒弃 RNN 与 CNN 而仅依靠注意力机制实现编码器和解码器, 使得模型能够保留重要信

息, 同时, 由于摒弃了以序列为输入的 RNN, Transformer模型并行程度更高, 利用 GPU并行计算优势, 速度更快的

同时效果更好. 但是 Transformer 需要进行大量训练, 针对这一问题, 文献 [35] 基于 Transformer 提出 BERT
(bidirectional encoder representations from Transformers), 以正序和倒序的方式利用无标记文本数据在每一层对深

度双向表示模型进行预训练, 最终得到的训练结果只需通过增加一个输出层进行微调即可达到很好的效果. 双向

Transformer的 BERT与单向 Transformer的 GPT模型结构如后文图 5所示.
可以看出图 5(a) 中 BERT 模型中每个输入 E 以及第 1 层 Transformer 可与下一层中位于其左侧和右侧的

Transformer都进行连接, 因此数据可以向左和右两个方向传递; 而图 5(b)所示 GPT中数据则只能向右传递.
需要指出的是, 虽然自然语言处理技术的发展为跨模态学习提供了更多的选择, 词袋模型仍然经常被用于跨

模态学习中的文本特征提取. 一方面这是因为大部分跨模态学习的基准数据集默认提供词袋特征; 另一方面也是

词嵌入和句子嵌入技术相对传统方法的性能优势还不够显著, 相对其更高的复杂性, 词袋模型性能尚还够用, 因此

研究者在跨模态学习中使用这些技术的动力不足. 而近年来 BERT模型及其变体不断推高文本特征提取的最好成

绩, 可以预见深度方法将越来越多地应用于跨模态方法中.
 2.1.2    图像特征提取

跨模态学习中常见的视觉特征提取方式主要包括人工设计特征和卷积神经网络 (convolution neural network,
CNN)特征.

人工设计特征尝试通过颜色、形状、纹理等来表示图片, 包括局部特征如尺度不变特征转换 (scale-invariant
feature transform, SIFT)[36]和方向梯度直方图 (histogram of oriented gradient, HOG)[37], 全局特征如空间包络特征
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(GIST)[38]. 人工设计的特征具有可解释性强等特点, 在涉及图像的机器学习任务 (如图像识别、图像理解等)中发

挥了重要作用, 在初期的跨模态学习任务中, SIFT、GIST和 HOG等特征被广泛应用于图像数据的表示.
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图 5　BERT与 GPT结构 [35]

 

随着卷积神经网络 (CNN)的发展, 其准确性在各种机器视觉任务中都超越了传统方法和其他机器学习方法,
卷积神经网络已经渐渐成为了图像特征提取的主要方法. 卷积神经网络一般由 3种结构组成: 卷积层、池化层和

全连接层. 卷积层 (convolutional layer)利用卷积核在保留图像像素间关系的同时减小图像大小; 池化层 (pooling

layer)常位于卷积层后, 对卷积层输出结果的每个区域计算出一个值对这个区域进行表示, 用于缩小卷积层输出结

果; 全连接层 (fully connected layer)常被用于分类.
随着迁移学习的发展, 预训练模型开始崭露头角. 在通过预训练模型进行图像特征提取时, 一般固定预训练模

型中大多数的权重, 只微调靠近输出的网络高层的权重. 预训练能成功的原因尚无定论, 主流观点之一是不同应用

场景和数据集虽然高层语义不同, 但图像低层特征却是相近的, 因而在大规模的视觉数据集上 (如 ImageNet[39]、

PASCAL VOC[40])训练得到的模型在特征提取上有较好的迁移性, 不需要重新训练或仅需要较少的训练即可用于

其他机器视觉任务的特征提取中. VGG[41]模型证明了加深神经网络的层数可以对模型最终结果产生影响, VGG分

为 VGG19和 VGG16, 二者主要是层数上有所不同, VGG19的模型结构如图 6所示.
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图 6　VGG19网络结构
 

可以看出 VGG网络是标准的含有卷积、池化和全连接层的卷积神经网络. VGG19的 19仅包含卷积层和全

连接层即 16 层卷积层和 3 层全连接层, 而未对池化层进行计数, 从图 6 可以看出, VGG19 使用的卷积核大小为

3×3, 通过堆叠较小卷积核来提高感受野同时增加模型深度. 针对随着模型加深出现的梯度消失、梯度爆炸和模型

退化的问题, ResNet[42]基于 VGG, 提出残差 (residual)模块, 人为地使一些层跳过相邻的下一层而与更下一层相连

以减弱相邻层之间的相关性, 缓解模型退化的问题, 同时将批标准化 (batch-normalization)引入数据预处理中, 使
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数据分布更接近激活函数较为“敏感”的中间区域, 缓解了梯度消失和梯度爆炸的问题, 使网络层数得以超过 1 000
层. Transformer预训练模型对注意力机制的应用及其在 NLP领域的成功启发了计算机视觉, 此前注意力机制在计

算机视觉中的应用主要是连接卷积层或是替换卷积的部分组成, 文献 [43] 提出 Vision Transformer (ViT), 将
Transformer应用至计算机视觉, ViT图像特征提取部分结构如图 7所示.
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图 7　Vision Transformer图像特征提取部分结构图 [43]

 

ViT首先将图片按固定大小进行划分, 将划分结果平铺后进行线性映射进行图片嵌入, 并添加位置信息和下

游任务所决定的额外可学习的信息 (如分类信息), 而后将附带位置信息的嵌入结果送至标准 Transformer编码器,
得到图片的特征表示. 文献 [44]通过实验验证和理论分析的方式对 Transformer在计算机视觉任务中的鲁棒性进

行了证明, 认为注意力机制发挥了不可或缺的作用.
预训练模型在跨模态领域受到了广泛关注, 例如: 文献 [45] 利用预训练的 VGGNet 来进行图像的特征提取;

文献 [24]在跨模态检索采用了 ImageNet数据集上预训练的 DeCAF特征, 提高了跨模态检索的准确性; 文献 [46]
在跨模态排序学习中使用 ImageNet 数据集上预训练的 GoogLeNet 作为图像特征提取工具; 文献 [22] 使用了

AlexNet预训练模型作为跨模态检索中的图像特征提取工具; 文献 [47]使用了 4 096维的 VGGNet特征作为模型

的输入.
值得指出的是, 一些研究者认为使用预训练模型限制了模型的学习能力, 而完全端到端的训练可以在具体的

任务上得到更高的精确率. 例如: 文献 [48]提出使用一种区域卷积神经网络 (region convolutional neural network,
RCNN) 来提取图像特征, 首先将图像分割为多个切片, 然后利用文献 [49] 中的 CNN 网络提取每个切片的特征;
文献 [50]提出使用深度典型相关分析 (deep canonical correlation analysis, DCCA)进行“文本-图像”匹配, 其中图片

特征提取也是通过类似文献 [49] 中的网络结构进行的. 虽然理论上端到端的训练方式可以学习到更贴近于目标

数据集的特征表示, 但是在跨模态相似度性度量中, 其结果的准确性结果往往不如预训练模型. 例如, 文献 [51]
在实验中发现使用 VGG、GoogLeNet等预训练模型的效果优于其提出的端到端的训练模型. 其主要原因是完全

端到端的学习模型的训练过程需要大量的训练样本, 而对跨模态实体分辨任务来说, 由于成本等原因, 获取大量的

配对的多模态训练样本是十分困难的.

 2.2   语义嵌入

本节中回顾了现有跨模态学习中使用到的语义嵌入方法, 其中一些相对具有较为明确的语义信息, 如主题、

字典等, 另外也有一些没有明确的物理意义, 如神经网络中的隐变量等.
 2.2.1    稀疏字典学习

一种表征学习方法, 旨在找到一组基本元素使得输入可以映射到这组元素的稀疏表达式, 包含两个阶段: 构建

字典以及通过字典进行表示. 字典学习可以学习到数据背后最本质的特征, 被广泛应用于信号处理等领域. 由于其

得到的稀疏表示具有可解释性强等特点, 稀疏字典学习也用在不同模态数据的语义表征中 [1−4]. 文献 [52] 假设不
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同模态的稀疏系数间存在线性映射, 并基于此将单模态成对字典学习拓展到跨模态检索中. 文献 [53]提出跨模态

子模块字典学习 (cross-modality submodular dictionary learning, CmSDL), 并得到模态自适应的字典对以及共享跨

模态同构表示空间. 文献 [54]提出一种共同标签增强的区分字典学习 (discriminative dictionary learning), 加强不同

标签的模态内数据的区分度以及具有相同标签的模态间数据关联度.
 2.2.2    主题模型

一种原用来发现文本中抽象主题的统计模型, 将文本表示为多个主题上的分布, 常用主题模型为隐狄利克雷

分布 (latent Dirichlet allocation, LDA), 将文档可能的主题以概率分布的形式给出 [55]. 而实际上“主题”这一概念不

止用于文本, 也适用于图像等其他类型的数据, 一些研究者将其进行拓展并应用在多模态数据检索中. 文献 [56]
对文献 [57]中的二维多模态 LDA模型进行了扩展, 通过图像的无监督聚类将低层视觉特征抽象为 LDA模型, 其
效果要比只使用文本 LDA的模型更好.
 2.2.3    切　片

不同于将图像和文本整体作为单元进行分析, 部分研究工作以图像和文本中的实体作为基本分析单元进行细

粒度分析. 例如: 文献 [48]将图像和文本表示为实体的集合, 分别使用区域卷积神经网络 (region-based convolutional
neural network, RCNN)和依赖树关系 (dependency tree relation)对图像和文本进行划分; 但是对文本进行切片会丢

失词的上下文信息, 文献 [51]使用双向递归神经网络来替换文献 [5]中的词切片; 文献 [58]为了强调局部的重要

性以及实现更为准确的跨模态检索, 对各模态 (包括文本、图像、声音、3D模型)对象进行切分.
 2.2.4    哈希编码

为了提高在大规模数据上进行跨模态学习的速度, 经常需要使用基于哈希的方法. 通过将数据的原始特征描

述映射到海明空间中的哈希编码, 进而提高跨模态学习的速度. 原始的哈希方法并不能保证海明空间的相似性与

原始数据的相似性的一致, 为此局部敏感哈希 [59]以及更为精确的谱哈希 [60]、图哈希等被提出. 通过将这些方法与

类标、模态内相似性等约束结合, 可以将单模态数据映射到更为紧凑的海明空间中, 此时具有相近哈希码的对象

具有语义相似性.
 2.2.5    深度神经网络

深度神经网络具有强大的学习能力, 当有足够的训练数据时基于深度神经网络的方法往往表现出较为明显的

性能优势. 这些模型虽然不会显式地执行语义嵌入, 但是在模型训练的过程中模型的中间层隐变量即是对输入数

据的抽象. 目前, 在基于深度神经网络构建共同空间的方法中, 一般通过损失函数显式地进行模态内关联关系保

持. 文献 [47]利用模态内样本类别信息的保持, 对投影到类别空间中的样本进行 Softmax来判断样本类别, 构建交

叉熵损失实现模态内样本在映射前后类别语义信息的一致性保持. 文献 [61] 为了保持映射前后模态内样本的 k-
近邻关系, 设计了结构保持条件, 即利用一个强制距离参数, 在共同空间中, 控制样本到 k 个近邻样本和到其余样

本之间的距离, 实现非线性映射过程中模态内样本间结构关系的保持.

 3   模态间关联关系建立

ℜ

模态间关联关系是跨模态实体分辨的重要依据, 然而由于不同模态数据间异构鸿沟 (heterogeneity gap)的存

在, 无法直接将输入的不同模态间高层语义相关的数据进行关联, 因此需要对不同模态间数据进行处理, 使之映射

至共同表征空间   中, 进而对模态间关联关系 (如成对关联关系、类别关联关系等)进行建立. 根据整个过程是否

有深度网络参与, 将映射方法分为浅层方法与深度方法.

 3.1   浅层方法

ℜ
S = {(xi, y j)|xi ≈ yi} D = {(xi, y j)|xi , yi}

为了在共同空间   中更好地建立数据的模态间关联关系, 通常需要利用已知对应关系的训练数据, 即匹配的

跨模态样本对   以及不匹配的跨模态样本对   , 将其转换为公式 (6)中的优化问题:
min L(ℜ|S,D) = f (S|ℜ)+ωg(D|ℜ)+λr(ℜ) (6)

S D ℜ S D ℜ其中, f 和 g 为    和    在    中的损失, r 为正则化项, ω 和 λ 为平衡因子. 或者一起计算    和    在    中的损失:
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min L(ℜ|S,D) = h(S,D|ℜ)+λr(ℜ) (7)

现有的浅层跨模态学习研究中大部分的跨模态关联模型与公式 (6)或公式 (7)具有相似的形式, 根据具体实

现形式将其归纳为如下几种类型.
 3.1.1    基于统计关联分析的方法

S

其中最经典的方法是典型相关分析 (canonical correlation analysis, CCA), 该方法利用两组变量之间的相关关

系来反映两组指标之间整体相关性, 并通过最大化两组变量之间线性组合的相关性, 将它们投影到同一共同表征

空间 [62]. 文献 [63]将 CCA方法成功引入跨模态检索, 将文本特征和图像特征分别看作不同的特征空间, 通过最大

化投影向量的相关性, 得到一个共同表征空间; 文献 [64]在进行共同空间学习时利用到了多标签标注的高层语义

信息, 提出多标签典型相关分析 (multi-label CCA). 受到 CCA本身的限制, 如公式 (8), 这些方法只考虑公式 (6)中
匹配对象对   的损失 f.

f =

√
WT
XΣXWX

√
WT
YΣYWY

WT
XΣXYWY

(8)

WX WY ℜX ℜY ΣX ΣY ℜX ℜY ΣXY ℜX ℜY

ℜX ℜY WX WY

ℜX ℜY ℜ

其中,    和   指   和   的线性组合,    、   分别是   和   的协方差矩阵,    为   和   的交叉协

方差矩阵. 最小化公式 (8)本质上最大化了   和   的线性组合的线性相关性, 由多个   和   组成的线性映

射矩阵定义了如何将   和   映射到公共空间   中.

S

传统的 CCA方法只能用于发现线性关系, 无法用来寻找更复杂的非线性关系. 为了使 CCA能够用于发现更

为复杂的相关关系, 研究者提出了对 CCA 的非线性拓展, 文献 [65] 提出的核典型相关分析 (kernel canonical
correlation analysis, KCCA), 文献 [66] 提出的深度典型相关分析 (deep canonical correlation analysis, DCCA).
KCCA和 DCCA相当于先将   映射到一个高维空间, 然后在高维空间中执行 CCA. 非线性版本的 CCA可以发现

更为复杂的相关关系 [66], 因此可以被用在发现跨模态对象的关系中, 如文献 [67]和文献 [68]都提出了基于 KCCA
的跨模态检索模型; 文献 [50]通过 DCCA方法来发现文本和图像之间的复杂关联关系. 由于 CCA的无监督特性,
该方法忽略了跨模态数据中的类别信息, 因此, 文献 [69]在 CCA的基础上提出了 3V-CCA模型, 通过引入类别信

息并进行聚类分析来获得更好的投影空间, 文献 [70]提出了基于聚类的核 CCA方法, 将基于聚类的 CCA方法利

用核函数实现非线性映射来表达非线性关系. 这些方法相当于将公式 (8)中的线性映射替换为非线性映射.
偏最小二乘法 (partial least squares, PLS)[71]可以对两组变量进行线性回归建模, 因此也可以用来分析跨模态数

据之间的关联关系. 相对于 CCA, PLS直接进行观测变量到预测变量的映射, 并且更适合预测矩阵比观测矩阵有

更多变量的情况. 但是同样由于其基于线性假设, 当相关关系为非线性时难以得到有效的结果 [72]. 因此, 一些研究

者对 PLS方法进行拓展使其能够适用于非线性场景, 例如 INLR[73], Kernel PLS[74,75].
 3.1.2    基于哈希的方法

由于数据量的快速增长, 在空间中搜索近邻的效率不容忽视. 基于哈希的方法将不同模态的异构数据统一映

射为海明空间中的二值向量, 进而可以快速检索相似对象. 传统哈希使用人工设计的特征将数据从原始空间映射

至二进制码.
文献 [76] 提出一种多视角哈希方法, 通过最小化相似对象间的距离并最大化非相似对象的距离来产生哈希

码. 文献 [77]提出通过协同正则化来得到一致的多模态数据哈希码. 文献 [78]首先为每个模态构建各自的海明空

间, 然后通过逻辑回归将不同的模态关联起来. 文献 [79]为跨模态检索提出一种基于联合多模态字典学习的稀疏

哈希方法, 首先通过将模态内关系和模态间关系构建为一个超图, 然后通过超图拉普拉斯稀疏编码 (hypergraph
Laplacian sparse coding)学习多模态字典. 文献 [80]提出一种基于关系的异构哈希, 综合利用了数据特征, 域内同

构关系以及域间的异构关系, 首先学习得到同构域内的哈希函数, 然后假设异构域之间的哈希码可以通过回归方

法来映射并基于训练数据得到映射关系, 通过哈希码的匹配可以快速检索到可能匹配的实体. 文献 [81]提出语义

关联的多模态哈希算法, 结合图的半监督学习来增强训练样本的语义信息, 构造所有样本的语义关联并保存在哈

希函数中, 然后将所有模态映射到统一的哈希空间中, 该方法有效解决了多模态数据表现形式不同和数据规模大
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的问题, 缺点是其语义学习的过程拥有较高的计算复杂度. 文献 [82]通过对有监督、无监督和半监督 3种基于哈

希方法的跨模态表示方法进行研究, 分析了各自的优缺点, 并进行实验对比, 其中有监督的方法因为利用了类别信

息能够获得更好的跨模态表示, 但获取大规模的标注数据是困难的, 而对于无监督方法, 充分利用无标注数据的信

息是很有意义的.
与其他的跨模态实体分辨方法相比, 基于哈希的方法是对两个海明空间中的表示进行关联. 因此在公式 (6)

的具体实现中通常利用到一些适用于二值变量的方法, 如逻辑回归, 海明距离等. 此外, 其正则项也有其特殊性. 如
在文献 [78]中, 正则项为:

r = λ1

P∑
p=1

∥∥∥ℜ⊙ℜ−E
∥∥∥2

F
+λ2

P∑
p=1

∥∥∥ℜO
∥∥∥2 +λ3

P∑
p=1

∥∥∥ℜℜT −mpI
∥∥∥2

F (9)

其中, E 为一个全 1矩阵, O 为一个全 1向量, I 为单位矩阵. 该正则化项保证了哈希位在全体数据上的平衡, 以及

哈希位之间的信息互补并包含最大的信息量.
 3.1.3    基于图正则化的方法

图正则化 (graph regularization), 通过探索图中顶点和边丰富的关系, 能够将半监督学习建模为在部分标记图

上的标记问题, 边上的权重表示数据间的亲和度, 其目的是对未标记的顶点进行标记; 同时, 图可以用来有效地表

示跨模态学习中复杂的关联关系, 例如语义关联、模态内相似度和模态间相似度等 [83].
文献 [84]提出联合图正则化异构度量学习 (joint graph regularized heterogeneous metric learning, JGRHML), 为

了更好地利用结构信息, 通过联合图正则化整合不同模态的结构信息; 文献 [85]将图正则化引入到跨模态检索问

题中, 并提出联合表示学习 (joint representation learning, JRL)方法学习相关性和语义信息的联合表示. 文献 [86]
提出的联合特征选择子空间 (即共同空间)学习 (joint feature selection and subspace learning, JFSSL)中, 图正则化

被用来保持模态内和模态间的相似度. 同样, 文献 [79]提出的稀疏多模态哈希中也同样通过图正则化来建模模态

内和模态间相似度. 为了解决特征投影时的过拟合问题, 文献 [87] 在多模态子空间学习的目标函数中加入

Dropout正则化项. 文献 [8]提出了群组不变跨模态共同空间学习方法, 该方法在学习投影共同空间的同时, 学习

不同模态间的群组共生关系, 这种细粒度的语义对应关系提高了潜在共同空间的鲁棒性.
文献 [88]提出一个基于图的半监督深度模型, 将类标空间作为公共子空间, 通过使用标签图捕获不同模态的

内在流形, 使用标签链接损失和图正则化的组合来联合预测未标记数据并有效地学习公共子空间. 不同于文献 [88]
和文献 [89]首先对未标记数据进行标签初始化, 然后通过文献 [90]提出的标签噪声更正的方法, 利用已标签数据

输入网络进行训练, 利用得到的网络模型预测未标记数据, 通过对数据进行标记, 结合有监督的深度网络模型实现

跨模态数据的统一表示.
r(ℜ)基于图正则化的跨模态关联方法在公式 (6)的正则化项   中引入线性映射 W 的每一列 Wi 的平滑函数:

S(Wi) =
∑

j

Ai j(Wi −W j)2 =WT
i LWi (10)

其中, L=D–A 为其图拉普拉斯矩阵 (graph Laplacian matrix), D 为其次数矩阵 (degree matrix), A 为其通过类标定义

的邻接矩阵 (adjacency matrix). 平滑函数的引入有利于在原始空间中相似的对象在映射空间中保持较近的距离.
图正则化方法计算复杂度较高并只适用于直推式学习, 在实际应用中受到一定限制 [22].

 3.1.4    主题模型

为了充分挖掘高层语义信息, 基于主题模型的方法通过生成式模型来挖掘跨模态数据中的隐含主题空间, 将
跨模态数据的低层特征映射到一个“隐性语义空间”. 许多跨模态主题模型基于对跨模态主题分布的假设, 例如跨

模态主题一一对应, 但是这些假设在实际中并不一定总是成立 [22].
文献 [91] 首先将 LDA 主题生成模型推广到跨模态检索中. 文献 [92] 提出了主题回归的多模态 Dirichlet 模

型, 首先对每个模态分别学习一个潜在的主题模型, 然后在不同模态之间运用回归的方法建立不同的关联关系; 文
献 [93]在训练目标中引入类标信息, 对其进行了推广, 进一步增强了潜在主题特征的分类能力. 文献 [94]通过引

入下游监督主题模型 (downstream supervised topic model, DSTM), 提出一种监督式多模态互主题强化建模 (multi-
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modal mutual topic reinforce modeling, M3R) 方法, 构建联合跨模态概率图模型来发现相互一致的语义主题. 文
献 [95] 通过对不同模态数据的类别信息联合建模, 提出了语义主题关联模型, 较其他主题模型更加简单高效. 文
献 [96]定义文档级马尔可夫随机场, 进而学习模态间的共享主题, 解决了当模态间不一一对应时的跨模态文档相

似度计算问题.

 3.2   深度神经网络方法

深度学习源于人工神经网络的研究, 其目标是建立一个多层的网络结构, 通过逐层表示, 深度挖掘数据的本质

信息 [94]. 基于深度学习方法的基本思想是利用深度学习的抽取能力, 在低层抽取不同模态的有效表示, 并建立非

线性的映射将不同模态数据映射到共同空间中进行数据关联. 文本和图像数据间具有复杂的隐式关联, 在训练数

据足够的条件下, 基于深度神经网络的方法可以发现不同模态表征之间更为复杂的关联.
 3.2.1    多层前馈神经网络

多层前馈神经网络 (multilayer feedforward neural network), 也称多层感知器 (multilayer perceptron, MLP), 是较

为经典的深度学习模型, 广泛地应用于分类等机器学习任务中. 由于非线性映射的引入, 前馈网络具有学习复杂非

线性相关关系的能力. 文献 [66]使用前馈网络替换 CCA中的线性变换, 使得将 CCA拓展为具有发现非线性关联

能力的深度典型相关分析 DCCA. 文献 [50]提出一种端到端的方式来构建一个基于 DCCA的跨模态关联模型, 在
深度网络表征的基础上, 通过优化 CCA目标, 即迹范数 (trace norm)来学习模型的参数, 并在时空复杂度等方面进

行了优化. 文献 [23] 认为尽管深度神经网络具有强大的能力来建模跨模态关系, 但是存在局部最优等问题, 并为

此提出了基于预训练和微调的两路神经网络, 其中非线性映射也是通过前馈网络实现的.
文献 [97]将深度神经网络引入跨模态哈希, 其提出的 CMSSH结构如图 8所示.

  
输入层

哈希函数层

哈希编码层
模态间关联

输出层
类标

图 8　CMSSH结构图 [97]

 

CMSSH使用深度神经网络限制两大训练目标: 针对跨模态相似数据的哈希码与用于预测标签的有区分性的

哈希码, 输出层和哈希编码层所得结果与真实结果对比后逐层向上传递对前方的层进行优化. 文献 [98]提出基于

多尺度融合的语义保持哈希算法, 并提出图像特征训练网络和文本特征训练网络的多尺度融合池化模型, 可以提

取图像数据集的多尺度特征, 解决文本向量的稀疏性问题. 文献 [99] 提出了基于层次语义交互的深度哈希网络,
首先对网络的每一层应用多尺度和融合操作, 然后, 利用双向哈希交互设计不同层之间的线性交互, 实现不同层之

间的语义交互. 针对跨模态方法往往无法很好地对训练过程中不同模态之间的相互影响进行处理, 文献 [100]
基于双向学习提出跨模态检索框架, 方法利用多层监督网络学习所生成异构表征的跨模态关联, 将判别一致性和

双向交叉损失函数整合为目标函数进行学习. 知识蒸馏 (knowledge distillation)[101]通过将大模型的监督信息应用

至轻量化小模型上, 提高小模型性能和精度, 进而实现模型压缩, 受此启发, 文献 [102] 提出基于语义对齐的无监

督知识提取跨模态哈希方法, 利用预训练的无监督教师模型中隐藏的相关信息重构相似度矩阵, 进而指导有监督

的学生模型. 文献 [103]利用老师-学生模型优化跨模态子空间构建, 利用现有较成熟的图像-文本互相生成算法作

为老师模型, 指导跨模态学习的学生模型, 以提升模型训练效率并改善最终效果. 文献 [104]提出基于神经网络的

图嵌入学习框架将深度神经网络引入基于图的跨模态方法, 所学得的嵌入结果直接对跨模态一致表达进行近似,
以实现跨模态检索与结合了文本信息的图像分类. 该框架从图模型中抽取所学得表示, 同时在半监督情况下训练

分类器. 图卷积神经网络 (graph convolutional network, GCN)从图数据中提取特征, 进而可以对图数据进行节点分
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类、图分类与边预测等操作. 文献 [105]基于 GCN提出图特征生成器以及全连接网络, 基于局部图重构节点特征

并将两模态的特征映射至公共空间. 由于图卷积网络会受到很多目标的影响, 文献 [106]提出 DREA对相似度高

的冗余特征进行过滤, 同时对显著目标进行特征增强.
 3.2.2    受限玻尔兹曼机

受限玻尔兹曼机 (restricted Boltzmann machine, RBM)是一种生成式随机神经网络, 普遍应用于降维、分类、

特征学习等机器学习任务. 文献 [107] 设计了一种联合表示视频和音频的 RBM 模型, 用于一系列多模态学习任

务. 文献 [108]提出了使用 RBM学习文本和图像输入的生成模型, 该模型可以为不同模态的数据提供统一的表示

并用来进行多模态数据的分类和检索, 具体地, 模型首先学习多模态输入空间的概率密度, 然后同样使用隐变量的

状态来表示输入, RBM 学习概率密度的过程也就是寻找模态间关联的过程. 文献 [109] 提出混合表示学习, 利用

堆叠受限玻尔兹曼机 (stacked restricted Boltzmann machine, SRBM)为每个模态提取模态友好的表达, 该表达之间

的相似度就统计特性而言优于来自两模态的原始输入数据.
 3.2.3    自编码器

自编码器 (auto-encoder)作为编码-解码器的特殊形式, 其结构如图 9所示.
  

编码器 解码器

输入 输出

中间码

图 9　自编码器结构
 

自编码器由编码器和解码器两个部分组成, 通过最小化重建损失来完成降维等任务. 文献 [110] 使用堆叠自

编码器学习文本和视觉输入的高层映射. 文献 [111]同样利用堆叠自编码器来获得跨模态检索中的模态内和模态

间关系. 文献 [112]和文献 [113]提出基于跨模态对应自编码器 (correspondence auto-encoder, Corr-AE)的深度学

习模型, 该模型通过最小化单模态自编码器的重构误差和不同模态表示层的相关性误差之和, 从而将单模态表示

学习和模态间的相关性学习集成到一个框架下. 文献 [114]使用去噪自编码器保持原始表示中的信息并去除噪声,
通过最小化重建损失和关联损失来构建多模态共同空间, 该空间可以同时保持模态内距离和模态间距离. 文献 [115]
和文献 [116]在估计“文本-图像”的跨模态关系时也使用自编码器来获得文本和图像的联合嵌入. 文献 [117]提出

多模态卷积自编码器方法MUCAE, 对每个模态, 将卷积操作整合入自编码器框架, 以学习原始图像和文本内容的

联合表示. 通过开发卷积自编码器所得隐藏表示间的关系, 对不同模态的卷积自编码器进行优化. 文献 [118]将自

编码器与生成对抗网络相结合, 以联合合并公共潜在子空间学习、知识传递以及特征合成, 自编码器还被用于将

所有多模态数据映射至所学得的潜在空间.
 3.2.4    注意力机制

注意力机制 (attention mechanism)源于人类大脑在面向大量信息时能聚焦并选择信息的能力 [119], 深度学习中

的注意力机制本质上讲和人类的选择性视觉注意力机制相类似, 其核心目标是从众多信息中选择出对于当前任务

目标更关键的信息. 文本处理领域注意力机制示意图如图 10.
图 10中, 给定固定的元素集合由一系列的<元素, 数值> 的数据对构成, 为计算目标元素的注意力数值, 分别

计算目标元素与给定元素集合中每个元素的相似度来作为对应数值的权重系数, 最后通过元素集合中所有元素数

值的加权求和来得到目标元素的注意力数值. 元素集合中元素的权重代表了信息的重要性, 某一元素的权重越大,
表示目标元素的信息越聚焦于该元素. 这种思想能够让注意力机制在帮助解决多模态任务 (如跨模态数据实体分

辨, 图像理解)时通过细粒度的跨模态关联取得更好的结果, 其目的是让模型能够关注特征中的关键部分. 根据不

同的权重更新方式, 注意力机制可被分为自注意力机制和联合注意力机制. 
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目标元素 注意力值

元素 1 元素 2 元素 3 元素 4

值 1 值 2 值 3 值 4

元素集合

图 10　注意力机制示意图
 

自注意力机制更新模态表示权重的计算来源于模态本身, 广泛用于解决单模态数据的分类问题. 文献 [120]
通过引入自注意力机制, 提出了一种句向量表示方法, 实验表明该方法在情感分类、文本蕴含等文本任务上取得

较好的结果. 为了在图像表示的过程中关注到图像中令人感兴趣的部分, 文献 [121] 提出了卷积块注意力模型

(convolutional block attention module, CBAM), 能够在利用 CNN方法提取图像特征时, 通过计算通道 (channel)注
意力和空间 (spatial)注意力权重改进图像的特征表示, 实验结果证明该方法能够改进很多基线方法的精确率.

联合注意力机制更新其中一个模态表示权重的计算一般来源于另一个模态. 文献 [122]在生成对抗网络的基

础上, 通过引入视觉-语义的注意力机制进行多模态的联合表示, 在多类别分类问题和标签推荐问题上均取得较优

的结果. 文献 [123]提出了基于栈的联合注意力网络来探索不同模态特征之间的语义相关性. 文献 [124]将表示学

习和相似性度量结合, 提出了一个端到端的跨模态相似性度量方法, 使用 CNN 网络完成特征提取并结合 LSTM
深度网络实现联合注意力机制, 完成不同模态独立语义空间的构建. 为了解决基于注意力的方法计算量较大的问

题, 文献 [125]利用联合注意力机制对图像和句子进行联合表示, 通过对句子粒度的划分 (词级别、短语级别和句

子级别)实现不同粒度的跨模态对齐, 提高图像-句子检索的准确性, 该模型能够在端到端的条件下进行训练.
文献 [126]指出, 在引入注意力之前, 前人所提出的跨模态哈希方法在生成哈希码时会用到对象的所有信息.

这将导致重要性低甚至无用的信息被引入所生成哈希码, 降低哈希码的紧凑性和区分能力. 针对此问题, 文献 [127]
将注意力机制引入跨模态哈希, 通过生成注意力遮罩, 筛选出被“注意到”的特征表示, 从而有选择地关注多模态数

据中更能提供有用内容的信息. 文献 [124] 首次将自注意力机制引入跨模态哈希, 在全局视角增强来自网络不同

层的哈希表示中重要部分的显著程度, 同时将自注意力机制引入对抗学习. 文献 [128] 使用局部和全局双重注意

力机制, 局部注意力机制用于提取每个模态局部的关键信息, 并提高模态特征的表达能力; 全局注意力机制用于增

强不同模态间的联系, 进而生成更具一致性且准确的哈希码. 文献 [129]提出堆叠多模态注意力网络, 利用堆叠注

意力以充分利用图像-文本间的细粒度互相依赖关系.
受注意力机制启发, 文献 [130]提出图注意力网络, 用以学习节点与其近邻之间的重要性, 对节点进行分类时

则将近邻进行合并. 文献 [131]综合了自注意力网络和图注意力网络, 前者用于捕获模态间特征级关联, 后者聚合

不同模态间匹配项嵌入内容以辅助构建公共嵌入空间.

xi x(k)
i

y j σ(y j) ωk

文献 [29] 认为由于不同模态中信息是不平衡的, 如果直接将不同模态的数据映射到一个公共空间中会丢失

每个模态各自的特性, 因此首先利用循环注意力网络充分挖掘模态内特性, 得到图像   的划分    (k=1, …, n), 以

及文本   的表示   , 然后可以通过注意力权重   计算它们之间的相似性, 如公式 (11):

sim(xi,yi) =
∑n

k=1
ωk x(k)

i ·σ(yi) (11)

ωk其中,    的权重通过最小化公式 (5)的成对损失计算, 具体的形式为:

h(S,D|ℜ) =
∑

(xi ,yi)∈S, (xi ,yc)∈D
max(0, θ− sim(xi, yi)+ sim(xi, yc))+

∑
(xi ,yi)∈S, (xc ,yi)∈D

max(0, θ− sim(xi, yi)+ sim(xc, yi)) (12)

其中, θ 表示边界.
 3.2.5    对抗式网络

以生成对抗网络 (generative adversarial network, GAN)为代表的对抗网络 (adversarial networks)模型, 被广泛

地运用到了计算机视觉领域 (图像生成等), 它通过生成器和判别器的对抗机制来生成“真假图像”的一致表示 [132].
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生成对抗网络核心部分包括一个生成器和一个判别器, 生成器根据输入的随机噪声产生样本交由判别器进行判

断, 根据判别器所得结果计算出损失函数, 而后根据损失函数调整生成器和判别器, GAN结构如图 11所示.
  

生成器

判别器

错误样本

真实样本

随机噪声

真实数据

损失函数

图 11　生成对抗网络结构
 

近年来, 使用对抗学习来获得跨模态数据之间更一致的表示得到广泛关注. 文献 [35]考虑到在构建跨模态检

索学习模型时需要的模态内和模态间关联关系, 设计了一种由特征映射器和模态分类器组成的对抗式学习框架,
利用类别信息实现模态间的对齐关联, 取得了较好的跨模态相似性度量. 文献 [133]提出一个新的 GAN框架, 设
计了双层对抗辨别器来实现域变换并获得域不变表示, 完成图像之间的转换. 文献 [134] 提出跨模态生成式对抗

网络 (cross-modal GAN, CM-GAN)解决跨模态检索中的异构性问题, 通过对模态间关联和模态内重建信息建模,
该方法可以有效地估计异构数据的联合分布. 此外, 条件生成式对抗网络 (conditional generative adversarial network,
CGAN) 也被用在跨模态数据的互相生成中. 如文献 [135] 提出 TAC-GAN, 根据文本描述产生相应的图像;
文献 [136]提出 CMCGAN, 该模型支持视频和声音的互相生成. 如同经典的 GAN (文献 [123])一样, 上述这些方

法都通过MinMax博弈来逼近跨模态数据的联合分布. 文献 [137]提出无监督的跨模态语音和文本联合嵌入对齐

方法, 利用生成对抗网络学习语音模态到文本模态的非线性映射, 并通过构建合成平行词典表达语音和文本之间

的关联关系, 取得了较好的实体分辨结果. 除此之外深度信念网络 (deep belief network, DBN)[138]等结构也被应用

于跨模态学习, 但并非主流. 文献 [139]提出了跨模态多层深度网络模型 CMDN, 该模型通过联合保留模态内和模

态间的信息, 为每种模态的数据生成互补的表示, 然后按层次组合, 通过堆叠学习的方式学习公共空间.
 3.2.6    跨模态数据实体分辨的深度神经网络框架

以上讨论中, 研究者提出各式各样的模型来在构建共同空间时对模态内和模态间关联关系进行保持和建立,
从中可以发现无论是模态内关系还是模态间关系的建模过程, 都正在受益于深度学习技术的发展. 综合已有工作,
可以将基于深度神经网络的跨模态数据实体分辨模型归纳为如图 12所示的架构.

图 12中, 首先通过在大规模图像数据集上预训练的卷积神经网络提取视觉特征, 同文本特征分别输入多层前

馈神经网络中从而实现对特征的非线性映射. 前馈神经网络的优化通过最小化模态内损失和模态间损失实现. 图
中模型训练好之后, 可以直接通过文本和图像共同空间来计算其相似度, 进而实现跨模态实体分辨.

深度学习技术确实提高了跨模态数据实体分辨的精确度, 在引入深度神经网络后, 人类先验经验的作用越来

越被弱化, 建立并训练一个端到端的神经网络似乎成了“万能”的做法. 这种方式避免了不准确先验知识带来的偏

差, 但是“天下没有免费的午餐”, 至少在当前技术条件下, 只依赖端到端的深度神经网络模型并不能解决跨模态学

习任务中的所有问题. 其主要原因是不同模态信息表征方式的差别过大, 自然语言处理中尝试捕捉的是离散单词

的序列信息, 而计算机视觉中利用到的更多是全局信息. 为了同时训练文本、图像处理模型, 以及二者的关联模型

需要大量的配对训练数据, 而这种训练数据的获取成本很高. 因此尽管有研究者, 如文献 [50] 中基于深度网络提

出完全端到端的学习架构进行相似度计算, 但是性能却并不理想.
图 12中, 深度神经网络被引入跨模态数据实体分辨之后, 同时在特征提取, 语义嵌入以及跨模态关联等方面

发挥作用. 但是深度神经网络是如何在跨模态数据实体分辨的各个阶段中发挥作用的, 在哪个阶段引入的深度神
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经网络对实体分辨效果提升最有意义, 现有研究并没有清楚地回答这些问题. 而这些问题对进一步优化现有架构,
提升训练样本利用率等方面具有重要意义.
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yellow plane with blue and white stars 

flies against the blue sky . A yellow and 

blue airplane is flying in the sky . A yellow 
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特征提取 网络非线性映射

图 12　跨模态数据实体分辨的深度神经网络框架
 

 4   实验分析

为了分析各种因素对跨模态方法性能的影响, 本章对经典的跨模态学习方法进行了分析. 实验主要关注如下

方面: 采用对比实验的手段, 对深度神经网络在跨模态相似性连接问题中发挥的作用进行分析; 通过对比不同设定

下各种方法的性能, 证明“抽象”和“关联”两种机制对提高跨模态相似性连接的重要作用; 通过对比不同数据集对

跨模态方法准确性的影响, 讨论数据集中数据分布等特点对跨模态方法性能的影响.

 4.1   数据集及特征提取

Wikipedia[63]: 收集自维基百科中的 29个类别的 2 700篇文章, 每篇文章都包含一张或者多张来自维基共享资

源 (Wikimedia commons)的图片. 由于有些类别样本较少, 因此只采用样本最多的 10个类别. 每篇文章根据标题

被划分为多个章节, 每个章节配以一副所在位置处的图片. 最终得到 10个类别, 2 866个文本-图像对.
Pascal-Sentences[140]: PASCAL VOC数据集的子集, 包含来自 20个类别的 1 000张图片 (每个类别 50张), 并

且每张图片配有一段文本描述 (通常是 5个独立的语句).
XMedia[85]: 由 5种类型的数据 (文本、图像、视频、音频和 3D模型)组成的公开数据集. 本文仅使用其中的

图像和文本数据, 即来自 20个类别的 5 000对图片和文本.
为了验证深度神经网络在单模态抽象中特征提取阶段发挥的作用, 实验中采取对每个数据集采取了 3种特征

提取的方案: 低层图像特征 (通过 SIFT 方法提取)+低层文本特征 (通过 BoW 方法提取)、深度图像特征 (通过

VGG19 预训练模型第 2 个全连接层提取)+低层文本特征 (BoW 特征)、深度图像特征 (VGG19)+高层文本特征

(通过 SIF方法提取). 训练集和测试集按照 80%和 20%的比例划分.

 4.2   对比方法和评价指标

(1)对比方法

CCA[63]: 利用典型相关分析, 找到具有最大相关性的线性组合, 利用该线性组合将不同模态对象映射到共同空

间中.
JFSSL[86]: 利用图正则化来保持模态内相似度和模态间相似度.
HSNN[141]: 跨模态相似度是由两个跨模态对象属于同一语义范畴的概率来度量的, 通过分析每个对象的模态

内近邻来实现.
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CMCP[142]: 一种考虑多模态对象间正、负向关联的多模态关联传播算法.
JRL[85]: 通过半监督正则化和稀疏正则化, 利用语义信息学习公共空间.
ACMR[47]: 通过对抗学习的方法综合考虑模态内关系和模态间关系.
CDPAE[114]: 综合距离保持自编码器 (comprehensive distance-preserving autoencoders).
这些方法中, CCA、CMCP、JFSSL、JRL为非深度学习方法, HSNN、ACMR和 CDPAE为基于深度学习的方法.
(2)评价指标

实验覆盖两种跨模态实体分辨任务, 即由图像检索文本 (image to text, I2T)和由文本检索图像 (text to image,
T2I). 实验以结果精确率作为指标, 验证各项因素对跨模态方法性能的影响, 因此选择使用最多的平均精确度

(mean average precision, MAP)来度量跨模态实体分辨结果的精确度.

 4.3   实验结果

表 1–表 3分别为常见基准方法在Wikipedia、Pascal-Sentences以及 Xmedia数据集上的性能对比.
  

表 1    常见基准方法在Wikipedia数据集的 MAP 对比 (*表示基于机器学习的方法) 
数据集 任务 CCA HSNN* JFSSL CMCP JRL ACMR* CDPAE*

Wikipedia-Shallow (SIFT+BoW)
I2T 0.119 4 0.119 4 0.119 2 0.119 7 0.119 3 0.129 7 0.113 9
T2I 0.119 7 0.118 7 0.119 3 0.118 8 0.119 4 0.131 8 0.118 7
平均 0.119 6 0.119 1 0.119 3 0.119 3 0.119 4 0.130 6 0.116 3

Wikipedia-CNN (VGG19+BoW)
I2T 0.146 0 0.329 9 0.137 2 0.339 7 0.334 2 0.359 7 0.343 0
T2I 0.127 3 0.345 0 0.118 6 0.349 4 0.335 0 0.355 4 0.366 2
平均 0.133 7 0.337 5 0.127 9 0.344 7 0.334 6 0.357 6 0.354 6

Wikipedia-CNN+SIF (VGG19+SIF)
I2T 0.110 6 0.460 4 0.112 9 0.462 4 0.471 7 0.489 7 0.495 3
T2I 0.109 3 0.410 3 0.108 1 0.423 3 0.415 1 0.430 6 0.421 6
平均 0.101 0 0.435 4 0.110 5 0.442 9 0.443 4 0.460 2 0.458 5

  

表 2    常见基准方法在 Pascal-Sentences数据集的 MAP 对比 (*表示基于机器学习的方法) 
数据集 任务 CCA HSNN* JFSSL CMCP JRL ACMR* CDPAE*

Pascal-Sentences-Shallow (SIFT+ BoW)
I2T 0.078 9 0.080 0 0.078 5 0.081 5 0.077 4 0.126 0 0.108 0
T2I 0.078 9 0.077 6 0.075 2 0.083 9 0.077 4 0.130 5 0.120 5
平均 0.078 9 0.078 3 0.076 9 0.082 7 0.077 4 0.128 3 0.119 7

Pascal-Sentences-CNN (VGG19+BoW)
I2T 0.079 5 0.179 0 0.081 0 0.164 1 0.173 0 0.245 5 0.255 5
T2I 0.078 9 0.208 1 0.081 1 0.207 3 0.211 1 0.213 0 0.216 2
平均 0.079 2 0.193 6 0.081 1 0.185 7 0.192 0 0.229 3 0.235 9

Pascal-Sentences-CNN+SIF (VGG19+SIF)
I2T 0.074 8 0.467 5 0.075 4 0.457 9 0.430 4 0.456 1 0.443 6
T2I 0.075 0 0.470 1 0.075 0 0.458 3 0.388 1 0.450 5 0.450 6
平均 0.074 9 0.468 8 0.075 2 0.458 1 0.409 3 0.453 3 0.447 1

  

表 3    常见基准方法在 XMedia数据集的 MAP 对比 (*表示基于机器学习的方法) 
数据集 任务 CCA HSNN* JFSSL CMCP JRL ACMR* CDPAE*

XMedia-Shallow (SIFT+ BoW)
I2T 0.122 0 0.184 1 0.098 1 0.200 8 0.185 6 0.195 6 0.125 5
T2I 0.120 9 0.206 9 0.069 6 0.216 7 0.192 6 0.202 6 0.071 5
平均 0.121 5 0.195 5 0.083 9 0.208 8 0.189 1 0.199 1 0.098 5

XMedia-CNN (VGG19+BoW)
I2T 0.067 8 0.307 9 0.064 6 0.324 8 0.305 9 0.359 5 0.157 9
T2I 0.060 4 0.404 3 0.057 9 0.397 0 0.395 9 0.407 8 0.072 1
平均 0.064 1 0.401 1 0.061 2 0.360 9 0.350 9 0.383 6 0.110 5

XMedia-CNN+SIF (VGG19+SIF)
I2T 0.048 6 0.513 0 0.046 5 0.526 9 0.676 8 0.706 8 0.553 4
T2I 0.046 4 0.528 8 0.046 5 0.530 9 0.666 3 0.683 6 0.502 6
平均 0.047 5 0.520 9 0.046 5 0.528 9 0.671 6 0.695 2 0.528 0
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 4.4   结果分析

(1)特征提取方法影响

对图像特征, 通过对比表 1–表 3 这 3 个数据集中每个方法在低层视觉特征和深度视觉特征上的精确度可以

发现, 对除了 CCA以外的所有方法来说, 引入通过预训练模型提取的视觉特征可以极大提高方法的精确度, 最高

提高的 MAP 值达 0.6. 获得提升的方法中既有基于深度学习的方法, 也有非深度学习方法. 而 CCA 方法的 MAP
值却反而下降了, 原因可能是由于深度视觉特征维度太高 (4 096维)且十分稀疏, CCA寻找其中的线性相关性太

过困难.
对文本特征, 在同样使用 CNN 深度视觉特征的条件下, 同低层 BoW 文本特征相比, 大部分方法在使用了

SIF文本特征后精确度都得到了显著提高. 但是在不同的数据集上, SIF特征的表现并不相同. 例如在Wikipedia数
据集上, SIF特征带来的提升明显低于其他两个数据集, 这是由于该数据集的文本是篇章级的, 而 SIF特征主要用

于句子的表示. 此外, BoW方法在WikiPedia数据集上效果优于 Pascal, 这是因为 BoW方法本质是基于统计的方

法, 对样本数量有一定要求, Pascal中描述文本均为较短的句子, 词袋模型在这种情况下表征能力不如其在文本更

长的Wikipedia上强.
通过对不同图像和文本特征提取方法的对比和分析我们可以得出结论: 特征提取的能力将影响跨模态方法的

最终效果.
(2)跨模态映射函数影响

在 ACMR 和 CDPAE 等方法中通过 tanh 非线性变换实现特征空间到公共表征空间的映射, 而 JRL、CMCP
等则使用线性变换作为跨模态映射函数, 通过实验可以看出, 在同样的特征表示前提下, 非线性变换相对于线性变

换没有明显的优势. 其原因在于, 当语义嵌入部分能够较好地提升单模态表征的语义层次时, 不同模态之间的关联

变得更为清晰, 理想的条件下甚至是简单的线性相关.
(3)损失函数和优化方法影响

跨模态相似性连接的优化目标包含模态内损失和模态间损失, 二者并非一致, 因此如何进行优化也是重要的

问题. 大部分方法通过权重来平衡二者, 而 ACMR方法使用了对抗学习中的MinMax优化策略对其进行求解, 通
过观察实验结果可以发现, 尽管提升较为有限, 但对抗式的优化方式对于跨模态相似性连接精确度的提高是有意

义的.
(4)数据集影响

对 3种数据集原始数据进行分析: Wikipedia数据集文本量丰富但部分数据文本-图像相关性隐藏较深, 例如

对 1666 年伦敦大火的描述文本, 其对应图片为通过回忆描述了这场大火的作家约翰·伊夫林的肖像; Pascal 数据

集中文本是对图像的直接描述, 每张图片用一句话从不同角度描述 5次, 相关性较强但长度短. XMedia数据集中

文本源于 Wikipedia 数据集而图像源于 Flickr 数据集, 经筛选后其图像和文本关联性更强更明显, 同时保留了

Wikipedia数据集文本量丰富的特点.
通过相同方法在不同数据集上的对比可以发现, 不同数据集对跨模态方法最终结果也存在影响. CCA 在

Wikipedia数据集上表现优于 Pascal数据集, 由于图像模态往往不会存在太大差异且跨模态数据集均经由人工构

建, 数据分布平衡性有一定保障, 因此原因应在于文本模态. 如前文中所述, Wikipedia 中的文本模态是篇章级而

Pascal中文本模态为句子级, CCA本身所用文本特征提取方法 LDA是典型 BoW模型, 其目的是给出一篇文档主

题的概率分布, 因而 CCA对长文本的效果要优于短文本. 大多数方法在 XMedia数据集表现均优于Wikipedia数
据集和 Pascal数据集, 其原因是 XMedia文本和图像之间显示相关性更强, 同时文本量充足, 文本特征提取方法能

够提取出更优秀的特征供后续跨模态方法使用.
通过整体对比分析发现, ACMR在Wikipedia和 XMedia数据集上表现较其他方法更好, 这是由于 ACMR通

过对抗学习优化共同子空间中表征的模态不变性, 使得其能够更充分地利用数据对自身进行训练. 而 HSNN 在

Pascal上表现较其他方法更好, 这可能由于 HSNN通过计算不同模态实体是否属于同一语义分类以进行跨模态检
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索, Pascal数据集中文本描述“短而精”的特点刚好适合 HSNN进行处理.
通过以上 4个方面的分析可以发现跨模态实体分辨近年来的进展主要受益于以下 3个方面: (1)机器视觉和

自然语言处理领域技术的单点突破提供了图像和文本数据良好特征表示; (2)基于合理的假设对单个模态的特征

进行高层次抽象的思路, 即使在引入深度神经网络后, 仍然具有意义; (3)对抗式的优化方法为同时优化模态内损

失和模态间损失提供了新的思路. 此外数据集中数据分布会影响跨模态方法最终结果, 模态间显示关联越强, 数据

越充足, 则跨模态方法效果越好, 同时不同方法最适合数据集也存在不同.

 5   存在的问题与未来展望

跨模态实体分辨发展至今, 相较于最开始提出时已有长足进步, 取得了诸多瞩目的成果. 但目前研究成熟度尚

有不足, 仍存在较大的进步空间. 同时, 随着跨领域等问题的出现, 也在给跨模态实体分辨技术提出新的挑战. 本章

总结了一些尚待解决的问题, 可作为未来研究的方向指引.
(1)弥合异构鸿沟仍具挑战性. 异构鸿沟是跨模态方法所面临的主要问题之一, 如何弥合异构鸿沟一直是研究

的主要方向. 尽管研究人员已在其上取得了令人瞩目的成就, 异构鸿沟仍然横亘在人们面前, 阻碍着跨模态技术的

发展. 如何更有效地解决异构鸿沟带来的问题, 将继续作为研究重点方向为研究人员所关注.
(2)与上游领域最新进展结合不足. 近年来, 基于 Transformer的 BERT模型及其变体在文本特征提取上大放

异彩, 同时 Transformer在计算机视觉方向也逐渐崭露头角, 而跨模态研究对这些上游领域的最新的方法应用却不

甚积极. 本文第 4节通过实验证明, 特征提取方法能够对跨模态实体分辨性能产生重要影响, 因此将具有强大特征

提取能力的 Transformer应用至跨模态研究中将是未来的可能方向之一.
(3) 专业领域应用研究方兴未艾. 目前图像-文本跨模态方法多关注于自然图片与对应文本描述, 对专业领域

的研究刚刚兴起. 如医疗领域, 目前多用跨模态技术提高医学图像分割方法性能, 且方法多集中于同为视觉模态的

不同诊断器材所产生的结果上. 若能更好地将跨模态技术应用于医疗与工业生产等领域之中, 将有效推动社会向

前发展.
(4)实际场景与训练场景存在差异. 例如跨模态技术一大应用领域为社交媒体, 社交媒体的用户每时每刻都在

上传海量多模态数据, 对这些多模态数据的应用一直是领域研究热点. 但是由于用户描述、拍摄等能力参差不齐,
添加的图片描述标签可能并不完整. 而跨模态技术往往假定所面对数据完备且充足, 这对跨模态技术在社交平台

的应用造成了限制. 如何解决训练场景和实际场景之间差异性所带来的问题将成为未来的重点方向.
(5)许多模态数据噪声较多. 由于摄像头与话筒等采集设备技术限制, 以及采集场景不理想等原因, 所采集的

模态数据往往存在噪音, 这将对信息的提取造成影响. 如何提高面对噪声时的鲁棒性, 现有研究已取得一定成果,
未来亦会有更多研究关注此方向.

(6)视觉模态无关内容多. 视觉模态中会包含丰富的实体与信息, 但所关注的重点内容往往只有其中几项, 其
余非重点内容在某些情况甚至会成为干扰. 例如, 一张关于烹饪人员正在切菜的图片及其对应文本描述, 如果视觉

模态方法错误地认为图片中出现的其他厨具内容为重点, 将导致跨模态方法性能降低甚至失效. 未来研究需关注

如何在语义层面解决无关信息的干扰问题.
(7)数据集匮乏. 数据集匮乏体现在两个方面, 专业领域数据集匮乏与一般领域大规模数据集匮乏. 专业领域

跨模态研究如医疗, 所用数据集往往为研究人员于医疗机构采集所得, 而匮乏联合的数据集, 可能导致数据具有地

方差异, 进而影响算法的效果. 一般领域所用数据集如Wiki, 所含文档近 3 000条, 不充分不平衡的数据难以充分

发挥出深度神经网络的真正优势. 以迁移学习为代表的研究关注于如何利用好现有数据, 取得了不错的成果 [143],
但大规模数据集的匮乏问题仍亟待解决.

(8) 在物联网领域应用不足. 5G 与物联网技术将大量各类型传感器连接起来, 实现实时上传, 带来规模更大,
范围更广泛的多模态数据. 如果能够将跨模态技术引入, 将极大提高生产生活便利性, 提高效率. 然而, 由于物联网

传感器广泛分布所带来的在利用数据时可能对人隐私造成侵害等问题, 跨模态技术在物联网上的发展尚未完全兴
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起. 未来, 如何解决隐私等问题, 将跨模态技术与物联网相结合应成为一个需要关注的方向.

 6   结束语

日益丰富的文本、图像、音频、视频等多媒体数据, 使广大用户面临跨模态数据应用需求, 跨模态数据实体

分辨是大数据处理和分析面临的基础性问题之一. 本文从关系型数据实体分辨入手, 对跨模态实体分辨问题的研

究进展进行回顾, 首先介绍了问题的定义、评价指标; 然后, 以模态内关系的保持和模态间关系的建立为主线, 对
现有研究进行总结和梳理; 并且, 在多个公开数据集上对主流方法关于不同图像、文本特征提取方法进行对比实

验, 并对其间差异的原因进行了分析; 最后, 总结当前研究尚存在的问题, 并基于此给出未来可能的研究方向.
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