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摘  要: 基数估计和代价估计可以引导执行计划的选择, 估计准确性对查询优化器至关重要. 然而, 传统数据库

的代价和基数估计技术无法提供准确的估计, 因为现有技术没有考虑多个表之间的相关性. 将人工智能技术应用

于数据库(artificial intelligence for databases, AI4DB)近期得到广泛关注, 研究结果表明, 基于学习的估计方法优于

传统方法. 然而, 现有基于学习的方法仍然存在不足: 首先, 大部分的方法只能估计基数, 但忽略了代价估计; 其
次, 这些方法只能处理一些简单的查询语句, 对于多表查询、嵌套查询等复杂查询则无能为力; 同时, 对字符串

类型的值也很难处理. 为了解决上述问题, 提出了一种基于树型门控循环单元, Tree-GRU (tree-gated recurrent unit)
的基数和代价估计方法, 可以同时对基数和代价进行估计. 此外, 采用了有效的特征提取和编码技术, 在特征提

取中兼顾查询和执行计划, 将特征嵌入到Tree-GRU中. 对于字符串类型的值, 使用神经网络自动提取子串与整串

的关系, 并进行字符串嵌入, 从而使具有稀疏性的字符串变得容易被估计器处理. 在 JOB、Synthetic 等数据集上进

行了大量实验, 实验结果表明, 所提模型的各方面性能优于主流算法. 
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Abstract: Cardinality estimation and cost estimation can guide the selection of execution plan, and cardinality accuracy is very important 
for query optimizer. However, the cost and cardinality estimation techniques in traditional databases cannot provide accurate estimations 
because they do not consider the correlation across multiple tables. Recently, the application of artificial intelligence technology to 
databases (artificial intelligence for databases, AI4DB) has attracted wide attention, and the results show that the learning-based 
estimation method is superior to the traditional methods. However, the existing learning-based methods have some drawbacks. Firstly, 
most methods can only estimate the cardinality, but ignore the cost estimation. Secondly, these methods can only deal with some simple 
query statements, while do not work for complex queries, such as multi-table query and nested query. At the same time, it is also difficult 
for them to deal with string type of values. In order to solve the above problems, a novel method of estimating the cardinality and cost 
based on Tree-GRU (tree-gated recurrent unit), which can estimate the cardinality as well as the cost. In addition, an effective feature 
extraction and coding technology is applied, both query and execution plan are considered in feature extraction. These features are 
embedded into Tree-GRU. For the value of string type, the neural network is used to automatically extract the relationship between the 
substring and the whole string, embedding the string, so that the sparse string can be easily processed by the estimator. Extensive 
experiments were conducted on the JOB and Synthetic datasets and the results show that the performance of the proposed model 
outperforms the state-of-the-art algorithms in all aspects. 
Key words: AI4DB; cardinality estimation; cost estimation; query optimizer; Tree-GRU; execution plan 

大数据时代, 一个性能优良、功能强大、高效的数据库系统能给我们带来巨大便利. 当数据量猛增和业

务需求变复杂时, 如果用户对数据库发起查询操作, SQL 语句一般会涉及多表连接以及嵌套查询等复杂语句

和操作. 这时, 如果应用开发人员编写的 SQL 语句不佳, 那么传统查询优化器可能不会优化得较好. 随着人

工智能的发展, 将神经网络应用到查询优化器是当前的研究热点, 目的在于利用神经网络全方位、多角度学

习数据与数据之间、数据与 SQL 之间以及 SQL 与数据库之间的关系, 从而使优化器更加精确, 最终实现无需

要求数据库管理员或应用开发人员编写高性能 SQL 语句. 查询优化器将查询转换为执行计划, 并具有最佳的

估计性能. 为了能够在不同的执行计划备选方案中进行选择, 查询优化器必须对中间结果大小有准确的估计. 
然而, 传统数据库中的优化器产生的执行计划并不好, 因为无法对基数和代价进行准确的估计. 在基数/代价

估计中, 最大的挑战是获得多表之间的相关性[1,2]. 近期, 数据库专家尝试使用机器学习模型去解决上述问题. 
目前较为先进的估计模型是 MSCN (multi-set convolutional network)[3]和端到端的代价估计器[4]. MSCN 具有以

下局限性: 该模型只能估计基数, 忽略了对代价的估计; 该模型使用平均池化的方法去处理查询语句中的所

有结构, 但对于复杂的谓词并未考虑, 只能处理一些简单的数值型查询; 该模型只考虑了查询语句本身, 但
并未考虑与估计结果息息相关的执行计划. 端到端的代价估计器虽然解决了 MSCN 的局限性, 但它本身也带

来了一些新的问题. 比如, 对于字符串类型的值, 需要使用 skip-gram 模型[5]进行词嵌入, 但使用这种方法需

要提前规定子串的提取规则; 对于估计器本身, 由于使用了树型结构的长短期记忆细胞(Tree-LSTM[6]), 训练

的速度非常的慢. 
本文研究遇到的主要挑战包括: 1) 获取不同表、不同列之间的关系十分困难; 2) 现有的技术很少同时兼

顾基数/代价估计; 3) 字符串类型的值较为稀疏, 很难处理; 4) 业务需求复杂且不同, SQL 包含复杂谓词, 难
以处理; 5)现有的基于学习的技术的训练虽然速度快, 但只局限于处理简单 SQL, 有的能够处理复杂 SQL, 但
训练速度非常慢. 

针对上述挑战性问题, 亟需提出一种新型的基数与代价估计器. 本文的贡献如下: 
1) 对查询所涉及的表/列进行采样, 可以使所提模型更好地学习数据分布, 并且所提模型可以很好地

学习表与表、列与列之间的高维特征关系, 进而使获取不同表/列之间的关系不再困难; 
2) 所提模型的训练数据包含执行计划以及所对应的真实基数和真实代价, 可以同时输出估计的基数
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和估计的代价, 所提模型可以很好地学习执行计划与基数和代价之间的高维关系, 进而给出精确的

估计; 
3) 对于字符串类型, 较为稀疏, 很难处理, 所提模型使用一种词嵌入方法去学习字符串中子串与原串

的关系, 可以在一定程度上对未出现过的字符串给出合理的向量表示; 
4) 所提模型根据复杂而不同的业务需求, 选择了一种树型结构的神经网络作为核心部分, 它完全符合

执行计划树的结构, 任何复杂的查询语句最终都转化成计划树, 所以都能被所提模型处理, 泛化性

很强; 
5) 所提模型具有很强的泛化性, 可以处理任何结构的查询, 并且考虑到训练速度, 选用了 GRU 而不是

LSTM 作为学习单元, 因为 GRU 只有两个门, 训练速度更快. 
本文第 1 节主要介绍目前已有的代表性基数估计和代价估计的技术, 包括传统方法和基于学习的方法, 

总结了各种方法的优点以及所存在的局限性. 第 2 节主要对代价和基数估计进行概述, 分别对比了传统数据

库中的代价/基数估计和基于学习的代价/基数估计, 并介绍了所提模型的基本工作原理. 第 3 节对所提模型进

行详细介绍, 包括数据生成器、特征抽取器以及 Tree-GRU 输出器. 第 4 节介绍了一种高效的字符串嵌入技术. 
第 5 节对比不同模型的实验结果并进行分析. 第 6 节总结全文, 并对未来工作进行展望. 

1   相关工作 

表 1 例举了代表性基数估计和代价估计的相关方法. 

表 1  不同基数/代价估计方法 

方法 具体分类 

传统基数估计方法 
直方图法[7] 
概率法[8] 
采样法[9] 

传统代价模型法 因子调整法 

基于学习的基数估计法

查询分类法[10] 
深度学习法[3] 
强化学习法[11] 

深度概率模型法[12]

基于学习的代价估计法 深度学习法[4,13] 

传统基数估计方法大致分为 3 类, 包括直方图法[7]、概率法[8]和采样法[9]. 直方图法会按照某一列不同值

出现数量多少, 以及出现的频率高低来绘制数据的分布情况, 以便能够指导优化器根据数据的分布做出正确

的选择. 目前, 主流的关系型数据库, 如 PostgreSQL 等使用该方法. 然而, 此方法没有考虑不同列之间的联

系, 从而导致不准确的估计. 概率法的核心思想是: 将数据库中的行映射成位图, 然后统计 0 或 1 的数量, 最
终近似地估计基数的值, 但此方法不能处理范围查询. 采样法是指利用数据样本去估计基数, 有人提出了基

于索引的采样, 该方法可以解决在多表连接时样本无效的问题, 但是这种方法过于依赖于索引, 如果用户建

立的索引不合适或者没有构建索引, 那么对最终结果的影响十分巨大. 
传统代价模型中使用的策略是给定一个数据库配置文件, 配置文件中可以配置多种代价因子, 包括 Seq_ 

page_cost、Random_page_cost、CPU_tuple_cost、CPU_index_tuple_cost 以及 CPU_operator_cost. 上述代价因

子因为涉及数据页、CPU、索引以及操作类型, 所以与查询的基数密切相关. 然而传统的代价模型需要数据库

管理员根据经验手动去调整上述代价因子, 这样消耗了大量的人力及时间. 
基于学习的基数估计是指利用机器学习、深度学习甚至强化学习等手段使数据库具有人工智能的特性, 

能自动产生准确的基数估计. Malik 等人[10]首次使用机器学习来做基数估计任务, 他们根据连接条件、谓词中

的属性等结构将查询分类. 这种方法局限性太大, 因为它并不能处理训练集中不存在的查询结构. Leis 等 
人[3]使用了一种多集卷积神经网络, 此方法性能优良、准确度高, 但是它的编码方式较为简单, 无法处理树型

结构的查询, 并且也不能处理字符串类型的值. Ortiz 等人[11]利用强化学习技术来处理查询状态, 从而进行查
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询优化. Yang 等人[12]提出一种深度概率模型去获取多个属性之间的数据分布, 但是它只关注了单表, 并未考

虑多表之间的关联. 一种基于索引的连接采样方式(index-based join sampling, IBJS)[14]能够处理多表之间的联

系, 因为它通过索引采集每张基表的样本, 但是这种方式过于依赖索引结构, 如果索引不合适甚至没有索引, 
那么性能将会降低. 这种方法的另一个限制是可能产生 0-tuple 问题, 即根据合格的样本数来推断基数, 当查

询稀疏时, 样本的位图很有可能等于 0, 则样本失效, 因此不能简单地从样本数来进行推断. 而 TGRU 通过其

树型结构神经网络强大的高维空间学习能力, 可以从执行计划中学到特定的表/列以及谓词的特征信息, 即使

位图为 0, TGRU 也能很好地学习, 并给出合理的估计值. 
基于学习的代价估计是指利用神经网络去学习查询或者执行计划与代价之间的高维特征关系. Marcus 等

人[13]提出一种基于 RNN 的代价模型, 该模型建立在传统关系数据库中的估计基数和其他统计参数的基础上. 
该模型将查询计划编码为树状结构的深层神经网络. 然而, 它不编码谓词, 依赖于关系型数据库估计的基数, 
不准确的基数估计会给代价估计带来很大的误差. Sun等人[4]提出了一种基于树结构 LSTM的端到端代价估计

器, 它学习每个子计划的表示, 并使用另一个估计层同时输出估计基数和代价. 此外, 该方法还通过词嵌入对

谓词中的关键字进行编码. 
为了能让用户使用 SQL 的门槛降低, Fan 等人[15]提出了一种用户友好的交互式 SQL 查询建议模板. Li 等

人[16]针对众包数据库系统, 提出了基于人群的查询优化方案. 当前, 机器学习技术已经开始应用于数据库领

域[17], 因为传统的人工优化方法既耗时, 又费力, 最终的效果可能也不好. 基于学习的数据库优化是数据库

领域未来研究的方向与重点, 目前已有不少的研究成果, 例如连接顺序选择[18]、节点协调[19,20]以及代价估计

器[4]等一系列成果. 

2   代价和基数估计 

代价估计的作用是估计执行计划的执行代价, 查询优化器使用估计的代价来选择最低代价的执行计划. 
基数估计是估计查询(包括子查询)结果中的元组数. 在本节中, 将对代价和基数估计的工作原理进行介绍. 

2.1   传统数据库的代价与基数估计 

传统的数据库使用数据统计的方法来估计代价和基数. 对于过滤操作, 传统数据库使用直方图来估计基

数; 对于连接操作, 以参与连接的表节点的选择性为变量, 通过经验函数估计基数. 在图 1 中, 每个节点顶部

的数字是估计基数和真实基数. 可以发现, 传统方法存在较大的误差, 而基于学习的方法可以将每个节点的

信息保存到向量中. 

传统方法 基于学习的方法

哈希连接

嵌套循环 顺序扫描

嵌套循环 索引扫描

顺序扫描 位图扫描

1(1) 345009(250)

12213(250) 5(10)

估计值(真实值)

814(147) 4(1)

基数
5(142)

代价
3211(224)

输出层

树型嵌入层

树型嵌入层 树型嵌入层

树型嵌入层 树型嵌入层

树型嵌入层 树型嵌入层

基数
142(142)

代价
3211(3216)

[0.1,0.3,...,0.8]

[0.2,0.1,...,0.4]

[0.1,0.2,...,0.2] [0.1,0.4,...,0.7]

[0.5,0.1,...,0.8] [0.1,0.1,...,0.1]

[0.1,0.3,...,0.8]

 

图 1  传统代价估计与基于学习的代价估计方法比较图 

一般来说, 利用直方图可以有效地估计叶节点的基数. 但是对于连接操作来说, 由于表之间的相关性, 将



 

 

 

乔少杰 等: 基于树型门控循环单元的基数和代价估计器 801 

 

会导致误差非常大. 与传统的代价估计方法不同, 本文提出的基于Tree-GRU的模型能够学习多个列和表之间

的相关性, 即便是最复杂的业务所需的查询, 这种表示也能准确地保留执行计划的信息. 
此外, 执行计划本身是树形结构, 并且以自底向上的方式执行. 众所周知, 一个计划的代价以及基数应该

根据它的子计划来估计. 为此, 本文设计了一个与执行计划吻合的树型结构模型, 其中每个模型可以由子模

型组成, 用这些子模型去模拟数据库优化器处理子计划的过程. 本文使用树形结构模型, 以自下而上的方式

估计计划的代价以及基数. 

2.2   基于学习的代价和基数估计 

本文提出的估计器来源于一种端到端的代价估计器[4], 如图 2 所示. 其整体框架包括 3 个组件: 数据生成

器、特征抽取器以及 Tree-GRU 输出器. 
(1) 数据生成器用于生成训练数据. 首先, 它会根据数据集中的表之间的主外键关系, 生成一张连接图, 

如图 3 所示. 图中的实线表示主外键关系(1:n), 箭头指向主键; 虚线表示外键与外键之间的关系

(n:m). 生成器利用连接图和工作负载中的谓词, 产生不同的查询. 对于第 i 个查询 qi, 生成器都会提 

取数据库优化器产生的执行计划 pi, 这个执行计划包含了真实的代价 r
icost 以及真实的基数 r

icard . 

最后, 数据生成器会生成一个三元组 T1, 包括该执行计划 pi、真实的代价 r
icost 以及真实的基数

r
icard , 记作 1 , ,r r

i i iT p cost card〈 〉 . 

(2) 特征抽取器主要提取执行计划中有用的信息, 比如操作符类型和谓词. 执行计划树的每一个节点都

被编码成特征向量, 然后由这些特征向量组成一种树型结构的张量. Tree-GRU 把树型结构的张量作

为树结构模型的输入. 其中, 简单的特征用 0-1 向量表示. 对于复杂的特征, 例如节点中的谓词特

征, 使用一个三元组 T2 来表示, 这个三元组由列名 columni、操作符 operatori 以及操作数 operandi

组成, 该三元组记作 T2:〈columni, operatori, operandi〉, 最后将该三元组转化为特征向量. 
(3) Tree-GRU 输出器用于输出最终的代价以及基数. Tree-GRU 能够学习执行计划树的各个节点的特征

信息, 然后利用这些特征信息去估计代价和基数. 该模型基于训练数据进行训练, 将更新后的参数

存储在模型中, 并为新的执行计划估计代价和基数. 
 
 
 
 
 
 

图 2  基于树型门控单元的基数/代价估计器结构图 
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图 3  IMDB 数据库的表连接关系图 
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3   基于 Tree-GRU 的代价估计器 

本节将介绍基于 Tree-GRU 的代价估计器的具体工作流程及内部结构. 首先介绍了数据生成器和字符串

谓词嵌入技术, 然后介绍了特征抽取器, 最后给出 Tree-GRU 输出器. 

3.1   数据生成器 

如图 3 所示, 以 IMDB 数据库为例, 根据每张表的主键和外键关系生成一个连接图[2], 其中, 节点表示表, 
边表示两个表之间的主外键关系. 根据连接图, 选择带有连接关系的表, 在这些连接表中加入谓词. 为了产生

谓词, 生成器生成了两种类型的表达式: 一种是数值类型表达式, 另一种是字符串类型表达式. 对于数值类

型的表达式, 在连接表中选择数值类型的列, 并在这列随机选取一个数值, 并随机在操作符集合中选择一个

操作符插入到列名与该数值之间, 该操作符集合为 operator1={“>”, “<”, “=”, “!=”}. 对于字符串类型的表达式, 
选择操作符集合 operator2={“=”, “!=”, “LIKE”, “IN”, “NOT LIKE”, “NOT IN”}, 然后在连接表的字符串类型的

列上选择一个值, 与 operator2 中的操作符做组合. 通过上述步骤, 对每一张连接表都产生了两类表达式, 然
后使用“AND/OR”将这两类表达式组合成复杂谓词. 在生成的复杂谓词前加上“SELECT * FROM TABLE_ 
NAME WHERE”, 形成了完整的 SQL 语句, 最后使用 PostgreSQL 数据库将这些语句批量执行”EXPLAIN”命
令, 并收集产生的执行计划. 

3.2   特征抽取器 

首先将查询节点编码为节点向量, 然后将节点向量转换为树状结构向量. 4 种影响基数和代价的因素分别

为: 物理查询操作 Operation、查询谓词 Predicate、元数据 Metadata 和样本数据 Sample Bitmap. 接下来讨论如

何提取上述特征并将它们编码为向量. 
(1) 执行计划的物理查询操作主要包含连接操作、扫描操作、排序操作以及合并操作. 如图 4 所示, 可以

清楚地观察到图中各节点的节点类型, 对应着上述 4 种具体的物理查询操作. 需将节点类型用 one-hot 向量表

示, 即对物理查询操作使用 one-hot 编码. 

 

图 4  执行计划树的节点信息 

(2) 对于谓词来讲, 复杂谓词通常包含了若干个原子谓词. 原子谓词即“production_year>2010” “t.id=100”
等诸如此类的过滤条件. 可以发现, 每一个原子谓词由 3 部分组成: 列名、操作符以及操作数. 对于操作符和

列名, 使用 one-hot 向量即可. 对于“AND/OR”, 将其编码为 one-hot 向量. 对于操作数, 如果它是数值类型, 那
么使用归一化技术将其映射到范围[0,1]之间; 如果它是字符串类型, 使用 fastText 模型[21]去做字符串嵌入, 具
体操作在第 3.3 节介绍. 最后, 将列名、操作符以及操作数所得的向量拼接成一个向量. 

对 于 带 有 “AND/OR” 的 复 合 谓 词 , 如 “(((production_year>2010) AND (production_year<2020)) OR 
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((production_year>2000) AND (production_year<2005))) AND (season_nr>4)”, 可以将其转换为一棵二叉树, 叶
子节点表示原子谓词, 非叶子节点为“AND/OR”, 如图 5 所示. 使用层序遍历(按照各节点右上角的数字标识), 
得到一个节点序列, 每个节点都包含一个向量, 再将这些向量拼接成一个长向量, 而这个长向量就包含了上

述谓词的所有信息. 当然, 也可以使用其他遍历方式得出节点序列. 

AND

OR season_nr>4

AND AND

production_year>2010

1

2 3

4 5

6 7 8 9

层序遍历
1, 2, 3, 4,

5, 6, 7, 8, 9

节点序列

production_year<2020 production_year>2000 production_year<2005  
图 5  复合谓词树编码 

(3) 元数据编码包括对表名、列名以及索引的编码, 我们使用 one-hot 向量对表名、列名以及索引进行编

码. 元节点向量是列向量、表向量和索引向量的拼接. 
(4) 对于样本数据的编码, 采用位图作为最终的表示方式. 对每一张表都进行采样, 满足查询节点的谓词

的样本就记为 1; 反之为 0. 通过采样的方式, 可以一定程度上对表中的数据分布进行描述. 
当处理一个查询时, 对于子计划, 先将其映射为表示向量, 再将表示向量暂时存储起来. 举个例子, 当优

化器使用动态规划算法优化 A⋈B⋈C⋈D 时(其中, A, B, C, D 表示 4 张表, ⋈表示连接), 优化器必须知道{A, B, 
C, D, A⋈B, B⋈C, A⋈C, (A⋈B)⋈C, A⋈(B⋈C), ....}的代价. 当估计(A⋈B)⋈C 时, 子计划(A⋈B)和 C 的表示向量

可以直接从内存中取出, 不需要重新计算, 这样可以节省计算资源. 对于子计划的存储, 只存储当前查询的子

计划, 当前查询执行完毕后, 释放子计划的存储空间. 

3.3   Tree-GRU输出器 

Tree-GRU 输出器由 3 层组成: 嵌入层, 表示层和估计层. 首先, 每个计划的节点特征向量是大而稀疏的, 
需要对其进行压缩, 提取出高维的特征信息, 进而, 嵌入层对每个节点嵌入向量; 其次, 表示层采用树状结构

模型, 每个节点都是一个表示模型, 树状结构与计划相吻合. 每个表示模型学习对应的子计划的向量信息. 每
个表示模型的节点学习其两个子节点的向量. 最后, 根节点向量传入估计层对代价和基数进行估计. 

(1) 嵌入层将稀疏向量压缩为稠密向量. 在第 3.2 节中得到了物理查询操作 Operation、元数据 Metadata
以及样本数据 Sample Bitmap 的 one-hot 向量, 在嵌入层中, 需要对以上 one-hot 向量进行压缩. 本文使用了多

级卷积神经网络, 用不同参数的多层感知机(multilayer perceptron, MLP)[22]压缩 one-hot 向量. 所用多层感知机

包含 4 层, 包含两层全连接层, 激活函数都使用 ReLU[23]. 而对于谓词 Predicate 向量, 由于它太复杂, 不能简

单地用多层感知机去处理. 
对于原子谓词, 可以直接使用这个向量, 因为其比较简单. 包含“AND/OR”的复合谓词所对应的向量较

长, 而且很稀疏, 使用多层感知机去处理的效果较差. 考虑一个带有两个原子谓词的复合谓词, 假如使用

“AND”语义, 可以用满足原子谓词的估计结果的最小数目来估计满足谓词的结果数目. 因此, 使用最小池化

层来合并“AND”语义的两个原子谓词. 进一步地, 考虑一个带有两个原子的复合谓词, 假如使用“OR”语义, 
可以用满足原子谓词的估计结果的最大数目来估计满足谓词的结果数目. 因此, 本文使用最大池化层来组合

“OR”语义的两个原子谓词. 图 6 显示了一个复合谓词及其嵌入模型. 对于叶节点, 使用全连接神经网络. 对
于非叶节点, 使用最大池化层表示“OR”, 最小池化层表示“AND”, 满足“AND”和“OR”的语义. 使用最小/最大
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池化不是唯一的处理节点序列的方案, 也可以使用 LSTM[24]等能够处理序列的模型. 
将节点 t 的物理操作 Operation、元数据 Metadata、谓词 Predicate 和样本数据 Sample Bitmap 分别表示为 Opet, 

Mett, Pret, Bitt, 将特征谓词的每个节点表示为 Pret, 其中, l
tPre 为其左子节点, r

tPre 为其右子节点. 嵌入的公式如 

下所示, 其中, E 是最终的嵌入向量, Wo, Wm, Wb分别是 Operation, Metadata 以及 Sample Bitmap 所对应的 MLP 权 

重, 1
pW 表示谓词全连接神经网络的权重, 2

pW 表示 Predicate 所对应的 MLP 权重, b 是偏移项. 对于谓词嵌入, 需 

要使用递归的方法从根节点开始进行嵌入, 具体参见公式(1)−公式(6): 
 E=[embed(Opet),embed(Mett),embed(Pret),embed(Bitt)] (1) 
 embed(Opet)=MLP(Wo⋅Opet+bo) (2) 
 embed(Mett)=MLP(Wm⋅Mett+bm) (3) 
 embed(Bitt)=MLP(Wb⋅Bitt+bb) (4) 

 
1 1

min( ( ), ( )),   AND
( ) max( ( ), ( )),  OR

,                                        EXPR

l r
t t t
l r

t t t t

p t p t

embed Pre embed Pre Pre
embed Pre embed Pre embed Pre Pre

W P b Pre

⎧ ′ ′ =
⎪′ ′ ′= =⎨
⎪ ⋅ + =⎩

 (5) 

 2 2( ) ( ( ) )t p t pembed Pre MLP W embed Pre b′= ⋅ +  (6) 

其中, type(Pret)表示节点的类型, 包括“AND”、“OR”和谓词表达式. 

Linear
ReLu
Linear
ReLu

Linear
ReLu
Linear
ReLu

Linear
ReLu
Linear
ReLu

Concatenate

Sample
Bitmap Metadata Operation

MIN

MAX Linear

Linear Linear

节点: 1，2，3，4，5

Linear
ReLu
Linear
ReLuEL(嵌入层最终向量)

 

图 6  嵌入层编码 

(2) 表示层主要解决信息消失和空间爆炸的问题. 通常很容易估计简单操作的代价, 例如估计单个表上

过滤谓词的代价, 但很难估计连接多个表的成本, 因为连接空间很大, 连接的元组是稀疏的. 对于计划中的叶

子节点, 是容易处理的; 但对于非叶子节点, 尤其是更高层的节点, 很难获取低层节点传入的信息. 其次, 想
要获得足够的信息量, 需要从大量的中间结果中去寻找, 进而花费大量的存储空间. 表示层旨在解决这两个

问题: 通过捕获从叶子节点到根节点的全局代价信息以及避免信息丢失. 
如图 7 所示, 每个表示层包含了一个门控单元 GRU. 这一层的所有单元都是具有相同结构和共同参数的 

神经网络, 将这些单元称为表示模型. 每个表示模型有 3 个输入: 嵌入向量 E、左孩子向量的表示向量 1
l
tH − 、

右孩子向量的表示向量 1
r
tH − . 对于叶节点, 使用零向量作为其子向量. 每个单元输出为 Ht. 与深度神经网络 

相比, GRU 细胞可以利用额外的信息通道有效地解决梯度消失以及底层节点信息丢失问题. 
与 Tree-LSTM 类似, Tree-GRU 模型是对顺序 GRU 模型的扩展[25]. Tree-GRU 和 Tree-LSTM 之间的区别是

它们如何调节单元内部的信息流. 具体来说, Tree-GRU 单元去掉了单独的存储单元, 仅使用两个门来模拟信

息收集中的重置和更新过程. 每个 Tree-GRU 单元的计算如公式(7)−公式(10)所示: 

 ( ) ( )
1 1( [ , ])r r l r

t t t tr W E U H Hσ − −= ⋅ + ⋅  (7) 
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 ( ) ( )
1 1( [ , ])z z l r

t t t tz W E U H Hσ − −= ⋅ + ⋅  (8) 

 * ( ) ( )
1 1tanh( [ , ])h h l r

t t t t t tH W E U H r H r− −= ⋅ + ⋅  (9) 

 *
1 1(1 ) ( )l r

t t t j t tH z H z H H− −= + − +  (10) 

其中, rt 是重置门, zt 是更新门. 重置门控制前一状态有多少信息被写入到当前的候选集 *
tH 上, 重置门越小, 前一

状态的信息被写入的越少. 而更新门决定更新到隐藏状态的信息. 在 Tree-GRU 中没有记忆单元, 只有 1
l
tH − 和

1
r
tH − 作为左、右子节点的隐藏状态. 

 

Hr
t-1Hl

t-1
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Ht
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σ σ×

×

×

×

+

+
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图 7  树型结构 GRU 单元结构 

(3) 估计层包含两层全连接层, 激活函数使用 ReLU 和 Sigmoid 函数, 如图 8 所示, 使用 Sigmoid 函数预测归

一化后的基数和代价. 输出层能够通过其表示向量来估计任何子计划的代价或基数. 归一化基数和代价的公式 
如下: 
 cardout=(cardi−cardmin)/(cardmax−cardmin) (11) 
 costout=(costi−costmin)/(costmax−costmin) (12) 
其中, cardout 与 costout 分别表示输出的基数和输出的代价归一化后的结果. cardi 表示第 i 个查询的基数, cardmin表

示训练集中最小的基数, cardmax 表示训练集中最大的基数. 同理, costi、costmin 与 costmax分别表示第 i 个查询的代

价、训练集中最小和最大的代价值. 通过上述公式, 将数值较大的基数和代价映射到 0−1 之间, 然后再输入到模

型中. 最后的 Sigmoid输出值是一个 0−1的概率值, 再次借助上述公式, 将这个概率值还原为基数和代价值. 对于

估计层的最后一层不继续使用 ReLU, 是因为 ReLU 函数在负半区的值恒为 0, 而正半区的取值范围(0,+∞), 取值

范围无法与公式(11)、公式(12)对应; 而 Sigmoid 函数取值范围在[0,1], 恰好能与公式(11)、公式(12)的取值范围对

应, 故而选用 Sigmoid 函数. 

Linear

ReLU

Linear

Sigmoid

Ht

Cardinality Cost

 
图 8  估计层结构 

4   字符串类型的谓词嵌入 

上一节详细描述了所提模型的数据生成方式、特征抽取方式以及模型内部结构, 但是对于谓词的处理, 依
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然很困难, 因为谓词的形式多种多样, 特别是字符串类型的谓词. 首先, 数值的分布是可以学习的, 即使有些

值没有出现在训练数据中, 因为大多数数值都在一个连续的空间中. 例如, 谓词 production_year∈[1990,2000)
可以从 production_year∈[1990,1995)和 production_year∈[1995,2000)中推断出来. 然而, 字符串值是稀疏和离

散的 , 因此很难学习其分布 . 比如 , 谓词“NOT LIKE ‘%(user_comment)%’”, 如果不知道哪些值包含模式

‘(user_comment)’, 则很难支持带有字符串值的谓词. 模糊查询所包含字段的值可能含有多个子词, 如何学习

子词与其他完整词之间的关系是一个挑战. 本节使用一种基于学习的字符串嵌入方法去学习字符串中的模

式, 进而使所提模型能够很好地支持字符串类型的谓词. 

4.1   字符串嵌入 

给定一个数据集和一个查询工作负载, 目标是对当前工作负载中使用的或将在未来工作负载中使用的所

有关键字进行编码. 因此, 不仅需要对查询工作负载中出现的普通字符串进行编码, 而且需要对字符串/子字

符串进行泛化, 并生成一些重要的规则来提取所有关键字在数据集的查询工作负载中. Sun 等人[4]提出了一种

基于规则的字符串子串提取, 用满足规则的子串去训练 skip-gram 模型来学习每个子串的表示. 这种提取子串

的方式需要人工提取规则, 而本文使用 fastText 模型去自动提取子串和整词之间的关系, 速度非常快, 将在第

4.2 节详细介绍. 

4.2   fastText训练字符串 

为了更好地对字符串进行嵌入, 本文使用 fastText 进行嵌入. fastText 的子词嵌入在 word2vec 的基础上, 
引入了子词这个因素, 从而使得词的微变形关系也能映射到嵌入空间中. 在 fastText 中, 每个词被看作是

n-gram 字母串包. 为了区分前后缀情况, “〈”与“〉”符号被加到了词的前后端. 除了词的子串外, 词本身也被包

含进了 n-gram 字母串包. 以 where 为例, 在 n=3 的情况下, 其子串分别为(〈wh)、(whe)、(her)、(ere)、(re〉)以
及其本身(〈where〉). 注意, 这里的 her 与单词〈her〉是不同的. 

本文使用负例采样的方式加速 fastText 的训练速度. 对比 skip-gram 与 fastText 经过负采样后的损失函数, 
其中, L1(skip-gram)表示某一中心词的损失函数, L2(fastText)表示某一中心词及其子词的损失函数. 其中, (⋅)表 

示 Sigmoid 激活函数, T
ou 表示中心词 vc 的周围词向量的转置, T

iu 表示第 i 个中心词 vc 的非周围词向量的转置, 

Cw 表示中心词 vc 的子词并集, zg 表示某一子词向量: 

 1
1

log ( ) log ( )
i

T T
o c i c

i
L u v u vσ σ

=
= ⋅ + − ⋅∑  (13) 

 2
1

log ( ) log ( )
W W

i
T T
o g i gg C g C

i
L u z u zσ σ

∈ ∈
=

= ⋅ + − ⋅∑ ∑ ∑  (14) 

通过公式(13)、公式(14)可以发现, skip-gram 并不能学习子词之间的关系, 而 fastText 可以学习子词之间

的关系. 在 fastText 中, 原中心词向量被替换成了中心词子向量之和, 与整词学习(skip-gram、CBOW[5]、

Glove[26])不同, 词典以外新词的词向量可以使用新词中的子词向量之和. fastText 对于一些语言十分重要, 例
如阿拉伯语、德语和俄语等 . 比如在德语中有很多复合词 , 例如乒乓球(英文为 table tennis)在德语中叫

Tischtennis. 可以通过 fastText 的子词学习进而表示两个词的相关性, 例如 tennis 和 Tischtennis. 

5   实验结果与分析 

实验中使用真实的数据集 IMDB 和 JOB[2]. 互联网电影资料库(Internet movie database, IMDB)是一个关于

电影演员、电影、电视节目、电视明星、电子游戏和电影制作的在线数据库, 该数据集收集了超过 250 万部

电影, 这些电影由 234 997 家不同的公司生产, 演员超过 400 万. 由于 IMDB 数据集的相关性和倾斜分布, 估
计 IMDB 数据集的基数和代价要比 TPC-H[27] (TPC-H 是一个决策支持基准, 它由一套面向点对点查询和并发

数据修改的业务组成, 选择的查询和数据具有广泛的行业相关性)困难得多. IMDB 数据集包括 22 个表, 表通

过主键和外键连接, 在主键和外键上建立索引. JOB 数据集基于真实 IMDB 数据集生成, 包含 113 个多表连接
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查询, JOB数据集具有多样性和真实性的特点. 实验中使用第 5.1节介绍的两种类型的查询工作负载进行测试. 

5.1   实验设置 

第 1 种工作负载(workload)类型仅包含具有数值的谓词. 使用了两个被广泛使用的工作负载: Synthetic 工

作负载是基于 IMDB 数据集生成的 SQL 语句, JOB-light 工作负载是基于 IMDB 数据集生成的 SQL 语句. 
Synthetic 包含 5 000 个查询, 每个查询含有 0−2 个连接. JOB-light 包含 70 个查询, 每个查询含有 1−4 个连接. 
利用本文设计的数据生成器, 基于 IMDB 数据集生成了 100 000 个查询, 其中, 90 000 个查询作为训练集, 
10 000 个查询作为验证集, 上述两个工作负载作为测试集. 

第 2 种工作负载类型包含带有字符串属性的复杂谓词. 基于 IMDB 的主外键连接关系图和 JOB 工作负载

中使用的谓词来生成训练数据. 生成 30 000 个单表查询, 30 000 个 0−4 个连接的查询, 30 000 个超过 5 个连接

的查询. 从 PostgreSQL 的优化器中获取这些查询的执行计划, 并使用它们来训练模型. 将生成的查询的 90%
作为训练集, 10%作为验证集, JOB 工作负载作为测试集. 

实验中选用最流行的关系数据库进行对比实验, 即 PostgreSQL v9.7.21、MySQL v5.7.19、SQL Server 2014
和 Oracle 12c. 本文也实现一些主流的模型作为比较方法: (1) IBJS[14]是基于索引的基数估计, 其查询性能依

赖于索引结构; (2) MSCN 使用多集卷积神经网络来学习 SQL 查询的基数, 但它不支持字符串谓词, 而且不支

持代价估计; (3) Tree-LSTM 估计器需要人为规定子词或子串的规则, 在业务多变的大数据场景下, 基于规则

的提取不适用了, 用神经网络自动学习规则是一种可取的方法, 但是 Tree-LSTM 有 3 个门, 训练速度相对较

慢. 下述实验的 TLSTM 表示使用基于规则的字串提取方法的 Tree-LSTM 模型, 并且使用 LSTM 处理复合谓

词节点序列. 实验使用 PyTorch[28]框架和 CUDA[29]对提出的模型进行编码. 实验硬件环境为: Intel(R) Xeon(R) 
CPU i7-6700k, 16 GB 内存, 128 GB SSD, Ubuntu 18.04 操作系统的机器上进行. 

5.2   评价指标 

实验中模型同时训练代价和基数, 损失函数可以是代价损失和基数损失的线性组合, 权重可以视为超参

数. 实验中, 在{0.001,0.01,0.1,0.2,0.5,1.0,5.0,10.0}中尝试不同的损失权重, 并通过交叉验证选择验证误差最

小的损失权重. 为了达到高质量的估计效果和加快收敛速度, 本文以归一化的真实基数/代价为目标. 损失函

数形式化定义如公式(15)所示, 公式(16)、公式(17)分别表示代价和基数 q-error(误差). 

 
1

1 ( ( ) ( ))
n

r e r e
i

L qerror cost cost qerror card card
n

ω
=

= ⋅ − + −∑  (15) 

 q-error(coste,costr)=max(coste,costr)/min(coste,costr) (16) 
 q-error(carde,cardr)=max(carde,cardr)/min(carde,cardr) (17) 
其中, L表示基数和代价相组合的损失函数, n为训练查询数, costr和 cardr分别是实际代价和基数, coste和 carde

分别表示估计的代价和基数. 图 9 展示了训练时各个模型的损失值下降情况. 
图 9 展示了 3 种基于学习的基数/代价估计器在验证集上技术损失和代价损失变化情况. 特别地, 在基数

估计中, 由于各模型经历第 1 次或前两次 epochs 训练所得到损失较大, 不利于在图中表示, 因此对基数的损

失取 log2(⋅)函数做处理, 使其映射到更小的范围里, 便于观察. 图 9(a)中的 log(TGRU)表示对 TGRU 的基数估

计损失做 log 操作, 其他两种模型同理表示. 
图 9(a)展示了模型在验证集的基数损失, 可以发现, MSCN 下降最快, 在第 10 个 epoch 就接近于 2 了, 但

此后收敛较慢. 而 TGRU 与 TLSTM 的曲线几乎重合, 损失匀速下降, 虽然在第 15 个 epoch 前下降较慢, 但之

后继续下降, 而 MSCN 几乎收敛了. TGRU 从第 29 个 epoch 之后, 损失比 TLSTM 下降得更快. 造成上述情况

的原因如下. 
1) MSCN 的编码方式比较巧妙, 恰好能用结构简单的多级卷积模型去训练, 故而前期损失下降得快. 

但在后期, 在数据集中复杂查询导致 MSCN 的损失无法再下降了. 
2) TLSTM 与 TGRU 采用树型结构模型去处理执行计划树, 这是一种新方法, 因为执行计划本身就是
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树型结构, 前期损失下降慢是因为模型结构较为复杂, 需要大量的 epoch 让模型变得更好. 
3) 由于对真实的基数损失做了 log 处理, 导致图中 TGRU 与 TLSTM 的曲线几乎重合. 实际上, TGRU

要比 TLSTM 稍好, 从第 29 个 epoch 开始, 就能明显看到 TGRU 曲线的下降趋势比 TLSTM 的大. 这
是因为 TLSTM 的每个单元含有 3 个门, 而 TGRU 只含有两个门, 并且 TGRU 含有最小/最大池化的

方案, 所以速度与精确度都均得到兼顾. 
图 9(b)展示了模型在验证集的代价损失. MSCN 从一开始就不如 TGRU 与 TLSTM 模型, 主要原因是其设

计的初衷仅仅是为了基数估计, 它并未考虑执行计划对代价的影响. TGRU 与 TLSTM 的代价损失最终收敛于

1.0 左右, 在第 10 个 epoch 之前, TGRU 的损失下降比 TLSTM 稍快. TGRU 与 TLSTM 充分考虑了执行计划对

代价估计的影响, 而 TGRU 对 TLSTM 进行了优化. 

(a) 数值类型验证集基数损失 (b) 数值类型验证集代价损失 

图 9  数值类型验证集上不同模型损失对比 

5.3   数值类型工作负载测试 

由于现有方法几乎只支持带有数值类型的谓词, 本节实验使用带有数值谓词的工作负载对不同方法进行

测试. 即模型收敛后, 在 Synthetic 和 JOB-light 工作负载下进行测试. 表 2 和表 3 中, mid, 90th, 99th, max 和

mean 分别表示不同估计器的中值、第 90 百分位数、第 99 百分位数、最大和平均 q-error 值. 加粗数字表示

每组实验中最小的误差值. 
从表 2 和表 3 可以发现, 基于学习的方法(MSCN、TLSTM、TGRU)优于传统的方法(PostgreSQL、MySQL、

Oracle). 因为传统的方法依赖于不同列之间的独立假设, 而基于学习的方法可以捕获列与表之间的相关性. 
IBJS在基数估计方面获得了最好的误差中位数. TLSTM和 TGRU在基数/代价估计的表现上优于 MSCN, 因为

树状结构模型比卷积网络可以更好地捕获查询谓词并学习它们的语义. 而 TGRU 优于 TLSTM, 因为 TLSTM
在处理复杂谓词序列中使用的是线性的 LSTM, 一旦谓词比较复杂, 就不能很好地捕获“AND/OR”等关键字的

语义. 本文所提模型使用最小/最大池化树去处理节点序列, 自然地结合语法树本身结构去处理复杂谓词. 此
外可以观察到, 在 Synthetic 上的基数/代价的误差是小于在 JOB-light 上的, 因为 Synthetic 中包含的查询比较

简单. 但是如果将模型应用于像 JOB-light 这样的带有复杂查询的工作负载上, 样本位图的偏差或 0-tuple 问题

将导致估计基数的巨大误差. 在 JOB-light 工作负载下, TLSTM 在基数估计的平均误差上比 MSCN 小 50.6%, 
在代价估计上比 MSCN 少 33.8%. 而 TGRU 在 JOB-light 基数估计的平均误差比 TLSTM 少 6.6%, 在代价估计

上少 67.6%. 在 Synthetic 工作负载上, TGRU 和 TLSTM 在基数估计的最大误差上比 MSCN 低 4 倍左右, 代价

估计上低 3 倍左右. 主要原因有以下 3 点. 
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1) 树结构模型善于表示复杂的计划和谓词. 
2) 对于复杂的查询, 树结构模型能够捕获更多的关系. 
3) MSCN 使用的代价模型难以调整. 

表 2  在数值工作负载中的基数测试误差 

方法 Synthetic JOB-light 
mid 90th 99th max mean mid 90th 99th max mean 

PostgreSQL 1.69 9.57 456 373 901 154 7.93 164 2 912 3 477 174 
MySQL 2.07 22.6 625 458 835 353 9.55 303 2 256 2 578 149 
Oracle 1.97 12.4 473 545 912 378 8.32 374 2 761 3 331 157 

SQL Server 2.15 17.4 396 512 591 384 9.03 364 2 550 3 421 151 
IBJS 1.11 10.36 299 293 290 127 1.59 157 14 309 15 775 590 

MSCN 1.19 3.32 30.51 1 322 2.95 3.85 78.4 927 1 110 57.9 
TLSTM 1.25 3.41 26.12 364 2.92 3.79 53.8 266 298 28.6 
TGRU 1.21 3.30 25.8 345 2.89 3.55 50.1 256 285 26.7 

表 3  在数值工作负载中的代价测试误差 

方法 Synthetic JOB-light 
mid 90th 99th max mean mid 90th 99th max mean 

PostgreSQL 15.1 65.1 1 200 8 040 62.7 26.8 332 2 740 3 020 173 
MySQL 4.51 37.6 451 7 250 35.3 9.47 102 1 293 2 228 84.5 
Oracle 6.72 41.4 793 6 672 56.5 12.3 157 1 366 1 825 102.1 

SQL Server 9.15 57.4 596 6 691 58.4 10.1 164 1 550 2 421 121 
MSCN 3.14 7.43 65.51 738 10.7 4.75 11.4 567 987 28.1 
TLSTM 1.59 4.49 59.7 695 4.52 3.77 33.8 445 585 18.6 
TGRU 1.54 4.39 48.2 559 4.21 1.94 12.2 104 127 6.02 

 

5.4   字符串类型工作负载测试 

本节利用 100 000 个使用多表连接的查询训练表示层和输出层. 将 90%的查询作为训练集, 余下的 10%
作为验证集. 为了研究本文提出的字符串编码技术, 在包含多表连接和复杂谓词的训练集上训练所提模型, 
并在含有 113 个查询的 JOB 工作负载上测试, 从而可以比较不同谓词嵌入技术对复杂查询估计的影响. 

可以从表 4 和表 5 得到以下结论: 传统的关系型数据库在 JOB 工作负载下对复杂查询的基数估计存在较

大的误差. 原因是使用统计或抽样方法传递到查询计划树的根节点的分布信息不准确, 传统方法将大多数查

询的基数估计为 1(真正的值从 0 到百万). 代价估计误差小于基数估计, 且基于学习的方法仍比传统方法优越. 
TLSTM基数估计的平均误差要比 PostgreSQL小 184.6倍, 代价估计的平均误差要比Oracle小 5.8倍. 而TGRU
基数估计的平均误差比 TLSTM 减少了 11.1%, 代价估计的平均误差减少了 12.4%. 因为 TGRU 模型既能学习

列之间的关系, 也能学习表之间的关系, 并使用 fastText 嵌入技术对字符串子串进行自动学习, 所以 TGRU 模

型在多表连接时表现很好. TGRU 模型带有最小/最大池化的树模型, 可以更好地表示复合谓词, 并为基数和

代价估计训练一个更健壮的模型. 在代价估计的 99th 和最大误差中, TGRU 的性能比 TLSTM 分别高 1.65 倍和

1.89 倍, 因为最小/最大池化结构训练的谓词表示对于复杂查询较为准确. 

表 4  不同方法在 JOB 工作负载中的基数测试误差 

方法 JOB 
mid 90th 95th 99th max mean 

PostgreSQL 184 8 303 34 204 106 000 670 000 10 416 
MySQL 104 28 157 213 471 1 630 689 2 487 611 60 229 
Oracle 119 55 446 179 106 697 790 927 648 34 493 

SQL Server 152 37 925 195 870 853 657 1 131 894 46 257 
TLSTM 11.7 145 236 682 934 56.4 
TGRU 10.9 87.4 201 687 827 50.1 
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表 5  不同方法在 JOB 工作负载中的代价测试误差对比 

方法 JOB 
mid 90th 95th 99th max mean 

PostgreSQL 4.90 80.8 104 3 577 4 920 105 
MySQL 7.94 691 1 014 15 68 1 943 173 
Oracle 6.63 149 246 630 1 274 55.3 

SQL Server 6.72 502 627 1 251 1 571 72.3 
TLSTM 4.38 14.5 23.7 108 135 9.5 
TGRU 4.21 13.7 16.7 65.8 71.2 8.32 

 

5.5   不同梯度下降算法在基数/代价估计时的损失比较 

TGRU模型选择了Adam[30]算法进行梯度下降, 本节对Adam和其他梯度下降算法在数值类型的验证集上

分别对基数和代价进行损失测试, 实验结果如图 10 所示. 
实验中比较选用了 Adam、RMSprop[31]和 Adagrad[32]. 在基数估计中, Adagrad 在前 6 个 epochs 上的损失

下降速度比 Adam 和 RMSprop 快; 但从第 7 个 epochs 开始, Adam 的下降趋势就超过 Adagrad 和 RMSprop 了. 
在代价估计中, Adam 从一开始就比 Adagrad 与 RMSprop 下降速度快, 且损失一直保持在较低的水平. 值得注

意的是: 在基数估计中, RMSprop 的曲线在 Adagrad 的上方; 而在代价估计中, RMSprop 的曲线在 Adagrad 的

下方. 造成上述情况的原因是: TGRU 模型对于基数估计的损失较大, 对于代价估计的损失较小, 而 Adagrad
能够根据损失值的大小自动调节梯度下降速率, 当损失越大时, Adagrad下降越快, 反之越小. 因为Adagrad优
化过程中梯度下降速率骤变, 即摆动幅度(所谓的摆动幅度就是在优化中经过更新之后参数的变化范围)较大, 
所以 Adagrad 善于处理稀疏梯度. 不过, 随着时间步的增加, 可能会导致学习率降到太小无法进行有效更新. 
而 RMSprop 解决了 Adagrad 的速率摆动幅度较大的问题, RMSProp 通过引入一个衰减系数, 让学习率每回合

都衰减一定比例, 相当于规定了一个摆动幅度范围, 所以 RMSprop 善于处理非平稳目标. 而 Adam 综合了

Adagrad 和 RMSprop 的优点, 它利用梯度的一阶矩估计和二阶矩估计动态调整每个参数的学习率. Adam 的优

点主要在于经过偏置校正后, 每一次迭代学习率都有个确定范围, 使得参数比较平稳, 对内存需求较小, 这也

是 Adam 在基数/代价估计的表现优于 Adagrad 和 RMSprop 的原因. 

 

(a) 不同梯度下降算法在基数估计时的性能 (b) 不同梯度下降算法在代价估计时的性能 

图 10  不同梯度下降算法在基数/代价估计时的损失比较 

5.6   时间性能分析 

图 11 展示了不同方法的基数和代价估计的平均预测时间. 
TGRU 预测基数所需的平均时间是 0.53ms. 在训练集和验证集中, 比较了每个模型的预测时间, 可以发

现, TGRU 比 MSCN 和传统数据库需要更多的时间, 但比 TLSTM 需要更少的时间. 训练集上, TLSTM 的预测

时间比 TGRU 高 12.7%; 验证集上, TLSTM 的预测时间比 TGRU 高 13.1%. 可以发现, 树结构能够处理复杂的
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谓词, 功能强大, 但是所需时间更长. 由于 GRU 本身比 LSTM 的结构简单, 所以 TGRU 的时间比 TLSTM 更

少. 对于代价估计来说, 所有模型所消耗的平均估计时间要比基数估计略微高一些, 因为代价估计本身比基

数估计复杂. MSCN 的代价估计平均时间最少, 因为它的结构比较简单. 而 TLSTM 与 TGRU 的代价估计平均

时间依然较大, 因为树型结构比较复杂. 

 

(a) 基数估计平均时间 (b) 代价估计平均时间 

图 11  不同估计器在训练集和验证集上的平均时间比较 

6   结论与展望 

本文提出了一种新的基于树型门控单元的代价估计器, 用于同时估计基数和代价. 将查询操作、元数据、

查询谓词和样本编码到模型中, 然后利用树型结构模型去表示整个执行计划树, 同时又使用了最小/最大池化

去处理复合谓词. 为了提高模型的泛化能力, 本文使用 fastText 技术去学习子词或子串之间的关系, 并在实际

数据集上进行了大量的实验. 实验结果表明, 所提出的基数和代价估计模型优于现有的各种方法. 未来工作

的重点是充分利用树型结构的优点, 尝试优化树型结构模型, 使其时间效率得到提升. 
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