
 

知识图谱嵌入技术研究综述
*

张天成 1,    田    雪 1,    孙相会 1,    于明鹤 2,    孙艳红 1,    于    戈 1

1(东北大学 计算机科学与工程学院, 辽宁 沈阳 110169)
2(东北大学 软件学院, 辽宁 沈阳 110169)

通信作者: 田雪, E-mail: 1901787@stu.neu.edu.cn

摘　要: 知识图谱 (KG)是一种用图模型来描述知识和建模事物之间关联关系的技术. 知识图谱嵌入 (KGE)作为一

种被广泛采用的知识表示方法, 其主要思想是将知识图谱中的实体和关系嵌入到连续的向量空间中, 用来简化操

作, 同时保留 KG 的固有结构. 可以使得多种下游任务受益, 例如 KG 补全和关系提取等. 首先对现有的知识图谱

嵌入技术进行全面回顾, 不仅包括使用 KG 中观察到的事实进行嵌入的技术, 还包括添加时间维度的动态 KG 嵌

入方法, 以及融合多源信息的 KG 嵌入技术. 对相关模型从实体嵌入、关系嵌入、评分函数等方面进行分析、对

比与总结. 然后简要介绍 KG嵌入技术在下游任务中的典型应用, 包括问答系统、推荐系统和关系提取等. 最后阐

述知识图谱嵌入面临的挑战, 对未来的研究方向进行展望.
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Abstract:  Knowledge  graph  (KG)  is  a  kind  of  technology  that  uses  graph  model  to  describe  the  relationship  between  knowledge  and
modeling  things.  Knowledge  graph  embedding  (KGE),  as  a  widely  adopted  knowledge  representation  method,  its  main  idea  is  to  embed
entities  and  relationships  in  a  knowledge  graph  into  a  continuous  vector  space,  which  is  used  to  simplify  operations  while  preserving  the
intrinsic  structure  of  the  KG.  It  can  benefit  a  variety  of  downstream  tasks,  such  as  KG  completion,  relation  extraction,  etc.  Firstly,  the
existing  knowledge  graph  embedding  technologies  are  comprehensively  reviewed,  including  not  only  techniques  using  the  facts  observed  in
KG  for  embedding,  but  also  dynamic  KG  embedding  methods  that  add  time  dimensions,  as  well  as  KG  embedding  technologies  that
integrate  multi-source  information.  The  relevant  models  are  analyzed,  compared  and  summarized  from  the  perspectives  of  entity
embedding,  relation  embedding  and  scoring  functions.  Then,  typical  applications  of  KG  embedding  technologies  in  downstream  tasks  are
briefly  introduced,  including  question  answering  systems,  recommendation  systems  and  relationship  extraction.  Finally,  the  challenges  of
knowledge graph embedding are expounded, and the future research directions are prospected.
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知识图谱 (knowledge graph, KG)作为人工智能的一个分支, 引起了学术界和工业界的广泛关注, 其构建与应

用也得到了迅速发展. 例如 Freebase[1], DBpedia[2], YAGO[3], NELL[4], Wikidata[5]等知识图谱已经被成功创建并应用

于许多现实世界应用, 从语义分析 [6,7]、命名实体消歧 [8,9], 到信息提取 [10,11]和问答系统 [12,13]等. 知识图谱是以现实

世界的实体为节点, 实体之间的关系为边的有向图. 在这个图中, 每个有向边连同其头实体与尾实体构成了一个三

元组, 即 (头实体, 关系, 尾实体), 表示头实体与尾实体通过关系进行连接. 尽管知识图谱在表示结构化数据方面非

常有效, 但这种三元组的基本符号性质使 KG难以操作 [14].
为了解决这个问题, 近年来提出了一个新的研究方向, 称为知识图谱嵌入 (knowledge graph embedding, KGE)

或知识表示学习 (knowledge representation learning, KRL), 旨在将 KG的组成部分 (包括实体和关系)嵌入到连续

的向量空间中, 以在简化操作的同时保留 KG 的固有结构. 与传统的表示方法相比, KGE 为 KG 中的实体和关系

提供了更加密集的表示, 降低了其应用中的计算复杂度. 此外, KGE可以通过度量实体和关系低维嵌入的相似性

来显式地捕获实体和关系之间的相似性.

尽管研究者已提出多种模型来学习 KG中的实体和关系表示, 但是目前大多数可用的技术仍然仅根据知识图

谱中观察到的事实来执行嵌入任务. 具体地说, 给定一个 KG, 首先在低维向量空间中表示实体和关系, 并为每个

三元组定义一个评分函数以衡量其在该空间中的合理性. 然后通过最大化观察到的三元组的总合理性来学习实体

和关系的嵌入. 这些学习的嵌入还可以进一步用于实现各种任务, 例如 KG 补全 [15,16], 关系提取 [10,17], 实体分

类 [18,19], 实体解析 [18,20]等. 由于在整个过程中仅要求学习的嵌入在每个单独的事实中兼容, 因此对下游任务可能没

有足够的预测性 [21,22]. 近年来, 越来越多的研究者开始进一步考虑利用其他类型的信息, 例如实体类型 [23,24], 文本

描述 [25−28], 关系路径 [29−31], 甚至逻辑规则 [32,33]来学习更多的预测嵌入.

本文第 1节介绍相关工作调查与基本符号定义; 第 2节对仅使用 KG中观察到的事实进行嵌入的技术进行全

面回顾, 具体介绍基于距离的模型, 语义匹配模型以及最新的 KGE技术; 第 3节主要讨论了融合时间信息的动态

知识图谱嵌入技术, 详细介绍 t-TransE、Know-Evolve、HyTE、TDG2E等代表性的动态 KGE方法; 第 4节归纳

了除 KG 中观察到的事实以外的结合附加信息的 KGE 技术, 例如实体类别、文本描述、关系路径等. 第 5 节介

绍 KGE技术在下游任务中的典型应用. 第 6节对 KGE技术面临的挑战与未来研究方向进行讨论. 最后, 第 7节对

全文工作进行总结. 

1   相关调查与符号定义
 

1.1   相关调查

先前有关知识图谱的调查论文主要集中在统计关系学习 (statistical relational learning)[34], knowledge graph

refinement[35], 中文知识图谱构建 (Chinese knowledge graph construction)[36], KGE[14]或 KRL[37]. Liu等人 [37]在 2016

年详细介绍了知识表示学习 (KRL) 的基本概念和主要方法, 对知识表示学习面临的主要挑战、已有解决方案以

及未来研究方向进行了全面总结, 为后续的调查和研究奠定了坚实的基础. 近年来, Lin 等人 [37]以线性方式提出

KRL, 着重于进行定量分析. Wang等人 [14]根据评分函数对 KRL模型进行分类, 侧重于 KRL中使用的信息类型.
我们的调查研究以Wang等人 [14]的调查为基础. 与之不同的是, 本文对基于距离的模型与语义匹配模型进行

了全新角度的分类, 对主流 KGE技术进行了阐述, 同时介绍了动态知识图谱嵌入方法的最新进展, 并分析了相关

代表模型. 此外, 本文讨论了结合事实以外的其他信息的嵌入技术, 以及 KGE技术的典型应用. 最后, 总结了 KGE
技术面临的挑战, 并对其未来方向进行展望. 

1.2   符号定义

G = (E,R,S ) E = {e1,e2, . . . ,e|E|} |E|
R = {r1,r2, . . . ,r|R|} |R| S ⊆ E×R×E (h,r, t)

知识图谱嵌入旨在将 KG中的实体和关系嵌入到一个低维连续的语义空间中. 为了便于说明, 本小节定义几

种基本符号 .  首先 ,  定义知识图谱为     ,  其中    是事实集合 ,  包含    种不同实体 ;

 代表关系集合, 包含   种不同关系; 而   表示事实三元组集合, 一般格式为   , 其
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中 h 和 t 分别表示头、尾实体, r 表示它们之间的关系. 例如三元组 (BillClinton, wasPresidentOf, USA) 表示

BillClinton和 USA之间存在关系 wasPresidentOf. 表 1列出了具体的符号及其描述.
 

表 1    基本符号定义

符号 描述 符号 描述

G  知识图谱 S  事实集合

(h,r, t)  事实三元组 (h,r, t)  嵌入三元组

r ∈ R e ∈ E   ,   关系集合与实体集合 fr(h, t)  评分函数

σ(·),g(·)  非线性激活函数 Mr  映射矩阵

L  损失函数 Rd  d维实值空间

Cd  d维复数空间 Hd  d维超复数空间

Td  d维环面空间 ⊗  Hamilton乘积

◦  Hadamard乘积 Re(·)  取复数值的实部

⋆  循环相关 concat( ), [h,r]  向量/矩阵连接

ω  卷积滤波器 ∗  卷积操作

[h]i  向量h的第i项 [Mr]i, j  Mr矩阵   的第ij项
  

2   使用事实进行知识图谱嵌入

本节对仅使用事实进行知识图谱嵌入的方法采用评分函数进行划分. 评分函数用于衡量事实的合理性, 在基

于能量的学习框架中也被称为能量函数. 典型类型的评分函数分为两种: 基于距离的评分函数 (如图 1(a))与基于

相似性的评分函数 (如图 1(b)).
  

(a) 基于平移距离的 TransE 评分 (b) 基于语义相似度的 DisMult 评分

distance

fr (h,t)

r

h

t

r

h t

图 1　以 TransE[15]和 DistMult[38]为例说明基于距离和基于相似性匹配的评分函数
  

2.1   基于距离的模型

h+ r ≈ t
基于距离的模型使用基于距离的评分函数, 即通过计算实体之间的距离来衡量事实的合理性, 在这种情况下,

翻译原理   被广泛使用. 也就是说, 基于距离的模型通常由关系执行翻译后, 根据两个实体之间的距离来度

量一个事实的合理性. 本小节将基于距离的模型进一步细分为基本距离模型, 翻译模型和复杂关系建模. 

2.1.1    基本距离模型 SE

Mr,1 Mr,2

L1

● SE: 一种直观的基于距离的方法是计算实体在关系的对应空间中的投影向量之间的距离. 结构表示

(structured embedding, SE[39])中的每个实体用 d 维向量表示, SE为每个关系定义了两个投影矩阵   和   , 利用

这两个投影矩阵和   距离学习结构嵌入为:
fr (h, t) = −

∥∥∥Mr,1h−Mr,2t
∥∥∥

1
(1)

该距离表明头实体 h 与尾实体 t 在关系 r 下的语义相关度. 然而, SE模型对头、尾实体使用 2个不同的矩阵
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进行投影, 因此, SE模型的协同性较差, 无法精确刻画头、尾实体与关系之间语义联系的强弱. 

2.1.2    翻译模型

(h,r, t)

h+r ≈ t
(h,r, t)

● TransE: Mikolov等人在 2013年提出了Word2Vec词表示学习模型和工具包 [40,41], 利用该模型, Mikolov等
人发现词向量空间存在着有趣的平移不变现象. 受该现象启发, Bordes等人于 2013年提出了 TransE模型 [15], 该模

型将关系和实体表示为同一空间中的向量. 给定事实   , 关系 r 的向量 r 被解释为头实体向量 h 与尾实体向

量 t 之间的平移. 因此, 嵌入的实体 h 和 t 可以通过平移向量 r 以低误差连接, 即满足:    , 图 2(a)为该方法

的简洁表示. 对于每个三元组   , TransE定义了如下的评分函数:
fr (h, t) = −

∥∥∥h+r− t∥∥∥
1/2

(2)

h+r L1 L2即向量   与 t 的   或   距离.
● UM: 非结构模型 (unstructured model, UM[42]) 是 TransE 的简单版本, 将知识图谱视为单关系图, 并设置所

有 r=0, 则 UM的评分函数为:
fr (h, t) = −∥h− t∥22 (3)

UM通常用作其他 KGE方法的基本基准 [15,43], 但是它不能区分不同关系. 

  

实体和关系空间 实体和关系空间 实体空间

(a) TransE (b) TransH (c) TransR (其中圆圈表示实体，三角形表示对应的相似实体)

h
r

t

r的关系空间

h
t

r
t⊥

h⊥

h

t

h⊥

t

r

Mr

Mr

图 2　TransE, TransH, TransR模型的基本思想说明
 

2.1.3    复杂关系建模

TransE模型在大规模知识图谱上效果明显, 但是由于其模型简单, 导致 TransE无法对知识库中的复杂关系建

模, 这里的复杂关系定义如下. 按照知识库中关系两端连接实体的数目, 可以将关系划分为 1-1, 1-N, N-1 和 N-N
这 4 种类型, 例如 1-N 类型关系指的是一个头实体会平均对应多个尾实体. 我们将 1-N, N-1 和 N-N 称为复杂关

系. 研究发现, 各种知识获取算法在处理 4种类型关系时的性能差异较大, 例如: TransE在处理复杂关系建模时性

能降低, 这与其模型的假设有密切关系.
例如: 事实“比尔·克林顿在 1993年到 2001年间担任美国总统”可以被抽象为如下三元组:

(hi : BillClinton, ri : wasPresidentOf, ti : USA)

将另一个事实“乔治·沃克·布什在 2001年到 2009年间担任美国总统”, 表述为如下三元组:
(h j : GeorgeWalkerBush,r j : wasPresidentOf, tj : USA)

hi = h j

显然, 上述两个三元组共享相同的尾实体与关系, 而具有不同的头实体. 此时, 如果使用 TransE从以上两个三

元组学习知识表示, TransE会推导出   的错误结论. 为了解决这一问题, 近年来涌现了大量关于 TransE的扩

展模型, 接下来按照实体与关系的不同表示空间进行划分, 介绍其中的代表模型.
(1) Point-Wise空间

Point-Wise欧氏空间广泛应用于表示实体和关系, 在向量或矩阵空间中投影关系嵌入, 或者捕捉关系交互.

wr r (r ∈ Rd)

(h,r, t) t (h, t ∈ Rd) wr (wr ∈ Rd)

h⊥ t⊥

● TransH: TransH模型 [16]使得一个实体在涉及不同关系时具有分布式表示. 如图 2(b)所示, TransH将实体建

模为向量, 将每个关系 r 建模为法向量为   的关系特定超平面上的向量   . 具体来说, 对于一个三元组

 , TransH 首先将头实体向量 h 与尾实体向量   沿法线   投影到关系 r 对应的超平面上,
投影分别记为   和   , 表示如下:

h⊥ = h−w⊤r hwr t⊥ = t−w⊤r twr (4)
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(h,r, t) h⊥ + r ≈ t⊥如果三元组   成立, 即   , 假设投影在超平面上由 r 以低误差连接, 则 TransH的评分函数定义为:
fr (h, t) = −∥h⊥ + r− t⊥ ∥22 (5)

通过引入投影到关系特定超平面的机制, TransH使得每个实体在不同的关系中具有不同的表示形式.

Rd● TransR: TransE和 TransH模型假定实体和关系嵌入在同一空间   中, 但是关系和实体是完全不同的对象.
一个实体是多种属性的综合体, 而各种关系关注实体的不同属性. 因此, 某些相似的实体在实体空间中彼此接近,
而在某些特定属性上不同, 在对应的关系空间中应彼此远离. 为了解决这个问题, Lin等人 [43]提出了 TransR方法,
该方法在不同的空间 (实体空间和关系空间)中对实体和关系进行建模, 并在关系空间中进行翻译.

(h,r, t)

Mr ∈ Rk×d (h, t ∈ Rd) (r ∈ Rk)

TransR的基本思想如图 2(c)所示, 对于每个三元组   , 首先将头、尾实体向量向关系 r 空间投影, 使得原

来在实体空间中与头、尾实体相似的实体在关系 r 空间中被区分开. 具体来说, 对于每一个关系 r, TransR设置一个投

影矩阵   , 将实体   从实体空间投影到关系   空间. 利用投影矩阵, 实体的投影向量定义如下:
h⊥ =Mrh, t⊥ =Mrt (6)

Mr r其中,    是从实体空间到   的关系空间的投影矩阵. 因此, TransR的评分函数定义为:
fr (h, t) = −∥h⊥ + r− t⊥∥22 (7)

Mr

● TransD: 虽然 TransR较 TransE和 TransH具有显著的改进, 但它仍然存在一些缺陷: ① 对于关系 r, 头、尾

实体共享相同的投影矩阵   , 忽略了头、尾实体不同的类型和属性; ② 投影操作是实体与关系之间的交互过程,
因此, 投影矩阵仅由关系决定是不合理的; ③ 与 TransE和 TransH相比, 矩阵-向量乘法使 TransR模型参数急剧增

加, 因此, TransR难以应用于大规模知识图谱.

Mrh Mrt whi wti (i = 1,2,3) wr hi⊥ ti⊥

hi⊥ + r ≈ ti⊥ (i = 1,2,3)

(h,r, t) wh wt ∈ Rd wr ∈ Rk

Mrh Mrt ∈ Rk×d

为此, Ji 等人 [44]提出改进模型 TransD, 图 3 显示了其基本思想, 每个形状表示出现在关系 r 的三元组中的一

个实体对,    和   分别是 h 和 t 的投影矩阵,    ,       和   是投影向量.    和   是实体的投影向量,
满足      . TransD为每个实体和关系定义两个向量, 一个是实体/关系表示, 另一个用于构造投影

矩阵. 例如, 给定三元组   , 其向量为: h,    , t,    且 r,    , TransD模型进一步学习了 2个分别将头

实体与尾实体投影到关系空间的投影矩阵   ,    , 具体定义如下:
Mrh = wrw⊤h + Ik×d, Mrt = wrw⊤t + Ik×d (8)

  

关系空间

⊥

=

实体空间

r r

M
rhi

wrwti+

(i=1,2,3)

h1
t2
h3t1

h2

t3

h1⊥
h2⊥

h3⊥

⊥

⊥ r

r
r

t1

t2⊥
t3⊥

wrwhi+

M
rti
= I

k×d

I
k×d

图 3　TransD的简单说明
 

Mrh Mrt

(h,r, t)

显然, 这里的投影矩阵   ,    与实体和关系均有关, 并且利用两个投影向量构造投影矩阵解决了 TransR面

临的参数众多问题. 对于三元组   , TransD的评分函数定义如下:
fr (h, t) = −∥hMrh + r− tMrt ∥22 (9)

● STransE: Nguyen等人通过将两个简单的关系预测模型 SE与 TransE进行组合, 提出了一个新的嵌入模型

STransE[45], 该模型将每个实体表示为一个低维向量, 并通过两个矩阵和一个平移向量表示每个关系. 其评分函数

定义如下:
fr (h, t) =

∥∥∥Mr,1h+ r−Mr,2t
∥∥∥

1/2
(10)

STransE可以看作是 TransR模型的扩展. 它对每个关系使用两个投影矩阵, 一个用于头实体, 另一个用于尾实

体, 而不是类似 TransR对两者使用相同的矩阵.
● TranSparse: 前面介绍的工作 Trans(E, H, R和 D)都忽略了知识图谱的异质性 (异质性指知识库中一些关系

连接许多实体对, 而另一些关系则不连接)和不平衡性 (不平衡性指一个关系中头实体与尾实体的数目可能不同),
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为了处理这两个问题, Ji等人提出了 TranSparse模型 [46], 它有 TranSparse(share)与 TranSparse(separate)两个版本.

Mr (θr) ∈ Rk×d

r ∈ Rk Nr Nr∗ θmin(0 ⩽ θmin ⩽ 1)

Mr (θr) θr

为了克服异质性, TranSparse(share)模型中投影矩阵的稀疏度由关系连接的实体对数量决定, 并且关系的两侧

共享相同的投影矩阵. 具体来说, TranSparse(share) 为每个关系 r 设置了稀疏投影矩阵   和平移向量

 ,    表示关系 r 连接的实体对数量,    表示它们的最大数量,    是计算稀疏度的超参数. 则投

影矩阵   的稀疏度   定义如下:
θr = 1− (1− θmin) Nr/Nr∗ (11)

Mh
r

(
θhr

)
Mt

r
(
θtr

)
Mh

r

(
θhr

)
Mt

r
(
θtr

) ∈ Rk×d

N l
r l = h, t N l∗

r∗

N l
r

为了处理关系不平衡问题, Ji 等人提出了第二种模型 TranSparse(separate), 其中每个关系有两个不同的稀疏

投影矩阵, 分别用于头实体与尾实体, 稀疏度由关系连接的头 (尾) 实体数量确定. 具体来说, 在 TranSparse
(separate)中, 为每个关系设置两个不同的稀疏矩阵   和   , 并且   ,    其中下标 r 是关

系的索引, h, t 表示矩阵用于哪个实体 (头或尾).   (   )表示关系 r 在位置 l 处连接不同实体的数量,    表示

 中的最大数. 投影矩阵的稀疏度为:
θlr = 1− (1− θmin) N l

r/N
l∗
r∗ (12)

投影向量定义为:

h⊥ =Mh
r

(
θhr

)
h, t⊥ =Mt

r
(
θtr

)
t (13)

(h,r, t) wr● TransM: TransM[47]将每个事实三元组   与特定关系权重   相关联. 其核心思想是, 在学习 KG表示时,
不同的关系可能具有不同的重要性. 相应的评分函数定义为:

fr (h, t) = wr∥h+ r− t∥1/2 (14)

h r t ∈ Rd其中,    ,    ,    , TransM通过给复杂关系分配较低的权重, 缓解了 TransE模型对复杂关系建模的不足. 图 4直
观地显示了 TransE与 TransM在建模 1-N关系时的不同.
  

TransE TransM

tr

h

r

h

t1
t2

mtt1, t2, ..., tm

图 4　TransE和 TransM在建模 1-N关系实例时的区别
 

● TransA: Xiao等人 [48]认为 TransE及其之后的扩展模型存在两个主要问题: ① 复杂的关系总是导致复杂的

嵌入拓扑, 而球形等势超曲面的灵活性不足以表征拓扑结构. ② 损失函数过于简化, 实体和关系向量的每个维度

同等考虑, 带来大量噪声并降低了性能. 为此, Xiao等人提出了一种基于自适应和灵活度量的嵌入方法 TransA.
TransA利用绝对损失的自适应马氏距离取代相对不够灵活的欧几里德距离 [49]. 评分函数定义为:

fr (h, t) = (|h+ r− t |)⊤Mr (|h+ r− t |) (15)

(|h+ r− t|) = (|h1 + r1 − t1|, |h2 + r2 − t2|, . . . , |hn + rn − tn|) h, t,r ∈ Rd Mr ∈ Rd×d其中,    ,    ,    是与自适应度量相对应的关系特

定的对称非负权重矩阵.
TransA采用椭圆等势面代替球形等势面, 可以更好地表示由复杂关系引起的复杂嵌入拓扑. 此外, TransA可

以被视为加权转换后的特征维数, 抑制了来自无关维度的噪声.

h+ r t− r t h

● TransF: Feng 等人 [50]指出基于距离的模型采用的翻译原理太严格, 无法为复杂多样的实体和关系建模. 因
此, 提出允许灵活的翻译对复杂多样的实体和关系建模, 即: 仅约束   (或   ) 的方向与   (或   ) 的方向相同.
其评分函数定义为:

fr (h, t) = (h+ r)⊤t+h⊤ (t− r) (16)

t ∈ Rd其中, h, r,    . TransF模型遵循“灵活翻译”的原则, 因此在处理复杂关系时, 可以改善 TransE模型的缺点.
● ITransF: 虽然 STransE的性能优于 TransE, 但它更容易出现数据稀疏问题. Xie等人提出了一种新的嵌入模

型 ITransF[51], 通过稀疏注意力向量学习关系与概念之间的关联, 实现了隐藏概念的发现和统计强度的传递.
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D ∈ Rm×n×n m nITransF将所有概念投影矩阵堆叠为一个三维张量   , 其中   是预先指定的概念投影矩阵数目,    是

实体嵌入和关系嵌入的维数. ITransF的能量函数定义为:
fr (h, t) =

∥∥∥αH
r ·D ·h+ r−αT

r ·D · t
∥∥∥

l
(17)

αH
r ,α

T
r ∈ [0,1]m

∑
i
αH

r,i =
∑

i
αT

r,i = 1 m = 2 |R|其中,    , 满足   是归一化的注意力向量. 显然, 当使用   概念矩阵, 并将注意

力向量设置为不相交的 one-hot向量时, STransE可以表示为 ITransF模型的一个特例.
● TransAt: Qian等人 [52]认为人类对关系的认知遵循一种层次化规律, 并且实体之间存在类别区分, 提出链接

预测过程包含两个阶段, 在第一阶段中, 考虑通过实体的某些属性分析候选实体类别是否合理, 从合理的类别中收

集候选实体: 第二阶段, 对于那些可能的三元组组合, 关注实体的细粒度属性以区分它们与特定关系的联系. 这个

过程中除了学习嵌入之外还引入了学习关系相关候选对象与关系相关注意力两个任务. 而以往的模型 (如 TransH,
TransR, TranSparse)无法学习细粒度的注意力.

由此, Qian等人 [52]提出 TransAt模型来同时学习嵌入, 关系相关候选对象和关系相关注意力. TransAt的评分

函数定义如下:
fr (h, t) = Pr (σ (rh)h)+ r−Pr (σ (rt) t) (18)

Pr σ rh rt其中,    是仅保留与 r 有关维数的投影,    是 Sigmoid激活函数,    ,    是与关系 r 有关的两个向量.
● TransMS: TransMS模型 [53]利用非线性函数和线性偏置向量传输多向语义, 在复杂关系的链接预测任务上

取得了显著改进, 其评分函数定义为:

fr (h, t) =
∥∥∥ − tanh (t◦ r)◦h+ r− tanh (h◦ r)◦ t+α · (h◦ t)

∥∥∥
1/2

(19)

◦其中, 符号   表示 Hadamard乘积.
(2) 流形和群

流形是由集合论定义为具有邻域的点的集合的拓扑空间, Point-Wise建模是一个不适定 (从数学上讲, 不适定

的代数系统通常会使解决方案不精确且不稳定) 的代数系统, 无法在大规模知识图谱中进行精确的链接预测 [54].
为了解决这些问题, Xiao等人提出了一种基于流形的嵌入原理 (ManifoldE)[55], 该原理可被看作是一个适定的代数

系统, 它将 Point-Wise嵌入扩展为基于流形的嵌入.
(h,r, t) MF(h,r, t) ≈ D2

r给定三元组   , ManifoldE 基于流形的原理   , 当给定一个头实体和一个关系时, 尾实体位

于一个高维流形中. ManifoldE采用三元组远离流形的距离来设计评分函数:

fr (h, t) =
∥∥∥MF (h,r, t)−D2

r

∥∥∥2
(20)

Dr MF : E×L×E→ R E L R其中,    是关系特定的流形参数,    是流形函数, 其中   是实体集,    是关系集,    是实数字段.
Xiao 等人 [55]介绍了基于流形嵌入的两种设置, 即 Sphere 和 Hyperplane. 在 Sphere 设置中, 使用 reproducing

kernel Hilbert space (RKHS)表示流形函数, 即:

MF (h,r, t) = ∥φ (h)+φ (r)−φ (t) ∥2 = K (h,h)+K (t, t)+K (r,r)−2K (h, t)−2K (r, t)+2K (r,h) (21)

φ其中,    是从原始空间到 Hilbert空间的映射, K 是核函数.
另一个 Hyperplane 提出将头、尾实体嵌入两个单独超平面中, 并在它们的超平面不平行时彼此相交. 因此,

将 MF 定义为:
MF (h,r, t) = (h+ rh)⊤ (t+ rt) (22)

rh rt其中,    和   分别是头、尾实体的特定关系向量.

(+,−)

TransE模型在计算实体距离之前, 对所有的实体和关系向量进行了正则化, 这种规范化虽然避免了向量空间

的无限扩张, 但也导致了新的矛盾 [56]. 为了避免正则化带来的矛盾, TorusE模型 [56]将映射空间由普通向量空间替

换成了李群. 在 TransE的嵌入模型中, 向量空间需要满足的条件有: (1)可微的流形空间, (2)群运算   可微且

(3) 能够定义距离函数. TorusE 模型在此基础上增加了空间紧致性的条件, 克服了 TransE 的局限性, 而且可以证

明, 紧李群可以满足 TransE遵循的优化目标和正则化条件.
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Tn dL1 ,dL2 ,de L2

[h], [r], [t] ∈ Tn Rn h+ r = t Tn [h]+ [r] = [t]

Zhang 等人 [56]构架了一个紧李群   的圆环空间和圆环空间上的不同范式的距离函数   , 实体和关

系被表示为   , 类似于 TransE在   上的优化目标   , TorusE在   上构建   , 并根据

距离函数不同定义 3个对应的评分函数:
fL1 (h,r, t) = 2dL1 ([h]+ [r], [t])
fL2 (h,r, t) =

(
2dL2 ([h]+ [r], [t])

)2

feL2 (h,r, t) =
(
deL2 ([h]+ [r], [t])/2

)2
(23)

TorusE具有比 TransE更低的计算复杂度.
(3) 高斯空间

前面提出的部分模型 (例如: TransE)通过优化全局损失函数来确保 KG中正三元组分数高于负三元组. 然而,
这些模型忽略了实体和关系的 (不) 确定性. 实际上, 不同的实体和关系可能包含不同的确定性, 近几年的一些研

究考虑了它们的不确定性, 并将其建模为随机变量 [57,58].
● KG2E: 受高斯词嵌入的启发, 基于密度的嵌入模型 KG2E[57]引入了高斯分布来处理实体和关系的 (不)确定

性. 具体来说, KG2E将实体和关系嵌入到多维高斯分布, 每个实体和关系都由具有均值向量和协方差矩阵的高斯

分布表示, 即:
h ∼ N (uh,Σh) , t ∼ N (ut,Σt) ,r ∼ N (ur,Σr) (24)

uh,ut,ur ∈ Rd Σh,Σt,Σr ∈ Rd×d其中,    是高斯分布的均值向量, 表示实体或关系在语义空间中的中心位置.   是协方差矩

阵, 表示该实体或关系的不确定度.

h− t
借用基于翻译的方法 [15,16,43]中的概念, He等人 [57]认为从头实体到尾实体的转换结果类似于正三元组中的关

系, 并使用公式   来表示, 它对应于概率分布:
Pe ∼ N (uh −ut,Σh +Σt) (25)

KG2E考虑了 2种计算相似度的方法: KL散度和期望似然. KL散度是一种不对称相似度, 评分函数定义如下:

fr (h, t) =
∫

x∈Rke

N (x;ur,Σr) log
N (x;ue,Σe)
N (x;ur,Σr)

dx (26)

期望似然是一种对称相似度, 评分函数定义如下:

fr (h, t) = log
∫

x∈Rke

N (x;ue,Σe) N (x;ur,Σr)dx (27)

● TransG: Xiao等人 [58]指出了 KGE中的新问题——多重关系语义, 即 KG中的一个关系可能具有与对应三

元组关联的实体对所揭示的多种含义. TransG是知识图谱嵌入的第一个生成模型, 用以解决多重关系语义问题.
TransG模型与传统模型的对比如图 5所示, 图 5(a)为传统模型示例, 由于关系 r 所有语义均被视为是相同的,

因此现有的基于翻译的模型不能区分有效的三元组和不正确的三元组. 图 5(b) 表明, 通过考虑关系的多重语义,
TransG模型可以将有效与无效的三元组区分开.
  

(a) 传统模型 (b) TransG

lh lh
lr

lr

lr

lt1
lt1
lt2

lt3

lt2

lt3

lt4 lt4
lt5 lt5

图 5　传统模型与 TransG模型比较, 其中三角形表示正确的尾实体, 圆形表示错误的尾实体
 

具体来说, TransG提出使用贝叶斯非参数无限混合嵌入 [59]考虑关系的多重语义含义. 对于每个实体, TransG
假定实体嵌入向量服从正态分布, 即:

h ∼ N
(
uh,σ

2
hI

)
, t ∼ N

(
ut,σ

2
t I

)
(28)

I ∈ Rd×d uh,ut ∼ N (0,1) σh,σt其中,    表示单位矩阵,    分别表示头、尾实体的平均嵌入向量.    分别表示头尾实体分布

的方差.
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TransG认为一个关系可以具有多种语义, 应该将其表示为高斯分布的混合. 因此, 将关系嵌入向量定义为:

ri = t−h ∼ N
(
ut −uh,

(
σ2

h +σ
2
t

)
I
)

(29)

其中, ri 表示关系 r 的第 i 个语义的关系嵌入向量, TransG的评分函数定义如下:

fr (h, t) =
∑Mr

i=1
πi

r exp
(−∥h+ ri − t ∥22
σ2

h +σ
2
t

)
(30)

πi
r r i Mr r其中,    是对应于关系   的第   个语义的权重因子,    是关系   的语义分量的数量, 由 Chinese restaurant process

(CRP)从数据中自动学习 [60,61].
 

2.1.4    模型总结

本节介绍了基于距离的评分函数的代表模型, 具体划分为基本距离模型, 翻译模型, 复杂关系建模 3个小节进

行阐述. 在复杂关系建模小节中, 按照实体与关系的不同表示空间进行细分, 表 2 对基于距离的模型进行了全面

总结.
 

表 2    基于距离的模型总结

类别 模型 实体嵌入 关系嵌入 fr (h, t)评分函数 

基本距离模型 SE[39] h, t ∈ Rd  Mr,1 Mr,2 ∈ Rd×d   ,   −
∥∥∥Mr,1h−Mr,2t

∥∥∥ 

翻译模型
TransE[15] h, t ∈ Rd  r ∈ Rd  −∥h+ r− t∥1/2 

UM[42] h, t ∈ Rd  － −∥h− t∥22 

复杂关系

建模

Point-
Wise空间

TransH[16] h, t ∈ Rd  wr ∈ Rdr,   −
∥∥∥(h−w⊤r hwr)+ r− (t−w⊤r twr)

∥∥∥2
2 

TransR[43] h, t ∈ Rd  r ∈ Rk Mr ∈ Rk×d   ,   −∥Mrh+ r−Mrt∥22 

TransD[44] h, t ∈ Rd wh,wt ∈ Rd   ,   wr ∈ Rkr,   −
∥∥∥h(wrw⊤h + I)+ r− t(wrw⊤t + I)

∥∥∥2
2 

STransE[45] h, t ∈ Rd 
r ∈ Rd

Mr,1 Mr,2 ∈ Rd×d
 

   ,  
∥∥∥Mr,1h+ r−Mr,2t

∥∥∥
1/2 

TranSparse[46] h, t ∈ Rd 
r ∈ Rk Mr (θr) ∈ Rk×d

Mh
r

(
θhr

)
Mt

r
(
θtr

) ∈ Rk×d
   ,    ,

 ,  

−∥Mr (θr)h+ r−Mr (θr) t∥21/2

−
∥∥∥∥Mh

r

(
θhr

)
h+ r−Mt

r
(
θtr

)
t
∥∥∥∥2

1/2

 

TransM[47] h, t ∈ Rd  r ∈ Rd  wr∥h+ r− t∥1/2 

TransA[48] h, t ∈ Rd  r ∈ Rd Mr ∈ Rd×d   ,   (|h+ r− t|)⊤Mr (|h+ r− t|) 

TransF[50] h, t ∈ Rd  r ∈ Rd  (h+ r)⊤t+h⊤ (t− r) 

ITransF[51] h, t ∈ Rd  r ∈ Rd 
∥∥∥αH

r ·D ·h+ r−αT
r ·D · t

∥∥∥
l 

TransAt[52] h, t ∈ Rd  r ∈ Rd  Pr (σ (rh)h)+ r−Pr (σ (rt) t) 

TransMS[53] h, t ∈ Rke  r ∈ Rkr α = rkr+1 ∈ R1   ,   ∥−tanh (t◦ r)◦h+ r− tanh (h◦ r)◦ t+α · (h◦ t)∥1/2
 

流形和群
ManifoldE[55] h, t ∈ Rd  r ∈ Rd 

∥∥∥M (h,r, t)−D2
r

∥∥∥2
 

TorusE[56] [h], [t] ∈ Tn  [r] ∈ Tn  min(x,y)∈([h]+[r])×[t]∥x− y∥i 

高斯空间

KG2E[57]

h ∼ N(uh,Σh)

t ∼ N(ut ,Σt)
Σh,Σt ∈ Rd×d

  r ∼ N(ur ,Σr) ur ∈ Rd

Σr ∈ Rd×d
   ,  

∫
x∈Rke N(x;ur ,Σr) log

N(x;ue,σe)
N(x;ur ,Σr)

dx

log
∫

x∈Rke N(x;ue,Σe)N(x;ur ,
∑

r
)dx

 

TransG[58]
h ∼ N

(
uh,σ

2
hI

)
t ∼ N

(
ut ,σ

2
t I

)  ui
r ∼ N

(
ut −uh,

(
σ2

h +σ
2
t

)
I
)

r =
∑

i
πi

rui
r ∈ Rd

 

Mr∑
i=1

πi
r exp

−∥h+ ri − t∥22
σ2

h +σ
2
t
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2.2   语义匹配模型

(h⊤Mr ≈ t⊤)

语义匹配模型利用基于相似性的评分函数, 即通过语义匹配来衡量事实的合理性. 语义匹配通常采用乘法公

式   来变换表示空间中的头实体, 使其与尾实体相近. 本节根据实体和关系编码的不同模型结构来介绍

代表性的语义匹配模型. 

2.2.1    线性/双线性模型

线性/双线性模型 (虽然这里考虑的一些模型乍看起来可能不是双线性的, 但文献 [62]证明了它们与双线性模

型密切相关)通过将头实体投影到接近尾实体的表示空间中, 将关系表述为一个线性/双线性映射, 即通过应用线

性运算 (公式 (31))/双线性运算 (公式 (32))编码实体和关系的相互作用.

gr (h, t) =M⊤
r

(
h
t

)
(31)

fr (h, t) = h⊤Mrt (32)

● SME: 语义匹配能量模型 (semantic matching energy, SME)[20,42]提出寻找实体与关系之间的语义联系. 在
SME中, 实体和关系类型共享相同的表示形式, 将定义多关系图的所有符号嵌入到同一空间中 (等价于删除实体

和关系类型之间通常存在的概念差异), 并且定义了若干投影矩阵 (用来刻画实体与关系的内在联系). SME使用神

经网络架构进行语义匹配, 图 6表明了语义匹配能量函数的基本思想.
  

fr (h,t)=gu (h, t)  gv(t, r)

⊥

h(.)

gu (h, r) gv (t, r)

h

(h, r, t)

r t

(h,r) (r, t)图 6　语义匹配能量函数简单说明, 即在语义上匹配   和   的实体关系对的组合
 

(h,r, t) h,r, t ∈ Rd

gu(, ) h gu(h,r) gv(, ) t gv(t,r)

gu(h,r) gv(t,r)

如图 6 所示, SME 首先将输入三元组   的每个符号映射到其嵌入   , 然后关系嵌入 r 通过函数

 与头实体嵌入   组合, 得到   ; 并通过函数   与尾实体嵌入   组合, 得到   . 最后, 将事实的评分函

数定义为通过它们的点积匹配   和   , 即:
fr (h, t) = gu(h,r)⊤gv (t,r) (33)

SME为语义匹配的能量函数定义了线性形式、双线性形式两个版本, 定义如下:
SME线性形式: {

gu (h,r) =M1
uh+M2

ur+bu
gv (t,r) =M1

vt+M2
vr+bv

(34)

SME双线性形式:  gu (h,r) =
(
M1

uh
)
◦
(
M2

ur
)
+bu

gv (t,r) =
(
M1

vt
)
◦
(
M2

vr
)
+bv

(35)

M1
u,M2

u,M1
v ,M2

v ∈ Rd×d bu,bv ∈ Rd ◦其中,    为投影矩阵;    为偏置向量, 符号   表示 Hadamard乘积. 此外, 在文献 [19]中,

SME进一步扩展了它的双线性形式, 用三阶张量代替它的矩阵, 以提高其建模能力.
● LFM: 隐变量模型 (latent factor model, LFM)[62,63]采用关系特定双线性变换考虑实体和关系之间的相关性,
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(h,r, t)LFM为每个三元组   定义评分函数为:
fr (h, t) = h⊤Mrt (36)

Mr ∈ Rd×d其中,    是关系 r 对应的双线性变换矩阵. 它简单有效地实现了头、尾实体的分布式表示, 较以往的模型

有了很大的改进. 然而, 由于 LFM模型需要大量的参数来建模, 因此性能受到限制.
Mr● DistMult: DistMult[38]限制   为对角矩阵减少了 LFM中关系参数的数量, 产生了与 TransE模型相同数量的

关系参数. 这种简化的双线性公式具有与 TransE相同的可扩展性, 并且在链接预测任务上取得了更好的性能.

r r ∈ Rd Mr = diag (r)对于每个关系   , DistMult引入一个向量嵌入   , 并要求   , 评分函数定义为:
fr (h, t) = h⊤diag(r) t (37)

h⊤diag(r) t = t⊤diag(r)h
h⊤diag(r) t = t⊤diag(r)h

该分数仅捕获沿相同维度 h 和 t 分量之间的成对交互作用, 减少了每个关系的参数数量. 对于任何 h 和 t, 满
足   . 因此, 这种过度简化的模型只能处理对称关系, 该模型等效于 INDSCAL 张量分解 [64]

分量之间的成对交互作用, 减少了每个关系的参数数量. 对于任何 h 和 t, 满足   . 因此, 这种

过度简化的模型只能处理对称关系, 该模型等效于 INDSCAL张量分解 [64].

a◦b = a⋆b
⋆ : Rd ×Rd → Rd

● HolE: 为了捕获关系数据中的丰富交互并有效地进行计算, Nickel 等人提出了全息嵌入 (holographic
embeddings, HolE)[65]模型, 以学习整个知识图谱的成分向量空间表示. 为了将张量积的表达能力与 TransE的高效

性和简单性相结合, HolE 使用头、尾实体向量的循环相关性表示实体对, 即使用组合运算符:   , 其中

 表示循环相关:

[a⋆b] k =
∑d−1

i=0
aibk+i mod d (38)

循环相关操作可以看成是张量乘法的特殊形式, 且具有不可交换性, 衡量相关性与计算效率高的优点.
通过在语义上匹配循环相关性与关系嵌入, HolE模型的评分函数定义为:

fr (h, t) = r⊤ (h⋆ t) (39)

O(d)循环相关对成对交互作用进行压缩, 如图 7(b)所示, HolE中每个关系只需要   个参数, 比 RESCAL[18,19]更有效.
  

(b) HolE(a) RESCAL

fr (h,t) fr (h,t)

h t

r

h t

Mr

d2 d图 7　作为神经网络的 RESCAL和 HolE, RESCAL通过   个中间层表示实体对, 而 HolE只需要   个中间层
 

● ComplEx: 由于 DistMult模型过于简化, 只能处理对称关系, 复数嵌入 (complex embedding, ComplEx)[66]引
入了复数向量空间, 使用 Hermitian点积进行关系、头部和尾部三者的共轭式合成, 使其可以捕获对称和反对称关

系, 完善了 DistMult模型.
h,r, t h, t,r ∈ Cd

(h,r, t)

在 ComplEx中, 实体和关系嵌入   不再位于实值空间中, 而是位于复数空间中, 即:    , 可以更好地

对非对称关系建模. 形式上, ComplEx的事实   的评分函数定义为:

fr (h, t) = Re
(
h⊤diag (r) t

)
(40)

t t Re(·)其中,    是   的共轭,    表示取复数值的实部. 该评分函数不是对称的, 非对称关系的事实可以根据所涉及实体

的顺序得到不同的分数.
文献 [67]已经证明 ComplEx在数学上等效于 HolE, 并且 ComplEx将 HolE归类为对嵌入施加共轭对称性的

一种特殊情况. 值得注意的是, ComplEx也可以看成是 RESCAL的扩展, 它指定了实体和关系的复嵌入.
● ANALOGY: ANALOGY[68]侧重于多关系推理, 对关系数据的类比结构进行建模. ANALOGY使用与 LFM

相同的双线性形式评分函数度量事实三元组的概率, 它的评分函数定义为:
fr (h, t) = h⊤Mrt (41)
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h, t ∈ Rd Mr ∈ Rd×d其中,    是头、尾实体的向量嵌入,    是与关系相关联的线性映射, 为了建模类比结构, 它要求关系

的线性映射是正态的且相互可交换, 如下所示:{normality: MrM⊤
r =M⊤

r Mr,∀r ∈ R
commutativity: MrMr′ =Mr′Mr,∀r,r′ ∈ R

(42)

虽然 ANALOGY 将关系表示为矩阵, 但这些矩阵可以同时分块对角化为一组稀疏的对角矩阵, 并且已经证

明 DistMult, HolE和 ComplEx方法在原则上都可以被 ANALOGY归类为特殊情况.
● SimplE: CP分解 (canonical Polyadic decomposition)[69]是最早提出的张量分解方法, 该方法为每个关系学习

一个嵌入向量, 并为每个实体学习两个嵌入向量, 一个用于头实体嵌入, 另一个用于尾实体嵌入. 由于头、尾实体

嵌入的学习是独立的, 这导致了 CP方法在知识图谱补全上性能较差. SimplE[70]是基于 CP的张量分量分解方法,
解决了实体的两个嵌入向量之间的独立性问题.

(h,r, t)
(
t,r−1,h

)
(h,r, t)

SimplE可以被看成是一种可解释的且具有完全表达能力的双线性模型, 与其他模型相比, 它具有完全表达能

力, 同时冗余参数较少. 此外, 它还可以通过参数共享的方式将背景知识编码进嵌入中. SimplE 引入了关系的逆,
并且计算   和   的 CP评分的平均值, 三元组   的评分函数定义为:

fr (h, t) =
1
2

(h ◦ rt+ t ◦ r′t) (43)

◦其中, r'是关系的逆的嵌入, 符号   表示 Hadamard乘积. SimplE模型在实体预测任务中性能良好, 并且具有编码先

验知识的能力. 

2.2.2    矩阵分解模型

(h,r, t) Xh r t

Xh r t hMrt (h,r, t)

矩阵分解是获得低维向量表示的一项重要技术, 在利用矩阵分解进行知识表示学习中的一个典型模型是

RESCAL[17,18], 它是一种基于三向张量分解的新型关系学习方法. RESCAL 模型将 KG 结构的建模归结为一个张

量分解操作, 在 RESCAL中, KG中的三元组   形成一个大的张量 X, 如果三元组存在, 则   =1, 否则为 0. 张
量分解旨在将 X 分解为实体嵌入和关系嵌入, 以使   接近于   . 给定事实三元组   , 定义其评分函数为:

fr (h, t) = h⊤Mrt =
∑d−1

i=0

∑d−1

j=0
[Mr] i j · [h] i · [t] j (44)

h, t ∈ Rd [h]i [t] j Mr ∈ Rd×d

[Mr] j Mr

其中,    分别是头、尾实体的向量表示,    和   分别表示向量 h, t 的第 i, j 项.    是一个与关系相

关联的矩阵. 该分数捕获了 h 和 t 的所有分量之间的成对交互作用 (见图 7(a)),    表示矩阵   的第 ij 项. 可以

发现 RESCAL 与前面介绍的 LFM 模型相似, 主要区别在于 RESCAL 优化张量 X 中的所有值 (包括零值), 而
LFM则集中于优化 KG中的三元组.

h⊤MrtTATEC[71]模型不仅对三向交互   进行建模, 而且还建模双向交互, 例如实体与关系之间的交互. 它的评

分函数为:
fr (h, t) = h⊤Mrt+h⊤r+ t⊤r+h⊤Dt (45)

其中, D 是在所有不同关系中共享的对角矩阵.
通过引入三阶 Tucker 张量分解, TuckER[72]通过输出一个核心张量以及实体和关系的嵌入向量来学习嵌入,

它的评分函数定义为:
fr (h, t) = w×1h×2r×3t (46)

w ∈ Rde×dr×de de dr ×n其中,    是 Tucker分解得到的核心张量,    和   分别表示实体和关系的向量维数,    表示沿着第几维的

张量乘法.

(h,r, t) Yh,t,r

(h, t) P (P ∈ Rd) r (r ∈ Rd)

h (h ∈ Rd)

(r, t) P (P ∈ Rd)

除了 RESCAL 模型, 在知识图谱嵌入中还有其他的利用矩阵分解的研究工作. 文献 [17,73] 学习头尾实体对

而不是单个实体表示, 形式上, 它建立一个实体-关系矩阵 Y, 当   成立时,    为 1, 否则为 0, 利用矩阵分解

将 Y 分解为实体对   嵌入   和关系嵌入   , 事实的合理性通过 P 与 r 的内积衡量. 类似地, 文
献 [74]和文献 [75]用两个单独的向量对头实体和关系-尾实体对建模, 其中将头实体建模为向量   , 并将

关系-尾实体对   建模为另一个向量   . 然而, 这样的成对建模不能捕获成对的交互, 并且更容易受到数

据稀疏性的影响 [37]. 
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2.2.3    神经网络模型

神经网络模型旨在以实体和关系的嵌入为输入, 通过神经网络输出事实三元组的概率. 神经网络用非线性神

经激活函数和更复杂的网络结构来编码关系数据. 在最近的研究中, 用于编码语义匹配的神经网络取得了显著的

预测性能 .  具有线性/双线性块的编码模型也可以使用神经网络进行建模 ,  例如: SME 模型 (具体介绍见第

3.2.1节). 代表性的神经网络模型有MLP[76], SLM[77], NTN[77], NAM[78]等, 图 8显示了部分相关模型的神经网络体

系结构.
  

(a) MLP (b) NTN

(c) NAM (DNN) (d) NAM (RMNN)

fr  (h,t)

tanh

fr  (h,t)

tanh

...
Association

at here 
f

t

...

...

Association

at here

W

M1, M2, M3

h r t

r

Mr
M

2
rM

1
r

h t

t

W
(L)

W
(2)

W
(1)

r h

W
(L)

W
(2)

W
(1)

r h

In: a(L)

out: z(L)

In: a(2)

out: z(2)

In: a(1)

out: z(1)

In: a(L)

out: z(L)

In: a(2)

out: z(2)

In: a(1)

out: z(1)

B
(L+1)

B
(L)

B
(2)

B
(1)

图 8　MLP, NTN, NAM (DNN)和 NAM (RMNN)模型的神经网络结构
 

(h,r, t)

● MLP: 多层感知机 (multi-layer perceptron, MLP)[76]也被称为多层人工神经网络. 它将每个关系以及实体与单

个向量相关联, 使用标准的多层感知器捕获实体和关系之间的交互. MLP模型的每个三元组   的评分函数定

义如下:
fr (h, t) =w⊤ tanh(M1h+M2r+M3t) (47)

M1,M2,M3 ∈ Rd×d w ∈ Rd其中,    和   是MLP的参数.

● SLM: 单层神经网络模型 (single layer model, SLM)[77]与MLP模型相似, 它尝试通过单层MLP神经网络的

非线性操作隐式的连接实体与关系嵌入, 以减轻基本距离模型 (SE)无法协同精确刻画实体与关系的语义联系问

题. SLM模型的评分函数定义为:
fr (h, t) = r⊤ tanh

(
Mr,1h+Mr,2t

)
(48)

Mr,1,Mr,2 ∈ Rk×d其中,    是投影矩阵. 虽然 SLM模型对基本距离模型 (SE)进行了改进, 但是非线性操作是以一个更

困难的优化问题为代价, 只提供了两个实体向量之间的微弱联系.
● NTN: 张量神经网络模型 (neural tensor network, NTN)[77]利用双线性张量在不同的维度下将头、尾实体向
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(h,r, t)量联系起来, NTN模型的每个三元组   的评分函数定义如下:

fr (h, t) = r⊤tanh
(
h⊤Mr t+M1

r h+M2
r t+br

)
(49)

Mr ∈ Rd×d×k M1
r ,M2

r ∈ Rk ×d其中,    是一个三阶张量,    是与关系 r 有关的投影矩阵, 并且 r 是关系 r 的向量. 可以看

出, SLM是 NTN将张量层数设置为 0时的特殊情况, 同时它还可以看作是MLP和双线性模型的组合.
同时, 与以往的知识图谱嵌入模型不同, NTN 中的实体向量是该实体中所有单词向量的平均值. 然而, 尽管

NTN中的张量运算可以更明确地描述实体与关系之间的复杂关系语义关联, 但 NTN的高复杂性限制了其在大规

模稀疏知识图谱上的应用.
● NAM: Liu等人提出了一种基于深度神经网络的神经关联模型 (neural association model, NAM)[78], 用于人工

智能中的概率推理. 该模型利用深度神经网络中的多层非线性激活函数建模头、尾实体之间的条件概率, 文
献 [78]研究了 NAM的两种模型结构, 一个是标准的深度神经网络 (deep neural networks, DNN), 另一个采用一种

称为关系调制神经网络的结构 (relation-modulated neural nets, RMNN).
(h,r, t)

z(0) = [h;r] ∈ R2d z(0)

NAM-DNN的模型结构如图 8(c)所示. 给定事实三元组   , 首先在输入层中连接头实体与关系的嵌入向

量, 得到   , 并将   作为输入馈送到一个由 L 个整流线性隐层组成的深度神经网络, 使得:{
a(l) =W(l)z(l−1) +b(l), (l = 1, . . . ,L)
z(l) =ReLU

(
a(l)

)
, (l = 1, . . . ,L) (50)

W(l) b(l)其中,    和   分别表示第 l 层的权重矩阵和偏置.
通过利用最后一个隐层输出与尾实体嵌入计算每个三元组的 Sigmoid分数作为关联概率:

fr (h, t) = Sigmoid
(
t⊤z(L)

)
(51)

与 NAM-DNN不同, 如图 8(d)所示, NAM-RMNN将关系嵌入 r 连接到深度神经网络中的所有隐藏层, 则有:
a(l) =W(l)z(l−1) +B(l)r, (l = 1, . . . ,L) (52)

W( l ) B( l ) l其中,    和   分别表示第   层的权重矩阵和关系特定权重矩阵. 并且 NAM-RMNN 在最上层使用以下评分函

数为每个三元组计算最终得分:

fr (h, t) = Sigmoid
(
t⊤z( L ) +B( L+1 ) r

)
(53)

 

2.2.4    模型总结

本节介绍了基于相似性评分函数的语义匹配模型, 并按照对实体和关系的交互进行编码的不同模型体系结构

进行划分, 包括线性/双线性模型, 矩阵分解模型, 神经网络模型 3个部分. 表 3对语义匹配模型进行了总结. 

2.3   最新的知识图谱嵌入模型

大多数翻译模型和双线性模型是 2016年之前提出的方法, 而最近几年研究 KGE的方法众多. 本小节简要介

绍其中的主流方法, 具体划分为卷积神经网络模型, 旋转模型, 双曲几何模型和其他模型. 

2.3.1    卷积神经网络

卷积神经网络 (convolutional neural networks, CNNs)在自然语言处理领域受到广泛关注, 与全连接神经网络

相比, CNN学习非线性特征, 以非常少的参数数量捕捉复杂关系. 此外, CNN可用于学习深层表达特征. ConvE[79]

是第一个使用二维卷积层的神经链接预测模型, 其中输入实体和关系之间的交互由卷积层和全连接层建模, 图 9
显示了 ConvE模型的体系结构. 在 ConvE模型中, 实体和关系嵌入首先被重构和连接 (步骤①、②), 然后得到的

矩阵被用作卷积层的输入 (步骤③); 将得到的特征映射张量向量化并投影到 k 维空间中 (步骤④), 并与所有候选

尾实体嵌入匹配 (步骤⑤).
ConvE将头实体和关系重构成二维矩阵, 通过卷积层和全连接层建模实体和关系之间的相互作用. 然后与矩

阵 W 和尾实体进行计算, 判断当前事实三元组的可信度. 形式上, ConvE的评分函数定义如下:
fr (h, t) = σ (vec (σ ([Mh;Mr]∗ω))W) t (54)

Mh,Mr h,r ∈ Rd Mh,Mr ∈ Rdw×dh d = dwdh其中,    分别表示头实体嵌入 h 和关系嵌入 r 的二维矩阵, 如果   , 则   , 其中   ,
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vec 是将张量重构为向量的一个向量化操作.
ConvE是用于链接预测最简单的多层卷积体系结构, 可以通过多层非线性特征学习表达语义信息, 并且该模

型具有很高的参数利用率, 可以在参数分别减少了 8×和 17×的前提下, 得到与 DistMult[38]和 R-GCN[80]模型相同的

性能.
 

表 3    语义匹配模型总结

类别 模型 实体嵌入 关系嵌入 fr (h, t)评分函数 

线性/双线性模型

SME[20] h, t ∈ Rd  r ∈ Rd  gu(h,r)⊤gv (t,r) 

LFM[63] h, t ∈ Rd  ur ,vr ∈ Rp 
h⊤

d∑
i=1

αr
i uiv⊤i t 

DistMult[38] h, t ∈ Rd  r ∈ Rd  h⊤diag(r) t 

HolE[65] h, t ∈ Rd  r ∈ Rd  r⊤ (h⋆ t) 

ComplEx[66] h, t ∈ Cd  r ∈ Cd  Re
(
h⊤diag (r) t

)
 

ANALOGY[68] h, t ∈ Rd  Mr ∈ Rd×d  h⊤Mrt 

SimplE[69] h, t ∈ Rd  r,r′ ∈ Rd 
1
2

(h◦ rt+ t◦ r′t) 

矩阵分解模型

RESCAL[18] h, t ∈ Rd  Mr ∈ Rd×d  h⊤Mrt 

TATEC[71] h, t ∈ Rd  r ∈ Rd Mr ∈ Rd×d   ,   h⊤Mrt+h⊤r+ t⊤r+h⊤Dt 

TuckER[72]
h, t ∈ Rd

e  r ∈ Rd
r  w×1h×2r×3t 

神经网络模型

MLP[76] h, t ∈ Rd  r ∈ Rd  w⊤ tanh(M1h+M2r+M3t) 

SLM[77] h, t ∈ Rd  r ∈ Rk M1
r ,M2

r ∈ Rk×d   ,   r⊤ tanh
(
Mr,1h+Mr,2t

)
 

NTN[77] h, t ∈ Rd  r,br ∈ Rk Mr ∈ Rd×d×k M1
r ,M2

r ∈ Rk×d   ,      r⊤tanh
(
h⊤Mrt+M1

r h+M2
r t+br

)
 

NAM[78] h, t ∈ Rd  r ∈ Rd  Sigmoid
(
t⊤z(L) +B(L+1)r

)
 

  
0.9
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e1
rel

进行矩阵乘法

嵌入
dropout (0.2)

特征映射
dropout (0.2)

隐层
dropout (0.3)

嵌入 “图” 特征映射 投影到
嵌入维度

Logits 预测

① 连接 ② 卷积 ③ 全连接投影
④与实体矩阵 ⑤Logistic

Sigmoid

图 9　ConvE模型体系结构
 

(h,r, t)

然而, Nguyen等人 [81]认为 ConvE只考虑了头实体向量 h 或关系向量 r 中不同维度条目之间的局部关系, 没
有考虑嵌入三元组   中相同维度条目之间的全局关系, 忽略了过渡特征. 针对这个问题, Nguyen等人提出用

于知识库补全的实体和关系嵌入模型 ConvKB[81]. ConvKB采用 CNN编码实体与关系的级联, 而不需要重构, 与
捕捉局部关系的 ConvE相比, ConvKB保留了过渡特征.

τ

(h,r, t) (h,r, t) k ×3

1×3

ω τ

图 10显示了 ConvKB的计算过程 (嵌入大小 k=4, 卷积核数目   =3, 激活函数 g=ReLU). 在 ConvKB中, 每个

实体或关系都与唯一的 k 维嵌入相关联. 对于每个三元组   , 对应的 k 维嵌入三元组   表示为一个 

的输入矩阵, 将该输入矩阵馈送到卷积层, 在卷积层中使用对应   形状的不同过滤器提取嵌入三元组的相同维

度条目之间的全局关系. 这些过滤器在输入矩阵的每一行上重复操作, 以产生不同的特征映射. 设   和   分别表示
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τ = |ω| τ τ

w
(
w ∈ Rτk×1

)
(h,r, t)

过滤器的集合和过滤器的数目, 即:   , 则得到   个特征映射. 将   个特征映射连接成单个特征向量, 通过点积

计算该向量与权重向量   以给出三元组   的得分. ConvKB模型的评分函数定义如下:
fr (h, t) = concat (g ( [h,r, t]∗ω)) ·w (55)

ConvKB模型可以看作是 TransE进一步建模全局关系的扩展.
  

matrix 4×3 3 filters 1×3 得分

3 feature maps

are concatenated 

卷积

ReLU

点积

k=4

h r t

图 10　ConvKB涉及的计算过程
 

● HypER: HypER[82]利用超网络 [83]生成一维关系特定的卷积过滤器, 以实现知识图谱中不同关系之间的多任

务知识共享, 同时超网络体系结构能够在非线性表现和要学习的参数数量之间进行权衡, 因此该模型也简化了二

维 ConvE模型引入的实体和关系嵌入之间的交互. 此外, HypER模型使用超网络生成的关系特定卷积过滤器对嵌

入的头实体的每个维度进行卷积. 因此, 该模型具有更强的表达能力.
Fr

Mr de t ∈ T
HypER的可视化如图 11所示, 头实体嵌入 h 与由超网络 H 根据关系嵌入 r 创建的滤波器器   进行卷积, 将

获得的特征映射   通过权重矩阵 W 和非线性函数 f 映射到   维空间中, 并利用内积操作与每个尾实体向量 

组合, 为每个三元组提供分数, 最后应用 Sigmoid函数预测分数. HypER的关系特定评分函数定义为:

fr (h, t) = f (vec (h∗Fr)W) t = f
(
vec

(
h∗ vec−1 (rH)

)
W

)
t (56)

vec−1 f H ∈ Rdr×l f n f l f n f

r ∈ Rdr Fr = vec−1 (rH) ∈ Rl f n f Mr ∈ Rlmn f

lm = de − l f +1

其中,    表示将向量重塑为矩阵的操作, 非线性函数   为 ReLU, 超网络   , 其中   表示滤波器长度,  
为每个关系的滤波器数量. 关系嵌入   , 滤波器   . 特征映射   , 其中特征映射长

度   .
  

Convolve

0.3
0.1
0.3
0.2
0.5
0.9
0.1
0.2
0.8
0.4

f

×

⋅⋅⋅

h Mr

H

W

r
Fr T

Sigmoid

图 11　HypER模型结构的可视化
 

HypER 是第一个通过将关系特定过滤器与实体嵌入卷积以非线性地结合实体与关系嵌入的模型, 在链接预

测任务上取得了良好的性能. 

2.3.2    旋转模型

现实世界中的 KG通常是不完整的, 因此, 预测缺少的链接是知识图谱面临的一个首要问题. 为了预测缺失链

接, 从观察到的事实中找到建模和推断对称/反对称, 反转和合成模式的方法是非常重要的.
实际上, 许多现有的方法一直试图隐式或显式的建模上述关系模式, 但现有模型通常仅能捕获关系模式的一
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部分. 例如: TransE 模型将关系表示为翻译, 旨在隐式地建模反转和合成模式, 但不能对对称关系进行建模;
DistMult模型对头实体、关系和尾实体之间的三向交互进行建模, 旨在对对称模式进行建模, 但其不能有效的建

模反对称关系; ComplEx通过引入复杂的嵌入扩展 DisMult, 以更好地对反对称关系进行建模, 但它不能有效地推

断合成模式.
针对现有模型无法同时对上述 3 种模式进行建模这一问题, 受欧拉公式启发, Sun 等人提出了一种新的知识

图谱嵌入方法 RotatE[84], 该方法能够同时对反转, 对称/反对称和合成等关系模式进行建模和推理.

(h,r, t) t = h◦ r t,h,r ∈ Cd |ri| = 1 ti = hi ri

hi,ri, ti ∈ C

RotatE模型将实体和关系映射到复数向量空间, 并将每个关系定义为从头实体到尾实体的旋转. 即给定三元

组   , 期望   , 其中   是嵌入, 模长   . 因此, 对于复数空间中的每个维度, 期望:    , 其

中   .
按照上述定义, 对于每个三元组, 将 RotatE的评分函数定义如下:

fr (h, t) = ∥h◦ r− t∥ (57)

通过将每个关系定义为复数向量空间中的旋转, RotatE可以对上述 3种类型的关系模式进行建模和推理, 并
且由于 RotatE模型在时间和内存上都保持线性, 因此易于扩展到大型知识图谱. 此外, 2018年提出的 TorusE模型

可以看做是 RotatE的特例, 其中嵌入模长设置为固定值, 而 RotatE定义在整个复数空间上, 具有更强的表示能力.

H i j k Q = a+bi+ cj+dk

QuatE[85]扩展了复值空间, 引入更有表现力的超复数表示来建模实体和关系, 在提供几何解释的同时满足了对

称/反对称, 反转和合成等关系模式的建模需求. 具体来说, QuatE利用四元数嵌入表示实体和关系, 每个四元数嵌

入是超复数空间   中的一个向量, 它具有 3个虚分量   ,    ,    , 则四元数可以表示为   . QuatE的评

分函数定义为:

fr (h, t) = h⊗ r
|r| · t (58)

h,r, t ∈ Hd其中,       , 表示内积. QuatE利用四元数表示的优势, 实现了头、尾实体之间丰富且富有表现力的语义匹配.
与 RotatE只有一个旋转平面不同, QuatE具有两个旋转平面. 而且, 与欧拉角相比, 四元数可以避免万向节锁问题,
同时, 四元数也比旋转矩阵更有效且数值稳定.

除了 RotatE和 QuatE利用复数空间解决关系模式的建模外, DihEdral模型 [86]利用群论知识解决上述关系模

式问题. Xu 等人提出的 DihEdral 模型, 旨在利用二面体群表示建模知识图谱中的关系, 这是第一次尝试在 KGE
中使用有限非交换群解决关系模式问题的方法.

k (k ∈ Z+) Dk Dk Ok

Fk O(K/4)
K O(3K/4)

K F(m)
K

O(0)
K O(K/2)

K D4 O(0)
4

对于一个   边   多边形, 对应的二面体群表示为   , 其中   由 2k 个元素组成, 包括 K 个旋转操作 

和 K 个反射操作   . 需要注意的是, 当 k 可以被 4 整除时, 旋转矩阵   和   是反对称的, 反射矩阵   和

旋转矩阵   ,    是对称的,    的表示如图 12所示, 每个子图表示对左上角 (   上方)的 ACL正方形应用相

应操作后的结果, 上面一行对应旋转操作, 下面一行对应反射操作.
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D4图 12　   中的元素
 

Dk R = diag(R(1),R(2), ...,R(L))

R(l) ∈ Dk l ∈ 1,2, ...,L h ∈ R2L t ∈ R2L [h(1),h(2), ...,h(L)] [t(1), t(2), ..., t(L)]

h(1), t(1) ∈ R2 (h,r, t)

DihEdral 模型使用    中的群元素建模关系 .  关系矩阵采用块对角形式     ,  其中

 且    . 对应的嵌入向量    和    的形式分别为    和    , 其中

 . 因此, 双线性形式的三元组   的分数可以写成 L 个分量的和, 即:
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h⊤Rt =
∑L

l=1
h( l )⊤R( l )t( l ) (59)

R( l )其中, 每个分量   都是一个二面体群元素的表示矩阵. 

2.3.3    双曲几何模型

虽然嵌入方法已经在许多应用中被证明是成功的, 但它们存在一个普遍的局限性, 即对复杂模式的建模能力

本质上受到嵌入空间维数的限制. 目前还没有一种方法能够在不丢失信息的情况下计算大型图结构数据的嵌入.
Adcock等人 [87]的实证分析表明, 许多现实世界网络表现出潜在的树状结构. 为了利用这种结构性质学习更有

效的表示方法, Nickel等人 [88]提出在双曲空间 (具有常负曲率的空间)中计算嵌入, 这是因为双曲空间天然适合于

建模层次结构, 或者也可以认为, 双曲空间是树的连续版本, 相比欧式空间 (零曲率空间) 可以更准确、更简洁的

表示分层数据. Nickel等人 [88]提出了基于双曲空间 Poincare ball模型的 Poincare方法, 非常适合于基于梯度的优化.

H Bd =
{
x ∈ Rd | ∥x∥ < 1

}
∥ · ∥(

Bd,gx

)Nickel等人 [88]将符号数据嵌入到双曲空间   中, 设   是开放的 d 维单位球, 其中   表示

欧几里德范数, 双曲空间的 Poincare ball模型对应于黎曼流形   , 即:

gx =

(
2

1−∥x∥2
)2

gE (60)

x ∈ Bd gE其中,    且   表示欧几里德度量张量.
D = {(h, t)}Poincare模型能够学习符号数据的层次表示, 设   是观察到的名词对之间的上位关系集合, 然后学习

D 中所有符号嵌入, 使得相关对象在嵌入空间中接近. 则 Poincare模型的评分函数定义为:

fr (h, t) =
∑

(h,t)∈D
log

e−d(h,t)∑
t′∈N(h)

e−d(h,t′)
(61)

N (h) = {t′| (h, t′ < D)}∪ {t} h其中,    是   的负例集.

Möbius Möbius

实际上, 多关系知识图谱往往表现出多个层次结构, 为了解决这一问题, 提出了MuRP模型 [89]. MuRP相对于

Poincare 模型而言更加完善, 它是一种在双曲空间的 Poincare ball 模型中嵌入分层多关系数据的方法, 通过

 矩阵-向量乘法和   加法学习关系特定参数来转换实体嵌入.
一组实体可以在不同的关系下形成不同的层次结构, 而一个理想的嵌入模型应该同时捕获所有层次结构, 受

Word2Vec词嵌入中类比结构启发, MuRP定义了多关系图嵌入的评分函数:

fr (h, t) = −d
(
h(r), t(r)

)2
+bh +bt = −d(Rh, t+ r)2 +bh +bt (62)

d : ε×R×ε→ R+ bh,bt ∈ R h t R ∈ Rd×d

h(r) = Rh t(r) = t+ r
其中,    是距离函数,    分别表示头、尾实体   和   的标量偏差.    是对角关系矩阵.

 和   表示在应用相应的关系特定变换后的头部和尾部实体嵌入.
将该评分函数与双曲几何相结合, MuRP模型的评分函数定义为:

fr (h, t) = −dB
(
h(r)

h ,h
(r)
t

)2
+bh +bt = −dB

(
expc

0

(
R logc

0 (hh)
)
,ht⊕crh

)2
+bh +bt (63)

hh,ht ∈ Bd
c h t

rh ∈ Bd
c h(r)

h ∈ Bd
c Möbius

h(r)
t ∈ Bd

c rh ht Möbius ⊕c Möbius

其中,    分别表示头、尾实体   和   的双曲嵌入, log 表示的是对数映射, 0 表示的是庞加莱球的 0 点, c 为

参数,    是关系 r 的双曲平移向量.    是通过   矩阵-向量乘法得到的关系调整后的头实体嵌入,

而关系调整的尾实体嵌入   是通过将关系向量   与尾实体嵌入   进行   加法得到的,    表示 

加法操作.
关系矩阵是对角的, 因此MuRP的参数数量随实体和关系的数量线性增加, 使其可以用于大型知识图谱. 

2.3.4    其他模型

除了利用卷积神经网络对 KGE 进行建模的方法, 最近也有研究将胶囊网络应用于解决 KGE 问题. 例如:
CapsE模型 [90], 该模型探索了一种用于对关系三元组建模的胶囊网络. 总体来说, CapsE在 ConvKB卷积提取特征

映射后加入两个胶囊层, 在第一层中, 构造 k 个胶囊, 其中来自所有特征映射相同维度的条目被封装到一个相应的

胶囊中, 每个胶囊可以捕捉嵌入三元组中相应维度条目之间的许多特征. 这些特征被概括并输入到第二层的胶囊

中, 该胶囊产生一个向量输出, 其长度用作三元组的分数. CapsE的评分函数定义如下:
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fr (h, t) = ∥capsnet (g ( [h,r, t]∗ω)) ∥ (64)

capsnet其中,    表示胶囊网络运算. CapsE是首个考虑将胶囊网络用于知识图谱补全的方法.

h hI r rI hI rI

t

此外, CrossE模型 [91]进一步考虑了实体与关系之间的双向影响, 显式地建模交叉交互. Cross模型主要包括 4
个步骤: (1)为头实体   生成交互嵌入   ; (2)生成关系   的交互嵌入   ; (3)结合交互嵌入   ,    ; (4)比较组合嵌入

与尾实体嵌入   的相似性. CrossE的评分函数定义为:
fr (h, t) = σ

(tanh (cr ◦h+ cr ◦h◦ r+b) t⊤
)

(65)

cr ◦h = hI,cr ◦h◦ r = rI b ∈ R1×d其中,    , 且   是全局偏置向量. CrossE 模型在复杂数据集上获得的实验结果, 展示了

在 KGE中建模交叉交互的有效性. 

2.3.5    模型总结

本节归纳总结了最新的知识图谱嵌入方法, 由卷积神经网络模型, 旋转模型, 双曲几何模型和其他模型 4个部

分组成, 表 4对相关的最新知识图谱嵌入研究方法进行了总结.
 

表 4    最新的知识图谱嵌入模型总结

类别 模型 实体嵌入 关系嵌入 评分函数fr(h, t)

卷积神经网络

ConvE[79] Mh ∈ Rdw×dh t ∈ Rd     Mr ∈ Rdw×dh  σ (vec (σ ([Mh;Mr]∗ω))W) t 

ConvKB[81] h, t ∈ Rd  r ∈ Rd  concat (g ([h,r, t]∗ω))w 

HypER[82] h, t ∈ Rd  r ∈ Rdr  f
(
vec

(
h∗ vec−1 (r H)

)
W

)
t 

旋转模型

RotatE[84] h, t ∈ Cd  r ∈ Cd  ∥h◦ r− t∥ 

QuatE[85] h, t ∈ Hd  r ∈ Hd  h⊗ r
|r| · t 

DihEdral[86] h(1), t(1) ∈ R2  R(l) ∈ Dk 

L∑
l=1

h(l)⊤R(l)t(l)
 

双曲几何模型

Poincare[88] h, t ∈ Bd  －

∑
(h,t)∈D

log
e−d(h,t)∑

t′∈N(h)
e−d(h,t′)

 

MuRP[89] hh,ht ∈ Bd
c  rh ∈ Bd

c  −dB
(
expc

0

(
Rlogc

0 (hh)
)
,ht⊕crh

)2
+bh +bt 

其他模型
CapsE[90] h, t ∈ Rd  r ∈ Rdr  ∥capsnet (g ([h,r, t]∗ω))∥ 

CrossE[91] h, t ∈ Rd  r ∈ Rdr  σ
(
tanh (cr ◦h+ cr ◦h◦ r+b) t⊤

)
 

  

2.4   小　结

第 2节主要介绍了 3大类知识图谱嵌入方法, 即: 基于距离的模型, 语义匹配模型与最新的 KGE模型, 并结合

已有的研究成果对其进行了分析. 根据上述分析结果, 表 5从类别、方法、提出年份及优缺点 4方面对这几类知

识图谱嵌入方法的部分代表模型进行对比. 

3   动态知识图谱嵌入

当前 KGE 的研究主要集中于静态知识图谱, 其中事实不会随时间发生变化, 例如: TransE, TransH, TransR,
RESCAL等. 但是, 在实际应用中, 知识图谱通常是动态的, 例如 Twitter中的社交知识图, DBLP中的引文知识图

等, 其中事实随时间演变, 仅在特定时间段内有效. 以往的静态 KGE方法完全忽略了时间信息, 这使得静态 KGE
方法无法在这些实际场景中工作. 因此, 有必要设计一种用于动态知识图谱嵌入的方法. 

3.1   模型介绍

t-TransE[92]是第一个考虑将时间信息用于 KGE的方法, 使用时间顺序约束建模中时间敏感关系之间的转换,
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并强制嵌入在时间上保持一致. t-TransE认为时间敏感事实的发生时间可以表示事实和时间敏感关系的特定时间

顺序. 因此, t-TransE是一个结合时间顺序信息而提出来的时间感知链接预测模型.
(ei,r,e j, tr) tr

(ei,ri,e j, t1) (ei,r j,ek, t2) t1 < t2

ri r j riM ≈ r j

具体来说, t-TransE在事实三元组中添加时间维度, 表示为四元组:   , 其中   表示事实的发生时间. 为
了结合成对时间事实之间的时序信息, 它假设先前时间敏感关系向量可以通过时间转换演化为后续时间敏感关系

向量. 例如, 有两个共享同一头实体的时间事实:   和   , 且时序约束为   , 那么可以假设: 先
前关系   经过时间转换后应接近后续关系   , 即   , 矩阵 M 可以捕捉关系之间的时间顺序信息.
 

表 5    部分 KGE模型对比

类别 方法 提出年份 优缺点

基于距离的模型

TransE[15] 2013
优点: 第一个基于翻译的方法; 易于训练, 参数较少, 易于扩展到大型数据库;
缺点: 不能很好处理复杂关系

TransH[16] 2014
优点: 能很好处理一对多、多对多、多对一的复杂关系;
缺点: 无法区分两个语义相近的实体

TransR[43] 2015
优点: 不仅考虑关系的多样性, 而且考虑实体;
缺点: 计算复杂, 忽略头、尾实体不同的类型和属性

TransD[44] 2015
优点: 计算简单、参数少;
缺点: 并非所有新事实都可以从存在的情况中推论得出

STransE[45] 2016
优点: 对每个关系使用两个投影矩阵, 性能优于TransE;
缺点: 容易出现数据稀疏问题

TranSparse[46] 2016
优点: 能很好处理异质性和不平衡性;
缺点: 只考虑了稀疏模式, 有一定的局限性

TorusE[56] 2018
优点: 第一个正式讨论TransE正则化问题的模型, 可扩展到大型KG;
缺点: 模型不够通用

KG2E[57] 2015
优点: 能对KG中实体和关系的不确定性进行建模;
缺点: 在N-N关系中效果较差

TransG[58] 2016
优点: 具有较高的实体区分度, 考虑KGE中的多重关系语义问题;
缺点: 采用边训练边聚类的方法, 比较繁琐

语义匹配

模型

LFM[64] 2012
优点: 采用关系特定双线性变换考虑实体和关系之间的相关性;
缺点: 需要大量参数进行建模

DistMult[38] 2015
优点: 限制关系特定双线性变换矩阵为对角矩阵, 减少关系参数数量;
缺点: 模型过度简化, 只能处理对称关系

SLM[77] 2013
优点: 减轻基本距离模型无法协同精确刻画实体与语义联系问题;
缺点: 具有更困难的优化问题

NTN[77] 2013
优点: 明确地描述实体与关系之间的复杂语义关联;
缺点: 高复杂性限制了其在大规模稀疏知识图谱上的应用

最新的KGE模型

ConvE[79] 2018
优点: 通过多层非线性特征学习表达语义信息, 具有很高的参数利用率;
缺点: 没有考虑嵌入三元组中相同维度条目之间的全局关系, 忽略了过渡特征

RotatE[84] 2019
优点: 能够同时对反转, 合成和对称/反对称等关系模式建模和推理;
缺点: 只有一个旋转平面, 且欧拉角中具有万向节锁问题

Poincare[88] 2017
优点: 在双曲空间中计算嵌入, 适合基于梯度的优化;
缺点: 多关系知识图往往表现出多个层次结构, 模型不够完善

 

为了考虑事实发生时间, t-TransE将时间顺序约束转化为一个优化问题, 并将时间顺序得分函数定义如下:

g
(
ri,r j

)
=

∥∥∥riM− r j

∥∥∥
1

(66)

M ∈ Rn×n (ri,r j)其中,    是成对时间顺序关系对   之间的转换矩阵, 当关系对按时间顺序排列时, 期望该分数较低, 否
则, 该分数较高.

然而, t-TransE不是直接将时间整合到学习的嵌入中, 而是首先学习关系之间的时间顺序. 然后在 KGE阶段

将这些关系顺序合并为约束, 因此, t-TransE学习到的嵌入不是显式时间感知的.
Know-Evolve[93]使用双线性嵌入学习方法对 KG元素的非线性时间演化进行建模. 然而, 它将域限制为本质上
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非常密集的基于事件交互类型的数据集. 文献 [94]对关系与时间的交互作用进行建模, 研究了将时间嵌入向量与

关系嵌入向量相结合的各种方法, 例如连接, 求和或点积运算. 文献 [95]将时间戳视为一个 (从 0到 9)数字序列,
并使用 LSTM编码关系向量和时间数字.

Dasgupta等人从 TransH[16]方法中获得启发, 在 2018年提出了 HyTE方法 [96]. HyTE是一个基于超平面的时间

感知知识图谱嵌入方法, 该方法将每个时间戳与相应的超平面相关联, 将时间显式的合并到实体关系空间中. 因
此, 它不仅能够利用时间指导来进行 KG推理, 还可以预测缺少时间注释的关系事实的时间范围.

(h,r, t) (h,r, t, [τs, τe])

τs τe (h,r, t)

HyTE 首先为   形式的三元组组成的静态知识图谱添加单独的时间维度. 考虑四元组   , 其
中   和   表示三元组   有效的开始和结束时间. 因此, 给定时间戳, 可以将时间范围内的输入 KG分割为多个

静态子图, 这些静态图由在各个时间步中有效的三元组组成.
wt1,wt2, . . . ,

wtT τ wτ Pτ (h) Pτ (t) Pτ (r)

HyTE将时间表示为超平面, 对于 KG中的 T 个时间步, 可以得到 T 个不同的超平面, 分别由法向量 

 表示. 将在时间   投影到时间特定的超平面   上, 分别得到投影向量   ,    ,    .
τ Pτ (h)+Pτ (r) ≈ Pτ (t)与 transH类似, HyTE期望在时间   处有效的三元组具有如下的映射约束关系:   . HyTE的

评分函数定义为:
fτ (h,r, t) = ∥Pτ (h)+Pτ (r)−Pτ (t) ∥ 1/2 (67)

为了在保持动态 KG固有结构的同时, 在学习的嵌入中结合时间信息. 一种通常的做法是将动态 KG分割成

多个静态子 KG, 每个子 KG对应于特定的时间段, 然后分别在这些段上学习嵌入 (HyTE, Flexible Translation就采

用了这种做法). 这类模型虽然在嵌入过程中考虑了 KG 的时间信息, 但不能显式地建模动态 KG 的演化过程. 最
近, Tang等人提出了一个结合时间演化的可感知时间间隔的动态知识图谱嵌入方法 (TDG2E)[97], TDG2E是一种

鲁棒的动态知识图谱嵌入方法, 将时间信息直接编码到学习的嵌入中.
TDG2E 既保留了当前子 KG 的结构信息, 又能同时保留动态 KG 的演化模式. 它首先将时间范围内的输入

KG分割为多个静态子 KG, 每个子 KG对应于一个时间单元, 并将每个子 KG的实体和关系投影到时间感知超平

面中. 然后利用基于 GRU的模型处理动态知识图谱嵌入的学习过程中涉及到的子 KG之间的依赖关系. 此外, 考
虑累积的结构信息直接导致连续的结构, 进一步引入辅助损失, 通过利用先前的结构信息 (即 GRU 的隐藏状态)
监督下一个子 KG的学习过程, 其公式如下所示:

Laux

(
W,Rz,Rr,Rp

)
=

T−1∑
τ=1

∥pτ −wτ+1 ∥2 (68)

Laux pτ wτ+1辅助损失   利用隐状态   监督超平面   的学习, 引入辅助损失可以帮助每个超平面, 在保留当前子 KG
结构信息的同时保留动态知识图的演化模式. 当 GRU处理大量的子 KG时, 辅助损失减小了反向传播的难度.

Tτ

为了进一步解决动态 KG的时间不平衡问题, TDG2E在 GRU中设计了一个时间间隔门 (类似于更新门), 引
入相邻子 KG之间的时间间隔以更有效地建模动态 KG的演化模式. 如图 13是提出改编的 GRU图, 标记为红色

的是添加的部分, 红色圆圈表示时间间隔门   .
  

1 12

3

2

13

Tτ

rτ

p~τZτ

Δtτ

1-

pτpτ−1

wτ

图 13　TDG2E提出的改编 GRU的图
 

Tτ时间间隔门   的计算公式为:
Tτ = σ (RT wτ +σ (△ tτRt)+bt) (69)
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RT ∈ Rd×d Rt ∈ Rd×d bt △ tτ (τ+1) τ其中,    ,    是权重矩阵,    是偏差,    表示第   个时间段和第   个时间段之间的时间间隔, 定

义如下:

△ tτ = tτ+1
s − tτs (70)

tτs τ其中,    是第   个时间段的开始时间.
TDG2E方法与其他现有的静态/动态嵌入方法相比, 它不仅可以保留当前子 KG的结构信息, 而且可以保留动

态 KG的演化模式. 通过引入时间间隔, TDG2E可以更有效地对动态 KG的演化模式进行建模. 

3.2   小　结

本节介绍了典型的动态知识图谱嵌入方法, 其中分析了 t-TransE, Know-Evolve, HyTE, TDG2E 等相关模型,
表 6将 TDG2E模型与其他动态 KGE方法进行对比, 直观地展示了 TDG2E方法的优越性. 然而, 从大量文献中可

以得出结论: 现有的大多数知识图谱嵌入方法仍然关注于静态知识图谱, 忽略了知识图谱中时间范围信息的可用

性与重要性. 实际上, 在表示学习过程中合并时间信息可能会产生更好的 KG嵌入, 时间感知的知识图谱嵌入研究

仍然是一个有待于进一步探索的领域.
 

表 6    TDG2E模型与其他动态 KGE方法对比

比较方法 存在的问题 TDG2E优势 TDG2E采用的解决办法

HyTE,
Flexible Translation

独立学习不同子KG, 不能显

式建模动态KG演化过程

同时保留当前子KG的结构

信息与动态KG的时间演化

模式

利用基于GRU的模型捕获动态KG中相邻

子KG的依赖关系; 引入辅助损失, 利用先

前的结构信息监督后续超平面的学习过程

HyTE,
Flexible Translation,
t-TransE

没有完全解决KG中时间戳

分布不平衡的问题

解决了动态KG面临的时间

不平衡问题

在GRU中设计时间间隔门, 引入相邻子KG
之间的时间间隔

  

4   融合多源信息的知识图谱嵌入

多源信息提供了知识图谱中三元组事实以外的信息, 能够帮助构建更加精准的知识表示, 仅使用事实进行知

识图谱嵌入的方法忽略了蕴含在多源信息中的丰富知识, 例如: 实体类别信息、文本描述信息、关系路径等. 充分

利用这些多源信息对于降低实体与关系之间的模糊程度, 进而提高推理预测的准确度至关重要. 

4.1   实体类别

实体类别包含实体结构化的先验知识, 这些先验知识是由人工构建的, 能够在知识图谱三元组的结构信息上

提供准确的辅助信息, 加深模型对三元组的理解.
Guo等人提出 (semantically smooth embedding, SSE)[23]模型, 认为属于同一语义类型的实体在嵌入空间中距离

应该比较接近. SSE利用流行学算法来约束这种平滑性假设, 将两种算法的约束条件加到最大间隔方法里作为整

个模型损失函数的正则化项, 从而达到约束嵌入空间语义平滑的作用.
SSE模型默认所有实体只有一个类别, 然而, 现实世界中的实体不仅有多个类别, 而且类别间可能具有层次关

系. 实体类型可以作为不同关系的头实体与尾实体的约束, 例如关系 DirectorOf的头实体的类型应该是人, 尾实体

的类型应该是电影作品 .  Xie 等人 [ 24 ]提出一种融合实体层次类型信息的模型 (type-embodied knowledge
representation learning, TKRL), 引入具有层次结构的实体类别信息以及与关系之间的约束信息. TKRL可以看做是

带有实体层次类别信息的 TransR模型.
Jin等人 [98]提出 TEKRL模型, 引入注意力机制来捕获实体类别和三元组之间的潜在联系, 自动地学习实体的

不同类别对某种特定关系的不同重要程度, 解决了其他模型在使用实体类别信息时需要引入额外规则的问题. 

4.2   文本描述

知识图谱中很多实体都带有描述信息, 这些信息能够作为知识图谱中结构化信息的辅助, 帮助模型学习更精
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准的知识表示. 知识库的构建资源也往往从文本中获取, 因此实体描述文本能天然地与知识空间进行交互. 那些仅

仅基于知识图结构化信息的知识表示模型无法处理不在知识图中的实体, 而联合文本嵌入的方法可以做到互补,
使得模型可以学习到那些在文本中出现而不在知识图中的实体.

Wang 等人 [25]首先提出联合知识图谱和实体描述文本的知识表示学习模型, 该模型基于 TransE[15]和 Skip-
gram模型 [40]的基本思想, 利用实体名称或者维基百科锚文本作为对齐原则. 在实际场景中, 由于实体名称歧义性

较大, 利用实体名称对齐的原则会打乱文本原有的语义空间, 而利用维基百科锚文本对齐的原则过于依赖特定的

数据源. 为了解决以上问题, Zhong等人 [26]提出利用实体描述文本作为对齐原则. 类似的, Zhang等人 [99]也尝试使

用实体名称和实体描述文本中词向量的均值作为实体的文本表示.
为了利用整个文本的语序语义信息, Xie 等人 [27]提出一种融合实体描述的知识表示模型 (description-

embodied knowledge representation learning, DKRL), 在 TransE模型的基础上融合实体描述的文本信息, 为每一个

实体设置两种知识表示. 然而 DKRL是一种弱关联建模, 在融合实体基于结构的表示和基于文本的表示时没有足

够的交互过程. Xiao等人提出 SSP模型 [100], 将三元组的嵌入表示投影到语义子空间中, 在语义子空间上学习实体

的两种表示, 与 DKRL 不同的是 SSP 采用主题模型建模实体的文本表示. 相关的其他模型还有 TEKE [28]、

ATEKE[101]等. 

4.3   逻辑规则

∀x,y : HasWi f e(x,y)⇒ HasSpouse(x,y)逻辑规则 (这里所说的逻辑规则主要指一阶 Horn子句, 例如:    , 表明任

何有两个 HasWife 关系相连的实体都有 HasSpouse 关系) 包含丰富的背景信息. 目前, AMIE[102], AMIE+[103],
RLvLR[104]等规则挖掘方法可以自动从 KG中提取逻辑规则.

Guo等人将三元组看做原子, 提出了 KALE[32]方法. 给定一个逻辑规则, KALE利用实体集合中的实体初始化

逻辑规则, 并采用 t-norm模糊逻辑连接原子三元组, 将复合公式的真值定义为其成分真值的组合. 通过这种方式,
KALE以一个统一的结构来表示三元组和规则.

由于硬规则依赖于手工设计与验证, 而某些文本信息可以提取出来作为软规则. 基于这个思想, Guo 等人在

2017年提出了 (rule-guided embedding, RUGE)[105]. 该模型采用迭代交互计算的形式, 首先利用软规则和学习到的

知识表示预测无标签三元组的标签, 然后利用预测的软标签和 KG中已有标签的三元组重新完善知识表示. 

4.4   关系路径

关系路径是指两个实体之间的多步关系, 而不仅限于两个实体之间直接相连的关系. 多步关系包含了两个实

体之间丰富的语义关系, 有助于多步推理.
Lin 等人 [29]在 TransE 模型的基础上将两个实体之间的多步关系路径看作两个实体之间相连的关系, 提出了

PTransE模型. Guu等人 [30]提出了另一种融合多步关系路径的知识表示学习模型, 利用关系路径构建新的三元组,
并且对 TransE模型和 RESCAL模型进行了扩展.

Niu等人 [106]认为目前基于关系路径的表示学习模型仅利用路径上关系或实体表示的数值计算结果作为关系

路径的表示, 如果某些关系或实体表示不准确就会造成误差传播, 并且这种方式缺乏可解释性. 因此, 提出一种联

合路径和规则的知识表示学习模型 RPJE, 利用 Horn规则组合多步关系路径, 并且关联组合后的路径与关系之间

的语义信息以获得更加准确的路径表示. 

4.5   其他信息

除了可以融入上面介绍的信息源外, 还有一些其他的信息也可以融入到知识图谱的语义空间中, 用于增强知

识的语义表示. 例如 Xie 等人 [107]尝试融合实体图像信息学习实体跨模态的知识表示, 提出了 (image-embodied
knowledge representation learning, IKRL). 该模型为每一个实体设置两种知识表示, 并采用 AlexNet[108]网络作为图

像的特征提取器.
尽管融合多步关系路径的模型引入了其他的实体和关系, 但是绝大部分模型只是将关系路径看作是两个实体

之间的新关系, 知识图谱的图结构信息并没有被完全利用. Feng 等人 [109]提出一种图感知的表示学习模型 (graph
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aware knowledge embedding, GAKE), 由于不同的实体和关系对于一个实体的影响不同, 该模型利用注意力机制赋

予不同关系和实体不同的权重. 文献 [109]表明这种考虑图结构的知识表示模型在元组分类和链接预测任务上达

到了很好的效果.
目前有一些嵌入模型融合上述两种或多种信息来丰富实体和关系的语义信息, 如 Du 等人 [110]提出一种融合

实体描述信息及实体类型信息的表示学习方法; Xing等人 [111]提出MKRL模型, 同时融合实体描述、层次类型和

文本关系 3种类型的信息. 

4.6   小　结

本节主要介绍了在基于 KG自身固有结构信息的基础上融合其他信息源的知识图谱嵌入模型, 信息源大致分

为语义信息 (包括实体类型、文本描述)、逻辑规则以及关系路径等. 近年来, 随着 KGE技术的不断发展, 也有研

究考虑将图像信息, 关系层次等信息融入 KG语义空间中以增强知识的语义表示. 

5   知识图谱嵌入的应用

近年来, 知识驱动的应用在信息检索和问答等领域取得了巨大成功, 这些应用有望帮助准确深入地了解用户

需求, 并给出适当响应. 知识图谱嵌入方法的核心思想是将每个实体、关系表示为一个低维向量, 而学习到的实体、

关系嵌入可以受益于多种下游任务. 在本节中, 我们将介绍 KGE的典型应用. 

5.1   基于知识图谱嵌入的问答

随着大规模知识图谱的兴起, 基于知识图谱的问答 (QA)成为重要的研究方向, 引起了人们的广泛关注. 现实

世界的领域中通常包含数百万到数十亿个事实, 其庞大的数据量和复杂的数据结构使得用户很难访问其中有价值

的知识. 为了缓解这个问题, 提出了基于知识图谱的问答 (QA-KG).
QA-KG旨在利用知识图谱中的事实来回答自然语言问题. 可以帮助普通用户在不知道 KG数据结构的情况

下, 高效地访问 KG中对自己有价值的知识. 然而, 由于涉及到语义分析 [112]和实体链接 [113,114]等多个具有挑战性的

子问题, QA-KG的问题还远未得到解决. 近年来, 随着 KGE在不同的实际应用中表现出的有效性, 人们开始探索

其在解决 QA-KG问题中的一些潜在作用.
Bordes等人 [115]基于训练问题和问题释义学习单词, 关系和实体的低维表示, 以便将新问题和候选事实投影到

同一空间中进行比较. Yang等人 [116,117]利用问题和潜在事实的逻辑性质, 将问题和候选答案投影到统一的低维度

空间中. 还有一些基于深度学习的模型 [118−122]通过将问题中的单词输入神经网络来实现这种投影.
值得注意的是, 最近, Huang等人 [123]提出了一个简单有效的基于知识图谱嵌入的问答框架 (KEQA), 旨在解决

简单问题, 即 QA-KG中最常见的问题类型. KEQA不是直接推断问题的头实体和谓词, 而是在 KGE空间中联合

恢复自然语言问题的头实体, 关系和尾实体表示来回答问题. 最后, 基于知识图谱子集 (FB2M、FB5M[123])和问答

数据集 SimpleQuestions[115]进行实验, 通过与 7个最新提出的 QA-KG算法进行对比, KEQA凭借在简单问题上获

得 20.3%的准确性改进获得了优于所有基线的性能 [124]. 此外, 为了验证在使用不同的 KGE算法时 KEQA的通用

性, 分别使用 TransE[15]、TransH[16]、TransR[43]执行知识图谱嵌入, 实验结果表明 KGE算法显著提高了 KEQA的

性能, 与 KEQA_noEmbed (没有使用 KGE算法)相比, KEQA基于 TransE时实现了 3.1%的改进, 并且 KEQA在

使用不同的 KGE算法时性能相近, 证明了 KEQA的通用性, 此外, 即使不使用 KGE, KEQA仍然可以获得与最先

进的 QA-KG方法相当的性能, 验证了 KEQA的健壮性. 

5.2   推荐系统

在过去的几年中, 利用知识图谱的推荐系统已被证明与最先进的协作过滤系统具有竞争力, 能有效地解决新

项目和数据稀疏性等问题 [124−128]. 最近, KGE的流行促进了利用 KGE捕获实体语义进行推荐这一研究热点, 使用

KGE已被证明对推荐系统有效.
Zhang等人提出使用 TransR的协作知识图嵌入 (collaborative knowledge base embedding, CKE)[129], 以学习结

合视觉和文本嵌入的项目结构表示. 深度知识感知网络 (deep knowledge-aware network, DKN)[130]利用 TransD学
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习实体嵌入, 并通过将它们与词嵌入相结合来设计 CNN框架, 用于新闻推荐. 但是, 由于需要提前学习实体嵌入,
DKN 不能以端到端的方式进行训练. 为了实现端到端的训练, MKR (multi-task feature learning approach for
knowledge graph)[131]通过共享潜在特征和建模高阶项-实体交互, 将多任务知识图谱表示和推荐关联起来. Ai 等
人 [132]通过 TransE方法学习用户和项目嵌入, 并基于投影空间中的用户-项目相似度评分进行推荐. 文献 [133]为
优惠推荐任务提出了一个神经分解 (neural factorization, NF) 模型, 以 KG 的形式对可用数据进行建模, 并使用

TransE学习实体和关系的嵌入.
最近, Sha 等人提出了一种新颖的注意力知识图谱嵌入 (attentive knowledge graph embedding, AKGE) 框

架 [134], 以更好地利用 KG进行有效推荐. 该框架以交互特定的方式充分利用了 KG的语义和拓扑, 为推荐结果提

供了可解释性. 此外, Ni等人描述了一种用于Wikipedia的基于嵌入的实体推荐框架 [135], 该框架将Wikipedia组织

成一系列彼此重叠的图, 从它们的拓扑结构和内容中学习互补的实体表示, 并将其与轻量级的学习方法相结合, 以
推荐Wikipedia上的相关实体. 通过使用Wikipedia作为框架的输入, 两个实体推荐数据集 (一个由 Yahoo!内部编

辑团队创建, 另一个从谷歌的搜索结果页面中抓取)作为基础事实, 进行离线和在线评估, 证明了所产生的嵌入和

推荐在质量和用户参与度方面表现良好. 

5.3   关系提取

关系提取 (relation extraction, RE)是信息提取中的一项重要任务, 旨在根据两个给定实体的上下文来提取它

们之间的关系. 由于 RE 具有提取文本信息的能力, 并使许多自然语言处理应用受益 (例如: 信息检索, 对话生成,
问答等), 因此受到很多研究者的青睐.

常规的监督模型已经在关系提取任务中得到深入研究, 但是, 它们的性能在很大程度上依赖于训练数据的规

模和质量. 为了构建大规模数据, Mintz等人 [136]提出了一种新颖的远程监督 (distant supervision, DS)机制, 通过将

现有知识图谱与文本对齐来自动标记训练实例.DS使 RE模型能够在大规模的训练语料库上工作, 因此远程监督

的 RE模型 [137−139]已经成为从纯文本中提取新事实的主流方法. 但是, 这些方法仅在知识获取中使用纯文本中的信

息, 而忽略了 KG结构所包含的丰富信息.
受 KG丰富的知识启发, 很多研究工作在 KG的指导下扩展了 DS模型. Weston等人 [140]提出将 TransE与现

有的远程监督的 RE模型相结合以提取新的事实, 并且获得了较大改进. 此外, Han等人 [141]提出了一种针对 KRL
和 RE 的联合表示学习框架, 文献 [37] 证实了现有的 KRL 模型可以有效增强远程监督的 RE 模型. 最近, Han 等

人 [142]提出了一个通用的联合表示学习框架, 用于知识图谱补全 (knowledge graph completion, KGC)和从文本中提

取关系 (relation extraction, RE)两个任务, 该框架适用于非严格对齐的数据. 此外, Lei等人 [143]提出了一种具有双

向知识提炼的神经关系提取框架, 以协同使用不同的信息源, 减轻了远程监督关系提取中的噪声标签问题. 但是,
这些工作忽略了关系之间的丰富关联. Zhang 等人 [144]提出 KG 中的关系符合三层层次关系结构 (hierarchical
relation structure, HRS), 并扩展了现有的 KGE模型: TransE, TransH和 DistMult, 以利用 HRS的信息学习知识表

示. Zhang等人在 FB15k[15]、FB15k237[145]、FB13[77]、WN18[15]和WN11[77]数据集上进行了链接预测和三元组分

类任务的实验评估, 结果表明, 相比于原始模型以及其他基线模型 TransE、TransH、DistMult, 扩展模型 (TransE-
HRS、TransH-HRS、DistMult-HRS)始终获得最佳性能, 验证了模型的有效性, 同时也证明了考虑关系结构对于

KG补全非常有效. 

5.4   小　结

本节介绍了 KGE技术在现实世界中的典型应用, 然而, 除了上述应用外, 也有研究者致力于将知识图谱嵌入

技术编码到其他任务中, 例如对话系统 [146,147]、实体消歧 [148,149]、实体分类 [150−152]、实体对齐 [153−156]、知识图谱补

全 [43,157]等. 

6   挑战与展望

目前, KGE 作为处理大型知识图谱的一种方便有效的工具, 被广泛探索并应用于多种知识驱动型任务, 极大
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地提高了任务的性能, 同时也存在许多可能的有待探索的领域. 在本小节中, 我们将讨论 KGE面临的挑战及其未

来研究方向. 

6.1   面临的挑战
 

6.1.1    探索 KG的内部和外部信息

KG 中的实体和关系具有复杂的特性和丰富的信息, 而这些信息尚未得到充分考虑. 本小节将讨论为增强

KGE方法的性能而需要进一步探索的内部和外部信息.
● 知识类型: 不同的 KGE 方法在处理 1-1, 1-N, N-1 和 N-N 关系时具有不同的性能, 这表明针对不同类型的

知识或关系需要设计不同的 KGE框架. 然而, 现有的 KGE方法简单地将所有关系分为 1-1, 1-N, N-1和 N-N关系,
不能有效地描述知识的特征. 根据知识的认知和计算特性, 现有知识可分为以下几种类型: (1)表示实体之间从属

关系 (如 has part). (2)表示实体属性信息 (如 nationality). (3)表示实体之间的相互关系 (如 friend of). 这些不同类

型的关系应该采用不同的方式建模.
● 多语言嵌入: 文献 [40]观察到不同语言的向量空间之间对应概念的几何排列具有很强的相似性, 并提出两

个向量空间之间的跨语言映射在技术上是可行的. 多语言 KG对于知识共享具有重要意义, 并且在跨语言信息检

索, 机器翻译, 问答等领域发挥着重要作用. 然而, 现有的关于多语言 KG嵌入的研究很少, 因此多语言 KGE的研

究是一项有待解决的有意义但又具有挑战性的工作.
● 多源信息学习: 随着网络技术的快速发展, 如今的互联网不仅包含页面和超链接, 音频、图片和视频等多源

信息也越来越多地出现在网络上. 因此, 如何高效地利用从文本到视频的多源信息已成为 KGE中的一个关键且具

有挑战性的问题. 现有的利用多源信息的方法尚处于初步阶段, 诸如社交网络之类的其他形式的多源信息仍然独

立于知识图谱表示的构建, 因此还有待进一步研究.
● One-shot/Zero-shot学习: 近年来, One-shot/Zero-shot学习在单词表示, 情感分类, 机器翻译等各个领域中蓬

勃发展. One-shot/Zero-shot学习的目的是从一个只有少量实例的类或一个从未见过的类的实例中学习, 在知识图

谱表示中, 一个实际的问题是低频实体和关系的学习比高频实体和关系的学习更差. 然而, 借助实体和关系的多语

言和多模态表示, 低频实体和关系的表示可以在一定程度上得到改善. 此外, 有必要设计新的 KGE框架, 使其更适

合于低频实体和关系的表示学习. 

6.1.2    知识应用的复杂性

KG在各种应用中发挥着重要的作用, 例如Web搜索, 知识推理和问答. 但是, 由于现实世界中知识应用的复

杂性, 难以高效地利用 KG. 在本小节中, 将讨论在实际应用中使用 KG时遇到的问题.
● KG质量低: 知识应用的主要挑战之一是大型 KG本身的质量问题. Freebase, DBpedia, Yago, Wikidata等典

型的 KG通常是从互联网上的大量纯文本中自动获取知识来获取事实三元组. 由于缺乏人工标注, 这些 KG遭受

噪音和矛盾的问题. 当涉及到实际应用时, 这些噪音和矛盾将导致错误传播. 因此, 如何自动检测现有 KG中的矛

盾或错误已成为将 KG的信息纳入实际应用中的重要问题.
● KG体积过大: 现有的 KG过于繁琐, 无法有效地部署在实际应用中. 此外, 由于 KG的体积过大, 现有的一

些方法由于计算复杂度的问题也并不实用. 因此, 有必要在现有的方法上进行改进.
● KG不断变化: 随着时间推移, 不断有新的知识产生. 现有的 KGE方法由于其优化目标与 KG中的所有事实

三元组相关, 因此每次 KG发生变化时都需要从头开始重新学习模型. 如果在实际应用中使用 KG, 那么它既费时

又不实用. 因此, 设计一种可以进行在线学习并逐步更新模型参数的 KGE框架对 KG的应用至关重要. 

6.2   未来方向
 

6.2.1    统一框架

一些知识图谱表明学习模型已经被证明是等价的. 例如, 文献 [67]证明 HolE和 ComplEx在数学上等价于具

有某些约束的链接预测. ANALOGY[68]提供了包括 DistMult, ComplEx 和 HolE 在内的几种代表性模型的统一视

图. Wang等人 [158]探讨了几种双线性模型之间的联系. Chandrahas等人 [159]探索了加法和乘法 KGE模型的几何理
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解. 大多数工作使用不同的模型来描述知识获取和关系提取. 然而, 以类似于图网络统一框架的方式进行的统一研

究 [157]是弥合研究差距的一种有价值的方法. 

6.2.2    可解释性

知识表示的可解释性是知识获取和实际应用中的关键问题 .  现有方法已为可解释性作出了初步努力 .
ITransF[51]采用稀疏向量进行知识迁移, 通过注意力可视化进行解释. CrossE[91]利用基于嵌入的路径搜索生成对链

接预测的解释, 探索了知识图谱的解释方案. 然而, 这些神经模型在透明度和可解释性方面受到了限制, 一些方法

结合逻辑规则来提高互操作性, 从而将黑盒神经模型与符号推理相结合. 因此, 应该进一步研究可解释性并提高预

测知识的可靠性. 

6.2.3    可扩展性

在大规模知识图谱中, 可扩展性非常重要. 几种嵌入方法利用简化来降低计算代价, 例如, 通过循环相关运算

简化张量积 [65]. 但是, 这些方法仍然难以扩展到数以百万计的实体和关系中. 最近的神经逻辑模型 [160,161]中的规则

是由简单的蛮力搜索产生的, 这使得它们在大规模知识图上表现不足. ExpressGNN[162]试图使用 NeuralLP[163]进行

有效的规则归纳. 但是, 要处理繁琐的深层架构和不断增长的知识图还需要进一步完善. 

6.2.4    自动构建

当前的 KG高度依赖于人工构建, 这是劳动密集且昂贵的. 知识图谱在不同认知智能领域的广泛应用需要从

大规模的非结构化内容中自动构建知识图谱. 最近的研究主要是在现有知识图的监督下进行半自动构建. 面对多

模态, 异构性和大规模应用, 自动构建仍然是未来亟待解决的重要问题. 

7   总　结

知识图谱作为一种语义网络拥有极强的表达能力和建模灵活性, 可以对现实世界中的实体、概念、属性以及

它们之间的关系进行建模. 随着最近出现的知识表示学习、知识获取方法和各种知识图谱应用, 知识图谱引起了

越来越多的研究关注. 知识图谱嵌入旨在将实体和关系嵌入到连续向量空间中, 在各种面向实体的任务中得到了

重要应用. 本文围绕知识图谱嵌入技术的研究现状, 通过回顾仅使用事实进行知识图谱嵌入的方法、添加时间维

度的动态 KGE方法以及融合多源信息的 KGE技术介绍了现有的知识图谱嵌入技术. 并简要讨论了 KGE技术在

下游任务中的实际应用. 最后总结了知识图谱嵌入领域所面临的挑战, 并对其未来的方向做出展望. 我们进行这项

调查的目的是对当前 KGE的代表性研究工作进行总结, 并且希望这一探索可以为 KGE的未来研究提供帮助.
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