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1500~5000.MapD 通过将渲染引擎融入数据库内核,使得数据可视化的速度接近 GPU 处理的极限,对于交互式

商业智能图表、空间数据分析、聚合统计等无需返回原始数据的应用起到了极大的加速作用.但是对于传统的

ad-hoc 查询,由于 GPU 只能加速存放于内存的数据,GDBMS 的处理速度实际上还远未达到 GPU 显存的极限.
一些 GDBMS 直接将整个数据库驻留在 GPU 显存中,由于 GPU 片内显存比 PCIe 总线速率高 16 倍,因此可以预

见,这种方法可以有效提升性能.同时,这也简化了数据管理,不需要额外考虑如何保证内存和显存的数据一致

性.但是,这极大限制了 GDBMS 的数据容量,因为即便使用多块显卡,总显存容量跟内存的容量相比仍然有数倍

的差距. 
如果只用内存完全不用硬盘,会极大增加部署 GDBMS 系统的成本,限制 GDBMS 能够处理的数据容量,并

且内存断电后数据丢失的特性,也给数据安全带来挑战,在与其他大数据处理系统竞争中也将失去优势.商业的

GDBMS 普遍采用硬盘存储数据,在系统加载时,将数据尽可能部署到内存中,并利用基于代价的优化器或启发

式规则,尽可能地选择 GPU 进行查询处理.PG-Storm[81]系统引入了 SSD 数据通过 PCIe 总线直接向 GPU 发送查

询数据的功能,未来有望在不增加 I\O 瓶颈的前提下,将大容量非易失性存储引入到 GDBMS 体系当中.SPIN[84]

则在文件系统层级上通过内存页面缓存、GPU 数据预读、轻量级硬盘地址转换,解决了 GPU 和 SSD 硬盘之间

的点对点(P2P)数据传输问题.该方法建立了 GPU 版的 DMA 机制,无需 CPU 控制,降低了系统的管理负载;同时,
不需要内存作为“跳板”,有效减少了 PCIe 总线瓶颈,对 GDBMS 的发展具有重要的启发意义. 

现有研究型 GDBMS 原型系统,如 CoGaDB,GPUQP,GPUDB,OmniDB 等都针对单显卡系统,鲜有多显卡

GDBMS 的相关研究,限制 GDBMS 容量扩展的一个直观因素是显卡的容量.但是相应的 GPU 单块显卡的显存

容量上的提升不像其计算能力的增长迅速,比如 K80 显卡通过集成两块 GPU 核心已经可以达到 24GB 的显存,
最新一代 Nvidia 显卡单块容量普遍还是在 12G~16G 之间,虽然最高容量已经达到 64GB,但相应的价格也过于

昂贵.商业 GDBMS 在这方面走在了研究界的前面.将多块 GPU 合并处理 SQL 请求,是扩展数据库处理能力、

提高数据库容量的自然解决方案.DB2 BLU[85]数据库引入多显卡处理查询机制,通过统一管理多 GPU 显存,统
计查询对显存的总需求,在运行时,根据各 GPU 资源使用情况决定在哪个 GPU 上执行查询任务.MapD[5]通过联

合最多 8 块 GPU 同时处理查询请求,可以在 GPU 显存时处理 1.5TB~3TB 的数据,而内存中数据更是多达 15TB,
以每秒 2 600 亿行的查询处理速度.随着 GPU 计算能力的超摩尔定律发展,我们相信,现在的 GBDMS 在数据处

理速度上已经远超内存数据库.但是多 GPU 系统中,单台服务器 PCIe 总线接口限制了可集成的 GPU 数量.因此,
单靠增加 GPU 数来增加 GDBMS 的数据容量的解决方案效果有限 ,需要引入分布式技术 ,用集群来扩充

GDBMS 容量.这也是未来 GDBMS 的一个重要发展方向.现有的 GDBMS 多针对 OLAP 业务,数据一定时间内

保持不变,对于分布式横向扩展友好.比如:SQream DB[86]通过将存储引擎独立出来,采用多查询共享存储的架

构,在一定程度上实现了数据库的横向扩展,提供从 10TB~1PB 的 OLAP 数据查询云服务.未来,结合分布式技术

的多显卡系统,将成为 GDBMS 的发展方向.同时,单卡多核 GPU 架构的 scale up 扩展方案也值得关注,文献[87]
提出一种评测 NUMA GPU 架构性能的 GPUJoule 系统,该系统可以模拟多达 32 个 GPU 核心的性能扩展和能

源效率指标 EDPSE(energy-delay-product scaling efficiency).研究表明,多核 GPU系统的设计难点在于 GPU的本

地显存(local memory)设计和 GPU 核心间通信网络的设计,因为目前单核 GPU 的显存带宽还不足 DRAM 理论

上限的三分之一(300GB/S vs 900GB/S),提升空间巨大.可以预见:能够充分发挥多核 GPU 性能的 GDBMS,无论

采用横向扩展(scale out)还是纵向扩展(scale up)的方式,都有巨大的性能潜力可以挖掘. 
未来,随着 GPU 显存容量和速度的继续提升和分布式技术的引入以及分片分区策略的使用,相信 GDBMS

会在数据库容量上不断提升,逐步拓展应用场景,前景一片光明. 

5.2   GPU数据压缩 

数据压缩技术历史悠久,早在关系代数理论创立之初,人们就致力于将数据压缩用于到数据库管理系统中

来.GDBMS 普遍采取压缩技术,以降低数据存储空间,节约宝贵的内存、显存资源.采用压缩技术存储数据,还可

以降低设备与主机间必须传输的数据容量,缓解 PCIe 总线瓶颈问题.但是,利用压缩技术引入了压缩-解压缩步

骤,增加了系统响应时延,在实践中必须做出权衡. 
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在传统的以 CPU 计算为中心的内存数据库系统环境下,文献[88]利用架构方法的调查缓存和主存系统中

的数据压缩对近年来在缓存和内存上应用各类压缩算法,达到提高性能、减少能耗的目的.该文希望能帮助理

解压缩算法的研究现状,激励研究者在设计现代计算系统时提升压缩算法的效率、扩大数据压缩的应用范围.
在内存数据库领域,HANA[15],MonetDB[38],C-store[89]往往采用字典压缩、位图压缩等轻量级压缩算法,达到在压

缩数据上直接查询的目的.文献[90]将数据压缩集成到列式数据库 C-Store 系统中,使用多种(null suppression, 
dictionary encoding,run-length encoding,bit-vector encoding,lempel-ziv encoding)压缩算法,并实现了多种压缩数

据格式之上直接运行 SQL 查询,省去了解压缩的过程.但是该文采用传统的火山查询模型,引起的分支恶化问题

并不适应 GPU 编程环境;其针对不同压缩格式定制特定算子的处理模式会引起算子数量剧增的问题,在算子匹

配上也增加了优化调度的难度. 
适用于 GDBMS 的压缩算法选择上必须遵守如下原则. 
• 第一,必须是无损压缩算法,因为数据库业务的要求,数据如果压缩后有损失,那么势必影响查询的准确

性,任何以损失业务正确性来提升性能的措施都是不可取的; 
• 第二,一般采用轻量、上下文相关度低的压缩算法,这样压缩-解压缩过程的负载开销不大,不会造成严

重的性能问题; 
• 第三,解压缩算法应该易于并行化,方便利用 GPU 富裕的计算资源.相比于压缩过程,解压缩流程一般

处于查询处理的关键路径上,对查询速率的影响更加关键; 
• 第四,多种压缩算法可以组合使用,进一步提高压缩比.而如何选择合适的组合策略,将会成为将来研究

的热点. 
在 GPU 数据库中,Kinetica 为用户提供 snappy 等传统数据块压缩算法,在查询执行之前先解压再在未压缩

数据上执行查询.这样虽然可以支持全部的 SQL 查询算子,但是代价也非常巨大.文献[91]分别在 GDB 以及

MonetDB 上组合使用 9 种轻量级压缩算法,提出部分压缩模式,并将数据压缩引入到代价估计模型中,通过优化

器生成考虑数据压缩因素的异构 SQL 查询执行计划.研究表明:GDBMS 通过使用数据压缩技术,可以大幅减少

PCIe 总线传输数据量,进而将整个查询运行时间提升一个数量级.文献[92]用轻量级压缩算法 WAH 压缩位图索

引以支持范围查询,数据首先以压缩形式发送给 GPU,再在 GPU 上以 DecompressVector 技术解决 WAH 压缩数

据无法用 GPU 并行处理的问题,实现了在压缩数据上直接进行查询,性能较 CPU 并行算法最高提升了 87.7 倍. 
在 GPGPU 研究领域,一些研究通过在现有的异构计算环境软硬件栈的不同位置引入压缩-解压缩缓冲层

的方案,对加速 GDBMS 也许有借鉴价值.文献[93]提出了 CABA 方法,使用辅助线程族,利用 GPU 的空闲计算资

源对数据进行压缩-解压缩操作,以消除显存带宽瓶颈.CABA 方法采用软硬件结合的设计理念,在 GPU 每个 SM
控制器中上增加了辅助线程代码存储器、控制器、数据缓冲区这 3 个硬件基础设施,使数据以压缩形式存储于

显存中,并在调入 cache 之前进行解压缩.文献[94]提出了 Warped-Compression(WC)方法,利用同一线程族 warp
之内每个线程之间的寄存器内容相似度高的特点,对 GPU 中数量众多的寄存器文件进行压缩.文献[95]使用

GPGPU-sim 模拟器改变 GPU 显存控制器 MC,对来自 PCIe 总线的数据进行压缩解压缩操作,实现了浮点型数

据的有损和无损压缩算法.HippogriffDB[22]综合运用多种压缩算法,用 GPU 的计算能力换取高效的数据传输速

率.为解决不同查询适应不用压缩算法的问题,HippogriffDB 采用同表多压缩格式,并在查询时采用自适应压缩

的方法;为解决 PCIe 传输瓶颈,HippogriffDB 使用 SSD 到 GPU 直接传输压缩数据的办法来提升整体性能.实验

表明,HippogriffDB 可以取得比 MonentDB 快 100 倍、比 YDB 快 10 倍的加速比. 
压缩算法的引入可以有效减少数据的总容积,同时在轻量级压缩上可以直接查询,消除了解压缩负载,进而

全面提升 GDBMS 的性能.在未来的研究中,适应于 GPU 处理的易并行、压缩比更大的压缩算法将成为研究的

重点.而在应用领域,轻量级压缩算法的使用会越来越多,并逐渐寻找大压缩比算法的适用场景. 

5.3   GPU索引技术 

传统数据库中,使用 B+树等索引结构减少访问数据时磁盘读写的负载.在 GDBMS中,由于索引结构在访存

特性上的随机性,不满足 GPU 对齐合并访问的特点,传统的索引结构照搬到 GPU 异构计算环境下性能不高;甚
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至,由于 GDBMS 全内存存储和一次一算子全物化的查询处理方式,不使用索引一样可以达到很高的性能.因此,
在 GDBMS 中,如果使用全显存存储数据,索引可能是多余的模块;但对于要直接从硬盘存取数据的 GDBMS,索
引可在绝大多数情况下有效消除了磁盘 IO.比如:PG-Storm 由于要从磁盘读取数据,且无法改变 PostgreSQL 的

存储引擎,因此选择用 BRIN-index 减少查询需要传输到 GPU 的数据量[81]. 
使用全内存存储的内存数据库中,索引查询成为新的性能瓶颈.文献[96]在内存 KV 系统中使用 GPU 加速

索引查询来消除内存 KV 主要的性能瓶颈,提出一种驻留 GPU 显存的哈希表作为索引结构.此外,设计良好的索

引结构也对连接算子的性能产生巨大的影响[42,48].在算法加速层面,一些 Join 算法[42,48]为了增加公平性,通过手

动添加索引的方式实现了 GPU-Join 算子,并对比 CPU 版本取得了 10 倍的加速比.文献[15]在单个算子粒度下

考虑索引读取数据(index scan)是否是对整个查询有利,并提出寻找性能均衡点(break-even point),对于是否走索

引的优化决策起到关键作用.表 2 中列出了现有对 GPU 索引相关的研究工作及突出贡献. 

Table 2  Research status of GPU index 
表 2  GPU 索引研究现状 

索引类型 实现细节 性能(每秒次查询,M=百万) 

radix trees[97] 支持点查询和范围查询 100M~130M 点查询 
600M~1000M 范围查询 

CSS-Tree[42] 针对 NLJ 优化索引,使用定长且 cache 优化的数组 N/A 
HB-Tree(异构 B+树)[98] 动态使用 CPU-GPU 异构计算资源,使用负载均衡策略 240M 

FAST[99] 根据硬件特性自调整静态二叉树 
(static binary-tree)结构,提升查询效率 

50M CPU 
85M GPU 

R-Tree[61] 对多维空间数据进行查询 N/A 
Hash index[96] 对 KV 数据存储进行索引 160+MOPS(KV get/set) 
GPU LSM[100] 可更新日志结构树,对写优化  

GPU Btree[101] 实现可更新的 GPU B-Tree 索引 1000M 点查询 
600M 范围查询 

基于树的索引使用分层查找的策略,用尽可能访问少的内部节点而找到真正记录 tuple 的位置信息,进而将

对整个数据空间的查找范围缩短为最多为树高的多个内部节点的查找.一般分为创建索引、索引搜索、更新索

引这 3 个步骤.在索引查找步骤中,GPU 的实现方式重点在单个数组内找到特定值的指向位置,可安排线程块中

每个线程记住内部节点的键,使用 map 原语进行比较,将结果用 reduce 原语统计,执行下一步查找.与 CPU 方案

针对 Cache 块进行优化不同,GPU 中 shared memory 更大,对树节点大小要求不高,因而可以在 GPU 上实现树高

更低的索引结构,加上 GPU 大规模并发计算能力的贡献,GPU 索引查询效率更高.FAST[99]通过根据硬件架构特

性(页大小、cache 块、SIMD 指令位宽等)自调整节点大小,使用软件流水线、数据预取等技术手段,在查询计算

的同时预取下一层节点的方式隐藏访存延迟,并尝试用压缩技术提升整体性能.研究表明:在小节点树上,CPU
的性能更高;而对大节点树上,GPU 性能更高,但是相对于 GPU 的峰值计算能力,索引计算的效果不佳.HB- 
Tree[98]则通过在 CPU-GPU 之间提供复杂均衡策略,利用内存和显存存储索引树结构,解决了索引树体积超过

GPU 显存的问题,取得了较好的索引查询性能,并支持批量更新索引操作. 
以上使用 GPU 加速索引操作的研究取得了可喜的成果,但 GDBMS 普遍将数据存储在内存中,避免了传统

数据库中最影响性能的磁盘 IO 瓶颈,因而索引是否是必要的模块有待研究.另一方面,OLAP 业务涉及数据量

大,在数据获取上多采用全表扫描、全物化策略执行查询,这都进一步减少了索引存在的必要性.但是对于 OLTP
业务,单个事务的数据获取量少,GPU 索引就能发挥应有的作用.未来,GPU 加速索引查询的研究方向将围绕可

更新索引、加速 Join 算子、高效空间数据索引这 3 个方向展开. 

5.4   小  结 

异构存储体系下 GPU 数据的存储管理、压缩和索引是 GDBMS 存储管理器的核心功能,一方面要高效利

用“小而快”的 GPU 显存降低查询响应时延提高吞吐量;另一方面,又要利用 SSD、硬盘存储空间大、可持久存

储的特点,增大 GDBMS 能够处理数据的总量和高可用性,同时还要尽可能减少 PCIe 上的数据迁移. 
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6   总  结 

近 10 年间,尤其是 CUDA\OpenCL 异构统一计算语言的提出,使得 GPU 成为数据库可用的强大的可编程

的通用协处理器,并涌现了一大批面向复杂查询的商用 GDBMS 或研究原型,这必将深刻改变高性能数据库系

统的格局.数据库系统作为数据密集型系统应用软件,其性能的提升依赖于数据获取能力和计算能力的分别大

规模提升:前者的提升依赖于大容量内存计算、分布式技术、SSD 磁盘阵列、NVM[102]新型存储介质以及与之

配套的高性能数据结构和算法的开发;后者则受到 CPU 摩尔定律制约而发展缓慢.GDBMS 的兴起和发展,证明

了通用 GPU 的大规模线程并发计算模式在关系型数据处理上是可行的和高效的,为数据库计算能力取得突破

性进展提供了一种新的可能. 
尽管如此,GPU 并不是专为关系型数据处理而开发,其硬件体系结构还有很多不适应 GDBMS 发展的地方,

未来需要在如下几个方面进一步研究. 
• 对于GDBMS查询编译器,一方面,以代码即时生成 JIT技术和LLVM编译技术为依托,进一步压缩 SQL

的编译时间,是未来 GDBMS 查询编译器的研究方向.同时,如何充分利用不同架构、不同厂商 GPU 功

能特性的同时,保证 SQL 编译器的稳定高效,也是研究热点之一.另一方面,在“一次一算子”编译模式

下,以更多粒度批量编译查询请求,为不同规模的查询需求编译出规模适中的查询计划或多个查询计

划的组合,避免因资源限制导致的查询失败,提高系统的稳定性,是 GDBMS 编译器在数据处理模式上

的新挑战.同时,考虑数据所在位置(是否在 GPU 显存上)和系统运行状态生成“动态”的查询计划,是未

来的研究热点之一.总之,GDBMS查询编译器主要面临压缩异构查询计划的编译时间和根据不同数据

查询规模、存储位置而生成高效查询计划两方面的挑战; 
• 在 GDBMS 查询处理器领域,数据库算法的 GPU 改造将成为未来主要的研究方向,尤其是以 Join 为代

表的复杂关系算子的 GPU 高效实现,将成为 GDBMS 性能提升的关键.此外,通过与查询编译器和查询

优化器协同,KBE 对核函数的融合与切分的智能化、动态化乃至跨 GPU 改造,将成为 GDBMS 执行引

擎的研究热点之一.而在功能上,GDBMS 对 OLTP 业务支撑离不开对事务 ACID 属性的支持,这将成为

GDBMS 亟待突破的难点,也成为最有潜力的研究方向之一; 
• GDBMS 查询优化器的研究,将逐渐从以算子为中心到以查询计划树(QEP)为核心转变.以算子为单位

的查询优化在异构查询代价模型、算子选择率、算子分配问题上取得了阶段性成果,尤其是以机器学

习方法估计算子查询代价的 HyPE 框架的提出,给 GDBMS 查询优化器的设计提供了范本.但算子层次

的优化缺乏全局视野,无法保证生成最优的查询计划.未来,以降低整个查询计划树的异构执行代价为

目标的全局优化方案 ,是 GDBMS 查询优化器的研究重点 .此外 ,多表连接的最佳顺序问题 ,仍是

GDBMS 优化器未解难题之一,其动态规划解决方案尚没有 GPU 版本的算法; 
• 在 GDBMS 存储管理器方面,列式存储、全 GPU 计算、内存数据驻留带来的超高的计算性能仍是

GDBMS 的基石,但固态硬盘 SSD 的引入十分必要,在高速度和大容量之间的权衡,将是 GDBMS 存储

引擎设计的主要问题.未来,在降低性能前提下提升存储容量,将成为 GDBMS 存储引擎未来的研究方

向,SSD 与 GPU 数据直连、跨 GPU 分布式存储等技术非常有潜力.在数据压缩方面,研究降低解压缩

成本为核心的轻量级 GPU 数据压缩算法,比更高压缩比的通用 GPU 压缩算法对 GDBMS 系统来说更

为重要.对于 GPU 索引的研究,算法层面将向减少全局数据同步点、面向更新的数据结构、降低 PCIe
瓶颈方向努力;而在系统层面,将继续探索 GPU 索引技术在 GDBMS 中的应用场景. 

可以预见:随着 GPU 性能随摩尔定律而提升和 GDBMS 四大核心模块技术的发展,GDBMS 一定会在技术

上越来越成熟、性能优势越来越明显,从而在根本上改变当下数据处理系统软件的格局. 
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