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摘  要: 随着信息技术以及电子病历和病案在医疗机构的应用, 医院数据库产生了大量的医学数据. 决策树因其

分类精度高、计算速度快, 且分类规则简单、易于理解, 而被广泛应用于医学数据分析中. 然而, 医学数据固有的

高维特征空间和高度特征冗余等特点, 使得传统的决策树在医学数据上的分类精度并不理想. 基于此, 提出了一

种融合信息增益比排序分组和分组进化遗传算法的混合式特征选择算法(GRRGA). 该算法首先使用基于信息增

益比的过滤式算法对原始特征集合进行排序, 然后按照密度等分的原理对排序后的特征进行分组, 最后再使用分

组进化遗传算法对排序后的特征组进行遗传搜索. 其中, 分组进化遗传算法共分为种群内和种群外两种进化方法, 
并使用两种不同的适应度函数来控制进化过程. 此外, 针对决策树的不稳定性, 提出使用 Bagging 方法对 C4.5 算

法进行集成学习. 实验结果显示, GRRGA 算法在 6 组 UCI 数据集上的 Precision 指标均值为 87.13%, 显著优于传

统的特征选择算法. 此外, 与另外两种分类算法对比可知, GRRGA 算法的特征筛选性能依然是最优的. 更重要的

是, Bagging 方法在 Arrhythmia 和 Cancer 医学数据集上的 Precision 指标分别为 84.7%和 78.7%, 充分证明了该算法

的实际应用意义. 
关键词: 医学数据; 决策树; 特征选择; 遗传算法; 信息增益比 
中图法分类号: TP18 

中文引用格式: 许召召 , 申德荣 , 聂铁铮 , 寇月 . 融合信息增益比和遗传算法的混合式特征选择算法 . 软件学报 , 2022, 
33(3): 1128−1140. http://www.jos.org.cn/1000-9825/6099.htm 
英文引用格式: Xu ZZ, Shen DR, Nie TZ, Kou Y. Hybrid feature selection algorithm combining information gain ratio and 
genetic algorithm. Ruan Jian Xue Bao/Journal of Software, 2022, 33(3): 1128−1140 (in Chinese). http://www.jos.org.cn/1000- 
9825/6099.htm 

Hybrid Feature Selection Algorithm Combining Information Gain Ratio and Genetic 
Algorithm 
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Abstract: In recent years, the application of information technology and electronic medical records and medical records in medical 
institutions has become more and more widespread, which has resulted in a large amount of medical data in hospital databases. Decision 
tree is widely used in medical data analysis because of its high classification precision, fast calculation speed, and simple and easily 
understood classification rules. However, due to the inherent high dimensional feature space and high feature redundancy of medical data, 
the classification precision of traditional decision trees is low. Based on this, this paper proposes a hybrid feature selection algorithm 
(GRRGA) that combines information gain ratio ranking grouping and group evolution genetic algorithm. Firstly, the information gain 
ratio based filtering algorithm is used to sort the original feature set; then, the ranked features are grouped according to the density 
principle of equal division; finally, a group evolution genetic algorithm is used to perform a search on the ranked feature groups. There are 
two kinds of evolution methods: in-population and out-population, which use two different fitness functions to control the evolution 
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process in group evolution genetic algorithm. The experimental results show that the average precision index of the GRRGA algorithm on 
the six UCI datasets is 87.13%, which is significantly better than the traditional feature selection algorithm. In addition, compared with 
the other two classification algorithms, the feature selection performance of the GRRGA algorithm proposed in this study is optimal. More 
importantly, the precision index of the bagging method on the arrhythmia and cancer medical datasets is 84.7% and 78.7% respectively, 
which fully proves the practical application significance of the proposed algorithm. 
Key words:  medical data; decision tree; feature selection; genetic algorithm; information gain ratio 

随着信息技术以及电子病历和病案在医疗机构的广泛应用, 使得医院数据库产生了大量的医学数据[1,2]. 
这些医学数据对于疾病的诊断、治疗和医学研究都是十分有价值的[3]. 决策树作为一种经典的分类算法, 因其

分类精度高、运算速度快, 尤其是分类规则简单、易于理解, 而被广泛应用于医学数据分析中[4]. 然而, 由于

医学数据所固有的高维特征空间和高度特征冗余等特点 [5,6], 使得决策树在医学数据上的分类效果并不    
理想[7]. 

特征选择[8,9]是指从一组原始特征集合中筛选出最优的特征子集, 以达到降低特征维度和提升分类精度

的目的 . 根据是否与分类算法 [10]有关 , 可将特征选择算法分为过滤式 (filter)、封装式(wrapper)和混合式

(hybrid)这 3 种. 信息增益比[11]是一种经典的过滤式算法, 特征的信息增益比越大, 其包含的信息量也越大. 
因此, 通过设置阈值来筛选信息增益比高于阈值的特征子集. 然而, 基于信息增益比的过滤式算法得到的特

征子集辨识度较差[12,13]. 此外, 过滤式算法的阈值设定也具有一定的盲目性[14]. 
封装式算法[15]需要嵌入分类算法, 通过对原始特征集合进行搜索, 并使用分类算法作为评估算法. 遗传

算法[16]是一种常见的搜索算法, 适合对较大特征空间数据进行搜索, 不需要评估算法具有单调性, 因此常被

用于高维特征空间数据的特征选择中[17]. 但有研究表明[18]: 遗传算法容易陷入局部最优解, 出现“早熟”现象. 
引起这种现象的主要原因是: 在进化初期, 群体中个体的多样性迅速降低, 使得算法过早收敛, 从而可能丢

失一些有意义的搜索点和最优点, 而陷入局部最优. 
由于过滤式算法和封装式算法各有优缺点, 因此有学者[19]提出将两种算法融合使用, 不仅可以节约时间, 

而且提升了候选特征子集的辨识度. 混合式算法一般由两个阶段组成: 首先, 使用基于信息增益比的过滤式

算法[11]剔除大部分冗余特征, 只保留少量特征, 从而有效地缩减了后续启发式算法的搜索规模; 然后, 将过

滤式筛选的特征子集连同样本作为输入参数传递给基于遗传搜索的封装式算法[17], 以进一步筛选更重要的特

征. 虽然混合式算法可以有效地克服过滤式和封装式的缺点. 然而, 过滤式阶段的阈值设定以及遗传算法的

局部最优解等问题仍然需要解决[12−14,18]. 
基于上述描述 , 本文提出一种融合信息增益比排序分组和分组进化遗传算法的混合式特征选择算法

(GRRGA). 该算法主要分为 3部分: 首先, 使用基于信息增益比的过滤式算法计算原始特征的信息增益比, 按
照信息增益比的大小对原始特征进行排序; 然后对排序后的特征进行分组, 按照密度等分的方法对排序后的

特征进行分组; 最后, 再使用基于分组进化遗传的封装式算法对排序后的特征组进行搜索, 按照种群内和种

群外两种评估方法来筛选特征, 使用 C4.5 算法作为封装式算法中的评估算法. 此外, 本文使用集成方法对

C4.5 算法进行集成学习, 以降低 C4.5 算法的不稳定性. 在实验方面: 首先是本文所提 GRRGA 算法的验证实

验, 通过在 6 组 UCI 数据集上将 GRRGA 算法与传统的特征选择算法进行对比实验, 以验证 GRRGA 算法的

优越性; 然后, 使用集成方法对 C4.5 算法进行集成学习, 选择最优的集成方法作为应用实验的应用算法; 最
后, 将本文所提 GRRGA 算法应用于 2 组 UCI 医学数据集上, 取得了实际的应用意义. 

1   相关工作 

特征选择是一种数据降维算法, 通过对高维特征空间数据进行搜索, 并使用评估算法对搜索的子集进行

评估, 从而筛选出最优的特征子集. 过滤式和封装式的区别在于评估方法的不同[20], 而混合式则融合了两者

的优点. 分别总结如下. 
过滤式算法通过某种评估算法来增强特征与类别的相关性, 削减特征与特征之间的相关性.  常见的过
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滤式算法有对称不确定性(symmetrical uncertainty, SU)[21]、信息熵(information entropy, IE)[22]和特征权重

(ReliefF, RF)[23]等. Sosa 等人[21]利用互信息原理计算每个特征的对称性, 兼顾了特征与类别以及特征之间的相

关性, 通过设置阈值来筛选特征. Mendoza 等人[23]提出了一种基于 ReliefF 的分布式过滤式算法, 该算法将

ReliefF 与 Spark 融合使用, 根据特征对近距离样本的区分能力进行特征评估, 用于解决庞大数据的特征选择

问题. 也有学者[11]提出一种基于信息增益比(information gain ratio, GR)的过滤式算法: 首先, 使用信息增益比

对特征进行排序; 然后, 根据特征之间的互信息进行特征选择. 
以上过滤式算法中, 都是使用评估方法评价特征的重要性, 筛选的特征子集辨识度低, 且阈值的设定具

有一定的盲目性. 因此, 有学者提出使用分类算法的分类精度作为特征子集的评估准则, 并结合搜索算法进

行搜索[24]. 如 Zhang 等人[25]提出一种基于粒子群(partical swarm optimization, PSO)的封装式算法, 该算法使用

粒子群算法对冗余特征进行筛选, 并使用 C4.5 算法作为评估算法. 也有学者[26]提出使用支持向量机来进行特

征选择的 Wrapper 算法, 文中用遗传算法(genetic algorithm, GA)来寻找使得支持向量机的分类错误率最小的

一组特征子集. 此外, 也有学者[15]提出一种改进遗传算法的封装式算法进行特征选择. 其中, 在遗传算法的

种群进化中增加种群灭绝和转移策略, 以增强遗传算法进化过程中的种群多样性. 
基于搜索策略的封装式算法中, 作者都是直接通过分类器的分类精度来评估特征的重要性[27]. 这类方法

实际上是 Wrapper 算法和搜索策略的结合, 其结果较好, 但是运算的时间较长[28]. 此外, 遗传算法在进行特征

子集搜索时容易出现“早熟”问题. 因此, 有学者提出将过滤式和封装式融合使用的混合式算法. 如 Uğuz 等

人[29]提出一种混合式算法, 该算法首先使用信息增益方法对文档中的每个特征进行特征排序, 并设置阈值进

行筛选; 然后, 再使用遗传算法和主成分分析融合方法对排序后的特征子集进行精选. 
为了解决遗传算法的“早熟”问题, Ghareb等人[30]提出一种增强型遗传算法和 6种 Filter算法融合的混合式

算法: 首先, 使用信息增益和卡方检验等过滤式算法对特征集合进行初步筛选; 然后, 再使用增强型遗传算

法对过滤后的特征子集进行选择. Lu 等人[19]提出一种最大化互信息和自适应遗传算法融合的混合式算法, 以
过滤高维基因数据中的冗余特征. 其中, 最大化互信息用于特征集合的初步筛选, 自适应遗传算法和 4个不同

的分类器融合的 Wrapper 算法用于特征的进一步选择. Rani 等人[31]提出一种互信息和遗传算法结合的混合式

算法, 用于高维基因数据的特征选择: 首先, 使用互信息筛选出高水平的特征子集; 然后, 再使用基于遗传算

法的 Wrapper 算法进行选择. 其中, 使用支持向量机作为分类算法. 结果表明, 混合式算法选择的特征子集具

有更高的分类精度. 
在以上混合式算法中, 作者仅使用过滤式算法进行特征初选; 然后再使用封装式算法进行特征精选. 虽

然融合了过滤式和封装式的优点, 但仍然面临以下问题: 1) 在过滤式中, 特征初选的阈值设定往往凭借经验, 
具有一定盲目性; 2) 在封装式中, 传统的搜索策略存在一定的问题, 如遗传算法的“早熟”现象;3) 混合式算法

仅仅是简单的融合, 并没有对过滤式和封装式进行深度的融合. 

2   混合式特征选择算法 

2.1   GRRGA: 混合式特征选择算法 

传统的特征选择算法存在诸多问题, 如过滤式中阈值设定的盲目性问题以及封装式中遗传算法的“早熟”
现象. 更重要的是, 单纯地将过滤式和封装式融合使用, 并没有充分利用两者的优点. 基于此, 本文提出一种

融合信息增益比排序分组和分组进化遗传算法的混合式特征选择算法(GRRGA). GRRGA 算法的流程如图 1 
所示. 

由图 1 可知, GRRGA 算法主要分为 3 部分. 
• 首先使用基于信息增益比 Filter 算法对原始特征进行排序; 
• 然后根据密度等分的原理对排序后的特征进行分组, 将所有特征分为 k 个密度相等的特征组; 
• 最后使用基于分组进化遗传算法的 Wrapper 算法对密度等分的特征组进行搜索, 并使用 C4.5 算法作

为封装式算法的评估算法. 
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图 1  GRRGA 算法的流程图 

2.1.1   特征排序 
过滤式是进行封装式特征选择前的一种十分有效的特征初选方法, 通过设置阈值来筛选出更重要的特征

子集, 在一定程度上消除特征冗余. 然而该方法具有一定盲目性, 阈值设定多凭经验, 过滤后的特征子集并不

适用后续分类算法. 
基于上述描述, 本文提出一种基于信息增益比排序分组的算法, 该算法使用信息增益比对初始特征集合

进行排序, 以便调整和控制后续种群初始化在特征集合中的分布情况. 此外, 该算法按照各个特征所包含的

信息增益比进行特征分组, 使得每个分组内的特征集合具有相同的信息密度. 首先给出一些关于信息密度的

定义. 
假设样本集 S={x1,x2,...,xn}, 非类别特征为 F={F1,F2,...,Fm−1}T, 样本集 S的第 i个特征为 Fi (1≤i≤m−1), 第

j 个特征为 Fj (1≤j≤m−1), 其中, j<i. 为了便于计算, 需要对所有特征进行归一化操作. 那么, 特征 Fi 的信息

密度可以定义为 

 1
1( ) ( ),   1,2,..., 1m

i i ilGR F GR F i mρ −

=
= = −∑  (1) 

其中, GR(Fi)为第 i 个特征的信息增益比值. 通过公式(1), 可以得到两个特征之间的信息密度距离. 那么, 特
征 Fi 和 Fj 之间的信息密度距离可以定义为 

 1
1

( ) ( )
,   , 1,2,..., 1

( )
i j

ij m
ll

GR F GR F
Dis i j m

GR F−

=

−
= = −

∑
 (2) 

由公式(1)和公式(2)可知, GR(Fi)越大, 密度ρi越大, 那么特征 Fi和 Fj之间的信息密度距离越近, 其局部邻

域内特征分布越稠密, 表明特征 Fi 和 Fj 在一个分组内的可能性越大, 因而特征间密度越大越好. 特征分组的

目的是将权重密度高的组合在一块, 使得组内特征密度紧促, 组间密度疏松. 最后, 按照组内最大特征权重的

方法对特征组进行重新排序, 使得有代表性的特征组排在最前. 算法描述如下. 
算法 1. 基于信息增益比的特征排序分组算法. 
输入: 原始特征集合 F={F1,F2,...,Fm−1}T; 特征分组块数为 k. 
输出: 排序后的特征组 GR={GR1>GR2>…>GRk}, i=1,2,...,k. 
1) 初始化排序特征集合 GRF={} 
2) For i=1,2,...,m−1 do  \\对于所有非类别特征 
3) 根据公式(7)−公式(10)计算特征 Fi 的信息增益比 
4) 将计算信息增益比后的特征 Fi 加入集合 GRF={Fj+…} 
5) 输出排序后的特征集合 GR={GR(F1),GR(F2),...,GR(Fm−1)} 
6) End For 
7) For i=1,2,...,m−1 do  \\对于排序后的所有非类别特征 
8) If GR(Fi)<GR(Fi+1) then 
9) Swap(GR(Fi),GR(Fi+1))  \\交换两个特征的顺序 
10) End If 
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11) End For 
12) For i=1,2,...,k do 

13) If 1
1( ) ( )m

i llGR F GR F k−

=
< ∑  then 

14) 分别根据公式(5)和公式(6)计算特征的信息密度和密度距离 
15) 将特征 Fi 加入第 i 个特征分组中 GRi 
16) End If 
17) End For 

2.1.2   特征编码 
特征编码: 在封装式特征选择过程中, 特征只有被选中或未被选中这两种情况, 故采用二进制编码方法. 

与传统编码方法不同的是, 本文按照排序分组后的特征组进行编码, 即对排序后的特征组 GR 中的每个特征

组进行二进制编码, 得到一个码长为 k×||GR||的二进制串: hi={h1,h2,...,hk}, i=1,2,...,k. hi 为所有个体的组合, 称
为个体的空间, 那么个体空间的大小为 

 1 2 ... ,   1,2,...,i
i i i

n
n n nC C C i k+ + + =  (3) 

种群初始化: 种群规模一般为个体编码长度的一个线性倍数.在实际应用中, 种群规模 m 一般取为 m−1 和

2(m−1)之间的一个确定数. 初始种群的选取一般使用随机选取的方法, 即使用随机函数产生 m−1 个基因组成

的初始群体. 
2.1.3   评估过程 

封装式特征选择过程中的搜索往往使用分类算法对样本集进行建模训练, 然后根据分类结果作为特征集

的适应度函数. 然而, 遗传算法在搜索过程中容易陷入局部最优解, 即在进化过程中, 种群个体丧失了种群多

样性. 为了解决遗传算法的缺陷, 本文根据排序分组后的特征组, 提出两种种群评估方法, 通过种群内和种群

外对初始化的种群进行评估. 
对于种群内个体 1 2{ , ,..., }, 1,2,..., ; 1,2,...,

ij n ih h h h j n i k= = = , 遗传算法的搜索过程中按个体的适应度进行选 

择, 适应度好的个体被遗传下一代的可能性大. 此外, 考虑到特征组内个体数目较少, 本文采用 C4.5 算法的

分类精度作为个体评估的适应度函数, 定义为 

 
1

1( ) ,   1,2,...,M
j llf h l M

M
γ

=
= =∑  (4) 

其中, hj 为第 ni 组内的第 j 个个体, γ l 表示 M 类分类问题中的每一类的分类精度. 
对于种群外个体 hi={h1,h2,...,hk}, i=1,2,...,k, 由于个体规模较组内个体增加了 1倍, 考虑到特征选择的目的

是选择尽可能少的特征子集, 故可对包含较多特征的个体给予一定的惩罚, 抑制这些个体选择概率而让包含

较少特征的个体有更多的繁殖机会, 本文采用一种改进的适应度函数: 

 1
1

1 1

1( ) ,   1,2,..., ;   1,2,...,
i

i

m
iM j

i l ik ml
ii j

h
f h j m i k

M h
γ λ =

=
= =

= − = =
∑

∑
∑ ∑

 (5) 

其中, hi 为组内筛选后的个体子集; λ为惩罚因子, 用于平衡分类精度和个体子集规模. 
2.1.4   进化过程 

遗传算法的进化操作主要包括选择操作、交叉操作和变异操作. 为了使适应度最优的个体遗传下去, 本
文选择轮盘赌策略进行选择操作 .  其具体过程为 :  假设第 i 个个体的规模为 ni=||GRi | | ,  i=1,2,.. . ,k ,  则 

1 2{ , ,..., }
ij nh h h h= , j=1,2,…,ni; i=1,2,…,k 表示 p 个体的适应度为 F(hj), 那么它被选择的概率为 

 
1

( )
( ) ,   1,2,..., ;   1,2,...,

( )i

j
j in

jj

F h
P h j n i k

F h
=

= = =
∑

 (6) 

由公式(6)可知, 个体的适应度越大, 其被选择的概率也就越大, 有利于算法的快速收敛. 此外, 使用选择

操作选择的个体用于进化下去, 其中, 父代个体在下一代中存在的期望数目为 G(h)=ni×P(hj). 
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对于交叉和变异两种操作, 分别采用单点交叉和位变异策略. 对于单点交叉: 随机选择两个父代个体, 
依据交叉概率 Pc 选择需要交叉的基因位置, 进而形成两个新的个体. 对于位变异: 对于两个父代个体, 依据

变异概率 Pm 选择需要变异的基因位置, 然后按照 0 变 1 或 1 变 0 的方法进行变异, 从而形成新的个体(见算  
法 2). 

算法 2. 分组进化遗传算法. 
输入: 排序分组后的特征组 GR. 
输出: 最优特征子集. 
初始化种群: P→随机产生 N 个长度为 l 的个体 
1) For i=1,2,...,k do 
2) While Gen≤MaxGen 或 Pm≤0.09 do  \\进化到最大代数或变异率小于 0.09 时终止进化 
3) 种群内个体适应度评估: 根据公式(4)对 hj 中的每个个体 hni, 计算 f(hj) 
4) 根据 f(hj)产生新一代的种群 PS 
5) If f(hi)=f(hbest)  \\最优个体的适应度超过 3 代没有增加 
6) Pm=Pm+0.02 
7) 对个体进行选择、交叉和变异操作 
8) 更新种群 P←Ps 
9) else 
10) Pm=0.033  \\置变异率 
11) 对个体进行选择、交叉和变异操作 
12) 更新种群: P←Ps 
13) End If 
14) End While 
15) 种群外个体适应度评估: 根据公式(5)对 h 中的每组个体 hi, 计算 f(hi) 
16) 将最优的 f(hi)保存至数组 Ebest[⋅] 
17) End For 
18) 从数组中返回最优特征子集 

2.2   C4.5算法 

决策树[32]是一种根据实例归纳的分类算法, 其模型构建过程可以分为训练集的训练过程和未知样本集的

预测过程. 在使用决策树对未知样本集进行预测时, 该测试样本会从根节点沿着相应分支寻找属于该样本的

类别. 因此, 利用决策树进行预测的关键是根据训练集构建决策树分类模型. 
由于本文选取信息增益比作为混合式算法中的过滤式阶段, 而 C4.5 算法[33]根据信息增益比进行模型构

建. 因此, 本文选取 C4.5 算法作为封装式的评估算法. 已知样本集 S={x1,x2,...,xn}, 每个样本 xi 包含 m 个特征

F={F1,F2,...,Fm−1,Fm}T. 假设类别特征 Fm 具有 k 个不同的取值, 那么根据 Fm 将样本集 S 划分为 k 个样本子集

Ck. 因此, 可以计算样本集 S 对分类的平均信息量为 

 1 2( ) ( ) ( )logk
q qiI S P C P C

=
= −∑  (7) 

其中, P(Cq)=|Si|/|S|, |Si|和|S|分别为 Si 和 S 样本的数目. C4.5 算法的构建过程就是使得划分后特征包含的信息量

更加稳健的过程. 那么, 以离散特征 Fi (1≤i≤m−1)为例, 可以进行如下划分. 
假设离散特征 Fi 具有 v 个不同的取值 Fi (1≤i≤v), 那么根据 Fi 的取值, 可以将样本集 S 划分为 v 个样本

子集 S1,S2,...,Sv, 可以进一步将 C1,C2,...,Ck 划分为 k×t 个子集, 每个子集 Cpq 表示 Fi 在 i=v 情况下, 属于第 p 类

的样本集合. 那么, 对离散特征 Fi 进行划分后, 样本集 S 对分类的平均信息量为 

 21 1
( / ) ( )[ ( ) log ( )]v k

i q pq pqi p
I S F P C P C P C

= =
= − −∑ ∑  (8) 
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其中,
1

( ) | | / | |k
q pqp

P C C S
=

=∑ , P(Cpq)=|Cpq|/|S|. 根据非类别特征 Fi 进行划分后的样本信息量和条件信息量, 可 

以求得样本集 S 信息增益量 G(S,Fi), 即 
 G(S,Fi)=I(S)−I(S,Fi) (9) 

由于使用特征 Fi 对 S 进行划分的信息增益比等于信息增益量与分裂信息量(split information, Sp)之比, 那
么可以得到: 
 GR(S,Fi)=G(S,Fi)/Sp(S,Fi) (10) 

其中, 分裂信息量 21( , ) (| | / | |) log (| | / | |)t
i l llSp S F S S S S

=
= −∑ . 

对于连续特征的样本集, C4.5 算法增加了离散化措施[34]. C4.5 算法的模型构建过程就是选择样本集 S 中

具有最大信息增益比的特征作为分裂特征, 自上而下的方式完成决策树的构建过程. 然而, 有研究表明[35]: 
决策树在特征分裂过程中存在较高的方差, 数据集的微小波动就会产生不同的分裂结果, 这就造成了决策树

的不稳定性. 因此, 本文选取集成方法对 C4.5 算法进行集成学习, 以降低 C4.5 算法的不稳定性. 

3   实验结果与分析 

3.1   实验设置 

为了验证本文所提 GRRGA 算法的性能, 我们选取了 6 组 UCI 普通数据集和 2 组 UCI 医学数据集进行实

验. 其中, 6 组 UCI 普通数据集分别来自不同的领域, 如 Spambase 主要用于垃圾邮件的识别分类, Comma 主要

用于监控物流运输情况 , Scadi 主要用于测试残疾儿童的自我护理情况等 . 2 组 UCI 医学数据集分别为

Arrhythmia 和 cancer. 其中, Arrhythmia 为心率失常数据集, 该数据集的样本数量为 452 个, 共包含年龄、性别、

身高和心率等 279 个特征, 主要用于区分患者是否存在心律不齐的情况; 而 Cancer 为肺癌数据集, 该数据集

的样本数量为 32 个, 共包含 56 个特征, 主要用于区分患者是否患有癌症. 所有数据的详细介绍见表 1. 

表 1  实验数据集描述 

数据集属性 数据集名称 数目 特征 类别 

验证数据 

eighthr 4 736 72 2 
Spambase 4 601 57 2 
Comma 3 942 96 3 

Meu 2 856 71 56 
Urban 675 147 9 
Scadi 70 205 7 

医学数据 Arrhythmia 452 279 2 
Cancer 32 56 3 

 
特征选择算法通过使用分类器的分类精度来评估筛选特征子集的好坏. 因此, 本文在实验中分别对原始

数据集和经过特征筛选后的数据集, 使用分类器的分类精度进行评估. 实验共分为验证实验和应用实验. 在
验证实验中, 首先是本文所提GRRGA算法的特征选择实验, 通过设置中断来观察GRRGA算法的过滤式阶段

和封装式阶段; 然后, 将 GRRGA 算法与传统的特征选择算法进行对比验证; 最后, 将封装式阶段中的 C4.5
算法与另外 4 种分类算法[36]进行对比验证, 并使用两种集成方法[37]对 3 种决策树算法进行集成学习, 以降低

决策树的不稳定性. 与验证实验一样, 使用相同的算法和参数进行应用实验. 

3.2   验证实验 

3.2.1   GRRGA 算法的特征筛选实验 
本节是所提 GRRGA 算法的特征选择实验. 根据 GRRGA 算法的工作原理, 实验可分为 3 部分: 首先是特

征排序过程, 即计算数据集中每个特征的信息增益比, 按照信息增益比的大小对特征进行排序; 然后, 使用

密度等分的方法对排序后的特征进行分组; 最后是分组进化遗传算法的搜索过程, 并使用 C4.5 算法作为评估

算法进行特征选择. 图 2 给出了 Spambase 和 Meu 数据集特征排序后的分组图. 
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(a) Spambase 数据集 (b) Meu 数据集 

图 2  数据集的特征排序后的分组图 

由图 2 可知, 根据特征的信息增益比的大小对原始特征进行排序, y 轴的每个分组代表该组内的特征子集, 
如 Spambase 数据集上 Feature ranking grouping=10 时, 表示第 10 个特征组有 14 个特征. 观察图 2(a)和图 2(b), 
特征的信息增益比越小, 意味着越多的特征被分为一组. 信息增益比越大, 意味着可能只有一个特征被分为

一组(如 Spambase 数据集上 Feature ranking grouping=1). 另外, 信息增益比为 0 的特征并未被分组, 但该类特

征依然被用于种群初始化过程中. 那么, 分组进化遗传算法的种群外进化过程可由图 3 给出. 

 

(a) GRRGA 算法筛选的分类精度 (b) GRRGA 算法筛选的特征子集规模 

图 3  分组进化遗传算法的中群外进化过程 

由图 3(a)可知, 随着进化代数的递增, C4.5 算法在 6 组 UCI 数据集上的 Precision 指标呈现先升后降的趋

势. 当进化代数开始时, C4.5 算法的 Precision 指标均达到最低值. 这主要是由于种群的个体过少导致遗传算

法在进化过程中出现“早熟”现象, 从而陷入局部最优解. 观察图 3(b)发现, 随着进化代数的递增, 特征子集的

数目呈现上升趋势, 在个别数据集上出现下降情况, 但是整体仍然为上升. 因此, 本文综合考虑了 C4.5 算法

的 Precision 和特征子集的数目, 如 Urban 数据集选取第 8 代为最优种群规模. 
3.2.2   与传统特征选择算法的对比实验 

为了对比 GRRGA 算法的优越性, 本节选取了 10 种传统特征选择算法进行对比实验. 其中, 过滤式算法

分别为 GR[11]、ReliefF[23]和 SU[21], 封装式算法分别为 GA[26]、PSO[25]和 EA[24], 混合式算法分别为 GRGA、

GREA 和 GRPSO. 为了最大限度地体现 GRRGA 算法在特征选择过程中的筛选能力, 在传统混合式算法的过

滤式阶段使用相同的阈值参数. 对于 3 种传统过滤式算法的阈值根据经验进行设置. 使用 C4.5 算法对特征选

择后的数据集进行测试. 实验结果见表 2 和表 3. 
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表 2  GRRGA 算法与传统特征选择算法在 6 组 UCI 数据集上的分类精度 

数据集 原始 Filter Wrapper Hybrid 
GR ReliefF SY GA EA PSO GRGA GREA GRPSO GRRGA 

eighthr 92.1 91.4 91.1 91.4 92.2 88.2 92.2 91.9 91.7 92.2 93.1 
Spambase 93.0 90.9 91.0 92.7 93.1 93.0 93.5 91.3 91.1 90.7 93.8 
Comma 89.5 88.8 88.4 88.7 90.9 90.2 90.4 90.0 90.6 90.2 90.6 

Meu 64.2 65.2 42.8 64.7 65.2 64.8 65.5 65.5 65.8 66.4 66.4 
Urban 80.2 82.1 77.6 77.9 79.4 82.4 81.9 82.6 82.6 83.7 83.2 
Scadi 88.8 90.0 90.0 90.0 92.6 92.6 90.8 95.7 92.6 91.4 95.7 
平均 84.63 84.73 80.15 84.23 85.57 85.20 85.72 86.17 85.73 85.77 87.13 

表 3  GRRGA 算法与传统特征选择算法在 6 组 UCI 数据集上的候选特征子集规模 

Dataset 原始 Filter Wrapper Hybrid 
GR ReliefF SY GA EA PSO GRGA GREA GRPSO GRRGA 

eighthr 72 37 39 40 4 8 3 8 10 4 8 
Spambase 57 24 25 18 29 30 36 19 17 16 26 
Comma 96 41 64 41 51 37 37 11 14 18 6 

Meu 71 28 42 30 39 32 35 22 21 19 19 
Urban 147 64 35 35 79 68 65 30 32 22 39 
Scadi 205 141 124 141 42 69 36 33 34 31 33 
平均 108.00 55.83 54.83 50.83 40.67 40.67 35.33 20.50 21.33 18.33 21.83 

由表 2 和表 3 可知, C4.5 算法在 6 组原始数据集上的 Precision 指标均值仅为 84.63%. 这主要是由于数据

的高维特征空间和高度特征冗余极大地损害了 C4.5 算法的分类性能. 观察 3 种传统的过滤式算法发现, 在不

同数据集上呈现不同的结果, 但整体而言, 经过 GR算法处理后的效果更优. 对比 3种传统的封装式算法可知, 
使用 PSO 作为搜索策略的效果最优, C4.5 算法在 6 组数据集上的 Precision 均值均为 85.72%, 结果略有优势. 
无论是过滤式还是封装式算法, 均存在经过特征选择后的特征子集辨识度变差的情况. 

对比 3 种传统的混合式算法可知, 在不同数据集上呈现不同的结果: 在数据集 Scadi 上, GRGA 算法的结

果最优; 而在数据集 Meu 上, 算法 GRPSO 的结果更好. 但整体而言, GRGA 算法在 6 组数据集上的 Precision
指标均值为 86.17%, 稍微优于另外两种算法. 对比本文所提 GRRGA 算法和传统的混合式算法可知, 在
Comma 和 Urban 数据集上的结果并不是最优的. 但整体而言, 本文所提 GRRGA 算法在 6 组 UCI 数据集上的

Precision 指标均值为 87.13%. 
3.2.3   与其他分类算法的对比实验 

由第 3.3.2 节实验可知, 本文所提 GRRGA 算法在 6 组 UCI 数据集上的特征选择效果是最优的. 但是, 封
装式阶段使用 C4.5 算法作为评估算法具有一定的局限性. 因此, 本节提出使用另外两种分类算法(NB 和

KNN)进行对比实验, 以验证本文所提 GRRGA 算法的性能的适用性. 此外, 为了使实验更具公正性, 本文还

选取了传统的 GRGA 算法作为对比算法. 实验结果如表 4 和表 5 所示. 
由表 4 可知, 与 C4.5 算法一样, NB 和 KNN 在原始数据集上的分类精度都是较差的. 因此, 数据的高维特

征空间极大地损害了算法的分类性能. 3种分类算法在不同的数据集上具有不同的结果, 如: 在 Spambase等数

据集上, C4.5 算法的分类精度优于其他算法; 而在 eighthr 数据集上, KNN 算法的结果更优. 但整体而言, C4.5
算法在 6 组 UCI 数据集上的 Precision 指标均值为 84.63%, 优于 NB 和 KNN. 

表 4  3 种分类算法在 6 组 UCI 数据集上的分类精度 

数据集 
C4.5 NB KNN 

原始 GRGA GRRGA 原始 GRGA GRRGA 原始 GRGA GRRGA 
eighthr 92.1 91.9 93.1 93.1 87.8 87.8 92.1 93.1 92.5 

Spambase 93.0 91.3 93.8 84.2 89.3 89.7 90.8 90.4 92.8 
Comma 89.5 90.0 90.6 80.3 95.8 98.7 75.8 89.0 90.5 

Meu 64.2 65.5 66.4 74.1 65.4 76.1 46.0 57.1 59.2 
Urban 80.2 82.6 83.2 82.1 84.8 86.3 76.1 84.8 84.2 
Scadi 88.8 95.7 95.7 86.2 90.2 96.9 85.7 93.6 96.9 
平均 84.63 86.17 87.13 83.33 85.55 89.25 77.75 84.67 86.01 
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表 5  3 种分类算法在 6 组 UCI 数据集上的候选特征子集规模 

数据集 原始 C4.5 NB KNN 
GRGA GRRGA GRGA GRRGA GRGA GRRGA 

eighthr 72 8 8 1 1 20 25 
Spambase 57 19 26 14 8 16 25 
Comma 96 11 6 7 1 3 2 

Meu 71 22 19 15 44 15 21 
Urban 147 30 39 21 46 32 9 
Scadi 205 33 33 40 11 44 6 
平均 108.00 20.50 21.83 16.33 18.50 21.67 14.67 

 
对比本文所提 GRRGA 算法与传统的 GRGA 算法可知, GRRGA 算法不仅有效地降低了数据的特征数目, 

而且 3 种分类算法在 GRRGA 算法筛选后的数据集上的分类精度有了显著的提升, 在 6 组 UCI 数据集上的

Precision 指标均值分别为 87.13%, 89.25%和 86.01%, 较原始数据集上分别提升了 2.50%, 5.92%和 8.26%.此外, 
经过 GRRGA 算法筛选后的数据集的特征子集规模是最少的, 显著缩短了 C4.5 算法的建模预测时间. 

3.3   应用实验 

3.3.1   与传统特征选择算法的对比实验 
本节给出了传统的过滤式、封装式和混合式算法与本文所提 GRRGA 算法在 2 组 UCI 医学数据集上的对

比实验. 与验证实验一样, 应用实验中使用 C4.5 算法作为测试算法, 实验参数与验证实验中的参数一样. 表 6
和表 7 给出了 C4.5 算法在特征选择后的医学数据集上的实验结果. 

表 6  GRRGA 算法与传统特征选择算法在 2 组 UCI 医学数据集上的分类精度 

数据集 原始 Filter Wrapper Hybrid 
GR ReliefF SY GA EA PSO GRGA GREA GRPSO GRRGA

Arrhythmia 79.3 78.8 78.4 78.6 80.7 76.3 78.2 80.1 77.6 78.3 83.4 
Cancer 40.6 68.4 55.2 71.9 63.3 80.1 63.8 77.4 75.7 75.7 77.4 
平均 59.95 73.60 66.80 75.25 72.00 78.20 71.00 78.75 76.65 77.00 80.40 

表 7  GRRGA 算法与传统特征选择算法在 2 组 UCI 医学数据集上的候选特征子集规模 

数据集 原始 Filter Wrapper Hybrid 
GR ReliefF SY GA EA PSO GRGA GREA GRPSO GRRGA

Arrhythmia 279 131 114 131 120 140 90 55 65 44 26 
Cancer 56 8 31 8 19 16 23 3 4 4 3 
平均 167.50 69.50 72.50 69.50 69.50 78.00 56.50 29.00 34.50 24.00 14.50 

由表 6 可知, 与验证实验的结果一样, C4.5 算法在 2 组 UCI 医学数据集上的分类结果都是较差的. 观察传

统的过滤式算法发现, C4.5 算法在 3 种过滤式算法筛选后的数据集上的 Precision 指标都是极差的. 这主要是

由于医学数据集含有更多的冗余特征. 同样地, 在传统的封装式算法和混合式算法中具有相同的结果. 对比

传统的混合式算法和本文所提 GRRGA 算法可知, GRRGA 算法在 2 组 UCI 医学数据集上的 Precision 指标分

别为 83.4%和 77.4%, 在所有特征选择算法中的结果是最优的. 不仅如此, 由表 7 可知, GRRGA 算法筛选的特

征子集规模也是最小的. GRRGA 算法以最小的代价, 获取最好的效果. 
3.3.2   与其他分类算法的对比实验 

由验证实验可知, C4.5 算法在高维特征空间数据集上的分类效果最优. 但是在医学数据集上是否具有同

样的结果还需进一步验证. 与验证实验一样, 使用 GRGA 算法作为对比算法, 并使用相同的参数进行实验. 
表 8 和表 9 给出了 3 种分类算法在 2 组 UCI 医学数据集上的实验结果. 

表 8  3 种分类算法在 2 组 UCI 医学数据集上的分类精度 

数据集 
C4.5 NB KNN 

原始 GRGA GRRGA 原始 GRGA GRRGA 原始 GRGA GRRGA 
Arrhythmia 79.3 80.1 83.4 78.4 82.7 82.4 64.2 76.9 79.0 

Cancer 40.6 77.4 77.4 63.1 81.5 84.7 50.7 82.5 82.5 
平均 59.95 78.75 80.40 70.75 82.10 83.55 57.45 79.70 80.75 
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表 9  3 种分类算法在 2 组 UCI 医学数据集上的候选特征子集规模 

数据集 原始 C4.5 NB KNN 
GRGA GRRGA GRGA GRRGA GRGA GRRGA 

Arrhythmia 279 55 26 63 50 30 39 
Cancer 56 3 3 5 22 3 3 
平均 167.50 29.00 14.50 34.00 36.00 16.50 21.00 

由表 8 和表 9 可知, 3 种分类算法在原始 UCI 医学数据集上的分类精度都是极差的. 观察 GRRGA 与传统

GRGA 发现, 经过 GRRGA 算法筛选后的特征子集具有更优的分类精度, C4.5、NB 和 KNN 算法的 Precision
指标均值分别提升了 20.45%, 12.80%和 23.30%, 而且选取 C4.5 算法作为 GRRGA 的评估算法所筛选的特征子

集最小(14.50). 针对决策树的不稳地性, 本文选取了两种集成方法(Bagging 和 Adaboost)对 3 种决策树算法进

行集成学习, 表 10 和表 11 给出了两种集成方法的实验结果. 

表 10  Bagging 在 2 组 UCI 医学数据集上的分类精度 

数据集 
C4.5 Randomtree REPtree 

原始 GRGA GRRGA 原始 GRGA GRRGA 原始 GRGA GRRGA 
Arrhythmia 83.2 83.8 84.7 76.2 80.7 82.4 80.9 82.3 83.0 

Cancer 68.9 78.7 78.7 52.3 78.5 78.5 65.6 70.9 73.7 
平均 76.05 81.25 81.70 64.25 79.60 80.45 73.25 76.60 78.35 

表 11  Adaboost 在 2 组 UCI 医学数据集上的分类精度 

数据集 
C4.5 Randomtree REPtree 

原始 GRGA GRRGA 原始 GRGA GRRGA 原始 GRGA GRRGA 
Arrhythmia 80.6 84.5 81.2 68.4 71.4 72.5 76.5 78.5 78.5 

Cancer 45.9 77.4 77.4 42.7 78.7 78.7 50.2 75.9 75.9 
平均 63.25 80.95 79.30 55.55 75.05 75.60 63.35 77.20 77.20 

由表 10 和表 11 可知, 两种集成方法在 2 组原始 UCI 医学数据集上的集成效果是十分显著的. 与未经集

成学习的结果一样, C4.5 是 3 种决策树算法中的分类效果最优的, 而且经过 GRRGA 筛选后的特征子集具有更

高的分类精度. 对比两种集成方法发现, Bagging在 3种决策树算法中的集成效果最优的, Precision指标均值分

别为 81.70%, 80.45%和 78.35%, 优于 Adaboost 对 3 种决策树算法的集成效果. 因此, 选取 Bagging 作为 C4.5
算法的集成方法能够实现精准的临床决策. 

4   结  论 

针对医学数据固有的高维特征空间和高度特征冗余, 本文提出了一种融合信息增益比特征排序和分组进

化遗传算法的混合式特征选择算法(GRRGA). 该算法主要分为 3 部分: 首先, 使用信息增益比计算每个特征

的信息增益比值, 与传统的过滤式算法不同的是, 本文仅对特征进行排序; 然后, 根据特征的信息密度进行

密度等分, 不同密度的特征组具有不同的特征数量; 最后, 使用分组进化遗传算法对密度等分的特征组进行

搜索, 并使用 C4.5 算法的分类精度进行评估. 其中, 评估算法分为种群内和种群外两种评估策略. 在实验方

面, 首先在 6 组 UCI 数据集上进行验证实验, 结果显示 C4.5 算法在 GRRGA 算法特征筛选后的数据集上的

Precision 指标均值为 87.13%, 显著优于其他特征选择算法. 此外, 通过与另外两种决策树算法对比, 得出本

文所提 GRRGA 算法的适用性; 最后, 在 2 组 UCI 医学数据集的应用实验结果显示, C4.5 算法在 GRRGA 算法

特征筛选后的数据集上的 Precision 指标均值为 80.40%, 显著优于传统特征选择算法; 而且选取 Bagging 作为

集成方法, 显著地提升了 C4.5 算法的分类精度. 尽管本文所提 GRRGA 算法较传统的特征选择算法在高维数

据集上的效果有了较好的提升, 但在高维小样本数据中的效果并不理想(如 Sacdi 数据集), 后续我们将重点研

究高维小样本数据中的特征选择问题. 
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