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级别[43].对它们的配置极大影响着数据库的性能和可扩展性,而且这种影响因硬件平台、工作负载和数据属性

而异.此外,不同旋钮对数据库影响不同且互相并非独立.鉴于旋钮配置问题的复杂性,许多组织都会聘请 DBA
或专家来调整旋钮.但随着数据库和应用程序在规模上的扩大和复杂性方面的提高,准确调整旋钮已经超越了

人类的能力[44].BestConfig[45]尝试基于某些给定原理搜索最佳旋钮,但是搜索需要花费大量时间. 
学习式旋钮配置方法根据负载在线调优,找到最佳旋钮配置,解决了传统方法无法根据负载实时调优的缺

点.现有的方法分为两类:第 1 类基于监督学习,将旋钮配置问题建模为变化曲面拟合的问题;第 2 类基于强化学

习,通过不断地试错,找出最优的旋钮配置. 
(1) 基于监督学习的方法 
旋钮调优的核心挑战在于拟合出数据库系统性能在不同旋钮调整时的变化曲面,再根据曲面选择出最优

的配置方案.图 15 是一个变化曲面的案例:给定查询为 TPC-H Q18[46],假设仅考虑两个旋钮——寄存器大小和

缓冲区大小.在它们取不同数值的时候,数据库系统执行查询会得到不同的性能,如:当寄存器大小和缓冲区大

小分别设置为 250MB 和 140MB 的时候,平均执行时间最小,即系统取得了最佳的性能.然而,上述变化曲面的构

造是十分昂贵的,因为旋钮可能配置的搜索空间很大,而且每尝试一种配置都需要实际执行一次查询.针对这一

难题 ,一些方法 [3,43]提出通过监督学习的方法 ,首先对部分配置进行采样 ,进而基于样本点拟合出变化曲面 . 
iTuned[43]是第一个使用变化曲面来调整数据库配置参数的实用工具.对于查询 Q 和 d 个旋钮 x1,x2,…,xd,iTuned
首先采样 n 组旋钮配置,然后利用高斯过程拟合(GRS)拟合变化曲面.初始变化曲面会有一个性能最佳点,即此

处估计的性能最佳.以此点作为新采样点,即在该点所在旋钮配置下重新执行 Q.采样后更新变化曲面,再找到新

最佳点,采样并更新变化曲面.通过不断循环采样最佳点和更新变化曲面,变化曲面会拟合得和实际情况越来越

相近.而且每次仅对最佳点采样,使得模型可以尽快找到最佳旋钮配置.上述循环直至性能到达满意值后结束.
上述方法通过在不同旋钮配置下反复执行同一个负载,对旋钮进行在线调整,但它并没有从其他负载的变化曲

面中学到知识.OtterTune[3]尝试从其他负载的变化曲面中学到知识.数据仓库存有很多旧负载的变化曲面,它们

根据曾经在数据库运行过的负载基于采样得到.每当来了一个新负载,新负载利用执行情况映射到最相似的旧

负载.将加噪声的旧负载变化曲面作为初始变化曲面,然后再通过与 iTuned 一样的采样和更新变化曲面方法最

终找到最佳旋钮配置.以其他负载的变化曲面作为初始变化曲面,减少开始时大量采样旋钮操作,有效提升了旋

钮调整的速度. 

 

Fig.15  Trends of database performance with the changes of knob configuration[47] 
图 15  数据库性能随旋钮配置的变化曲面[47] 

(2) 基于强化学习的方法 
上述基于曲面拟合的方法存在局限性:不仅需要采集大规模高质量训练样本,而且需要高维高斯过程拟合.

就算拟合出精确的变化曲面,在曲面上找到最优解实际上还是 NP 难问题[3].所以有学者开始尝试使用强化学习

对旋钮进行配置[47],不需要先验知识,也无需复杂的采样或变化曲面拟合.与查询优化类似,旋钮配置也可抽象

为马尔可夫决策过程.在执行负载的过程中,数据库的状态发生着变化,在每一个时刻策略算法根据当前数据库

状态(状态)可以选择要调整的旋钮并调整至某个值(动作);调整后,数据库状态变为新状态,再根据新状态选择
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新动作.如此反复,直至负载执行结束.使用强化学习反复上述过程多轮,即可找到最适合该负载的数据库旋钮

配置.如图 16 所示,CDBTune 模型[47]是典型的基于强化学习的学习式旋钮配置模型.状态使用向量化的 63 个指

标表示数据库当前的状态,如页大小、上锁解锁时间等;决策算法使用 DDPG 算法[35]选择当前要调整的旋钮,
即可满足高维度的状态和动作;动作即为 one-hot 编码的旋钮向量;奖励选择调整旋钮后数据库发生的性能变

化,具体表现为数据库的吞吐量和延迟变化.例如对例 16 找到最佳旋钮配置,由于该案例重在缩短平均执行时

间,所以奖励设为平均时间的倒数. 

 

Fig.16  CDBTune: RL-based knob tuning 
图 16  基于强化学习的调优 CDBTune 

为方便举例,状态仅选择上锁解锁时间(二维向量);旋钮即选择寄存器和缓冲区的大小,假设寄存器大小仅

可从 0 到 800MB 以 50MB 为间隔选(即 0,50,...,750,800),缓冲区大小仅可从 0 到 400MB 以 20MB 为间隔选,则
旋钮向量则可表示为 30 维向量,每一维表示某旋钮的一个取值.如:当寄存器大小和缓冲区大小分别取 50,20 时,
则该旋钮向量第 2 维和第 11 维取 1、其余取 0.则 CDBTune 强化学习过程如下. 

• 第 1 轮:在旋钮未调整过之前,上锁、解锁时间分别为 10,100(状态),策略函数根据当前状态选择寄存器

大小和缓冲区大小分别 50,20(动作),重新执行负载,上锁、解锁时间变为 10,90(新状态)且平均执行时

间降为 250,数据库反馈奖励 1/250 给 DDPG,以此来更新策略函数; 
• 第 2 轮:策略函数根据状态(10,90)选择寄存器大小和缓冲区大小分别 100,40,再重新执行负载,新状态

变为(10,75)、平均时间降低为 180,数据库反馈奖励 1/180 给 DDPG,以此来更新策略函数; 
• 第无穷轮:最终模型收敛,当寄存器大小和缓冲区大小分别 250,140 时,平均执行时间最短. 

3.2   学习式布局配置模型 

数据布局是指关系表中的数据以何种组织方式存储在磁盘中,常见的有按行存储(行存)、按列存储(列存)
与混合存储.不同的布局有不同的优缺点,如行存写操作效率高但读操作效率低、而列存正好相反.所以布局的

选择非常依赖于负载的特性,如 OLTP 负载访问的数据适合行存、OLAP 负载访问的数据适合列存.若选择不合

适负载的布局,会影响数据库的读写效率.传统的布局配置由 DBA 根据一定规则事先选定,而没有根据真实负

载动态选择.而布局作为旋钮之一,也可以使用之前介绍的学习式旋钮配置模型进行配置.但是,如果 DBA 已经

总结出一些基于负载的布局配置规则,可以利用这些规则设计出更加专用的学习布局配置模型. 
学习式布局配置模型利用负载的特性和启发式规则选择合适的布局.Elnaffar 等人[48]提出了基于决策树的

策略,如图 17(a)所示.该方法将问题转换为特征工程和分类问题,对负载进行特征化,利用决策树判断负载属于

OLAP还是OLTP:若属于OLTP,则采用行存布局;否则,使用列存布局.决策树利用曾经在数据库运行过的负载以

及对应最佳布局方式构造.通过评测多种布局方式下执行同一个负载后的数据库性能,取性能最佳的布局方式

作为该负载对应的最佳布局方式.随着负载的复杂度增加,单一的行存或列存已经无法满足复杂的负载需求.因
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此,Pavlo 等人[11,49]提出了支持混合存储的学习布局配置模型,如图 17(c)所示.底层由“tile”组织以满足行列混存.
当有新负载要执行时,负载内所有 SQL 根据属性重合度进行 K-means 聚类.如图 17(b)中标红的 SQL,每一类中

都有一个 SQL作为该类的 SQL代表,再从这些 SQL代表中选择对 IO影响最大的 Top-K个 SQL,最后根据 Top-K
个 SQL 访问的属性进行布局.如图 17(c)为布局配置案例,最后筛选出得 Top-K 个 SQL 分别是 SQL-1,SQL-2,..., 
SQL-K,其中,SQL-1需要访问A11,A12,...,A1t这 t个属性,它们可以来自不同的表,由于这些属性常常被一块访问,
所以把它们各个列的属性值都存在一个 tile 内,即 Tile-1.同理,SQL-2 需要访问的属性列也存在一个 Tile-2 内.
同一个属性列可能会以副本的形式存在多个 tile 内.负载的变化可能导致数据布局的重组,现有的方法是增量

性重组[48],即以数据项为单位逐渐将数据迁移至新布局,要求不可迁移热数据. 

 

(a) 基于决策树的布局配置模型 

     

(b) SQL 聚类                    (c) 布局配置案例 

Fig.17  Learnable data layout configuration models 
图 17  学习式数据布局配置模型 

3.3   学习式并发控制策略选择 

事务管理器保证事务的正确执行,即满足 ACID 的特性.并发控制是事务管理器的最重要功能之一,因为不

合理的并发控制会导致存取和存储不正确数据、破坏事务的隔离性与数据库的一致性.然而,处理并发控制开

销很大,频繁的并发控制已被证明大约是传统数据库中 OLTP 工作负载的 CPU 开销的 30%[50].因此,一些研究工

作侧重从并发控制策略选择的角度开发学习式事务管理器. 
这些工作的基本想法是:学习出查询负载的模式,从而对现有的并发控制策略进行最优的选择.现有的并发

控制策略有很多,代表性的有 H-Store 使用的有基于分区的并发控制(PartCC)[51]、基于 Silo 的乐观并发控制

(OCC)[52]和基于 VLL 的无等待两阶段锁定方法(2PL)[53,54]等. 
• PartCC 作为并行数据库管理系统 H-Store 使用的并发控制策略,特别处理多个事务在多个站点同时执

行的情况.它使用时间同步协议保证集群内所有机器的时间都一致,使用时间戳模型进行并发控制.为
保证事务的执行是可串行化隔离的,它事先分析好事务使用数据的情况,如果两个事务的两个进程可

能存在冲突,则不让它们在同一个时间执行; 
• OCC 是乐观的并发控制协议,即:在事务运行时不申请对资源上锁,直接使用资源.在事务提交之前,每

一个事务都会验证其他的事务是否修改了它所读取的数据.如果检测存在冲突修改,提交事务将被回

滚并重新开始执行; 
• 2PL 指每个事务的执行都分为加锁阶段和解锁阶段,读写数据前必须对数据加锁而非一次把所有数据

都加锁、加锁请求都先于解锁请求.那么对这些事务的并发调度都是可串行化的. 
经过实验发现:所有并发控制协议都有其最佳性能的事务场景,没有一个协议对所有场景都是理想的,并且

错误的协议可能会导致显着的性能下降.如:多个事务在多个站点执行时,PartCC 是最佳选择;当冲突率很低时, 
OCC 工作得最好;而当冲突率很高时,2PL 最为理想.学习式事务管理策略选择模型就是要以机器学习的方式挖
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掘出事务本身特性,以选择最佳的并发控制策略.如图 18 所示,学习并发控制选择策略根据当前事务从有限个

并发控制策略中选择出最合适的一个.Tang 等人[55]对事务进行特征化,再利用决策树选择合适的并发控制策

略.事务总共有 4 种特征,分别是读操作比率(ReadRatio)、事务访问的平均记录数(TransLen)、读取或写入相同

记录的并发事务的概率(RecContention)和所有跨群集事务的成本(CrossCost).前三者记录了跨事务的冲突,这
是影响 PartCC,OCC 和 2PL 性能的关键因素,第 4 个特征影响了 PartCC 的适用性.决策树使用 Zipf 分布事务和

对应最高吞吐量的并发控制策略来训练.Zipf 分布事务使用综合事务,即包括各种场景,可以有效地探索特征空

间,使训练好的模型可靠地预测最佳并发控制策略. 

 

Fig.18  Learnable selection model for concurrency control strategies 
图 18  学习式并发控制策略选择 

3.4   总  结 

本节主要阐述了学习式系统调优(见表 3),包括学习式旋钮配置模型、学习式布局配置模型和学习式并发

控制策略选择.旋钮配置是找到一系列旋钮使得数据库性能最佳,学习式旋钮配置模型细分为基于监督学习和

基于强化学习两种方法:前者基于采样和 GRS 拟合生成变化曲面;而后者通过不断尝试不同的旋钮组合,利用

数据库性能作为奖励以引导旋钮重组,找到最优配置.布局配置探讨如何基于负载对数据的组织方式进行优化,
现有工作的重点在于负载的分类,进而选择更好的布局方式.本节还介绍了学习式并发策略选择模型,根据事务

的特性来选择合适的策略,以结合多种并发控制策略的优势.尽管现有的研究工作已经取得了不小的进展,但学

习式数据库调优还有以下挑战性问题亟待解决:首先,现有的学习式调优方法多从查询负载中学习出数据模式,
当切换应用场景时,由于积累的数据有限,这些方法难以在短期取得很好的效果;其次,我们发现机器学习算法

在事务管理上的应用非常少,这方面的应用还有待探究;同时,还需进一步探究如何与 DBA 的经验相结合. 
Table 3  Summary of learnable konb configuration model 

表 3  学习式数据库系统调优模型总结 

模型 输入 输出 机器学习模型 核心 
学习式旋钮配置 负载 旋钮配置 回归模型 变化曲面拟合、强化学习 

学习式布局配置模型 负载 布局配置 分类模型 特征分类 
学习式并发控制策略选择 负载 并发控制策略 分类模型 特征分类 

4   总结与展望 

系统设计的通用性和面向应用的定制性,是数据库系统领域长期以来一直探讨,乃至争论的一对矛盾. 
• 一方面,单纯追求系统的通用性,难免牺牲服务具体应用时系统的性能.目前,数据库领域已对“不是所

有情况都适用于一种模式”(one size does not fit all)这一结论形成了广泛的共识; 
• 另一方面,针对具体应用对数据库系统进行定制需要数据库管理员与开发人员的深度参与,费时费力

不谈,在应用需求如此复杂多变的今天,也显得越来越捉襟见肘. 
学习式数据库系统为解决这对矛盾提供了一种全新的思路:基于模型的系统定制.具体来讲,数据库系统充
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分使用机器学习技术基于数据建模的能力,从负载与数据中学习出面向具体应用的特征或模式,从而为不同的

应用需求定制出不同的模型.更为重要的是:通过“学习式”数据库核心组件的研发,使数据库系统具备利用模型

做决策的能力,保证一定的通用性. 
但由于数据库的数据与传统机器学习使用的数据有所差别,机器学习在数据库上的应用并不简单.传统机

器学习多用于多维数据并基于独立同分布假设,而关系数据有更复杂的语义.首先,在数据类型上,传统机器学

习处理数据的类型相对单一,而数据库中同一条记录内可能同时包含数值型、范畴型、文本型等多种数据类型

的属性;其次,在不同维度的关联性上,传统机器学习假设同一条数据的不同维度之间不存在关联性(或通过主

成分分解 PCA 等手段处理维度之间的关联性),而数据库中不同属性可能存在更为复杂的语义关联,如函数依

赖或因果关系;最后,在数据间的关联性上,传统机器学习的数据基于独立同分布假设,而数据库的记录分布更

复杂,并不一定满足独立同分布.上述差异为机器学习技术的应用带来新的难题:首先,数据类型的差异导致数

据库数据作为机器学习模型输入时需要进行数据的表示学习,关系数据的表示学习相比单纯的文本或图片更

为困难;此外,数据库数据存在记录间和属性间的依赖性导致训练出的模型通用性较低,这种过拟合现象的优点

是适合当前的应用场景,但缺点是不利于数据库的后期维护,难以设计出同时兼顾通用性和专用性的机器学习

模型;最后,若数据频繁更新,如何实现模型的实时更新,权衡机器学习应用的效果与成本,也是机器学习应用的

一大难点. 
本文以数据库系统架构的角度系统地综述了学习式数据库的研究工作,探讨了如何使用机器学习技术对

数据库系统的核心组件进行优化.重点介绍了学习式数据库索引、学习式查询优化器和学习式系统调优这 3 个

方面.学习式数据库索引的核心是利用监督学习对数据的分布进行拟合,形成有效的键值-数据映射函数,并由

此提升数据查找的效率.学习式查询优化器分为基于监督学习的代价估计模型与基于强化学习的新型查询优

化架构,其主要的发展方向是通过从过去的经验中学习,指导查询优化器做出更好的决策.学习式系统调优的基

本思路是从历史的查询负载中学习模式或是对不同配置下的系统性能进行采样,从而对系统的配置进行调节

与优化.需要强调的是:学习式数据库系统并不完全摒弃传统数据库组件,这些组件可以作为模型的一个构件以

备机器学习无效时使用,或作为初始模型加快训练. 
对不同类型的数据库,机器学习在它们的数据库组件上应用范围不同.表 4 中,数据库主要分为事务型数据

库(TP)和分析型数据库(AP),它们在业务范围、主要数据库操作、操作对象、是否必须满足 ACID 特性、优化

重点和适合配置等不同维度上都有不同[56].这些差异导致机器学习在它们的数据库组件上应用范围不同. 

Table 4  Difference of TP and AP 
表 4  TP 和 AP 的差异 

维度 TP AP 
业务范围 事务操作、数据更改 数据查找和数据分析 

主要数据库操作 增删改操作 复杂查询 
操作对象 单表操作 多表操作 

是否必须满足 ACID 特性 是 否 
优化重点 写优化 读优化 
适合配置 B-tree 索引、行存 位图索引、视图、星模式、列存 

下面围绕本文介绍的几类学习式数据库组件做进一步的分析. 
(1) 索引上,基于机器学习构造的索引会同时提高 TP 和 AP 数据存取的速度,但是由于 TP 的主要数据库

操作为增删改操作,索引需要高频率更新,因此机器学习再训练成本过高,这给机器学习的应用带来

了性价比的问题; 
(2) 查询优化器上,机器学习可以找到最佳查询计划,利用使用本文介绍的强化学习查询优化模型进行连

接顺序的优化.由于AP大多涉及多表的复杂查询而TP查询相对简单,通常涉及单表,所以此时机器学

习会让 AP 有更多收益; 
(3) 布局配置上,学习式布局配置模型的基本思路是:使用机器学习来预测未来的查询负载偏重 TP 还是



 

 

 

柴茗珂 等:学习式数据库系统:挑战与机遇 827 

 

AP,以便提前对数据的存储形式做出调整.具体是:若查询负载偏 TP,则调整为行存;若偏 AP,则调整为

列存,以满足两种类型的负载在写优化及读优化方面的不同侧重.旋钮设置上,机器学习让 TP 和 AP
都受益.最后,相比于 AP,TP 因会触发更多的事务冲突而更需要机器学习为其选择合适的并发控制策

略,因此在并发控制方面,机器学习会更让 TP 受益. 
对数据库而言,应用机器学习技术的性价比需要综合考虑数据库吞吐量和延迟方面的性能提升,以及机器

学习模型在训练和执行上的时间成本.但是对不同类的数据库,其指标有不同的侧重.对 TP 而言,由于查询相对

简单且有较多写操作,对事务的并发控制提出了严峻的挑战,所以机器学习技术的性能主要通过自动化选择并

发控制策略后,并发事务处理能力的提升来衡量.而频繁的写操作涉及较多的模型更新,所以机器学习技术的成

本主要由再训练的时间衡量.而 AP 的主要业务是复杂查询,所以查询速度是机器学习性能的主要衡量指标,而
在寻找最佳查询计划时,越复杂的模型也许能找到越好的查询计划但是执行时间较长,如 LSTM 模型比泊松回

归模型更好地解决复杂基数估计问题,但模型进行预测的开销也更大.所以需要用模型执行时间来衡量机器学

习成本. 
根据应用机器学习的性价比决定,并非所有场景都适合使用学习式数据库:首先,学习式数据库难以承担过

多更新操作,因为它意味着频繁重新训练机器学习模型,训练代价过大;其次,若数据库数据过少或分布单一,传
统数据库组件已经可以较好地处理该情况,而使用机器学习技术又增加了额外开销,还很容易过拟合而无法保

证其通用性;最后,若数据本身并没有任何规律,机器学习技术难以挖掘出数据分布并构建合适的组件模型. 
总的来说,机器学习为解决数据库问题提供了新思路,利用底层数据分布和事务特征设计出的专用数据结

构有效地节省了时间和空间开销.此外,传统数据库系统仍需大量人为参与,如旋钮配置等,这增加了大量人工

成本且无法保证其可靠性.但机器学习技术根据数据分布做出决策,降低人工成本的同时又保证了可靠性.最
后,机器学习可以从历史数据以及数据库表现上吸取经验教训.在带来上述优势的同时,机器学习技术也为数据

库带来了以下弊端. 
• 第一,相比传统数据库组件,机器学习构建的组件难以适应业务迁移,可能存在冷启动问题.如学习式索

引模型由于再训练成本过高,所以无法适应数据频繁更新的情况; 
• 第二,当数据库数据分布、事务特征都非常简单时,使用机器学习性价比过低.如做查询优化时,若查询

非常简单,查询计划全枚举也许快于使用强化学习查询优化模型; 
• 第三,学习式数据库系统性考虑不足,并不考虑数据库系统中组件之间的牵连性,这导致学习式数据库

系统的性能可能只能达到局部最优而非全局最优.如当内存大小给定时,缓冲区使用内存大小和索引

使用内存大小是相互制约的,即:为缓冲区分配更多内存意味着为索引分配更少内存,那么在减少缓冲

区中数据调用时间的同时又增加了从磁盘取数据的 IO,整体的性能未必改善. 
最后,学习式数据库系统仍存在着很多开放式研究问题,这里归纳为 6 点. 
• 模型构建:传统的机器学习技术一般假设数据独立且同分布,但是实际的数据库数据分布复杂,不一定

满足上述假设.例如:若数据库键与键的特征并非相似,则学习式布隆过滤器会面临失效;其次,在基于

数据驱动的新模型构造初期,所需要的数据通常不足或需要实时采样,这导致构建模型存在冷启动问

题,如 iTuned 在构造初始变化曲面时,得先采样多组旋钮、执行多次负载;再次,某些模型的构建用了启

发式规则,例如,基于决策树的布局配置模型使用了“OLTP 适合行存布局、OLAP 适合列存布局”,这些

启发式规则可以简化模型,但是并非完全可信,如何处理它们使学习式组件更加准确尚无定论;最后,学
习式组件和传统数据库组件究竟要以什么方式结合,若学习式组件与传统数据库组件的输出结果发

生冲突时,应该更倾向于谁的结果.这些问题都是模型构建时应该考虑的问题; 
• 系统整合:本文阐述了机器学习在数据库系统部分组件上的优化,但是目前尚没有对所有学习式组件

进行整合的系统.由于组件之间的牵连性,一个组件性能的改善也许意味着另一个组件性能的恶化.例
如:当内存大小给定时,给缓冲区分配更多内存,就意味着给索引分配了更少的内存,那么虽然减少了调

用缓冲区中数据的时间,但是增加了从磁盘取数据的 IO,整体的性能未必改善.因此,如何系统地将各
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个学习式组件进行整合,各司其职、物尽其用,是形成完整学习式数据库亟待解决的一步; 
• 数据更新:基于数据驱动的学习式数据库只适合于训练模型时使用的数据或负载,但是数据和负载随

着时间可能会发生变化.例如:基于现有数据构建的RMI模型(第 2节)会随着更新而难以对数据进行有

效的拟合;基于历史查询预测的负载趋势也可能随着查询的变化而变得不再适用.因此,现有的方法采

用阶段性更新学习模型,如每月更新一次.然而,若更新过于频繁,会带来很大的开销;反之,学习式数据

库可能不再适用.此外,数据与负载的变化并非规律性的,所以很难找到模型更新的适宜频率.所以更新

的时间、频率与方式都需要进一步的研究; 
• 评测基准:对任何一个学习式组件都可以由不同的模型去替代或优化,但是通过调研,本文发现:对大部

分学习式组件而言,现如今并没有一个评测基准于评测这些模型.这样就无法对比不同的模型性能,也
不知道模型具体适合什么应用场景.传统数据库的评测基准有 TPC 系列;对个别组件有一些评测基准,
如查询优化使用的 JOB[57].然而,系统性地探讨如何对学习式数据库系统进行评测,并构建评测基准的

工作目前尚属空白.这不利于对不同的模型进行效果评测,从而进行对比; 
• 未来预测:相比传统数据库组件只能实现基于当前数据与负载的基本功能,学习式数据库也许还可以

使用机器学习的预测能力对未来的数据和负载进行预测,从而成为一个智能型学习式数据库.一旦有

了这种预测能力,学习式组件可以自动更新而无需采用当下的阶段性更新法.此外,还可以根据未来数

据及负载对资源及时地合理分配,如对内存、缓冲区分配执行负载所需的内存空间,对数据合理地分配

到不同站点从而减少并发处理的冲突率; 
• 在线机器学习(OLML)[58]:OLML 是以在线构建模型为主的应用.区别于传统 TP 和 AP 类应用,即以业

务为中心、便于提高工作人员的业务效率的应用,OLML 以用户为中心,用户可以直接在数据平台使用

而不受过多技术限制.OLML 需求多样,呈现出不同的负载和数据模型,底层需要新型数据库系统来支

撑,学习式数据库系统是一种可行的解决方案. 
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