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摘  要: 部署在网络节点上的网络安全监控系统每天会生成海量网络侧告警,导致安全人员面临巨大压力,并使
其对高风险告警不再敏感,无法及时发现网络攻击行为.由于网络攻击行为的复杂多变以及网络侧告警信息的局限
性,已有面向 IT 运维的告警排序/分类方法并不适用于网络侧告警.因此,本文提出基于多元数据融合的首个网络侧
告警排序方法 NAP (Network Alert Prioritization).NAP首先设计一个基于源 IP地址与目的 IP地址的多策略上下文
编码器,用于捕获告警的上下文信息.其次 NAP设计一个基于注意力机制双向 GRU模型与 ChineseBERT模型的文
本编码器,从告警报文等文本数据中学习网络侧告警的语义信息.最后 NAP 构建排序模型得到告警排序值,并按其
降序将攻击性强的高风险告警排在前面,从而优化网络侧告警管理流程.在 3 组绿盟科技网络攻防数据上的实验表
明,NAP能够有效且稳定地排序网络侧告警,并且显著优于对比方法.例如:平均排序指标NDCG@k(k∈[1,10]) (即前
1至 10个排序结果的归一化折损累计增益)均在 0.8931至 0.9583之间,比最先进的方法提升 64.73%以上.另外,通过
将 NAP应用于我校真实的网络侧告警数据,本文进一步证实其实用性. 
关键词: 网络安全;网络侧告警;排序;数据融合 
中图法分类号: TP311 

中文引用格式: 王维靖,陈俊洁,杨林,侯德俊,王星凯,吴复迪,张润滋,王赞.基于多元数据融合的网络侧告警排序方法.软件
学报. http://www.jos.org.cn/1000-9825/7118.htm 

英文引用格式: Wang WJ, Chen JJ, Yang L, Hou DJ, Wang XK, Wu FD, Zhang RZ, Wang Z. Multivariate data fusion-based 
network alert prioritization method. Ruan Jian Xue Bao/Journal of Software (in Chinese). http://www.jos.org.cn/1000-9825/ 
7118.htm 

Multivariate Data Fusion-Based Network Alert Prioritization Method 
WANG Wei-Jing1,2,  CHEN Jun-Jie1,  YANG Lin1,  HOU De-Jun3,  WANG Xing-Kai4,  WU Fu-Di4,  
ZHANG Run-Zi4,  WANG Zan1,2 
1(College of Intelligence and Computing, Tianjin University, Tianjin 300350, China) 
2(School of New Media and Communication, Tianjin University, Tianjin 300072, China) 
3(Network and Information Center, Tianjin University, Tianjin 300072, China) 
4(NSFOCUS Technologies Group Co., Ltd., Beijing 100089, China) 
Abstract:  The network security monitoring systems deployed on network nodes generate a large number of network 

alerts every day, causing the security engineers to face significant pressure to lose sensitivity to high-risk alerts 

and fail to detect network attacks in time. Due to the complexity and variability of cyber attacks and the limitation 

of network alert information, existing alert prioritization/classification methods for IT Operations are unsuitable 
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for network alerts. Thus, we propose NAP (Network Alert Prioritization), the first network alert prioritization 

method based on multivariate data fusion. NAP first designs a multi-strategy context encoder based on source IP 

address and destination IP address to capture the context information of network alerts. And then, NAP designs a 

text encoder based on the attention-based bidirectional GRU model and the ChineseBERT model to learn the semantic 

information of network alerts from the text data such as alert messages. Finally, NAP builds a ranking model to 

obtain the alert ranking values and then ranks the high-risk alerts with cyber attack intention in the front according 

to their descending order to optimize the network alert management process. Our experiments on three network attack 

and defense data from NSFOCUS show that NAP can achieve effective and stable prioritization results, and significantly 

outperforms the compared methods. For example, the average NDCG@k(k∈[1,10]) (i.e., Normalized Discounted Cumulative 

Gain of the first 1 to 10 ranking results) ranges from 0.8931 to 0.9583, and outperforms the state-of-the-art compared 

method more than 64.73%. Besides, NAP has been applied to a real-world network alert dataset from our university, 

further confirming its practicability. 

Key words:  cyber security; network alerts; prioritization; data fusion 

近年来,随着全球数字经济的飞速发展,网络安全事件层出不穷.2021年 5月勒索软件 DarkSide通过网络
攻击迫使美国主要燃料管道暂停运营[1].因此,为了保障网络信息安全、及时发现网络攻击行为,大量网络安全
监控系统被广泛部署在企业的网络节点上,例如网络入侵检测系统(Network Intrusion Detection Systems, 
IDS)[2],Web应用防火墙(Web Application Firewall, WAF)[3].这些网络安全监控系统能够实时监测网络流量,收
集海量网络侧告警,并发送给安全运营中心(Security Operations Center, SOC)进行处理. 

由于网络环境复杂、告警数据量巨大、且安全人员人数十分有限,安全人员们面临着“告警疲劳(alert 
fatigue)”的问题[4],即安全人员遭受处理海量告警的巨大压力,对高风险告警不再敏感,无法及时发现网络攻击
行为.Orca Security公司一份基于 2022年公有云安全的报告显示[5],59%的受访者每天会收到 500个以上的新
告警,79%的受访者每天有 500 个以上未处理完的告警.然而,由于这些告警中存在大量误报与噪声告警[6,7],实
际具有攻击性的高风险告警很少,安全人员需要花费大量时间对收到的告警进行分析.正如该报告指出,有
64%的受访者认为真正重要的告警占比低于 10%,56%的受访者每天花费 20%以上的时间查看告警并确定需
要优先处理的告警. 

为了尽快找出高风险告警,研究者提出基于规则和基于机器学习/深度学习的方法,这些已有方法主要有
如下两方面不足:(1)尽管基于规则的方法能在一定时间内适用,但这类方法并不可靠[7].首先,随着系统的变
化、攻击方法的改变[8],特定的规则会很快失效[9,10];另外,由于不同的安全人员在先验知识与业务理解上有所
差异[11,12],告警的质量并不稳定.(2)研究者提出许多基于分类[13,14]和排序[15]的自动化检测方法,但它们并不适
用于网络侧告警.网络侧告警仅记录 HTTP行为,包括 IP地址、端口号、告警名称(name)、告警载荷(payload)、
Web 访问请求体和响应体(q-body 和 r-body),缺少直接反应系统状态的数据,例如:文献[9,13]所需的告警类型
(如:应用程序、数据库、内存、网络、硬件等),文献[14]所需的 CPU 使用率、内存使用率、I/O 吞吐量、设
备读取速度、网络延迟等指标数据,以及文献[15]所需的响应时间、处理时间、进程数量等指标数据.正是由
于 IT 运维告警提供了丰富的系统状态,这些 IT 运维工作能够有效判断告警或故障(incident)的严重程度[15],
甚至通过“修复故障时的解决方案”学习更精细的排序方法[9].因此,网络攻击行为的复杂多变以及网络侧告警
信息的局限性为网络侧告警的研判工作带来挑战.此外,现有的网络安全领域的告警研判工作[16]通常将告警

进行二分类,即判断告警是否有恶意,并没有从告警的风险级别上进一步细化,这为安全人员增加工作量. 
为了从有限的网络侧告警信息中理解复杂多变的网络行为,并及时发现具有网络攻击意图的高风险告

警,本文提出基于多元数据融合的网络侧告警排序方法 NAP (Network Alert Prioritization).NAP使用 3种输入
数据:(1)上下文数据,即基于源 IP 地址(s-ip)与目的 IP 地址(d-ip)的上下文告警;(2)文本数据,包括告警名称
(name)、告警载荷(payload)、Web 访问请求体(q-body)、Web 访问响应体(r-body);(3)离散数据,即目的端口
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(d-port).首先,本方法基于 s-ip 和 d-ip,设计多策略上下文编码器用于生成告警频数矩阵,从而获取丰富的告警
上下文信息.其次,为了从有限的告警数据中挖掘出更多信息,NAP 设计基于双向 GRU 模型和 ChineseBERT
模型的文本编码器,从告警载荷(payload)、Web访问请求体(q-body)、Web访问响应体(r-body)、告警名称(name)
文本数据中学习网络侧告警的语义信息,从而进一步理解复杂多变的网络活动.最后,NAP构建排序模型,通过
概率分布计算排序值,并按照排序值的降序将攻击性强的告警排在前面,从而优化网络侧告警管理流程. 

为了评估本方法的有效性,本文在 3 组绿盟科技的网络攻防数据上进行实验.实验结果表明,NAP 能够有
效地对网络侧告警进行排序,并且显著优于其他对比方法.例如,NAP 在 3 组实验对象上的平均排序指标

(即前 1至 10个排序结果的归一化折损累计增益)均在 0.8931至 0.9583之间,而最佳的对
比方法仅达到 0.5466至 0.5717.实验还证明 NAP的主要组件(即上下文编码器的多策略编码机制、文本编码
器中的双向 GRU模型和注意力机制、以及多层感知机)以及每类告警数据(即文本数据、离散数据和上下文
数据)对排序结果的贡献,另外本文对 NAP 主要参数(即排序间隔时间,上下文编码器活动窗口的大小、GRU
模型隐藏状态的大小)的影响以及 NAP的排序效率进行讨论,最后通过真实的网络侧告警数据进行实践评估. 

主要贡献可归纳如下: 
（1） 本文提出基于多元数据融合的首个网络侧告警的排序方法 NAP,该方法能及时发现带有攻击意图

的网络侧告警,有效地优化告警管理流程,提高安全人员的工作效率. 
（2） 本方法充分利用告警的源 IP地址(s-ip)、目的 IP地址(d-ip)、目的端口(d-port)、告警载荷(payload)、

Web访问请求体(q-body)、Web访问响应体(r-body)、告警名称(name)等信息,设计一个多策略上下
文告警编码器和一个基于注意力机制双向 GRU模型和 ChineseBERT模型的文本编码器,它们分别
学习网络侧告警的上下文信息和语义信息,进而理解当前复杂多变的网络状态与网络行为. 

（3） 本方法在绿盟科技的 3组网络攻防数据集上进行实验,实验结果表明本方法在 3组实验对象上的平
均排序指标 均在 0.8931至 0.9583之间,比最先进的方法提升 64.73%以上.另外,
通过将 NAP应用于我校真实的网络侧告警数据,本文进一步证实该方法的实用性. 

本文第 1节介绍网络侧告警的背景以及告警管理的相关工作.第 2节介绍基于多元数据融合的网络侧告
警排序方法模型 NAP.第 3节通过 5个研究问题分别验证 NAP的有效性、NAP的 4个主要组件对排序的贡
献、NAP的 3类输入数据对排序的贡献、NAP的主要参数对排序的影响、以及 NAP的排序效率.第 4节通
过将本方法应用于真实数据评估其实用性.第 5节为有效性威胁.第 6节为全文工作总结. 

1   网络侧告警的背景与告警管理的相关工作 

1.1   网络侧告警 

网络侧告警来源于部署在企业网络节点上的网络安全监控系统,如:网络入侵检测系统(NIDS)和 Web 应
用防火墙(WAF).其中,网络入侵检测系统部署在网络中,用于监控网络流量,能够识别恶意行为(如:有针对性
的端口扫描、路径穿越等)并产生告警[2].Web 应用防火墙部署在应用层,能够监控应用程序与互联网之间的
HTTP行为,阻止攻击者利用应用程序的已知漏洞(如:SQL注入、文件包含漏洞、xss 跨站脚本等)进行网络攻
击,并发送告警[3]. 

一条网络侧告警包含时间戳(timestamp)、源 IP地址(s-ip)、目的 IP地址(d-ip)、目的端口(d-port)、告警
名称(name)、告警载荷(payload)、Web 访问请求体(q-body)、Web 访问响应体(r-body)等信息.表 1 展示一条

网络侧告警示例.具体而言,告警名称(name)是一段极其简短的文本描述,因此被广泛应用于网络安全的工作,
如文献[16]利用告警名称序列识别出需要进一步人工研判的告警,文献[17]利用告警名称序列探寻网络攻击

的演化.告警名称是安全人员为新的漏洞或攻击制定规则时设置,在本文数据集中告警名称由中文编写.告警
载荷(payload)、Web 访问请求体(q-body)以及 Web 访问响应体(r-body)包含网络传输过程中的诸多细节,因
此安全人员可通过这些告警报文数据调查网络活动的意图,研判该告警是否具有攻击性.例如,由于告警载荷
的重要性,文献[18-21]等工作将告警载荷的信息应用于应用层异常的检测. 
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1.2   告警管理 

在网络安全[4,22]、IT运维[23-25]等领域中,告警是重要的分析依据.告警管理通常包括告警生成、告警处理
等过程.首先,当网络遭受攻击或软件系统出现异常时,告警应被及时触发[26,27].例如,Zhao等人[27]提出 SCWarn
方法,旨在识别大型在线服务系统软件的不良变更,并生成可解释的告警.另外,为应对海量告警,学界提出大量

告警处理方案,包括告警聚合[24,28]、告警摘要[23]、告警分级/排序[9,16],旨在降低安全人员的调查成本,提高严
重告警的处理效率.例如,Landauer 等人[28]提出一种面向入侵检测系统告警的聚合方法,该方法首先按照告警
发生时间进行分组,再根据告警序列的相似性对告警组进行聚类.Chen 等人[23]提出一种面向在线服务系统的

告警摘要方法,该方法分别利用告警日志和告警序列学习告警的语义信息和行为信息,并通过深度学习模型
确定告警之间的相关性,生成告警摘要. 

与上述方法不同,本文提出一种基于多元数据融合的网络侧告警排序方法.本方法通过上下文编码器和
文本编码器从有限的网络侧告警信息中理解复杂多变的网络行为,旨在帮助安全人员及时发现具有网络攻击

意图的高风险告警,从而优化网络侧告警管理流程.相比于其他工作,本方法能够通过多种策略捕获告警的上

下文信息,并从多元数据学习告警的语义信息,从而理解复杂多变的网络状态与网络行为,并在一定程度上应
对新告警. 

表 1  网络侧告警示例 
项目 示例 

时间戳 (timestamp) 2021-03-24 20:50:03 
源 IP 地址 (s-ip) 10.5.xxx.xxx 

目的 IP 地址 (d-ip) 10.67.xxx.xxx 
目的端口 (d-port) 8020 
告警名称 (name) Apache Shiro 1.5.1 身份验证绕过漏洞(CVE-2020-1957) 

告警载荷 (payload) 

POST /tmui/login.jsp/..;/tmui/locallb/workspace/fileRead.jsp HTTP/1.1  
Host: 10.67.***.***:*** 
User-Agent: Mozilla/5.0 (Windows NT 6.1) AppleWebKit/537.36 (KHTML, like Gecko)  
Chrome/***.***.***.*** Safari/537.36 
Content-Length: 28 
Content-Type: application/x-www-form-urlencoded 
Accept-Encoding: gzip 
fileName=/etc/f5-release 

Web 访问请求体 (q-body) 

POST /tmui/login.jsp/..;/tmui/locallb/workspace/fileRead.jsp HTTP/1.1  
Host: 10.67.***.***:*** 
User-Agent: Mozilla/5.0 (Windows NT 6.1) AppleWebKit/537.36 (KHTML, like Gecko) 
Chrome/***.***.***.*** Safari/537.36 
Content-Length: 28 
Content-Type: application/x-www-form-urlencoded 
Accept-Encoding: gzip 
fileName=/etc/f5-release 

Web 访问响应体 (r-body) 

HTTP/1.1 405 Method Not Allowed  
Date: Wed, 24 Mar 2021 20:51:26 GMT  
Content-Type: text/plain; charset=utf-8  
Content-Security-Policy: script-src 'self' 'unsafe-inline' 'unsafe-eval' http://***.***.***.***:*** 
http://localhost:9881 https://hub.jetbrains.com www.google-analytics.com www.google.com 
www.googletagmanager.com mc.yandex.ru http://***.***.***.***:***/hub; frame-ancestors 'self' 
http://***.***.***.***:***/hub  
Content-Encoding: gzip  
Content-Length: 60  
Failure: 405 Method Not Allowed 

2   方法结构 

为了从海量告警中找出高风险告警,本文提出一种基于多元数据融合的网络侧告警排序方法 NAP.本方
法考虑 3种输入数据:上下文数据、文本数据和离散数据.(1)上下文数据:为了获取告警的上下文信息,我们需
要从本告警发生前后相邻时间段内的告警中提取上下文特征.(2)文本数据:由于网络侧告警缺少直接反应系
统状态的数据(如:CPU 使用率、内存使用率、I/O 吞吐量等),因此我们需要充分利用告警名称(name)、告警
载荷(payload)、Web访问请求体(q-body)和Web访问响应体(r-body)中的文本信息,进而理解复杂多变的网络



 

 

 

王维靖 等: 基于多元数据融合的网络侧告警排序方法 2208 

 

活动.(3)离散数据:由于不同的端口承担不同的任务,某些端口更容易被攻击者利用,因此本方法将目的端口
(d-port)列为输入数据. 

本方法的整体框架如图 1所示.首先,为了有效地从多元数据中提取特征,本方法设计一个基于源 IP地址
(s-ip)与目的 IP 地址 (d-ip)的多策略上下文告警编码器 ,和一个基于注意力机制的双向 GRU 模型和

ChineseBERT 模型的文本编码器.上下文编码器能够从告警发生前后相邻时间段内的告警的频数中学习上下

文特征,进而理解网络环境.文本编码器共包含两个语言模型,其中,基于注意力机制的双向门控循环单元

(GRU)模型和已训练好的 ChineseBERT 模型能分别从丰富的英文报文(payload、q-body 和 r-body)和简短的

中文告警名称(name)中捕获语义信息.最后,本方法利用分类器产生的概率分布构建一个排序模型,使安全人
员能够根据告警排序结果及时处理高风险告警,提高工作效率. 

 

图 1  NAP的整体框架 

2.1   上下文特征表示 

2.1.1   上下文告警的收集 
为了获取告警的上下文信息,上下文编码器从告警发生的相邻时间段内收集告警.具体而言,上下文编码

器采用 2 个大小为 的活动窗口 ,分别获取当前告警发生前𝑇分钟和发生后𝑇分钟的告警序列 ,即上文
(preceding)告警序列与下文(following)告警序列. 

然而,相邻时间段内的告警并不一定与当前告警有关.直觉来看,同一 IP 地址通过发送与接收所产生的告
警能从一定程度上反应出该 IP地址的网络行为.为了提取出更精确的上下文特征,本方法设计 3种策略:基于
源 IP地址(s-ip)的上下文告警收集策略、基于目的 IP地址(d-ip)的上下文告警收集策略、以及基于 s-ip与 d-ip
的上下文告警收集策略.具体而言,上下文编码器从上文告警序列与下文告警序列中,分别收集:(1)与当前告警
具有相同 s-ip 的告警(即:基于 s-ip 的上下文告警收集策略),(2)与当前告警具有相同 d-ip 的告警(即:基于 d-ip
的上下文告警收集策略),(3)与当前告警同时具有相同 s-ip与 d-ip的告警(即:基于 s-ip与 d-ip的上下文告警收
集策略).为便于理解,我们将借助图 2的示例,展示每一种上下文告警收集策略. 
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图 2  NAP上下文编码器的 3种策略 

2.1.2   上下文数据的特征表示 
直觉上,正常业务产生的上下文告警序列与网络遭受攻击时有所不同.例如,当攻击发生时,多种罕见告警

的数量可能在短时间内急剧增加.因此,告警名称的类别以及每种告警名称的数量能够反映当前告警所面临

的网络环境信息,所以 NAP基于多种收集策略设计出上下文告警的多策略编码机制.具体而言,上下文编码器
将每种策略收集到的告警序列编码为𝑛维向量,表示为 ,其中𝑛表示已知告警名称的总数,
表示第𝑖种告警在上下文序列中出现的次数.为了区分不同收集策略与发生前后的上下文特征表示,我们把

通过上述 3种上下文告警收集策略获得的上文特征分别定义为 、 、以及 ,同理将相应的下文特征分

别定义为 、 、以及 .在图 2的示例中(假设n = 5),通过统计每种告警名称(N1到N5)出现的数量,使用
“基于 s-ip的上下文告警收集策略”收集到的上文特征可以表示为 5维向量 . 

2.2   文本数据的语义表示 

为了深入理解复杂多变的网络行为,本方法将告警名称(name)、告警载荷(payload)、Web 访问请求体
(q-body)和 Web 访问响应体(r-body)均视为一个句子,通过文本编码器充分学习网络侧告警的语义信息,并弥

补上下文编码器无法捕获新告警的缺陷. 
2.2.1   告警报文的文本语义表示 

对于报文信息,本方法通过门控循环单元(GRU)[29]捕获语义信息.此时,文本编码器的输入是一段英文报

文,即告警载荷(payload)、Web 访问请求体(q-body)和 Web 访问响应体(r-body).首先,通信过程中报文为二进
制的字节流 ,需要解码 .其次 ,NAP 将报文中标点符号、分隔符、操作符等非字母部分去掉 ,把组合词(如
AppsLocalLogin、getServletPath)拆分成单独的词语,并去掉停用词.接下来,NAP 通过门控循环单元(Gated 
Recurrent Unit,GRU)[29]神经网络对报文信息进行编码.诸多工作表明 GRU 能有效地提取出文本中的信息
[30-32].具体而言,NAP使用的词向量为 GloVe模型[33]提前训练好的词向量,其语料库通过爬网(Common Crawl)
收集,因此可以涵盖大部分常见的英文单词,应对训练集中未出现的新词.随后,NAP将一个句子中的词向量序

列定义为 ,其中 表示门控循环单元的第𝑖个时间步,即句中第𝑖个单词.根据前一步(第𝑖 −

1步)的隐藏状态 ,可计算出更新门控 与重置门控 ,如(1)式所示. 

 (1) 

其中 表示 Sigmoid 函数, 和 分别表示更新门控与重置门控中的网络参数.接下来,(2)式结合前一个时间步
的隐藏状态 ,计算出当前时间步的隐藏状态 . 
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 (2) 

其中,其中 表示此时的网络参数, 表示逐元素乘法运算符.为了捕获整句的语义信息,NAP 通过双向 GRU
模型学习输入序列.其中,前向GRU根据前一个隐藏状态 计算当前的隐藏状态 ,而后向GRU通过前一个
隐藏状态 来计算当前的隐藏状态 .最后,NAP 将两个隐藏状态连接起来,得到句子的隐藏状态 ,即

.NAP合并从上下文中学到的信息,从而提高对整句话的编码效果. 
在报文中,并非所有单词都与告警的风险级别相关,而且报文中可能存在由解码失败导致的乱码,因此

NAP 采用注意力机制识别告警报文中重要的单词.具体而言,NAP为句中每个单词隐藏状态 设置相

应的权重,最终得到基于注意力机制的句向量𝑆,如(3)式所示. 

 (3) 

其中, 是 学习到的权重,由 Softmax 函数计算.为区分不同数据的语义表示,本文分别用𝑃、𝑄和𝑅作为告警载
荷(payload)、Web访问请求体(q-body)和Web访问响应体(r-body)的语义表示. 
2.2.2   中文告警名称的文本语义表示 

作为描述告警的简介,告警名称(name)的内容简明扼要,噪声信息较少,且符合自然语言规范.因此,告警名
称可以通过训练好的语言模型(Pre-trained Language Models, PLM)进行编码.其中,最具代表性的 PLM是基于
变换器的双向编码器表示(Bidirectional Encoder Representations from Transformers, BERT)模型[34].BERT模型
通过多头注意力机制有效捕获句子全局特征,因此被广泛应用于众多领域[35-37].由于本文数据集的告警名称
由中文编写,NAP通过 ChineseBERT[38]捕获中文告警名称的语义表示𝑁. 

2.3   离散数据的特征表示 

对于离散数据目的端口(d-port),NAP 将其编码为固定维度的向量,在训练过程中将向量作为模型参数不

断优化.本文将 d-port表示为特征向量 ,其中𝑘表示 d-port向量预定义的维度. 

2.4   模型构建 

经过上述编码过程,NAP得到以下 11种向量表示:(1)上下文数据:上文告警的 3种策略的特征表示(即 、

、与 ),以及下文告警的 3种策略的特征表示(即 、 、与 ).(2)文本数据:告警载荷(payload)的向
量表示𝑃,Web 访问请求体(q-body)的向量表示𝑄,Web 访问响应体(r-body)的向量表示R,以及告警名称(name)
的向量表示N.(3)离散数据:目的端口(d-port)的向量表示𝐷.为了得到告警的表示𝐴,NAP 将上述特征表示连接

起来,如(4)式所示,其中 表示连接运算符. 
 (4) 

为了得到告警的排序依据,NAP利用多层感知机(Multi Layer Perception, MLP)构建预测模型,并在最后接
入 Softmax层,将MLP的输出向量转化为每一类的概率分布(Probability Distribution).例如,当告警的风险程度

分为 3 类时,输出的概率分布依照风险级别从低到高分别为 ,其中 是预测为无风险告警的概率,

是预测为低风险告警的概率, 是预测为高风险告警的概率.在模型训练阶段,NAP 通过交叉熵损失函数

(Cross Entropy Loss)计算损失值,并利用梯度下降使损失值最小化.在反向传播的过程中,NAP 的预测结果能

够不断优化. 
另外,在实际网络环境中无风险告警的占比很大,因此每个类别的数据并不均衡(imbalance),在训练时模

型会偏向于预测成样本数量较大的类别(即无风险告警).为了应对该问题,NAP 对训练集中的无风险告警进
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行采样(本文的采样比例为 30%),并在模型训练时依据各个类的样本数量设置类别权重 ,如(5)式所示, 

	 (5) 

其中, 表示训练集中所有样本的数量, 表示告警风险级别的数量, 表示训练集中第𝑘类( )风险级别告
警的数量,此时数量少的高风险类别会被赋予较大权重,从而缓解数据集不均衡的问题. 

最后,为了计算告警的排序值𝑉,NAP为每一个类按照告警的风险程度分别赋予不同的权重,如(6)式所示, 

 (6) 

其中 表示第𝑘类( )的概率分布,𝑘值越小则风险级别越低,𝑘值越大则攻击意图越显著, 表示对第𝑘类
赋予的权重值,可取值为 .因此,告警被预测的风险级别越高,其排序值𝑉越大.NAP 将所有告
警按照排序值𝑉的降序进行排序,通过优先处理排在前面的高风险告警,安全人员能够及时发现有攻击意图的
网络行为,进而优化对网络侧告警的管理. 

在实际应用中,安全运营中心持续收到大量告警,NAP 会每隔固定时间对新生成的网络侧告警进行一次

排序,并计算相应的评价指标. 

3   实验 

本章节主要研究以下 5个研究问题: 
• RQ1: NAP在网络侧告警上的排序效果如何？ 
• RQ2: NAP的每个主要组件是否对排序结果做出贡献？ 
• RQ3: NAP的每种输入数据是否对排序结果做出贡献？ 
• RQ4: NAP的主要参数对排序结果产生怎样的影响？ 
• RQ5: NAP在排序效率上表现如何？ 
为讨论以上 5 个研究问题,本文在第 3.1 至 3.3 节分别介绍数据集、评价指标和实验设置,并在第 3.4 至

3.6节分别设计对比实验、消融实验、以及参数实验,最后在第 3.7节展示排序时长. 

3.1   数据集 

本文使用绿盟科技构建的网络攻防数据集,该数据的网络侧告警来源于绿盟智能安全运营管理平台

(NSFOCUS Intelligent Security Operation Platform),告警包括:命令注入、路径穿越、网络爬虫抓取网页信息、

未授权访问、远程代码执行漏洞、XSS 跨站脚本等.本小节从该数据集的有效性与多样性做具体介绍. 
表 2  3组实验对象基本信息 

项目 S1 S2 S3 Avg. 

# s-ip 的种类 4,379 4,145 12,605 7,043.00  

# d-ip 的种类 4,700 4,227 4,520 4,482.33  

# d-port 的种类 542 976 4,102 1,873.33  

# name 的种类 348 427 381 385.33  

非空 payload(%) 16.51% 49.63% 32.68% 32.94% 

非空 q-body (%) 7.28% 23.51% 15.04% 15.28% 

非空 r-body (%) 6.92% 21.09% 13.87% 13.96% 

无风险 (%) 94.00% 79.61% 82.03% 85.21% 

低风险 (%) 3.72% 20.23% 17.93% 13.96% 

高风险 (%) 2.28% 0.17% 0.04% 0.83% 
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有效性.由于安全类工具存在大量误报[7],因此为保证实验的有效性,这 3 组实验数据均由绿盟科技的专

家人工判定,并结合攻击队伍的复盘,得到告警风险级别的准确标注. 
多样性.这 3组实验对象中,每组包含 7小时的网络侧告警数据.表 2展示数据集的详细信息,包括 3组实

验对象所涉及的源 IP地址(s-ip)种类的数量、目的 IP地址(d-ip)种类的数量、目的端口(d-port)种类的数量、
告警名称(name)种类的数量、非空告警载荷(payload)的占比、非空 Web 访问请求体(q-body)的占比、非空

Web 访问响应体(r-body)的占比、以及各种风险级别的占比,其中无风险告警表示正常业务触发的误报,低风
险告警包括不会造成实际危害的常规攻击,而高风险告警需要立即人工排查,以确认攻击者意图. 

从表 2 可知,该数据类型丰富,3 组实验对象平均包含 385.33 种告警名称(name)、7,043.00 种源 IP 地址
(s-ip)、4,482.33种目的 IP地址(d-ip)、以及 1,873.33种目的端口(d-port),并且在 3组实验对象上差别很大.例
如,S3 涉及到的 s-ip 的种类(12,605)约为 S2(4,145)的 3 倍.另外,在报文的非空占比与告警风险级别的占比方

面,3组实验对象具有较大差异.例如,S2中低风险告警的占比(20.23%)约为 S1(3.72%)的 5 倍.S2中非空告警载

荷(payload)的占比(49.63%)约为 S1(16.51%)的 3 倍.此外,平均而言,32.94%的网络侧告警具有丰富的 payload
文本信息,但具有 q-body和 r-body的告警占比较少,平均占比分别为 15.28%和 13.96%.对于每组实验对象,本
文将前 6个小时的告警在对无风险告警采样(如 2.4节所述)的基础上,按照 3:1的比例划分为训练集和验证集,
将最后 1个小时的告警作为测试集. 

3.2   评价指标 

本文任务是对多种风险等级的网络侧告警进行排序,因此本文继现有工作[39-42],使用归一化折损累计
增益(Normalized Discounted Cumulative Gain, NDCG)作为指标.NDCG[43,44]是衡量排序系统有效性的指标,该
指标将告警在排序序列中的位置纳入衡量标准,由(7)式得出. 

 (7) 

其中,𝐷𝐶𝐺@𝑘表示前𝑘个排序结果的折损累积增益,由(8)式可得,该式中 表示第𝑖个告警实际的风险级别,无
风险告警的𝑔𝑎𝑖𝑛值为 0,随着风险级别的上升,告警的𝑔𝑎𝑖𝑛值越高.另外,𝐼𝐷𝐶𝐺@𝑘是理想排序结果下的折损累

积增益. ,𝑁𝐷𝐶𝐺@𝑘越大表明排序结果越好. 

 (8) 

在实际生产实践中,安全人员会按照固定的时间间隔调查收到的告警.为满足生产需要,本方法会对每个
排序时间间隔收到的告警流进行排序,因此继现有工作[9],对于一个固定的时间间隔,本文将所有指标的平均
值作为最终指标.本文实验的排序时间间隔设为 15分钟.例如,对于时间戳为 8:00至 9:00的测试告警数据,评
价指标 可由(9)式得出. 

 (9) 

3.3   实现与配置 

本文基于 Python3.9和 Pytorch1.13实现 NAP.通过网格搜索,本文设置排序间隔时间为 15分钟,上下文编
码器活动窗口的大小 为 5分钟,GRU模型隐藏状态的大小为 100,训练迭代次数为 10,GloVe模型提前训练

好的词向量维度为 300.在实现对比方法时,本文尽可能使用相应的开源代码,并按照其论文描述设置参数.本
文在 Ubuntu 20.04.6 LTS上进行所有实验,该机器配备 Intel(R) Xeon(R) Gold 5218R CPU @ 2.10GHz、64 位

操作系统以及 NVIDIA Tesla A100 40G GPU显卡. 

3.4   对比实验 

3.4.1   对比方法 
本节实验的目的是研究 RQ1,即 NAP的有效性.由于本文为首个排序网络侧告警的工作,没有可以直接比



 

 

 

王维靖 等: 基于多元数据融合的网络侧告警排序方法 2213 

 

较的方法,因此本节实验将网络侧告警的分类工作[16]、以及 IT运维告警的排序工作[9]尽可能地应用于网络侧

告警的排序任务. 
• AlertRank: Zhao等人[9]提出一种面向 IT运维告警的排序方法.该方法首先从告警的文本描述中提取主题

(topic)特征和 IDF特征,并收集其他特征(如:告警出现频率、上文告警的数量、告警发生时段、与前一个

告警之间的时间间隔等),最后利用 XGBoost进行排序. 
• DeepCASE: Van等人[16]提出一种基于注意力机制的二分类方法.该方法仅考虑告警名称所组成的序列.该
方法先从上文告警序列中捕获当前告警与上文告警之间的相关性,并将向量表示进行聚类.当出现待排

序的告警时,将其向量表示与已知集群进行比较,从而实现按照风险级别的自动分类.为适配本文的告警

排序场景,本文按照风险级别的预测结果得到排序结果. 
3.4.2   对比结果 

表 3  NAP及对比方法在 3组实验对象上的排序结果 
实验

对象 
方法 

𝑵𝑫𝑪𝑮@𝒌 

1 2 3 4 5 6 7 8 9 10 

S1 

NAP 0.8750 0.8750 0.8749 0.8749 0.8749 0.8749 0.8635 0.8544 0.8470 0.8408 

AlertRank 0.7917 0.7917 0.7623 0.7182 0.7093 0.7029 0.6751 0.6931 0.7077 0.7104 

Deepcase 0.0205 0.0205 0.0205 0.0205 0.0205 0.0205 0.0205 0.0205 0.0205 0.0205 

S2 

NAP 1.0000 1.0000 0.9707 0.9546 0.9441 0.9367 0.9310 0.9266 0.9229 0.9199 

AlertRank 0.5000 0.5000 0.5000 0.5000 0.5000 0.5000 0.4990 0.4983 0.4976 0.4971 

Deepcase 0.1586 0.1586 0.1586 0.1586 0.1586 0.1586 0.1586 0.1586 0.1586 0.1586 

S3 

NAP 1.0000 1.0000 1.0000 0.9580 0.9307 0.9112 0.9079 0.9221 0.9155 0.9185 

AlertRank 0.3750 0.4234 0.4413 0.4512 0.4576 0.4622 0.4656 0.4736 0.4804 0.4863 

Deepcase 0.0239 0.0239 0.0239 0.0239 0.0239 0.0239 0.0239 0.0239 0.0239 0.0239 

Avg. 

NAP 0.9583 0.9583 0.9485 0.9292 0.9166 0.9076 0.9008 0.9010 0.8951 0.8931 

AlertRank 0.5556 0.5717 0.5679 0.5565 0.5556 0.5550 0.5466 0.5550 0.5619 0.5646 

Deepcase 0.0677 0.0677 0.0677 0.0677 0.0677 0.0677 0.0677 0.0677 0.0677 0.0677 

表 3 为 NAP 与其他对比方法(AlertRank 与 DeepCASE)在 3 组实验对象(S1 至 S3)上的排序指标
,每个指标的粗体值表示所有方法中最好的结果.由表 3可知,NAP达到有效且稳定的排序

结果,在 3 组实验对象上,NAP 均达到最优的排序指标𝑁𝐷𝐶𝐺@𝑘,范围在 0.8408 至 1.0000 之间,且𝑁𝐷𝐶𝐺@1与
𝑁𝐷𝐶𝐺@10的最大差异仅为 0.0815(S3).与 AlertRank和 DeepCASE相比,NAP在 10个 指标

上的平均提升率分别为 64.73%和 1,260.87%.这是因为 NAP由多元数据驱动,通过基于源 IP地址(s-ip)与目的
IP 地址(d-ip)的多策略上下文告警编码器捕捉告警上下文信息,并利用基于注意力机制双向 GRU 模型和
ChineseBERT 模型的文本编码器学习告警报文等文本数据,因此 NAP 能够充分理解当前复杂多变的网络环
境和网络行为.对于 AlertRank,因为网络侧告警源于攻击者的攻击行为,更具随机性,而 AlertRank 提取的特征

(如告警出现频率、告警发生时段等)并不能充分反应网络状态,而且基于历史数据的统计性文本特征无法应

对新告警,因此该方法难以充分捕获到网络侧告警的信息.另外,DeepCASE 并未学习告警中的文本信息,且仅
通过少量上文告警序列学习告警的特征表示,因此难以在较短的排序间隔时间(15 分钟)内有效识别出高风险
告警. 

3.5   消融实验 

为回答 RQ2和 RQ3,本节通过以下 2组消融实验分别研究 NAP的 4种主要组件和 3类输入数据的贡献. 
3.5.1   关于 NAP主要组件的消融实验 

NAP的主要组件包括:上下文编码器的多策略编码机制、文本编码器中的双向 GRU模型和注意力机制、



 

 

 

王维靖 等: 基于多元数据融合的网络侧告警排序方法 2214 

 

以及多层感知机(MLP).本文构建以下 5种变体: 
• 对上下文信息编码时,不再依据源 IP 地址(s-ip)与目的 IP 地址(d-ip)进行多策略编码,而是将所
有告警按照告警名称直接生成一个频数矩阵. 

• 和 将𝑁𝐴𝑃文本编码器中的双向 GRU模型分别替换为  [45]和 TextCNN[46].具体而
言 , 通过 计算每个单词的权重𝑤 ,并通过第 𝑖个单词的词向量 得到句向量 𝑆,即

. 在 TextCNN模型中应用长度分别为 2、3、4的 3组卷积核,且每组均有 100个核. 
• 移除文本编码器中双向 GRU模型的注意力机制. 
• 将多层感知机替换为单层感知机. 

表 4  NAP 及其关于主要组件的变体在 3组实验对象上的平均排序结果 

方法 
𝑵𝑫𝑪𝑮@𝒌 

1 2 3 4 5 6 7 8 9 10 

NAP 0.9583  0.9583  0.9485  0.9292  0.9166  0.9076  0.9008  0.9010  0.8951  0.8931  

 0.7408  0.7730  0.7898  0.8066  0.8175  0.8208  0.8271  0.8287  0.8297  0.8334  

 0.6666  0.6022  0.5391  0.6025  0.6000  0.6252  0.6366  0.6339  0.6320  0.6355  

 0.8333  0.8495  0.8650  0.8806  0.8852  0.8885  0.8910  0.8956  0.8926  0.8925  

 0.8125  0.8125  0.8052  0.8011  0.7944  0.7896  0.7774  0.7779  0.7807  0.7811  

 0.8148  0.8578  0.8737  0.8755  0.8766  0.8774  0.8780  0.8812  0.8811  0.8793  

上述方法在 3 组实验对象上的平均 如表 4 所示.与 相比,NAP 在 10 个
指标上平均提升 14.40%.尤其是在排序需求严格时(即𝑘 = 1时),𝑁𝐴𝑃在𝑁𝐷𝐶𝐺@1指标上比

提高 29.36%.该结果表明,与单一的上下文告警编码机制相比,𝑁𝐴𝑃中基于源 IP 地址(s-ip)与目的 IP
地址(d-ip)的多策略编码机制更能捕捉到上下文告警中的信息 .与 和 相比 ,𝑁𝐴𝑃在 10 个

指标上的平均提升率分别为 49.68%和 5.07%.该结果表明 ,与 和 TextCNN 相
比 ,𝑁𝐴𝑃中的双向 GRU 模型更能学习到告警报文中的语义信息 .通过对比𝑁𝐴𝑃与 可知 ,𝑁𝐴𝑃在

指标上平均提高 16.07%,这说明注意力机制能够有效地处理告警报文中的噪声信息,帮助

模型捕获不同风险级别的告警的特点.另外,与 相比,𝑁𝐴𝑃在 10 个 指标上平均提高

6.00%,该结果证明多层感知机对排序的贡献. 
3.5.2   关于 NAP输入数据的消融实验 

表 5  NAP 及其关于主要组件的变体在 3组实验对象上的平均排序结果 

方法 
𝑵𝑫𝑪𝑮@𝒌 

1 2 3 4 5 6 7 8 9 10 

NAP 0.9583 0.9583 0.9485 0.9292 0.9166 0.9076 0.9008 0.9010 0.8951 0.8931 

𝐍𝐀𝐏𝐂𝐨𝐧𝐭𝐞𝐱𝐭𝐍𝐎  0.6139 0.6922 0.7281 0.7537 0.7758 0.7915 0.8035 0.8148 0.8244 0.8326 

𝐍𝐀𝐏𝐂𝐨𝐧𝐭𝐞𝐱𝐭
𝐏𝐫𝐞𝐜𝐞𝐝𝐢𝐧𝐠

 0.6667 0.7294 0.7527 0.7905 0.8095 0.8141 0.8176 0.8299 0.8338 0.8369 

𝐍𝐀𝐏𝐂𝐨𝐧𝐭𝐞𝐱𝐭
𝐅𝐨𝐥𝐥𝐨𝐰𝐢𝐧𝐠

 0.7083 0.7244 0.7206 0.7256 0.7452 0.7514 0.7561 0.7680 0.7777 0.7858 

𝐍𝐀𝐏𝐏𝐚𝐲𝐥𝐨𝐚𝐝𝐍𝐎  0.6032 0.5548 0.5271 0.5259 0.5305 0.5249 0.5206 0.5145 0.5240 0.5266 

𝐍𝐀𝐏𝐐5𝐁𝐨𝐝𝐲𝐍𝐎  0.8333 0.8656 0.8775 0.8771 0.8768 0.8766 0.8765 0.8764 0.8763 0.8762 

𝐍𝐀𝐏𝐑5𝐁𝐨𝐝𝐲𝐍𝐎  0.8333 0.8495 0.8553 0.8585 0.8606 0.8576 0.8553 0.8500 0.8427 0.8367 

𝐍𝐀𝐏𝐍𝐚𝐦𝐞𝐍𝐎  0.6582 0.6420 0.6608 0.6571 0.6528 0.6454 0.6358 0.6412 0.6455 0.6482 

𝐍𝐀𝐏𝐃5𝐏𝐨𝐫𝐭𝐍𝐎  0.8125 0.7941 0.8263 0.8146 0.8221 0.8230 0.8237 0.8267 0.8266 0.8240 

 
本文构建 8种变体方法研究 NAP的三种输入数据(即上下文数据、文本数据和离散数据)对排序的贡献.
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其中, , , , , , 分别将输入数据中的上下文数据、告警

载荷(payload)、Web访问请求体(q-body)、Web访问响应体(r-body)、告警名称(name)、目的端口(d-port)移除.

另外, 和 分别仅保留上文(preceding)信息与下文(following)信息.上述方法在 3组实验对
象上的平均 如表 5所示. 

与 相比,𝑁𝐴𝑃在 指标上的平均提升率为 21.94%,这是因为上下文数据能够反
应告警发生时的环境与状态 .另外 ,通过将𝑁𝐴𝑃与变体方法 和 相对比可知 ,𝑁𝐴𝑃在

指标上比 平均提高 17.62%,比 平均提高 23.63%,这分别证明下文信
息与上文信息对排序的贡献 .通过对比𝑁𝐴𝑃与 可知 ,𝑁𝐴𝑃在 指标上平均提高

72.25%.尽管 3 组实验对象中平均只有 32.94%的告警有非空告警载荷(payload)(如表 2 所示),但由于 payload
对告警信息进行详细描述 ,因此其文本信息对排序有显著作用 .此外 ,通过将𝑁𝐴𝑃与变体方法𝑁𝐴𝑃:5;<=>?@ 和

𝑁𝐴𝑃A5;<=>?@ 相对比可知 ,𝑁𝐴𝑃在 指标上比𝑁𝐴𝑃:5;<=>?@ 平均提高 5.75%,比𝑁𝐴𝑃A5;<=>?@ 平均提高

8.36%,可证明 Web 访问请求体(q-body)和 Web 访问响应体(r-body)对排序的贡献.该结果还表明,𝑁𝐴𝑃相对于
𝑁𝐴𝑃:5;<=>?@ 和𝑁𝐴𝑃A5;<=>?@ 的提升率明显低于𝑁𝐴𝑃相对于 提升率,这是因为 q-body 和 r-body 非空的平均比

例分别为 15.28%和 13.96%(如表 2 所示),明显低于 payload 非空的平均比例(32.94%),因此 q-body 和 r-body
对告警排序的帮助比 payload 有限.另外,与 相比,𝑁𝐴𝑃在 指标上的平均提升率为

41.95%,这表明告警名称(name)尽管为简短中文文本,但在一定程度上反应出告警的风险性.最后,通过对比
𝑁𝐴𝑃与𝑁𝐴𝑃B5C<DE?@ 可知,𝑁𝐴𝑃在 指标上平均提高 12.43%,这证明离散数据目的端口(d-port)对
排序的贡献. 

(a) 排序间隔时间                (b) 上下文编码器活动窗口的大小         (c) GRU 模型隐藏状态的大小 
图 3  不同参数配置下 NAP在 3组实验对象上的平均排序结果 

3.6   主要参数的影响 

为回答 RQ4(主要参数的影响),本节实验分别从排序间隔时间,上下文编码器活动窗口的大小、GRU模型
隐藏状态的大小 3个方面进行研究,实验结果如图 3所示.其中𝑥轴表示𝑘值,𝑦轴表示 3组实验对象上排序指标
𝑁𝐷𝐶𝐺@𝑘的平均值.首先,为研究排序间隔时间对实验结果的影响,实验将该参数分别设置为 15分钟、30分钟、

和 60分钟.由于当参数为 30分钟与 60分钟时,NAP的排序指标 均达到最大值(即 1),因此
本实验将𝑘值的范围扩大到[1,50],如图 3(a)所示.该结果表明,随着排序间隔时间的减小、排序频率的上升,排
序难度也进一步加大.因此,本文设置 15 分钟的排序间隔时间具有一定的挑战性.其次,对于参数上下文编码
器活动窗口的大小 ,实验将其分别设置为 5分钟、10分钟、和 15分钟.如图 3(b)所示,随着活动窗口的增大,
排序指标𝑁𝐷𝐶𝐺@𝑘逐渐变差,这是因为过大的滑动窗口引入了大量无关的上下文告警,对排序结果造成负面

影响,这也说明在排序时有必要确定合适的滑动窗口大小.最后,为研究 GRU 模型隐藏状态的大小对实验结
果的影响,实验将该参数分别设置为 50、100、和 200.由图 3(c)可知,在一定范围内 NAP对 GRU模型隐藏状
态的大小并不敏感. 
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3.7   NAP的排序效率 

为研究 NAP及对比方法面临大量待排序的网络侧告警时的表现(RQ5),表 6展示各方法在排序每组实验

对象中所有测试数据时所消耗的时间.总体而言,所有方法均能在 6 秒以内排序 1,000个网络侧告警,这对安全
人员而言是容易接受的.但是本方法的排序时间高于 AlertRank 和 DeepCASE,这是由于为了挖掘出具有攻击
意图的告警的特点、理解复杂多变的网络活动 ,本方法融合多元数据进行告警排序 ,特别是从告警载荷
(payload)、Web 访问请求体(q-body)、Web 访问响应体(r-body)、告警名称(name)文本数据中学习语义信息.
但总体而言,本方法具有可接受的排序时间. 

表 6  NAP及对比方法在 3组实验对象上的排序时间 
方法 S1 S2 S3 Avg. 

NAP 27.1 分 41.3 分 18.3 分 5.4 秒/1,000 个 

AlertRank 8.3 分 10.9 分 6.6 分 1.2 秒/1,000 个 

Deepcase 24.4 分 32.6 分 20.9 分 3.5 秒/1,000 个 

4   实践评估 

本方法成功应用于我校信息与网络中心的真实网络侧告警数据.该数据来源于大规模的分布式复杂在线

系统,安全人员的数量十分有限,因此安全人员难以在有限时间内对收到的网络侧告警进行人工分析,从而及
时发现出具有攻击意图的高风险告警.本方法 NAP 能够在较短的排序间隔时间对网络侧告警按照风险级别

进行排序,满足该系统的网络安全需求,因此本小节将该数据用于实践评估.该数据来源于 3 个小时的真实网
络侧告警,包括暴力破解、远程代码执行、未授权访问、命令注入等常见告警,其中告警名称(name)共 141种,
源 IP地址(s-ip)共 1,761种,目标 IP地址(d-ip)共 947种,风险级别共 8种.在实践评估中,本文将前 15分钟的网

络侧告警作为训练数据,将其余 165分钟的告警作为测试数据. 
表 7 为 NAP 与其他对比方法(AlertRank 与 DeepCASE)在真实数据集上的排序指标 ,

每个指标的粗体值表示所有方法中最好的结果.由表 7 可知,在真实数据集上 NAP 达到有效且稳定的排序结
果,排序指标 在 0.9334至 1.0000之间,始终高于对比方法 AlertRank(介于 0.6381至 0.7523)
与 DeepCASE(0.8571),该结果进一步证明本方法的通用性与实用性. 

表 7  NAP及对比方法在真实数据集上的排序结果 

方法 
𝑵𝑫𝑪𝑮@𝒌 

1 2 3 4 5 6 7 8 9 10 

NAP 1.0000 0.9699 0.9586 0.9569 0.9557 0.9605 0.9617 0.9523 0.9384 0.9334 

AlertRank 0.6472 0.6381 0.6607 0.6854 0.7015 0.7129 0.7261 0.7366 0.7451 0.7523 

Deepcase 0.8571 0.8571 0.8571 0.8571 0.8571 0.8571 0.8571 0.8571 0.8571 0.8571 

5   有效性威胁 

5.1   方法实现 

为减少此类威胁,本文在方法实现过程中均使用被科研社区广泛使用的工具,从而保证方法的可靠性.另
外,为避免在复现对比方法时出错,本文尽可能使用开源代码,在缺少开源代码时则会严格按照其论文描述复

现方法并设置参数(如第 3.3节所述). 

5.2   实验数据 

本文使用绿盟科技的 3组网络攻防数据集进行实验(第 3.4节),并在实践评估部分(第 4节)使用我校信息
与网络中心提供的真实网络侧告警数据.尽管第 3.1节与第 4节已证明本文所使用数据的有效性和多样性,但
是这些实验数据并不能代表其他公司的网络侧告警.另外,对比方法DeepCase和AlertRank在评估告警风险等
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级时使用的数据集并未公开,因此未来我们将收集更多公司的网络侧告警,进行更大规模的评估. 

6   未来工作 

 尽管 NAP与对比方法 AlertRank与 DeepCASE相比达到最优的排序指标(如第 3.4.2小节所示),但作为一
个基于多元数据融合的方法,NAP 在追求高排序质量的同时,在模型体量、排序效率等方面具有一定的局限
性.为弥补该缺陷,本方法首先通过特征选择技术减少数据中的冗余信息并提高所选特征的质量,本文在第
3.5.2 小节已通过消融实验证明每种输入数据对排序的贡献;其次,本方法对训练集中的无风险告警数据进行

下采样(如第 2.4小节所述),旨在保留重要特征的同时,减少计算成本并加速模型训练. 
 为了进一步缓解本方法的局限性,未来工作将从以下 3 方面展开:(1)模型压缩.在后续工作中,本方法将通
过模型剪枝、量化和蒸馏等技术[47]减少模型的参数量和计算复杂度,从而在一定程度上降低资源消耗[48].(2)
分布式计算和并行处理.未来我们会将网络侧告警排序任务分解为多个子任务,并在多个计算节点上并行处
理,进而提高计算效率和资源利用率.(3)硬件加速和优化.在后续工作中,我们会在优化算法的同时,利用专用

硬件(如 GPU、TPU等)进行加速,以加快网络侧告警的排序速度. 

7   总结 

随着网络应用的飞速发展,各种网络安全监控系统被部署在网络节点中,并产生大量告警.安全人员面临
处理海量告警的巨大压力,变得对高风险告警不再敏感,难以及时采取措施.为尽快找出高风险的网络侧告警
进行优先处理,本文提出基于多元数据融合的首个网络侧告警排序方法 NAP(Network Alert Prioritization).首
先,本方法设计基于源 IP地址(s-ip)与目的 IP地址(d-ip)的多策略上下文告警编码器,能够有效捕获告警的上下

文信息.其次,NAP 设计基于注意力机制双向 GRU 模型和 ChineseBERT 模型的文本编码器,从告警载荷
(payload)、Web访问请求体(q-body)、Web访问响应体(r-body)、告警名称(name)文本数据中学习网络侧告警
的语义信息,进而理解当前复杂多变的网络活动.最后 NAP构建排序模型得到告警排序值,并按其降序将具有
攻击意图的高风险告警排在前面,从而优化网络侧告警的管理流程.本文在绿盟科技的 3组网络攻防数据上进
行实验,平均排序指标 均在 0.8931 至 0.9583 之间,比最先进的方法提升 64.73%以上.实验
表明NAP能有效且稳定地排序网络侧告警,且显著优于对比方法.另外,通过将NAP应用于我校真实的网络侧
告警数据,本文进一步证实其实用性. 
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