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摘  要: 在使用程序设计语言编写程序时,代码行之间通常存在一定的上下文关联关系.如果能根据已有的编程

现场上下文给开发人员推荐当前代码行,不仅能够帮助开发人员更好地完成开发任务,还能提高软件开发的效率.而

已有的一些方法,通常是进行代码修复或者补全,又或者只是基于关键词匹配的搜索方法,很难达到推荐完整代码行

的要求.近年来,智能化软件开发引起了学术界和工业界的广泛关注.针对上述问题,一种可行的解决方案是基于

已有的海量源码数据,利用深度学习析取代码行的相关上下文因子,挖掘隐含上下文信息,为精准推荐提供基础.因

此,本文提出一种基于深度学习的编程现场上下文深度感知的代码行推荐方法,能够在已有的大规模代码数据集中

学习上下文之间潜在的关联关系,利用编程现场已有的源码数据和任务数据得到当前可能的代码行,并推荐 Top-N

给编程人员.代码行深度感知使用 RNN Encoder-Decoder,该框架能够将编程现场已有的若干行上文代码行进行编

码,得到一个包含已有代码行上下文信息的向量,然后根据该向量进行解码,得到预测的 Top-N 代码行输出.我们利

用在开源平台上收集的大规模代码行数据集,对方法进行实验并测试,结果显示,本方法能够根据已有的上下文推荐

相关的代码行给开发人员,Top-10的推荐准确率有 60%左右,并且MRR值在 0.3左右,表示用户满意的推荐项排在N

个推荐结果中比较靠前的位置,方法在两个衡量指标上表现较好. 
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Abstract:  With the advance of intelligent learning techniques applied in diverse fields in software engineering, intelligent software 

development attracts increasing global attention. For various programming codes, there usually exist contextual relationships explicitly or 

implicitly among code lines. If the next code line or lines can be recommended to program developers according to the existing code lines, 

then it will not only help the developer to complete the development task better, but also improve the efficiency of software development. 

However, most existing approaches only focus on code repair or completion, which seldom considers how to meet the demand of 

recommending code lines based on contextual information. To solve this problem, a feasible solution is using deep learning methods to 

extract the relevant context factors of code lines through mining hidden context information based on the existing massive source data. 

Therefore, this paper proposes a novel approach based on deep learning for onsite programming. In this approach, the contextual 

relationships among various code lines are learned from existing large-scale code data sets and then Top-N code lines are recommended to 

programmers. The approach utilizes the well-known RNN Encoder-Decoder framework, which can encode several lines of code to a 

vector with context-aware information, and then obtain new code lines based on the context vector. Finally, the approach is empirically 

evaluated with a large-scale code line data set collected from the open source platform. The study results show that the proposed approach 

can recommend the relevant code lines to developers according to the existing context, and the accuracy value is approaching to 60%. In 

addition, the MRR value is about 0.3, indicating that the recommended items are ranked in the top of the N recommended results.  

Key words:  onsite programming; source code context; code line; deep learning; RNN Encoder-Decoder 

由于人们对于软件的功能需求日益丰富,软件的规模越来越大,结构日益复杂.在软件开发过程中,程序开

发人员很可能遇到一些软件编写困难的情况,比如某些不常见的功能如何实现.另外,巨大的需求对于程序编写

的准确性和开发效率的要求日益提高.在软件开发的编程现场,有大量与当前开发任务相关的信息,如代码上下

文信息、用户开发意图等.因此,在开发过程中,如果开发人员能够充分利用编程现场的已有信息,获得当前代

码行的可能情况,就能进行参考、改进或直接复用,对提高程序编写的准确率和效率会有很大的帮助. 这也是

智能化软件开发的重要特点. 

在实际开发过程中,开发者通常会选择搜索引擎查询需要的代码[1].但利用搜索引擎搜索需要确切的功能

性描述[2],而对一个单一代码行而言并不具备一个完整功能.并且,由于编程语言的复杂性和多样性[3],比如数据

类型、结构的多样性以及开发人员自定义变量的差异性等,导致简单的文本匹配对代码行较难有很好效果[4,5],

所以查询结果通常不尽如人意.已有的一些方法通常是进行代码修复或者代码补全[6],这类工作粒度更细,并且

对自动补全功能的限制性较高,主要针对确定的 API 或者已经定义的变量之类进行补全或推荐[7,8],不能实现完

整的代码行推荐.为了解决这个问题,一种可行方案是基于已有的海量源码数据,利用深度学习析取代码行的相

关上下文因子,挖掘隐含上下文信息,为精准推荐提供基础.受此启发,本文提出一种基于深度学习[9]的编程现场

上下文深度感知的代码行推荐方法（Deep Awareness for Code Line Recommendation，DA4CLR）,其中编程现

场是指软件生产中与当前编码相关的要素集合.该方法利用编程现场已有的源码数据和任务数据对当前代码

行进行预测并推荐.借助深度学习模型从处理过的大规模代码行上下文数据集中学习一种隐含的上下文关联

关系,作为推荐的基础. 

DA4CLR 使用 RNN Encoder-Decoder 的框架[10].该框架是一种 Sequence-to-Sequence 框架,其编码—解码结

构对解决 Sequence2Sequence 问题有独到的优势[5].编码器能够将输入序列进行编码,进而得到一个固定长度的

上下文向量,该向量包含了输入序列的一些信息.而解码器能够根据编码器生成的上下文向量得到输出序列.为

了对推荐方法的有效性进行检测,本文从 GitHub 上关注度较高的项目和部分认可度较好的 jar 包中,收集了数

百万个带上下文的代码行,并选择其中的部分数据作为测试数据集,在准确率和MRR两个指标上对方法进行测

试.最终,测试结果表明了编程现场上下文深度感知代码行推荐方法的可行性和有效性.考虑到已有研究工作的

困难和不足,本论文工作的主要贡献在于以下三方面: 

1)针对源码提出了一种面向开源源码大数据的数据质量评估方法.从不同的维度和粒度级别，分析了从

一个 Java project切分成多个 Java method过程中各个步骤的质量问题,最终给出对单个方法块的质量评估结果; 

2)利用深度学习模型从已有的带有代码行上下文的大规模开源数据集中学习潜在的一般性代码行上下文

模式,并应用到编程现场,利用现场的上下文环境将当前可能的代码行推荐给开发人员; 
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3)通过编程现场任务数据捕捉开发者意图,并利用语义相似度匹配对推荐结果进行优先级调整,更好地对

推荐结果进行排序,使得开发人员需要的推荐项在 n 个推荐结果中更加靠前的位置. 

本文剩余部分将按以下方式展开:第 1 节介绍本文用到的模型基础,即基于深度学习的自然语言处理所使

用的模型和一些重要方法;第 2 节描述本文数据来源及数据处理方法;第 3 节描述编程现场上下文深度感知代

码行推荐方法;第 4 节对方法模型进行实验评估,主要根据设计的问题展示方法的实例化测试结果以及通过问

卷调查的形式评估推荐结果的实用性;第 5 节主要介绍会对本文方法有效性产生影响的一些威胁因素;第 6 节

主要介绍相关工作研究现状;文章最后对本文工作进行总结并展望未来工作. 

1 模型基础 

本文方法使用深度学习,主要启发性的灵感来自于深度学习在多个领域的成功应用,尤其是自然语言处理
[11,12]. 在软件开发人员眼中,编程语言和一般的自然语言的差距并不是那么明显.在编程语言（比如 Java）中也

有单词（关键字、变量名）和句子（一条编程语句）,并且用单词组成句子同样需要遵循特殊的语法结构.编

程语言和自然语言的这些相似性意味着自然语言中成功的方法,在编程语言中可能也同样适用. 

1.1 RNN模型 

循环神经网络(RNN, Recurrent Neural Networks)最大的优势是用来处理序列数据[12].传统的神经网络模型,

层与层之间是全连接的 ,每层之间的节点是无连接的 .这种普通的神经网络对于很多问题的解决能力有限 . 

RNN 的独特结构使得一个序列当前的输出与之前的输出相联系.如图 1 所示,具体的表现形式为网络会对前面

的信息进行记忆并应用于当前输出的计算中,并且隐藏层的输入不仅包括输入层的输出还包括上一时刻隐藏

层的输出.理论上,RNN 能够对任何长度的序列数据进行处理.但是在实践中,为了降低复杂性往往假设当前的

状态只与前面的几个状态相关.  

 

Fig.1 Recurrent neural network. The left is the RNN, drawn using the loop join. The right is the expanded 

structure diagram 

图 1 循环神经网络结构图.左边是使用循环连接绘制的 RNN,右边是展开的结构图 

实际应用中较有效的序列模型是门控 RNN[12,13],包括基于长短期记忆（LSTM,long short-term memory）和

基于门控循环单元（GRU,gated recurrent unit）的网络.本文的方法采用 LSTM 结构,下面将会对 LSTM 进行详

细介绍. 

1.2 LSTM 

循环神经网络能够利用已有序列信息解决实际需要,但要真正使用它还需要解决长期依赖.这是深层网络

在优化阶段遇到的常见问题.因为深层的结构使得模型缺乏学习到先前信息的能力. 

长短期记忆（LSTM,long short-term memory）网络,即 LSTM,是一种特殊的 RNN 类型.LSTM 的特点就是

在 RNN 结构以外添加了各层的阀门节点.单元彼此循环连接,类似于一般循环网络中普通的隐藏单元.阀门有 3
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类:遗忘阀门（forget gate）,输入阀门（input gate）和输出阀门（output gate）.这些阀门可以打开或关闭,用于

将判断模型网络的记忆状态（之前网络的状态）在该层输出的结果是否达到阈值从而加入到当前该层的计算

中.所有门控单元都具有 sigmoid 非线性,而输入单元可具有任意的压缩非线性.状态单元也可以用作门控单元

的额外输入. 

1.3 RNN Encoder-Decoder模型 

循环神经网络编码—解码模型（RNN Encoder-Decoder Model）是自然语言处理中比较常用的方法,通过两

个 RNN 分别作为编码器和解码器,来实现对应的自然语言之间的翻译.该框架对解决 Sequence-to-Sequence 类

问题有比较好的效果,Sequence 可以理解为一个字符串序列,当给定一个字符串序列后,期望得到与之对应的另

一个字符串序列. 

该模型的不足在于编码器 RNN 输出的上下文 C 的维度较小而难以适当地概括一个长序列.这种现象由

Bahdanau et al.[11]在机器翻译中观察到.因此,他们提出让 C 成为一个可变长度的序列.此外,他们还引入了将序

列 C 的元素和输出序列的元素相关联的注意力机制（attention mechanism）.本文的方法将基于该机制. 

2 数据收集和数据质量评估 

2.1 源数据选取 

为使数据种类更加丰富,本文收集了 80 个最常用的 Java 的 jar 包.源码数据集的选择标准如下:首先,这些项

目都是开源的,并且在软件工程相关的研究中具有较高的使用频率.因此,可以认为它们具有更高的质量,更加

符合一般的编程规范,代码简洁并且上下文联系更加紧密.其次,这些 jar 包项目的版本更新较为活跃,具有悠久

的演化历史.我们从中选择相对稳定的版本作为数据集.并且,大部分这些 jar 包隶属于正规组织或软件公司.部

分如表 1 所示. 

Table 1  Examples of open source projects and jar packages used in paper 

表 1 部分所使用的开源项目和 jar 包示例 

开源项目 TheAlgorithms junit-team square OpenRefine b3log 

Star 8.2k 7.2k 6k 5.7 5.5k 

Jar 包 junit guava commons-io testng log4j 

版本 4.8 23.3 1.3 5.13 1.2 

数据收集过程中,为了构造具有较高质量的代码块数据集,本文提出一个面向 GitHub 平台的开源源码数据

质量评估框架, 通过在 GitHub 上收集项目托管者和项目的信息来评估源码质量. 具体来说，本文通过计算

Watch/(Watch+Star+Fork)的值来评估 GitHub 项目托管者是否是有经验的开发人员.因为我们在调研 GitHub 项

目刷 Star 数的行为时，发现更多的是同时刷 Star 和 Fork 数目，但较少有刷 Watch 数量.所以,本文使用 Watch

作为分子.通过实验研究得到阈值为 0.058 可以作为评估项目托管者是否具有一定开发经验的依据. 

此外，我们还使用 Watch, Star, Fork, Issues, Pull requests 以及 Commits 来评估单个 GitHub 项目质量.为了

计算每个指标对应的阈值,我们随机收集了 6000 个项目.为了减少极值的影响,对 6000 个项目的每个指标值,将

它们从高到低排序,然后在去除最高的 10%的值和最低的 10%的值后,计算得到平均值.每个指标的对应阈值分

别为 11、76、28、4、1 和 58.所以,为了构建一个质量更高的项目数据集,我们按照如下流程选择项目：（I）

项目托管者在 Watch/(Watch+Star+Fork)指标上的值大于 0.058.（II）项目的相应指标值高于阈值 11、76、28、

4、1 和 58. 

本文使用 PMD（一种可扩展的跨语言静态代码分析器）来进行源码静态检测.PMD 通过其内置的规则来

检查 Java 代码,包括潜在的缺陷、未使用的代码和重复的代码等等.这些规则涵盖了源代码可能存在的缺陷.根

据 30 名具有 4-6 年 java 开发经验的开发人员的意见,最终选择 8 条重要的 PMD 规则,包括 basic, braces, unused 

code, string, strict exception, naming, design 以及 coupling,.为了计算每条规则对应缺陷数阈值，我们对 45 个具
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有高质量的 java 项目进行 PMD 检测,最终计算得到对应阈值分别为 2、1、1、3、1、4、0 和 1. 

通过将源代码文件解析成抽象语法树(AST),我们可以检测一个 java 方法块是否具有对其它自定义方法的

调用,即方法块功能原子性指标验证.通过不同维度的数据质量评估之后,我们构造了一个大规模的高质量 java 

方法块数据集.整个评估流程如图 2 所示. 

 

Fig.2 A complete flow chart of data quality evaluation for a method block 

图 2 开源源码数据质量评估流程图 

2.2 源数据处理模块 

训练数据处理模块对已经收集到的原始训练数据集进行数据预处理.为了对已经收集到的项目的源代码

进行统一化的处理,本文使用 Eclipse 的 JDT 编译器将源码文件解析为抽象语法树（AST）.此外,由于部分 jar

包中没有源码,本文使用 jd-jui 反编译工具对 jar 包中 class 文件进行反编译来获得源码.对于 Java 中的八种基

本数据类型,即 byte、short、int、long、float、double、char 和 boolean,对其变量名和值都进行统一化处理.具

体处理规则如表 2 所示. 

Table 2 Uniform processing rules for basic data types in Java 

表 2 Java 基本数据类型的统一化处理规则 

 
数据类型 

变量名 

（统一化） 

变量值 

（统一化） 

示例 

（处理前） 

示例 

（处理后） 

byte byte_type 0 byte b = 'a'; byte byte_type = 0; 

short short_type -1 short s = 100; short short_type = -1; 

int int_type 1 int i = 0; int int_type = 1; 

long long_type 10 long l = 1000; long long_type = 10; 

float float_type -0.1 float f = 1000; float float_type = -0.1; 

double double_type 0.1 double d = 0.01; double double_type = 0.01; 

char char_type ‘a’ char c = 'c'; char char_type = 'a'; 

boolean boolean_type true boolean b = false; boolean boolean_type = true; 

对于非基本数据类型,如同一个类的不同对象,用对应类的类型替换所有的对象类型,直接用类名的小写形

式替换不同的对象名. 比如, List resultList = new ArrayList();统一化处理之后为 List list = new ArrayList();.因

为 List 为非基本数据类型, 所以按照规则用类名 List 的小写形式 list 替换原本的用户自定义对象名 resultList. 

忽略那些不会影响语法结构、开发人员可知的符号,这些符号在代码行被推荐后,很容易被补全,不会影响

实际的使用.比如代码行结尾的分号和某些大小括号等.该判断是基于部分有丰富 java 经验以及经过实用性验

证得到的.在处理完所有数据之后,构建代码段数据集 D 具有规范的统一格式.图 3 表示处理之后的方法块实例.

根据程序设计的模块化特点,为了得到关系更加紧密的代码上下文,我们从方法层面构建训练数据集.同时,为
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了能从功能比较完整的方法块中抽取数据.为了清除无意义的行,忽略只有大括号或者只有注释的行. 

 

Fig.3 An example of unifying source code 

图 3 代码方法的格式统一化处理实例 

2.3 训练数据处理模块 

在抽取训练数据集时具体方法是:对一个功能完整的方法块,忽略第一行方法的声明,从第 n+1 行开始,以前

n行为模型输入、第 n+1行为模型的输出构建模型的一个实例,并依次向下直至方法块最后一行,构建训练数据

集.根据经验,并充分考虑实际开发中的情况,为了得到关系最紧密的代码上下文, n 的可能取值为 1-5.理论上来

说,n 取值越大越好,但是在实际开发过程中,除了功能特别复杂的方法块,普通方法块的代码行数通常不会很大.

因此,在保证准确率的情况下,n 的取值越小,在实际使用中实用性会提高.最合适的取值在本文后面的实例验证

将讨论 n 的合适取值.在此之前我们假定 n 的取值为 3. 

2.4 编程现场数据处理模块 

编程现场是指软件生产中与当前编码相关的要素集合,如编程现场行为数据、源代码数据、软件任务数

据和软件系统运维数据等.在本文中没有使用编程现场的所有可用数据,而是根据实际需求抽取了一部分真正

需要的数据.为了更好的获取编程现场大数据,我们开发编程现场数据处理模块,包括开发现场数据采集模块、

现场数据清洗模块和现场数据组织管理模块,对开发现场的数据进行实时采集、清洗、组织和管理.如图 4 所

示. 

 

Fig.4 A structure diagram of data processing module in onsite programming 

图 4 编程现场的数据处理模块结构图 

开发现场数据采集模块主要处理编程现场数据抽取问题.在本文中,开发人员已经输入的编程现场代码行
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上下文通过采集模块自动获取,以便根据获取到的代码行上下文,利用训练好的模型预测最可能的当前代码行.

除了代码行上下文,数据采集模块还尽可能地采集用户当前的任务数据,主要包括类名、方法名以及注释信息. 

现场数据清洗模块主要对数据采集模块采集到原始数据进行数据清洗,因为数据采集模块采集到的编程

现场的数据包含大量无用信息,无法直接使用.现场数据清洗模块按照 2.2 节提出的数据处理规则对数据进行

统一化处理,以类名#方法名#代码行上下文#注释信息的形式进行保存,用于对推荐结果进行二次排序和优化. 

3 编程现场上下文深度感知的代码行推荐方法 

本节具体描述编程现场上下文深度感知的代码行推荐方法,包括学习方法模型和推荐方法.本文学习方法

使用基于注意力的循环神经网络编码--解码模型（attention-based RNN Encoder-Decoder model）来实现代码行

的学习的任务[7,19].图 5 描述了方法的总体结构,包含了一个离线训练阶段和一个在线代码行生成推荐的阶段. 

 
Fig.5 The overall workflow of DA4CLR 

图 5 编程现场上下文深度感知的代码行推荐方法总体流程图 

本文方法在理论上可以应用于任何程序设计语言.为了方便描述,我们用 Java 程序设计语言为例进行描述.

在下面的章节中,本文将对方法模型进行详细介绍. 

3.1 方法模型 

如章节 2 描述 , 循环神经网络编码 — 解码模型是对基本神经语言模型的扩展 , 能较好解决

Sequence2Sequence 问题.因此循环神经网络编码—解码模型用来作为实现本文方法的重要手段. 

图 6 展示了将循环神经网络编码器—解码器的 RNN 框架用于代码行上下文感知的示例.将已有的上下文

代码行 String string = "stringValue" for( String string : list<String>作为输入序列、string = string + string.trim() 

+ "stringValue"为输出序列,即为当前代码行.如图所示,编码器 RNN 将源语句 String string = "stringValue" 

for( String string : list<String> 中单词逐一读入,当读第一个单词 String 的时候,该单词被数值化表示为向量 x1,

并用该向量计算当前的隐藏状态 h1
[15].然后,读入下一个单词 string,数值化表示为 x2,然后用 x2 将隐藏状态 h1

更新为 h2.不断重复该过程,直到读入最后一个单词 list<String>,并得到最后一个状态 h8,最后的状态就是上下

文向量 c. 

解码器 RNN 要根据向量 c 来计算得到目标序列 string = string + string.trim() + "stringValue".目标序列的

开头,被人为的添加一个开始标记<START>.在解码时,它被首先计算得到第一个单词 y0, 然后,基于上下文向量

c 和 y0,计算得到隐藏状态 h1,并根据该状态预测代码行中第一个单词 string.然后根据前一个单词向量 y1 和上
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下文向量 c计算下一个隐藏状态 h2,并预测代码行中第二单词“=”.该过程一直重复,直到预测得到目标序列的结

束标记<EOS>,该标记是在数据处理阶段人为的添加在目标序列的结尾的. 

 

Fig.6 A sample of RNN Encoder-Decoder Model Applied to Code Lines 

图 6 RNN 编码--解码模型应用于代码行的示例 

已有的代码行上文中的不同部分,对产生目标序列（即当前代码行）的重要性是不同的.比如,代码行上下

文 String string = "stringValue" for String string : list<String> 和当前代码行 string = string + string.trim() 

+"stringValue"相比较而言,单词 String 比单词 for 对得到目标序列中的单词 string 具有更大的影响.因此,在本文

的方法中,我们采用基于注意力的 RNN 编码器--解码器模型,它能够从输入序列中选择对目标序列中当前单词

最重要的部分.不同于使用相同上下文向量 c 生成目标序列,注意力模型对目标序列中每个单词 yj 使用不同的

向量 cj.该向量的计算方式如下: 




xT

1t
jtj α=c th                (1) 

αjt 是隐藏状态 ht 对目标序列中单词 yj 的权重值,该值不需要单独计算,而是可以利用另一种神经网络进行

模型化,并在训练过程中学习到[11]. 

3.2 训练方法模型 

基于注意力的循环神经网络编码--解码模型在实际应用中有很多不同的实现方法, 我们使用章节 1 描述

的长短期记忆网络.作为一种性能较好的 RNN 具体应用,它在很多的实际任务中取得了较好的效果[14,16].本文

按照如下描述构建模型:在解码器中,使用两个 RNN 分别接收是源语句的正向和逆向语句,生成的上下文向量

连接到解码器[7].解码部分使用了 attention 模型,通过上下文向量和每个时刻的上一时刻输出进行解码,进而得

到最终的预测代码行.所有 RNN 都有 1000 个隐藏单元,词嵌入的维度设置为 120 维[17].因为数据集规模很大,

为了更好对模型进行训练,本文限制词汇表大小为词频最高的 10000 词.同时为了兼顾效果和效率,所有模型都

使用小批量随机梯度下降算法（MBGD）来进行参数优化[18],该算法自动调整学习速率.批量大小（即每批次

的实例数）设置为 100. 

具体实现时,本文使用 TensorFlow,这是一个 Google 的开源的深度学习框架[19].该框架功能强大,并且已经

实现了大部分深度学习算法和参数优化方法.整个训练过程持续约 240 小时,并重复 100 万次. 

3.3 推荐过程 

程序开发语言的编写过程中,代码行之间具有一定的无序性,即交换某些行的顺序并不会影响程序功能的

实现.因此,为了程序开发人员能更好地获得想要的代码行,我们应该尽可能获得所有可能正确的当前代码行,



 

 

 

陶传奇 等:编程现场上下文深度感知的代码行推荐 9 

 

并按可能性优先级进行排序,然后推荐给开发人员让其进行选择. 

具体推荐过程的伪代码如算法 1 所示: 

算法 1:编程现场上下文深度感知代码行推荐过程算法 

Input:编程现场数据 
BEGIN 
1: Action <-- getUserAction(); 
2: //获取用户动作 
3: DO WHILE(Action == True) 
4: //如果用户选择推荐 

5:  setParameters();//参数设置 

6:  CodeLines <-- getCodelines();//获取编程现场代码行数据 
7:  CodeStructureInformation <-- AST(CodeLines); 
8:  //利用抽象语法树抽取结构信息 
9:  UnifiedCodeLines <-- unifyCodelines(CodeStructureInformation); 
10:  //数据处理模块对初始代码行进行统一化处理 
11:  TaskData <-- GetTaskData(); 
12:  //采集编程现场任务数据 
13:  RecommendedLines <-- deepModel(UnifiedCodeLines); 
14:  //以统一化处理之后的代码行上下文作为模型输入得到推荐代码行结果 
15:  OrderedRecommendedLines <-- beamSearch(RecommendedLines); 

16:  //集束搜索实现初次推荐结果排序 
17:  FOR j=0 TO n DO 
18:   <SippetData,SIMILARITY> <-- LSA(TaskData, θ, SippetDataSets); 
19:   //根据 LSA相似度和预设的阈值获取代码段数据集中和当前编写方法类似

的代码段及相似度 
20:  COUNTER <-- 0; 
21:  DO WHILE(COUNTER < n) 
22:  //对 n 个推荐结果进行二次排序 
23:   IF (OrderedRecommendedLines IN SippetData) THEN 
24:    SecondOrderedLines <-- 

Reordering(OrderedRecommendedLines,SIMILARITYS); 
25:    //调整推荐代码行优先级 
26:   END IF 
27:   COUNTER++; 
28: END WHILE 
END 
Output:N 个排好序的代码行推荐结果 

为了实现上述的目标,本文利用集束搜索（Beam Search）[20]得到多个推荐结果.通过集束搜索得到经过初

次排序的 n 个推荐结果之后,还需要根据 2.3 节所采集到的当前任务数据对推荐结果的优先级进行基于检索的

方法的二次排序.具体操作是: 采集到的当前任务数据的形式是类名#方法名#代码行上下文#注释信息, 利用

已有的类名#方法名#代码行上下文#注释信息和代码段数据集 D 中的代码段信息进行相似度比较. 即将代码

段数据集 D 中每个代码段信息抽取整合为类名#方法名#代码行上下文#注释信息形式, 然后和当前任务数据

进行比较, 计算相似度. 如果存在相似度高于阈值的代码段,并且该代码段中含有推荐结果中优先级为 k 的推

荐的代码行,则将该推荐结果重新排序, 将该推荐项在整个包含 k 个推荐项的推荐结果中的优先级进行上调,

相似度越高,优先级越高.相似度衡量使用 LSA (latent semantic analysis)潜在语义分析,LSA 的核心思想是将词

和文档映射到潜在语义空间,再比较其相似性,从而去除了原始向量空间中的一些“噪音”.由于相似度匹配考虑

到了语义相似度,而不仅仅是进行关键词匹配, 故提高了信息检索的精确度.这里的阈值设置为 θ,具体的值在

后面的实验中通过实验得到. 

为了易于理解, 我们对整个过程举例描述, 为了方便表示, 这里指定推荐代码行数目为 2，如下所示为： 

在实际开发过程中, 用户在类 Tools 中编写 getFileContent 方法块时, 对方法的功能描述为: Gets the file 
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contents for the specified file path, 并且已经键入: 

String string = "stringValue" 

for( String string : list<String> ) 

基于注意力的循环神经网络编码--解码模型以此为输入得到的推荐结果为： 

1、         continue 

2、string = string + string.trim() + "stringValue" 

二次排序时,实时捕获用户当前的软件任务数据，获取开发人员当前可能的开发意图, 具体即为用户当

前开发对应的类名#方法名#代码行上下文#注释信息,分别对应上述具体信息. 将其和已有的代码段数据集中

每个方法段的类名#方法名#代码行上下文#注释信息进行相似度比较时 , 存在相似度高于阈值的代码段

readFile, 并且该代码段中含有优先级为 2 的推荐项 continue, 则将该推荐结果重新排序, 进行优先级上调.如

下: 

1、string = string + string.trim() + "stringValue" 

2、         continue 

重排后推荐结果作为最终结果被推荐给用户. 

4 方法模型评估 

4.1 实验设计 

本文主要实验所推荐代码行的准确率、MRR 来评估本文的编程现场上下文深度感知的代码行推荐方法

是否有效.为了更好地进行实例验证,我们特别设计了四个问题从不同方面对方法进行评估.为了使实验更具有

针对性并简化实验过程, 第一和三这两个问题的实验中没有对推荐结果进行二次排序,而在第二和四这两个

实验中进行二次优先级调整, 着重关注二次排序对推荐结果的影响. 

本文主要研究如下的一些问题,并在后续的章节通过一些实验来对其进行回答. 

• 问题 1:方法的性能是否会被代码行数据集预处理的程度所影响 

在之前数据处理部分,我们详细描述了如何对收集到的项目的源代码进行预处理.但是,对数据集的处理程

度越高,统一化程度越高,也意味着开发人员即使得到推荐结果时,为了使代码行变得真正可用,他所需要修改

的地方也很多.因此,我们设计问题 1 来探究数据预处理程度对方法准确率的影响,并希望能通过这个问题的研

究得到最好的数据集 

• 问题 2: 本文提出的方法和类似的代码推荐方法以及类似相关工作相比准确率如何 

已有的一些源代码相关的工作主要的关注点是代码补全、代码纠错和源码查询等.从粒度上来看,大部分

工作关注的是更加细粒度的 API 或 API 序列的获取和推荐.也有一部分研究聚焦于方法粒度级别的工作.为了

进一步验证本文方法的有效性, 我们选择两个相似的代码行补全的代表性方法与本方法进行对比. 

• 问题 3:本方法推荐的代码行准确率是否受到一些参数设置的影响 

在我们的方法中,要检测的参数主要是上下文代码行数 n 和推荐结果数 k. 基于实用性考虑和已有的经验

来看, n 的可能取值为 1、2、3、4 或者 5.而更加准确的取值则需要通过实验来得到. 对于 k, 本文设置为 1、5

和 10 分别进行测试来观察推荐结果数对推荐结果的影响. 

• 问题 4:本方法中对推荐结果进行二次排序是否能使相关度更高的结果具有更高优先级以及比较合适的

θ 值设置是多少 

本文方法中,在通过集束搜索得到最合适的 n 个排好序推荐结果之后,还要利用之前提到的 LSA 相似度对

推荐结果进行二次排序.这一过程是否必要,需要通过实验验证.对于优先级调整的 LSA 相似度阈值设置,设置

太低或者太高,虽然对二次排序结果影响很大,但是对排序所花费时间影响同样很大.因此,根据经验,将 LSA 相

似度的可能的取值设为 0.4、0.5、0.6、0.7 和 0.8,并根据实验找出合适的 θ 值. 

在方法测试过程中, 本文使用 MRR (Mean Reciprocal Rank)和准确率（Precision）作为衡量指标.当推荐项
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和参考推荐结果的 BLEU 相似度得分大于阈值 62.79（%）时,我们评定该推荐项为有效推荐项.该阈值是在试

验 3 中通过对 100 个测试集进行人工观测评定准确性后,取有效推荐项计算平均 BLEU 相似度得分所得.在四

个实验中,我们对实验 3 的结果进行人工观测评估,其它 3 个实验采用 BLEU 相似度得分来衡量推荐结果中推

荐项是否有效. 

4.2 实验结果 

本节将展示实验的结果,并对 4.1 中提出的四个问题逐一回答. 

4.2.1 对问题1的回答 

为了回答问题 1,我们探讨源代码数据集的处理程度对推荐结果的影响.在该实验中,我们对原始数据集进

行不同程度的处理.按照处理程度的不同,分为 4 个等级,从 0—3 分别为原始数据集、对 API 进行统一化、对基

本数据类型进行处理和删除某些特定字符（如无意义的括号和变量值）,高等级包括所有低等级的处理. 

为了控制变量,在进行该实验时,我们将 k 值设置为 10,即对每个测试用例推荐 10 个供选择的代码行.用于

测试的实例数共 1000 个.表 3 中给出 5 个实验中真实使用的实例.由表可知:对源码进行统一化处理的程度不同

对推荐结果的准确率和 MRR 两个指标都有影响. 

Table 3 Instance of data processing  

表 3 数据集处理实例 

ID 输入 输出 

1 boolean boolean_type = true 

for( int int_type=0 int_type<list.size() int_type++ ) 

if( list.get( int_type ).equals( "stringValue"  )  ) 

2 List<String> list<string> = new ArrayList<String>() 

String string = "stringValue" 

while( string = bufferedreader.readLine() != null ) 

3 bufferedwriter.append list<string>.get( int_type ) 

bufferedwriter.newLine() 

bufferedwriter.flush() 

4 String string = list<string>.get( int_type ) 

if( string.equals( "stringValue" ) ) 

continue 

5 String string = "stringValue" 

for( String string : list<String> ) 

string = string + string.trim() + "stringValue" 

表 4 展示了两个衡量指标在 4 个不同等级处理程度的结果.从表中可以看到,在没有对数据集进行任何处

理时,准确率仅仅只有 17%,这是因为没有做任何处理的源代码中包含大量的个性化字符,包括用户自定义的变

量名、变量值和对象名等.这些字符都是噪声,会对方法的推荐结果产生影响.而对 API 进行处理和对数据类型

进行统一化之后,准确率分别是 17%提高到 29%、29%提高到 55%.这说明推荐结果的准确率受处理的 API 和

数据类型影响较大.而对于MRR,我们从表中可以看到对 0—3不同处理等级,对应的值分别是 0.3104、0.4464、

0.4986 和 0.5148.在对 API 和对数据类型进行统一化之后,分别增加了 0.136 和 0.0522.对比于除某些特定字符

后增加的 0.0162,说明也受到比较大的影响.这也说明,在进行了数据类型级别的数据处理之后,方法在指标上呈

现出较好结果.继续对数据集进行处理,虽然也还是能够对方法效果进行优化,但是指标的提高不明显.图 7 直观

反映了 2 个不同度量指标在 4 个等级上的变化趋势. 

Table 4 Experimental results of two metrics at different levels 

表 4 不同处理等级在两个衡量指标上的实验结果 

指标 Level 0 Level 1 Level 2 Level 3 

Precision 17% 29% 55% 58% 

MRR 0.0528 0.1295 0.2743 0.2986 
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Fig.7 Trends on two metrics at different processing levels 

图 7 不同处理等级在两个度量指标上的变化趋势 

对问题 1 的回答:编程现场上下文深度感知的代码行推荐方法的准确率和 MRR 会被数据集的处理程度影

响,并且方法性能随着数据集的处理程度的变高而提升.而且,不同程度的处理对方法性能影响也是不同的.第 1

等级是一个比较重要的处理步骤,在方法推荐结果的准确率和 MRR 两个指标上都有明显提升.第 3 等级的统一

化处理之后,方法性能最好.但是,考虑到对数据集进行处理的程度越高,也意味着开发人员即使得到推荐结果

时,他所需要修改的地方也很多.因此本文保留具有 Java 结构特征的一些字符. 

4.2.2 对问题2的回答 

问题 2 在我们的第二个实验中被测试,该实验的内容是将本文提出的代码行上下文深度感知的方法和具

有类似的功能的方法进行比较. 

本文选择两个相似的代码行补全的代表性方法与本方法进行对比, 分别是利用 PHOG 模型[21]和 RNN 模

型[22]来进行代码行补全的方法, 衡量指标采用平均 BLEU 得分. 

Table 5 BLEU scores for three relevant methods with different Top-K 

表 5 三种相关方法在不同 Top-K 时 BLEU 得分 

方法 Top1 Top5 Top10 

PHOG 0.3655 0.4125 0.4612 

RNN 0.2539 0.3313 0.3717 

DA4CLR 0.3865 0.4286 0.4541 

表 5 是三种方法 PHOG, RNN 和 DA4CLR 在推荐结果数分别为 1,5 和 10 时对应 BLEU 平均得分. 从表中

我们可以看出,本文的代码行推荐方法在 Top1 时得分比较高,高于 RNN 模型 0.13.但是随着推荐项数量增多, 

这种情况开始改变, 当推荐项数为 5 和 10 时, 其平均得分和 RNN 的得分差距已经开始逐渐减小. 这说明我们

的方法中推荐正确的推荐项出现在推荐结果列表中比较靠前的位置, 而如果前面位置没有正确的推荐项, 则

整个推荐列表中没有推荐正确的项. 根本原因是二次排序造成的, 二次排序充分利用了编程现场任务信息来

捕捉开发者意图, 进而能够识别推荐列表中和当前任务更加相似的推荐项, 将其推荐给开发人员. 本文所提

方法和 PHOG 方法在 BLEU 得分指标类似,但是在 top1 和 top5 略有优势, 说明本文的方法能够比较好的学习

到程序语句上下文信息, 进而有足够的信息进行程序语句生成. 而相比较而言, PHOG 模型和 RNN 模型利用

的信息不够充分, 因此效果较差. 总的来说, 本文的方法在平均 BLEU 得分指标上对比于 PHOG 和 RNN 仍然

有一定的优势. 

Table 6 Ranking information of recommended results for five different methods 

表 6 5 种不同的方法的最佳推荐结果位置信息 

方法 FRank LRank MRR 
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DA4CLR 1 10 0.3066 

RNN 1 10 0.2741 

PHOG 1 10 0.2953 

表 6 是 3 种方法 DA4CLR,PHOG 以及 RNN 的最佳推荐结果在所有结果中的位置信息的比较. Frank 和

LRank 分别是最好的推荐结果在所有推荐结果中最靠前和最靠后的位置信息.从表中我们可以看出,最靠前的

情况,3 种方法都有在排在第一的位置得到最佳结果的情况,而对于靠后的最佳推荐结果,同样如此. 原因在于,

对于本文的方法, 虽然有针对推荐列表的二次排序, 但是对于多次推荐, 仍然无法避免有最佳推荐项在推荐

列表靠后位置的情况, 只能在一定程度避免这种较差结果产生.在推荐结果项数为 10 的时候, RNN 以及 PHOG

方法的 MRR 得分小于 DA4CLR 方法, 结合上文在 BLEU 指标上的结果, 更加充分体现了本文利用语义信息

来进行推荐列表的二次排序是比较有效的. MRR 值越大, 说明推荐项的整体优先级排序情况比较符合用户需

求. 因此, 本文方法能够将用户满意的推荐项排在推荐结果中靠前的位置, 从方法的综合效果考虑,我们的方

法具有更大的优势. 

对问题 2 的回答:从上述比较结果可以看出,本文的代码行推荐方法在准确率上对比类似相关方法有一定

的提升, 这主要是模型的深度学习能力以及二次排序所带来的结果. 因为, 经过数据统一化之后的数据具有

更高质量, 更加容易进行上下文模式学习, 适合利用深度学习模型对隐含上下文模式进行深度学习. 此外, 二

次排序工作则对生成结果不太好的情况进行了补充, 所以本文模型对比类似工作有一定的优越性. 并且,考虑

到准确率和更加一般的适用性,上述实验结果表明,和具有类似功能的方法相比,本文方法能够在不降低推荐准

确率的情况下,仍然保证相关性较高的代码行在推荐结果中的位置也相对靠前. 

4.2.3 对问题3的回答 

我们设计的第三个实验,是为了测试本文方法在不同参数条件下的推荐情况.检测的参数主要是上下文代

码行数 n 和推荐结果数 k.如我们前面所说,上下文代码行数 n 代表着对已有信息的获取程度,它的不同,可能直

接对方法性能产生影响.而合适推荐结果数 k 则意味着,可以在我们方法的推荐效果和推荐效率之间取得最佳

平衡.所以,对这两个参数进行研究,以找到最佳取值,对我们的方法来说是很有必要的. 

根据 n 的可能取值,我们将 n 分为设置 1、2、3、4 和 5 进行实验.对 n 进行实验时,将 k 值设为 10;对于 k,

我们设置为 1、5、8 和 10 分别进行测试来观察推荐结果数对推荐结果的影响,对 k 进行测试时,将 n 值设置为

2.所有的数据都经过前面所定义的第 2 等级的统一化处理,并且去掉一些不会影响结构的字符.用于测试的实

例数共 100 个,全部采用人工观测的方式进行推荐结果有效性判断. 

图 8 显示在上下文代码行数 n 为 3 左右时,准确率达到一个比较高的程度,然后随着行数的增大,准确率并

没有很大的提升.造成这种情况的原因可能是,对于源代码而言,上下文代码行达到四行的时候,代码行之间的

联系已经比较紧密,对应 n 为 3.当 n 大于 3 时,对推荐结果准确率的提高并不会有所帮助. 
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Fig.8 The trend for two metrics with different contextual code lines  

图 8 不同上下文代码行数下两个指标趋势图 
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表 7 则表明,随着推荐结果数增加,准确率也一直变大.这符合我们理论上的预测,因为推荐结果中推荐项数

越多,推荐列表中涵盖正确推荐的可能性就越大.但是,我们也应该注意到,当推荐结果数分别为 8 和 10 时,准确

率的提高已经很小.再结合MRR的对应值, 特别是考虑到对开发者的实用性,我们可以总结出,对于推荐结果数

k,取值为 8 已经是一个比较好的选择.当然,出于更好的性能需求考虑,在实验中都暂时将 k 值定为 10. 

Table 7 The Precision and MRR of different N values 

表 7 不同的 TOP-N 对应的准确率和 MRR 

Top-N 1 5 8 10 

Precision 21% 37% 55% 58% 

MRR 0.2100 0.2698 0.2963 0.2995 

对问题 3 的回答:对于上下文代码行数 n 和推荐结果数 k,不同的参数取值确实会对我们的方法的推荐结果

产生影响.根据已有的实验结果,我们得出的结论是,充分考虑到开发过程中一个完整方法块本身就不会很长,

以及避免序列过长对推荐速度产生影响,在保证推荐准确率不会有太大影响情况下,将上下文代码行数 n 取为

3、将推荐结果数 k 取为 8 应该是对我们方法而言比较合适的参数取值.但是,出于更好的性能需求考虑,在其它

的实验中都暂时将 k 值定为 10. 

4.2.4 对问题4的回答 

我们设计第四个实验,是为了检验对推荐结果进行二次排序是否会使得本方法的推荐结果的优先级排序

和推荐所花费时间更符合用户需求.一个比较理想的推荐方法,用户越满意的推荐项应该排在推荐结果中更加

靠前的位置.因此,虽然利用 LSA 对推荐结果进行二次排序并不能显著提高推荐结果的准确率,但能够帮助用户

更好的获取想要的推荐结果,提高用户体验.所以,对推荐结果二次排序的必要性进行检验,以及找到最佳的阈

值θ取值是必要的. 

根据 θ 的合适取值,我们将 θ 分别设为 0.4、0.5、0.6、0.7 和 0.8 进行实验.由于对推荐结果进行二次排序

并不会对准确率产生影响,所以该实验只在MRR和推荐所花费时间上对二次排序前后推荐结果进行对比.二次

排序所花费时间只取一个近似整数值,单位为秒（s）.用于测试的实例数共 1000 个.并且由于实验 3 中已经有

进行二次排序之前的 MRR 值,所以在此次实验中不需要再进行重复实验.为了控制变量,我们将 n 设为 4,k 设为

10. 

表 8 则表明,在推荐结果二次推荐之后,随着 θ 值的变化,MRR 值也随之变化.这符合我们理论上的预测,因

为阈值不同,被调整优先级的推荐结果项数也不同.但是,虽然推荐结果调整使得 MRR 越高,表示用户满意的推

荐项排在推荐结果中更加靠前的位置,但是阈值越低也表示需要对比的代码段个数越多,计算结果所花费的时

间也越长.最理想的情况是,在 MRR 值有所改进时,二次排序所花费的时间也不会太长.在 θ 值为 0.4 和 0.5 时,

虽然 MRR 很高,但是其花费的推荐时间太长,在实际使用中实用性较差.综合考虑 MRR 和二次排序花费时间,

我们考虑到在 MRR 指标相差不大的情况下,二次排序所花费的时间越短,实用性越好,所以 θ 设为 0.7 是相对比

较好的选择. 

Table 8 MRR and time for different θ values after re-ranking 

表 8 二次排序后不同 θ 值对应的 MRR 和时间 

θ 值 0.4 0.5 0.6 0.7 0.8 

排序后 MRR 0.3318 0.3221 0.3186 0.3124 0.3066 

时间（s） 7 4 2 1 1 

对问题 4 的回答:比较实验 4 的和实验 3 可以看出,对推荐结果进行二次排序确实能改善所推荐的结果,使

用户越满意的推荐项应该排在推荐结果中更加靠前的位置.不同的 θ取值对推荐结果质量和二次排序花费时间

影响都很大.综合考虑之后,出于更好的性能需求考虑,在尽可能提高 MRR 值和减少推荐花费的时间前提下,将
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θ 值设为 0.7 应该是一个比较好的选择. 

4.3 基于源码数据质量评估的程序语句推荐有效性验证 

为了验证源码数据质量评估是否能够对代码行推荐结果起到积极作用, 本节利用经过开源源码数据质量

评估方法评估过的源码数据, 并按照 2.1 节测定的阈值, 构建得到源码质量评估方法评定为具有较高质量的

Java method 数据集. 使用该数据集训练一个新的、基于高质量源码数据集的代码行推荐模型, 通过对比其与

上文基于原始源码数据集的模型的性能, 来验证源码数据质量评估方法是否能够在一定程度上改进代码行推

荐工作. 

为了更好进行对比, 本文设计了三组对比实验, 分别是：1)在 4 个等级源码处理程度中, 对比数据质量评

估前后 Precision 的差异；2)在不同上文代码行数 n, 设置 1、2、3、4 和 5, 对比数据质量评估前后 Precision；

3)对比数据质量评估前后 MRR 的差异.为了控制变量, 在进行实验时, 将 k 值设置为 10. 用于测试的实例数共

1000 个. 

4.3.1 不同源码处理方式下的推荐结果对比 

图 9 是 Precision 指标在 4 个等级上对应使用数据质量评估方法评估前后变化对比. 从图中我们可以发现, 

在准确率这个指标上, 对源码 4 个等级的统一化处理中, 数据质量评估后对比数据质量评估前都有一定程度

的改进. 相对于第 3 级的处理中提高的 0.08, 初始等级、第 1 级和第 2 级的处理对分别提高 0.02、0.03 和 0.06, 

总的来说, 随着源码统一化程度的提高, 数据质量评估后数据对比评估前 Precision 提高越大. 这说明本文的

数据评估方法确实能够在一定程度上影响推荐结果,。因此，数据的统一化处理程度和数据质量评估都是本

文方法的前期核心部分.本文的数据质量评估方法是传统的数据统一化处理方法的重要补充, 同时也进一步

验证了本文设计的数据统一化处理方法确实是比较有效的. 
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Fig.9 Precision comparison of recommendations 

before and after data quality assessment 

图 9 数据质量评估前后推荐结果准确率对比 
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Fig.10 Precision comparison under different 

contextual code lines 

图 10 不同上下文代码行数下 Precision 对比 

4.3.2 不同代码上下文行数下的推荐结果对比 

由图 10 可知, 在进行数据质量评估前后, 都是在上下文代码行数 n 为 3 左右时, Precision 已经达到一个

比较理想的程度, 之后 Precision 提高值没有很大提升. 通过对比发现在几个不同代码行上文行数情况下, 对

比数据质量评估之前, 在 Precision 指标上都有比较一定程度上的提升. 这说明本文所提出的开源源码数据质

量评估方法能够在一定程度上获取到代码行上下文之间联系更加紧密的 Java 方法块. 这有助于利用深度学习

模型析取代码行的相关上下文因子,为精准推荐提供基础. 
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4.3.3 给定超参数下的推荐结果对比 

表 9 是开源源码数据质量评估前后两个模型的最佳推荐结果在所有结果中的位置信息的比较. 从表中可

以看出, 本文的代码行推荐方法在成功推荐时, 最好情况下(Frank)和最坏情况下(LRank), 使用经过开源源码

数据质量评估之后的数据集的模型并没有表现有更好的效果.此外, 在整体的 MRR 指标上, 使用经过数据质

量评估数据集的模型对比使用没有经过数据质量评估数据集的模型, 值提高只有 0.0181, 提升幅度比较小. 

这说明, 本文所提出数据质量评估方法, 在程序语句推荐方法中, 对 MRR 指标影响有限. 这也反映了本文所

提出的针对代码行推荐结果, 利用信息检索方法进行二次排序方法的有效性. 

Table 9 MRR of model recommendations before and after data quality assessment 

表 9 数据质量评估前后数据对应模型推荐结果的 MRR  

指标 FRank LRank MRR 

Before 1 10 0.3066 

After 1 10 0.3247 

4.4 实用性验证 

前面的实例化验证评估侧重于检测方法在准确性和 MRR 等通用推荐衡量指标上的表现.而推荐结果对于

开发人员的实用性是另外一个重要的问题,我们通过对 100 名初步学习 Java 软件开发的学生进行调查来研究

这个问题.这项调查要求每个参与者对本文编程现场上下文深度感知的代码行推荐方法的推荐结果有效性进

行评分. 

调查以问卷的方式进行,要求参与者在尝试使用我们方法的推荐结果协助编程开发之后,从以下四个待选

项中选择最符合个人体验的选项: 

1、推荐结果比较有用,能够有效帮助开发人员更好地进行程序开发; 

2、推荐结果部分可用,但所推荐代码行需要较多的人工修改才完全可用; 

3、在大多数的情况下,推荐的代码行无用或不可用; 

4、我无法正确地回答这个问题; 

我们分析了参与调查问卷的同学反馈回来的意见,发现 100 参与者中有 62 个(62%)选择第一个选项.剩下

的 38 个参与者中,选择第二个选项的有 14 个,选择第三个选项的有 24 个(24%).调查结果一方面说明本文方法

在实际开发过程中确实能够对开发人员有所帮助,并且在提高数据集的处理程度以提高准确性,和降低数据集

的处理程度以保证更好的可用性之间获得较好的平衡,实用性较好.但是,24%的负面评价也说明我们方法的推

荐性能仍有很大的提升空间.第三个选项在大多数的情况下,推荐的代码行无用或不可用说明在大部分情况下,

所推荐的 10 个代码行结果中没有明显符合开发人员需求的推荐项,这表明方法的推荐精准性并不能令实际的

开发人员十分满意,仍有较大的提升空间. 

我们会在接下来的工作中进一步完善本文的方法,一方面尝试获取更多的编程现场信息,以提高方法推荐

结果准确性.同时,我们也会尝试对推荐模型方面进行改进,进一步提高编程现场上下文深度感知的代码行推荐

方法的性能. 

5 有效性威胁 

本节讨论可能对本文方法的有效性产生威胁的情况. 

上下文环境:上下文环境是本文方法的重要影响因素.在代码编写过程中,可以将一个具体功能的实现大致

分为两个阶段:准备阶段和实现阶段.准备阶段的工作主要是变量声明和初始化等.而实现阶段则通过语句编写

实现具体功能.对本文方法而言,需要通过对上下文的学习来得到一种上下文关系,进而实现推荐.但是准备阶

段的变量声明之间是没有顺序关系的,也就是说如果已有的上下文是准备阶段的代码行,那么很可能会由于缺

乏上下文顺序关系,对本文提出方法的精度产生影响.而且,在真实的代码编写过程中,准备和实现两个阶段是
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没有具体界限的,即开发人员可能在实现过程中,发现需要变量时才进行声明和初始化. 

在之前的实验中,我们假设只有一些具有重要结构（比如 if）的代码行才对开发人员具有实际使用价值,

所以数据集大部分都是具有重要结构的.该假设问题还需在未来工作中进一步实证研究. 

语言环境:我们实验中所有的代码行都来源于 Java.虽然本文的方法理论上独立于具体的编程语言,但某些

具有更加简洁结构（比如 Python）的程序语言可能带来更好的应用效果.但是,由于本文只在 Java 中进行实验,

没有进行其它语言的实验,所以编程语言可能也是一个对我们方法有效性产生威胁的外部因素.未来工作会扩

展本文的方法到其它的语言环境进行测试. 

6 相关工作  

代码搜索:代码搜索按照输入类型划分,可以将代码搜索分为多个方向:自由文本[23]、代码上下文[24]、结

构化信息[25]和其他输入类型[1,26].在上述各个类别的检索技术中,只能检索技术又不断的被引入进来,并与其它

的一些相关的信息相结合,如代码之间的调用关系、用户对代码段的反馈信息,这些智能检索技术的使用进一

步提高了代码检索结果的质量.早期的代码搜索尝试使用文本相似度或语义相似度对用户的输入查询和代码

段进行直接匹配.为了提高性能,一些研究者针对匹配算法提出了新的改进方案,具体来说,2011 年,Hill 等人[27]

提出基于词组概念的搜索技术 ,不同于以往的信息检索方法 ,该技术还考虑了词在查询中不同的语义角

色.Nguyen 等人[28]提出通过线性组合的方法把改进的向量空间模型与词向量进行结合以对代码进行向量表示,

该方法比使用单一的向量表示效果更好.为了解决基于直接匹配方法中因为词项失配而影响推荐结果的问题,

研究人员进行了很多的相关探索,早期的方法多采用人机交互的方式完成用户查询的获取[29],现在则尝试使用

自动化的方法对用户原始查询的质量进行评价,而后借助共现关系[30]、近义词词典[31]以及 API 文档[2,8]等获取

扩展词以对原始查询进行扩展.Haiduc 等人[32]提出预测查询的质量并推荐更加合适的查询方法,该方法首先利

用一个训练好的分类器来预测一个查询的质量.针对质量较低的查询,利用多种策略对查询进行重写.Hill 等人
[30]提出一种基于查询扩展的代码搜索方法,该方法利用了词的共现关系.Lu等人[31]提出一种基于 WordNet查询

扩展的代码推荐方法,效果更好.Rahman 等人[33]提出一个代码搜索工具 RACK,首先吧自然语言的查询通过众

智扩展的方式转换成对应的 API 序列,而后以这些序列作为输入,从 GitHub 中搜索相关的项目段并推荐给用

户. 

代码生成:计算机自动生成代码是近年来软件工程的研究热点之一.Scott Reed 等人[34]提出神经程序解释

器方法,该方法由一种基于循环神经网络的组合神经网络构建,由一个任务无关的循环神经网络内核,一个用于

保存键值对的程序存储器和一个与应用领域相关的编码器组成,能够完成加法、排序和图形旋转等简单程序

的执行.在神经程序解释器方法的基础上,Chengtao Li 等人[35]提出一种 NPL 方法,该方法也是基于大粒度的高

层计算机程序通常由小粒度低层子程序组合而成这一基本原理进行探索.该方法在小规模训练数据集上具有

较高的准确率.代码补全任务是较成熟的程序生成应用,传统方法通过对代码静态分析来进行 API 调用、常见

代码块的补全.近年来,许多研究者提出利用概率模型对大量的代码片段进行学习从而实现代码补全.常用的模

型有 N-gram 模型和神经网络等. Asaduzzaman M 等人[36]利用一种新的上下文敏感代码补全（CSCC）的技术

来进行 API 补全,以提高 API 方法调用补全工作的性能.Allamanis M 等人[37]提出利用 Log-Bilinear 的模型进行

代码补全.他们利用该模型学习代码片段,并且为该代码段推荐更加合理的方法名和类名,这对于代码风格的规

范是有意义的.随着深度学习在自然语言处理等领域的成功应用,最近的许多研究都关注于深度学习方法在源

代码中的使用,尝试将深度学习引入代码生成和补全中.在代码生成中使用深度学习模型比较常见.比如,Mou

等人[38]提出使用 RNN 编码—解码模型来从自然语言输入中获取用户企图,进而生成用户想要的代码.他们的

实验显示了在大规模数据集上进行代码生成的可能性.深度学习也可以用于做代码补全任务[36,37].比如,White

等人[22]提出将 RNN 语言模型用到源码文件中,并展现了在预测软件分词方面的有效性. 

代码推荐:有关代码推荐的研究一般主要关注代码段[34,38]或者 API 的推荐[7,39].Dang 等人[39]利用获得的编

程上下文来查询知识库,以检索推荐的一个或多个代码片段.Jiang 等人[41]利用信息检索和有监督学习推荐代
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码片段,引入机器学习之后,代码段推荐效果比简单的文本匹配更好.为了优化推荐结果列表,需要对初始的推

荐列表进行重排.Wang 等人[41]从推荐结果入手,采取半自动相关反馈方法对推荐的代码段列表进行评价,算法

根据人工的评价对推荐结果进行重新排序,把相关的结果尽量排到推荐结果更加靠前的位置.Ishihara 等人[42]

提出在推荐代码段时不仅要考虑到查询与代码段之间的文本相似度,还要考虑代码段的受欢迎程度.某个代码

段的重用次数越多,表示其受欢迎程度越高.Ponzanelli 等人[43]提出一种代码推荐系统,该系统通过实时查看开

发者在浏览器和开发环境中的行为,判断开发者的搜索意图和偏好,进而对推荐结果进行重排,将更好的推荐结

果呈现到开发者面前.API 在软件复用以及软件开发平台中占有重要的技术地位,已经成为开发人员完成开发

任务时的核心关注点.API 推荐的主要目的是找到满足开发任务需要的 API 或 API 使用代码.为此,研究人员将

信息检索和程序分析技术相结合,提出了一系列 API 搜索方法和技术.Stylos 等人[44]开发了一个用于搜索 API

类和方法以及 API使用样例的网页搜索工具.从发发展趋势看,API的研究已经从帮助开发人员找到合适的 API

发展到帮助他们正确的使用 API.Gu 等人[7]针对用户输入的自然语言查询,推荐实现查询功能所需的 API 序

列.Xu 等人[40]不仅推荐 API,而且找出这些 API 方法最可能被使用的位置,具有更好的实用性. 

7 结论 

本文将深度学习方法应用到编程现场的代码行的推荐使用中.具体来说,首先收集编程现场的信息,包括编

程现场任务数据和代码行上下文数据.然后对数据格式进行处理,并将得到具有统一形式的数据存储.模型训练

过程就是利用循环神经网络编码—解码模型对编程现场的代码行上下文使用模式进行深度学习,并根据已有

的编程现场上下文对当前代码行进行推荐.学习的使用的数据就是已经统一化格式的源码数据.能够对代码行

上下文使用模式进行深度学习的先决条件是,获取大规模代码行上下文数据集,并进行统一化的处理. 

在推荐过程中,开发现场数据采集模块自动采集用户已经输入的代码行数据,经由现场数据清洗模块清洗

之后,和训练中使用的数据具有统一的形式.然后就可以作为已经训练好的循环神经网络编码—解码模型的输

入,并利用集束搜索算法,得到初次排序后的 N 个代码行推荐结果.为了使开发人员越满意的推荐项排在推荐结

果中更加靠前的位置,我们对集束搜索得到的 N 个推荐结果进行二次排序,使用的数据是开发现场数据采集模

块收集到的编程现场任务数据.利用编程现场任务数据,将推荐结果中已经在训练数据中出现过的推荐项调整

到推荐结果中更加靠前的位置.相似度衡量使用 LSA,相似度越高,优先级越高.我们的实例验证表明,本文的方

法确实是有效的.并且,方法性能优于其它的类似方法,比如代码搜索. 

未来,我们会进一步完善本文的方法,并研究深度学习方法在其它编程语言的编程现场中的使用,以及从方

法块到 API 的不同粒度的应用问题. 
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