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摘  要: 在信息爆炸时代,大数据处理已成为当前国内外热点研究方向之一.谱分析型算法因其特有的性能而获

得了广泛的应用,然而受维数灾难影响,主流的谱分析法对高维数据的处理仍是一个极具挑战的问题.提出一种兼顾

维数特征优选和图 Laplacian 约束的聚类模型 ,即联合拉普拉斯正则项和自适应特征学习 (joint Laplacian 
regularization and adaptive feature learning,简称LRAFL)的数据聚类算法.基于自适应近邻进行图拉普拉斯学习,并将

低维嵌入、特征选择和子空间聚类纳入同一框架,替换传统谱聚类算法先图 Laplacian 构建、后谱分析求解的两级

操作.通过添加非负加和约束以及低秩约束,LRAFL 能获得稀疏的特征权值向量并具有块对角结构的 Laplacian 矩

阵.此外,提出一种有效的求解方法用于模型参数优化,并对算法的收敛性、复杂度以及平衡参数设定进行了理论分

析.在合成数据和多个公开数据集上的实验结果表明,LRAFL在效果效率及实现便捷性等指标上均优于现有的其他

数据聚类算法. 
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Abstract:  The explosion of information has been evoking a leading wave of big data research during recent years. Despite many 
empirical successes of spectral clustering algorithms, it is still challenging to cluster the high dimensional data due to the curse of 
dimensionality. This study proposes a novel algorithm referred to as joint Laplacian regularization and adaptive feature learning (LRAFL), 
which adaptively learns the feature weights and fits the feature selection as well as clustering into a unified framework, rather than the 
two-phase strategy of typical approaches. With a new rank constraint imposed on the Laplacian matrix, the connected components in the 
resulted similarity matrix are exactly equal to the cluster number. An effective approach is also proposed to solve the formulated 
optimization problem. Comprehensive analyses, including convergence behavior, computational complexity, and together with parameter 
determination are also presented. Surprisingly sound experimental results can be achieved on synthetic data and benchmark datasets by 
the proposed algorithm when compared with the related state-of-the-art clustering approaches. 
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聚类分析是数据挖掘领域的研究热点之一,旨在无标签情形下对数据进行分组,使组内数据尽可能相似而

组间数据尽可能不同,被广泛应用于图像分割[1]、目标分簇[2]、深度学习模型[3]等科学应用领域.在大数据背景

下,实际输入数据除“海量样本”特点外,还具有极高的特征维数.以在线文本数据为例,当采用矢量空间描述每个

文档时,大词汇量往往导致样本维数达到 5 000 以上.此外,一张解析度为 256×256 的图像矢量化后的维数则是

65 536.受“维数灾难”限制,对高维数据进行合理高效的聚类分析是一个极具挑战性的问题.过高的样本维度包

含冗余的特征信息和异常噪声,不仅降低了后续聚类操作的运算效率,也影响了其他性能指标.针对该问题,常
见的思路是引入特征选择进行维数预约简,然后在子空间进行相似度矩阵构建并对嵌入数据实施谱聚类分析. 

特征选择(feature selection,简称 FS)[4]从原始样本空间中挑选最具代表性的维数子集,其核心问题依据特定

准则评价各子集的优劣并确定选择结果.传统搜索策略[5]的缺点是直接利用数据的统计指标对每个特征进行

单独评分并取分值较高者为结果集,缺乏整体的优劣评判标准[6].针对此问题,学者们开展了联合特征选择研究,
通过稀疏正则化约束[7]进行特征选择并兼顾子空间学习.Cai 等人[8]结合流形学习和 l1 正则化模型进行稀疏的

联合特征选择.所选用的 l1 范数虽然意义明确,但其稀疏性仅作用于独立的特征点[9].更多的算法[10]通过对投影

矩阵约束 l2,1 范数以保证行稀疏,选择矩阵非零行对应的特征集合为最优特征子集.在评价准则方面,通常选择

能有效保持数据本质结构的特征,采用图论模型刻画全局结构、局部流形以及鉴别性信息等.多簇特征选择法

(multi-clusters FS,简称 MCFS)[8]首先计算高维数据的低维流形嵌入,然后对投影矩阵采用 l1 范数进行稀疏约束,
根据回归系数对每个特征进行排序,最终选择最易保持局部流形结构的特征.局部学习聚类(local learning based 
clustering for FS,简称 LLCFS)[11]将特征关联性引至内置的正则化局部学习模型,使得演化的 Laplacian 图能够

迭代优化.自适应结构学习(FS with adaptive structure learning,简称 FSASL)[12]旨在结合全局信息挖掘以及局部

流形学习进行样本结构保持,兼顾了稀疏性和保局性两种优势.局部保持得分法(locality preserving score,简称

LPS)[13]则从误差抑制的角度出发,对每个特征的重构能力进行排序,获得最优的子特征集.上述算法采用独立的

步骤按序进行子空间学习和聚类操作,其弊端是无法达到聚类目标的整体最优效果.常见的解决方案是将子空

间聚类融合为联合优化整体 ,通过聚类指标和降维指标互相反馈优化模型的各约束项 .鉴别嵌入聚类法

(discriminative embedded clustering,简称 DEC)[14]联合 Fisher 鉴别投影和 k-means 提出一致性的分簇框架,但其

受限于 k-means 的本质约束,无法适应单流形多环分布数据.非负鉴别法(nonnegative discriminative FS,简称

NDFS)[15]将聚类标签反馈于特征选择步骤,提升了特征子集的鉴别性,然而其特征选择过程缺乏结构性意义,且
算法容易陷入局部最优点. 

提升相似度矩阵(或称为关联矩阵、邻接矩阵)结构是进一步改进子空间聚类性能的关键思想,也是谱聚类

算法的核心步骤 .Wang 等人 [16]基于局部线性嵌入思想 [17]构建 Laplacian 图 ,获得了良好的标签传播性能 . 
Elhamifar 等人[18]则以全局线性表示系数作为关联矩阵构建基础,通过 l1 范数提出了稀疏子空间聚类法(sparse 
subspace clustering,简称 SSC).SSC 假设每个数据由同一子空间中其他样本稀疏表示,挖掘不同组的表示关系,
但其缺乏空间分布结构考虑.Liu 等人[19]提出了低秩表示(low-rank representation,简称 LRR)聚类法,利用核范数

约束系数矩阵,获得更好的全局性.SSC 和 LRR 以输入样本子空间相互独立或正交为假设,其理想状态下的相似

矩阵具有刻画子空间属性的块对角结构.进一步,Lu 等人[20]给出了一组强制块对角条件,并指出:在数据充分并

且子空间相互独立的前提下,正则项满足该条件可保证相似矩阵具有块对角结构.Feng 等人[21]将对应的拉普拉

斯矩阵进行低秩约束,并添加至 SSC 和 LRR 以保证块对角状态,获得更优的相似度结构.此外,在系数矩阵优化

问题上,新晋算法都采用 Laplacian 正则项约束提升相似度矩阵的块对角结构[22−24],非负稀疏 Laplacian 正则约

束的 LRR 模型(non-negative sparse Laplacian regularized LRR,简称 NSLLRR)[22]以非负性、稀疏性为条件,增加

超图拉普拉斯约束 ,具有良好的样本表示能力 .Hu 等人 [23]提出的光滑表示聚类模型 (smooth representation 
clustering,简称 SMR)基于增强型组效应条件进行相似性度量,算法在保证高质量聚类性能的前提下获得了大

幅度效率提升.为更好地逼近低秩结构,分组低秩结构模型(low-rank structure,简称 LRS)[24]引入组指示规化对各
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簇样本进行 Schatten p 范数正则项约束,其缺陷是抗噪性差且模型运算效率较低. 
综上所述,现存的特征选择型算法缺乏样本间关联结构描述,导致次优的聚类性能;而 Laplacian 正则型表

示模型则都采用原始数据直接构建关联矩阵,独立于表示系数更新操作,也不具备整体算法的最优性.虽然鲁棒

子空间分割法(robust subspace segmentation,简称 RSS)[25]实现了重构系数和相似度矩阵的兼顾学习,具有更优

的结构挖掘能力,但缺乏特征优选机制,对现实高维数据的抗噪性弱,且其自表示框架受稀疏性、非负性等约束

的影响,运行效率较低,样本规模尺度化能力有待进一步提高.针对现存算法的问题,本文基于自适应近邻进行

图拉普拉斯学习,将低维嵌入、特征选择和簇结构学习纳入同一框架,提出一种兼顾自适应特征优选和簇结构

学习的聚类模型,即联合拉普拉斯正则项和自适应特征学习(joint Laplacian regularization and adaptive feature 
learning,简称 LRAFL)的数据聚类算法,具体工作如下. 

1) 提出一种图Laplacian矩阵更新策略,保证其秩结构与目标聚类数的一致性,使得模型优化结果直接具

备分簇块对角结构,规避了后续 k-means、谱分解等操作; 
2) 将特征学习机制融入Laplacian矩阵构建框架,在保证噪声特征抑制的前提下,去除高复杂度的表示系

数学习过程,提升模型求解效率; 
3) 设计具备唯一最优解的参数优化方案,对模型部分待定参数进行推演分析,给出更具指示意义的设定

方法,进一步加速模型实现效率. 

1   相关工作 

本节介绍谱聚类算法中的两个关键步骤,即相似度矩阵构建和拉普拉斯正则约束项,其中,前者用于挖掘数

据分布结构,而后者是引导块对角状态的核心技术. 

1.1   相似度矩阵构建 

传统的相似图构建方法如ε邻域图、k 近邻图、全连接图等都存在着明显的缺陷,包括:(1) 分析尺度选择困

难;(2) 参数敏感性强;(3) 多尺度数据适应度弱;(4) 抗噪性差等等.为解决存在的问题,Wang 等人[16]在邻域图基

础上通过线性表示计算相似度权值,提升了算法抗噪性;Zelnik-Manor 等人[26]提出自校正谱分簇算法,缓解了第

1 个和第 3 个缺陷.Cheng 等人[27]引入稀疏表示进行邻域图构建,可以有效解决第 1 个和第 4 个问题,也规避了

高敏感性的待定参数ε和 k,但其正则项参数的敏感性仍然较强,且存在 l1 范数求解运行效率低的问题.Huang 等 
人[28]采用非负和加权限制替代文献[27]中的 l1 范数约束,提出了单纯型稀疏表示(simplex sparse representation,
简称 SSR)邻域图构建方法,能有效解决上述前 3 个问题;而且算法不需要人工设定参数,运行效率和实现简易度

亦优于其他对比算法. 
给定数据集 X=[x1,x2,…,xn]∈Rm×n,其中,xi 是第 i 个 m 维输入样本,n 是训练样本总数.定义邻域图模型 S,其

元素 sij 表示数据点 xi 与 xj 互为近邻的概率,si∈Rn 表示 S 的第 i 个列向量.SSR 的目标函数为 
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其中,X−i=[x1,…,xi−1,0,xi+1,…,xn]表示剔除第 i 个输入数据的训练样本集,0 是 m×1 的零向量,1 是元素全为 1 的

n×1 向量.公式(1)通过重构表示能力说明高权值系数的成对样本具有更高的概率互为近邻,具有天然的样本稀

疏性和奇异点抗噪性,其缺点是不具备特征稀疏性,因此不适于高维度冗余数据应用. 

1.2   Laplacian正则约束 

Laplacian 矩阵构建的方式多样,且各算法的作者都称自己的谱分析矩阵为 Laplacian.给定对称的相似度矩 

阵 S,RatioCut[29]所构建的 Laplacian 矩阵为 L=D−S,其中,对角矩阵 D 称为度矩阵,相应的对角元素
1

.n
i ijj

d s
=

= ∑  

NCut[30]将上述 L 进行规范化操作,即 Ls=D−1/2LD−1/2 或 Lns=D−1L,其中,前者是对称矩阵而后者是非对称矩阵.当
给定非对称的 S 时,则相应的非规范化 Laplacian 矩阵计算为 L=D−(ST+S)/2[13,31],其中,度矩阵 D 的对角元素为 
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( ) / 2.i ij jijd s s= +∑ 在经典谱聚类算法中,无论 Laplacian 矩阵形式如何,后续操作都对该矩阵进行特征求解,并 

针对前 c 个特征矢量进行 k-means 聚类,其中,c 是数据簇结构目标. 
最近,Hu 等人[23]以谱聚类为基础,结合低秩重构表示思想将一般的表示型谱聚类模型归纳为 

 || ( ) |m n | , )i (lAα Ω− +
Z

X X Z X Z  (2) 

其中,α>0 是平衡参数,A(X)表示字典矩阵,Z 是系数矩阵,||⋅||l 表示合适的范数.公式(2)前半部分刻画了重构表示

A(X)Z 逼近数据 X 的程度,后半部分是 Laplacian 谱约束正则项. 
稀疏子空间聚类对公式(2)的正则项采用某种稀疏度量,从而使 Z 具有特定目标结构.常见的包括 SSC 的 l1

范数约束、LRR 的核范数约束以及 SMR 和 RSS 的组效应约束等等.考虑到块对角结构的相似矩阵能更好地刻

画簇结构属性,Feng等人[25]利用相似度矩阵对角块个数与Laplacian矩阵秩约束之间的关系,对图拉普拉斯矩阵

添加秩约束: 

 1| ( ) , (| | | |)
2

T
SK rank n c⎧ ⎫= = − = +⎨ ⎬

⎩ ⎭
Z L W Z Z  (3) 

其中,c 表示对角块的个数,也即簇目标数.将上述秩约束添加至子空间聚类模型,可保证清晰的块对角结构,具体

目标模型描述为 
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其中,λ是平衡参数;diag(Z)=0 用于约束对角元素 zii=0,以避免平凡解. 

2   LRAFL 算法描述 

结合现有工作,考虑到自适应邻域学习和块对角 Laplacian 矩阵对聚类效果的重要性以及自表示学习的复

杂性,本节将公式(1)和公式(4)中的表示系数转变为邻域结构约束,并辅以稀疏性、参数自学习、特征寻优以及

簇结构直接确定等优势,提出一种兼顾特征选择和谱聚类的算法 LRAFL.首先对该算法目标函数的构建过程进

行描述,然后给出了模型求解优化方案. 

2.1   目标函数构建 

探索数据的局部连通性,即相似度权值,是聚类任务的典型策略[32].根据本文开始部分的描述,常规的表示

系数[18,19]和线性关联[16]都存在计算效率低以及缺乏全局最优等弊端,本节直接以相似度计算为基础,辅以特征 
加权、低秩块对角约束等构建目标函数.首先给定任意输入数据 xi 和 xj,其距离 2

2|| ||i j−x x 与相似度权值 sij 应呈 

反比关系,即短距离对应大权值、长距离对应小权值.因此,结合公式(1)对权值的概率条件约束,一种自然的相似

度计算方法为 

 2
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然而,公式(5)具有平凡解,仅 xi的最近邻样本获得概率相似度 1而余下的 sij=0.另一方面,如果在不包含任何

距离信息约束下求解式: 
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则得到另一种平凡解,即所有样本都是 xi 的近邻且概率相似度为 1/n,可以看作相似度赋值的先验分布,其本质

则是 l2 范数约束条件[33].结合公式(5)和公式(6),xi 的邻域相似度计算为 
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其中,第 2 项为正则项,β是正则化参数.联合所有的输入数据 xi,i=1,…,n,则完整的相似度计算可以描述为 
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 2 2
2

, 1, 0 , 1

1min || ||
2T

i ij

n

i j ij ij
i s i j

s sβ
∀ = =

⎛ ⎞− +⎜ ⎟
⎝ ⎠

∑
1 ≥s

x x  (8) 

通过第 2.2节模型优化求解过程可知,公式(8)中各相似度矢量 si具有稀疏的闭式解,模型优化效率高且能够

有效抑制奇异噪声样本. 
其次,为引入特征优选机制,使算法具有奇异特征抑制性能,采用特征加权因子 w∈Rm×1 将公式(8)调整为 

 1/ 2 2 2
2

, 1, 0 ,, 1

1min || ( ) ||
2T

i ij

n

i j ij ij
i s i j

s sγ
∀ = =

⎛ ⎞− +⎜ ⎟
⎝ ⎠

∑
1

:
≥s

w x x  (9) 

其中,:表示元素相乘符号.与公式(5)和公式(6)类似,直接以公式(9)为目标函数会出现平凡解.即:当 w 取零向量 

且相似度为 1/n 时,模型值最小.因此,进一步将相似度约束条件添加至 w 权值矢量,即: 

 
1/ 2 2 2 2

2 2
, 1,

1 || ( ) || |min | ||
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s.t.  , 0, 1, 0

n

i j ij ij
i j

T T
i i ij

s s

d w s

β γ
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⎛ ⎞− + +⎜ ⎟
⎝ ⎠

= =

⎫
⎪
⎬
⎪
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1 1
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≥ ≥

s w
w x wx

sw
 (10) 

其中,d≤m 表示选择后有效特征数.公式(10)第 1 部分用于相似度矩阵构建,子项 1/ 2 2
2|| ( ) ||i j ijs−: x xw 在特征优 

选约束下,使邻近的样本对具有更高的相似度权值,而非近邻样本对具有较低的相似度权值,余下部分是特征加

权矢量和相似度值的 l2 范数约束,用于规避平凡解并引导模型未知量具有光滑的数值结构. 
文献[14]等聚类算法通过投影矩阵进行特征提取,相比较而言,公式(10)采用特征选择操作拥有的优势包

括:(1) 所采用的矢量操作较特征提取算法的特征分解操作效率更高;(2) 对于输入数据不同特征的支撑作用具

有更加明确的物理意义;(3) 可以在不指定特征子集规模的前提下进行加权赋值,而特征提取必须指定子空间

维数.此外,通过对公式(10)模型中相似矩阵 S 和特征权值矢量 w 进行交替优化,可同时实现流形结构学习和联

合特征选择.通过 S 的迭代更新和优化,使得近邻关系具有自适应性,从而确保特征选择及谱聚类不再基于固定

不变的图 Laplacian 结构. 
与其他谱聚类算法相似,公式(10)得到的相似矩阵 S 不能直接用于数据聚类,需进行谱分析且利用 k-means

得到聚类结果[32].根据定理 1 可知:当 Laplacian 矩阵 Ls 的秩为 n−c 时,则相应的相似矩阵 S 恰好具有 c 分簇对

角结构,无需额外的 k-means 操作.为实现该目标,将文献[20]中的低秩约束(即公式(3))引入公式(10),则有: 
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Lw s
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 (11) 

其中,rank(Ls)=n−c 约束项与定理 1 中的零特征值重根数等价.然而,直接对公式(11)求解非常困难[21],本文根据

命题 1 进一步将公式(11)调整为 
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T
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s s tr
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x x F

w s

L Fw w
 (12) 

其中,符号 tr是矩阵的迹,F∈Rn×c是 Laplacian矩阵 Ls相应 c个最小特征值的特征矢量.公式(12)是最后的 LRAFL
模型目标函数,基于自适应邻域学习构建图 Laplacian 矩阵,将低维嵌入、特征选择和谱聚类纳入同一框架,并添

加非负加和约束以及等价低秩约束,模型结果具有明确的块对角结构. 
定理 1[21,32]. 相似矩阵 S 对应的拉普拉斯矩阵 Ls 中,特征值为 0 的重根数与相似矩阵 S 中块结构的数量 

相等. 
命题 1. 最小化 Tr(FTLsF)与 rank(Ls)=n−c 具有等价性,其中,F∈Rn×c. 
证明:假设σi(Ls)是 Laplacian 矩阵第 i 小的特征值,根据拉普拉斯矩阵的半正定性[32],σi(Ls)≥0 成立,因此对 

Ls 秩约束为 n−c 等同于约束 1 ( ) 0c
i si σ

=
=∑ L .再根据 Ky Fan 定理[34],即: 
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,1
( ) min ( ),

n c T

c
T

i s s
Ri

Trσ
×∈ ==

=∑
F F F I

L F L F  

则命题 1 得证. □ 

2.2   模型优化求解 

在公式(12)中,相似矩阵 S 和特征权值向量 w 相互耦合,投影矩阵 F 的构建又依赖于相似矩阵和拉普拉斯

矩阵,因此不能直接对其求取闭合解.本节采用交替优化的方法,依次对不同未知变量进行单变量优化,其中,每
一次迭代都是一个凸优化过程. 

首先,当固定相似矩阵 S 时,则 F 由 Ls 的前 c 个最小特征值所对应的特征向量构成,因此 F 也是固定矩阵.Ls

是一个实对称半正定矩阵,通过奇异值分解可得到 Ls=LLT.从而,目标函数(12)可以调整为 
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∑ ∑

1≥ w

 (13) 

其中,W 是以 w 为对角元素的对角矩阵,Y=XL,而 yij 是 Y 矩阵对应的元素.公式(13)是一个典型的二次规划问题,
常见的数值最优化技术包括内映射牛顿法、有效集算法等[35]都能够对之进行迭代优化获得特征权值矢量 w.
为进一步提升效率,本文提出一种闭式求解方案,将公式(13)进一步调整为 

 

2
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2
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 (14) 

其中,向量 z 的元素为 2
1

n
i ijj

z y
=

= ∑ .将约束条件添加成拉格朗日正则项: 
2

2

1( , , ) ( ) ,
2 2

T TL dη η
γ

= + − − −1zw w w wα α  

并对其微分方程置 0,可得到特征矢量 w 的初步解为 w=(−z/2γ+η)+,符号(⋅)+表示元素非负,其中,η和α是拉格朗 

日系数.根据约束条件 wT1=d,即
1
( / 2 )d

jj
z dγ η

=
− + =∑ ,可得

1
1 ( / 2 )d

jj
z dη γ

=
= +∑ ,则 w 的解为 
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d d z

d

γ

γ
=

+

⎛ ⎞
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w  (15) 

其次,当 F 和 w 固定时,则公式(12)变成: 
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 (16) 

其中,fi∈c×1 是 F 矩阵的第 i 行向量.与公式(13)类似,公式(16)也是一个二次规划问题,可通过内映射牛顿法、有 

效集算法等进行迭代求解获得最优相似矩阵 S.为实现闭式求解方案,设定 2 2
2 2|| || , || ||( ) )x f

ij i ijj i jg g= −=−W fx x f , 

则公式(16)可以等价为向量形式: 
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其中,向量 gi 的元素为 x f
ij ij ijg g gλ= + .考虑到不同 si 之间的独立性,可对各个相似向量分开求解优化,相应的拉格 

朗日乘子式为 

 
2

2

1( , , ) ( 1)
2 2

T Ti
i i i i i

i

L η η α
β

= + − − −1i
gs s s sξ  (18) 

通过对公式(18)中的 si 求导,并令结果为 0,可得初始解: 

 
2

i
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+
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= − +⎜ ⎟
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gs  (19) 

再根据约束条件 1T
i =1s ,有 ( )11/ 2n

ij ijn g nη β
=

= + ∑ ,即 si 的求解公式为 

 1
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n

i i ij
ji

i

n g

n

β

β
=

+

⎛ ⎞
− +⎜ ⎟= ⎜ ⎟
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∑g
s  (20) 

综上所述,完整的 LRAFL 如算法 1 描述.值得注意的是:在公式(12)目标函数下,如忽略算法 1 的迭代框架,
即先令 sij=1,依公式(13)求解特征权值 w;再固定 w,联合优化 S 和 F,可得到 LRAFL 模型的独立优化版(Ind),获
得目标函数的快速解.然而该版本以模型次优性为代价,其实际应用性能弱于算法 1.为有效平衡模型的实施性

能和运行效率,通过设置收敛条件(见第 3 节描述),可使模型在 Im<15 次迭代内停止. 
算法 1. LRAFL 描述. 
输入:数据集 X,聚类目标 c,迭代总数 Im,平衡参数γ,β,λ,有效特征数 d; 
输出:具有 c 分块对角结构的相似矩阵 S,特征加权向量 w. 
1. 初始化特征加权向量 w0,设λ=0,通过公式(20)得到初始相似矩阵 S0,并计算投影矩阵 F0; 
2. 设迭代次数 t=1; 
3. 固定相似矩阵和投影矩阵,依公式(15)计算特征加权向量 wt,其中,Ls=D−S; 
4. 固定 wt,根据公式(20)更新相似矩阵 St 并计算投影矩阵 Ft; 
5. 如满足收敛条件或迭代 t≥Im,则输出结果,算法中止;反之,令 t=t+1,转至第 3 步. 

3   LRAFL 算法描述 

通过算法 1 可见,LRAFL 在实施过程中包含平衡参数γ,β,λ以及有效特征数 d 等待定参数,各类参数的优选

过程不仅耗时而且对算法在不同数据集中的输出效果影响较大.因此,分析不同参数的具体实现推荐值是一个

公知问题.此外,算法的收敛性和复杂度分析也对其具体的应用推广有着较大的影响. 

3.1   参数设定细节 

从公式(15)可见,特征加权向量 w 的取值由有效特征数 d∈(0,m]和正则项平衡参数γ>0 决定.具体实施过程

中,可根据输入数据对其中一个参数进行指示推荐,减少算法的计算开销.首先,当输入纯净数据时,可以认为所

有的特征都是有效的,不同维数依 wi 的取值具有不同的贡献度,即 d=m.不失一般性,假设 w1≥w2≥…≥wm≥0
按照从大到小的顺序排列,依特征加权的非负性,令 wm>0,则有: 

 ( )2 10
2 2

d j
m m j

m z m z
w z z m

m
γ

γ
γ

− +
= ⇒ −∑ ∑≥ ≥  (21) 

其中,在每次迭代中, m jz z m−∑ 的取值已知,且可以在 wi 的计算过程中与其他部分进行抵消.因此,在此情形

下,d 和γ的取值具有明确的指示,即 d=m 且 ( )d jz z dγ θ= −∑ ,其中,θ≥1/2 是仅存的辅助变量.其次,当输入非纯 

净数据时,则认为 w 中部分特征的权值为 0,用于消除噪声干扰,即 d<m,则有: 
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1 1

2 10
2 2
d j

d d j

d z d z
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d
γ
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− +
= = ⇒ = −∑ ∑  (22) 
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将其中的γ代入公式(15),得到 w 的最终计算方法为 

 1 1
1

( )
d

d d j
j

z z z z+ +
=

⎛ ⎞
= − + −⎜ ⎟⎜ ⎟

⎝ ⎠
∑w  (23) 

其中,仅存的人工设定参数 d 具有明确的物理意义,可依据输入数据按经验设定. 
从公式(20)可见,相似矩阵中列向量 si 的取值由正则项参数βi>0 决定.一般情况下,当得到的相似矩阵 S 全

连通时,根据定理 1 可知数据为单簇结构,无法直接获得 F∈Rn×c 矩阵.此外,在实际应用中,数据局部邻域关系更

能刻画本质结构,往往仅考虑数据点 xi 的 k 个邻域样本而非所有输入数据进行连接,而且稀疏的相似矩阵还能

有效降低后续过程的计算量.因此,公式(20)中的 n 可由 k 替代且 k<<n.不失一般性,令 si 按降序排列,则有: 
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 (24) 

进一步可知,正则项平衡参数βi 的取值范围为 

 , 1
1 1

1 1
2 2 2 2
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ik ij i i k ij
j j

k kg g g gβ +
= =
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因此,为获得最优解 si,取: 

 , 1
1

1
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再取β为β1,β2,…,βn 的均值,即: 
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由于 k 是正整数并且有明确的物理意义,因此公式(20)仅需调整 k 求相似度矩阵,比直接调整β更为便捷. 
从命题 1 可知,Tr(FTLsF)与 rank(Ls)=n−c 等价,因此在目标函数的更新过程中,取足够大的λ参数值时, 

Tr(FTLsF)无限接近于 0,可直接获得具有 c 分簇结构的相似矩阵 S.因此,λ的取值可在算法运行中自适应确定, 

随机给定一个初始化值λ(如λ=β),每次迭代计算投影矩阵后,分别计算 1 1 ( )c
i siρ σ

=
= ∑ L 以及

1
2 1 ( )c

i siρ σ+

=
= ∑ L .给 

定接近于 0 的常数ε(本文选为 1e−10),当ρ1>ε时,说明 Tr(FTLsF)值不够接近于 0,则增加λ值;反之,当ρ2<ε时,说明

Tr(FTLsF)值过小,则减少λ值;当ρ1<ε<ρ2 时,说明 Ls 矩阵恰好具有 c 块对角结构,模型收敛. 
综上所述,虽然在算法 1 的描述中 LRAFL 有 4 个待设参数,但算法具体实施过程中仅 d(或γ)值和 k 值需要

作调整测试,而且各参数都有明确的意义和设置推荐,保证算法应用过程的快速实现. 

3.2   收敛性和复杂度分析 

LRAFL 采用交替更新法进行模型迭代求解,在固定部分变量的前提下优化余下未知变量.根据算法 1 的描

述,每次迭代的关键步骤公式(15)和公式(20)都是闭式解,因此其单个变量更新是唯一解.命题 2 说明所提算法在

迭代过程中使目标函数(12)的值逐步下降,并最终收敛. 
命题 2. 算法 1 的目标函数值随迭代过程逐步下降. 
证明:假设在迭代 t 时有相似矩阵 St,则在 t+1 次迭代中,固定 St 并优化 Ft+1 和 wt+1,以下不等式成立: 
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类似地,在固定 Ft+1 和 wt+1 时优化相似矩阵,则有不等式: 
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联合公式(28)和公式(29)可知,目标函数(12)的值随迭代过程逐步下降,命题 2 得证. □ 
值得注意的是:为避免 LRAFL 算法进入局部收敛,可以尝试不同的初始化方案,例如 w 可以简单地初始化

为元素值为 1/d 的列向量,亦可在非负加和约束下取随机值.此外,还可以在迭代循环外先初始化相似矩阵 S,包
括 k 近邻法或ε邻域法等,依不同输入数据集尝试不同的初始化方案,能使 LRAFL 有效逼近全局最优解. 

算法 1 的关键耗时步骤是 3 个未知变量的更新操作,包括 w,S 和 F.其中,w 依公式(15)计算,其运算复杂度

是 O(d);S 中的列向量依公式(20)计算,其运算复杂度是 O(k),因此相似矩阵 S 的整体复杂度是 O(k2);投影矩阵 F
通过 Laplacian 矩阵的特征分解获得,其复杂度是 O(n3).一般情况下,d<<n3 且 k<<n 成立,因此 LRAFL 每次迭代

的复杂度是 O(n3).假设算法的实际迭代次数是 Im,可得 LRAFL 的综合运算复杂度是 O(n3Im). 

4   LRAFL 算法描述 

4.1   合成数据实验 

首先人工产生了 5 类独立的子空间,其环境维数为 250,本质维数为 4.对任意子空间,随机产生 100 个单位

样本并将其中的 50%叠加高斯噪声干扰,噪声等级为{0,0.3,0.6}.图 1 显示了几种具有相似性矩阵构建能力的聚

类算法所生成的邻域图,包括 LPS[13],RSS[25],LRS[24]和 LRAFL. 

       
(a.1) LPS            (a.2) RSS             (a.3) LRS             (a.4) LRAFL 

       
(b.1) LPS            (b.2) RSS              (b.3) LRS           (b.4) LRAFL 

       
(c.1) LPS             (c.2) RSS            (c.3) LRS             (c.4) LRAFL 

Fig.1  Affinity on synthesized data with different levels of noise corruption 
图 1  五簇合成数据在不同噪声等级下的相似性结构 

其中,图 1(a)~图 1(c)分别是无噪声干扰、30%噪声干扰和 60%噪声干扰下的效果,所有算法的参数优选过

程遵从第 4.2 节的描述.从图 1 可见:在第 1 行无噪声干扰环境下,4 种算法都获得了高质量的相似度矩阵,为实

现高性能的聚类结果奠定基础.然而,随着高斯噪声的引入, LRS的相似矩阵完全处于紊乱状态,无法体现 5分簇

结构.类似地,LPS 的相似矩阵也趋于模糊,由 5 分簇结构逐渐退化为 3 分簇结构;RSS 的关联矩阵在趋于模糊的

基础上,不同组结构的相似度值亦呈现不平衡特性.对比可见:所提算法 LRAFL 具有更为清晰的 5 簇相似度矩
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阵,受噪声干扰的影响小于其他几种算法.值得注意的是:从图 1(a.3)可见,LRS 在干净环境下的相似矩阵非常清

晰.然而,其类内相似度完全一致,说明 LRS 对同簇数据不具备多态区分性,解释了其较弱的抗噪能力. 
为进一步说明 LRAFL 的特征选择和数据聚类能力,采用人造的双半环数据进行效果验证.数据分为 2 簇,

每簇 100 个样本点并随机叠加 15%的高斯白噪声.图 2 显示了 LRAFL 在不同位置分布情形下的双半环数据特

征选择结果,其中,图 2(a)将数据左右放置,图 2(b)将其投影至高特征权值对应的坐标轴,图 2(c)是上下分布的数

据,图 2(d)同理将其投影至高权值对应的坐标.可见:当输入数据分别处于左右和上下分布时,LRAFL 分别以横

坐标和纵坐标作为高权值特征,说明其具有鉴别特征选择效果.此外,图 3 将双半环数据交叉放置,并采用 RSS, 
LRS 和 LRAFL 进行聚类对比,从中可见 RSS 和 LRS 两者的聚类结果都存在明显的错误,而 LRAFL 的聚类结果

与输入簇结构完全吻合,表明其成功地将原始数据分成了 2 个类别,聚类效果优于 RSS 和 LRS. 

       
(a) 左右半环               (b) 优选特征              (c) 上下半环               (d) 优选特征 

Fig.2  Feature selection of LRAFL under different distribution of two-moon synthetic data 
图 2  不同位置分布情形下的双半环数据特征选择结果 

       
(a) Original                   (b) RSS                    (c) LRS                   (d) LRAFL 

Fig.3  Clustering results on the two-moon synthetic data by RSS, LRS, and LRAFL 
图 3  交叉分布情形下的双半环数据聚类效果对比 

4.2   真实数据实验 

通过 7 个不同的数据集和 11 种算法验证 LRAFL 模型的聚类性能,即准确度(AC)[25]和归一化互信息

(NMI)[31]两个指标.测试数据包含 3 个人脸数据集(Orl,YaleB[23],Jaffe[12])、1 个语音字母数据集(Isolet)、2 个生

物数据集(Yeast,Lung)和 1 个对象数据集(Coil[12]).为方便横向对比,所有带参考文献的数据集都依原文进行预

处理,余下数据则保持原始形式.表 1 给出了各数据集的细节描述.对比算法包含 LLCFS[11],MCFS[8],NDFS[15], 
FSASL[12],LPS[13],kmeans[32],DEC[14],SMR[23],LRS[24],RSS[25]和 NSLLRR[22]. 

Table 1  Summary of the benchmark datasets and the number of selected features 
表 1  数据集描述和实验中的特征选择数 

数据集 样本数 特征数 类别数 特征选择 
YaleB 640 2 016 10 [300,500,700,900,1100,1300,1500] 
Jaffe 213 676 10 [70,140,210,280,350,420,490] 
Isolet 1 559 617 26 [70,140,210,280,350,420,490] 
Yeast 1 484 8 10 [1,2,3,4,5,6,7] 
Lung 203 3 312 5 [300,600,900,1200,1500,1800,2100] 
Coil 1 440 1 024 20 [120,240,360,480,600,720,840] 
Orl 400 1 024 40 [120,240,360,480,600,720,840] 
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 为获得各算法的最优实验结果,在实现时,需要对其人工参数进行网格搜索.在实验中,所有算法的正则参数

和邻域参数范围分别设为{10−2,…,102}和{3,6,9,12,15}.表 2 和表 3 分别给出了所有对比算法通过 10 次随机初

始化获得的准确度和归一化互信息指标.图 4 列出了各算法的平均 AC 和 NMI 指标. 

Table 2  Aggregated clustering results measured by AC (%) of the competing methods 
表 2  所有算法在不同数据集下的聚类准确度指标对比 

Method YaleB Jaffe Isolet Yeast Lung Coil Orl 
k-means 15.28 71.57 49.64 35.08 78.33 59.17 51.79 
LLCFS 20.47 77.93 52.02 37.20 90.64 60.49 51.75 
MCFS 20.00 78.87 48.17 38.54 90.15 59.44 51.94 
NDFS 19.56 75.80 56.96 37.20 91.13 64.65 53.58 
FSASL 26.41 78.76 57.47 53.44 90.64 66.67 54.75 

LPS 25.00 75.12 47.72 36.86 80.30 60.90 47.75 
DEC 16.72 95.31 58.56 44.98 83.74 73.06 62.25 
SMR 62.19 77.46 58.63 43.67 87.19 64.72 61.75 
LRS 39.06 71.83 26.62 42.52 80.30 49.72 53.25 
RSS 65.78 32.39 45.86 40.30 80.30 76.46 21.25 

NSLLRR 62.30 98.59 58.94 46.80 90.64 62.01 65.35 
LRAFL 63.44 99.20 58.10 49.73 92.66 90.14 61.50 

Table 3  Aggregated clustering results measured by NMI (%) of the competing methods 
表 3  所有算法在不同数据集下的聚类互信息指标对比 

Method YaleB Jaffe Isolet Yeast Lung Coil Orl 
k-means 4.71 81.52 70.0 25.77 60.37 75.58 74.26 
LLCFS 13.10 79.96 71.15 27.12 74.50 76.11 73.72 
MCFS 13.80 83.62 69.55 28.62 73.35 76.21 74.93 
NDFS 12.45 86.18 75.78 27.64 75.39 78.90 75.47 
FSASL 21.74 88.29 75.64 27.32 74.76 79.20 75.88 

LPS 21.48 84.93 70.60 27.64 60.54 75.98 71.56 
DEC 8.67 94.20 73.48 27.22 68.25 81.05 79.55 
SMR 57.31 83.34 72.92 27.37 69.80 76.60 76.43 
LRS 34.53 78.33 38.98 22.05 58.24 56.66 75.12 
RSS 66.66 28.52 64.58 27.33 54.27 91.95 41.76 

NSLLRR 57.60 97.81 70.39 28.40 76.12 72.47 79.86 
LRAFL 64.50 98.76 74.81 36.08 80.82 97.05 80.23 

 
Fig.4  Average clustering results measured by AC and NMI (%) of the competing methods 

图 4  各算法的平均聚类准确度和归一化互信息对比 
从表 2 和表 3 可知, 
• 首先,依据样本的分布结构及特征量差异,各算法的聚类性能落差较大.例如:Yeast 数据集的维数较低,

其类间间隔相对紧凑;而 YaleB,Orl 受光照、表情等影响较大.LRAFL 在这 3 个数据集中的 AC 指标分

别仅为 49.73%,63.44%和 61.50%.此外,Lung 和 Jaffe 因为具有直观的分布结构比较容易实现聚类,其对

应的 LRAFL 聚类 AC 指标分别达到了 92.66%和 99.20%; 
• 其次,对比经典的 k-means 算法,DEC,NDFS 和 FSASL 等特征选择型算法都提升了聚类性能,而重构表

示型算法,如 SMR 和 NSLLRR 则具有更加优秀的结果.RSS 受表示系数次优解影响,性能落差较大,在
YaleB 中获得了 65.78%的最高聚类精度,但在 Jaffe 和 Orl 中则仅获得了 32.39%和 21.25%的 AC 结果,
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逊于基准模型 k-means; 
• 最后,LRAFL 兼顾了特征优选机制和块对角 Laplacian 目标矩阵,其综合性能优于其他算法,在 AC 和

NMI中分别赢得了 4个和 6个最高值,尤其在 Jaffe和Coil中,分别获得了 98.76%和 97.05%的最高NMI.
图 4 进一步表明,LRAFL 在各数据上的综合 AC 和 NMI 指标高于其他算法. 

LRAFL 聚类模型包含特征优选权值 w 和簇结构逼近投影矩阵 F 用于块对角结构的相似度矩阵 S 构建.为
进一步评估各子项的贡献度以及联合 w,S 迭代更新的优势,将 LRAFL 算法分为无特征权值版(Nw)、无投影矩

阵版(NF)、独立优化版 Ind 以及原始 LRAFL 模型(Ori),其中,Nw 是对目标函数式(12)中的特征加权部分去除,
联合优化 S 和 F;NF 指剔除公式(12)中的投影矩阵 F,联合优化 w 和 S.图 5 对比了 4 个版本在真实数据集中的

准确度和归一化互信息指标.从图 5 可知,LRAFL 原始版在所有测试数据中的聚类指标都高于其减化版本.此
外,NF 在各 LRAFL 减化版中效果最差,说明块对角 Laplacian 矩阵结构对聚类问题的关键性,与正文理论分析一

致;Nw 版的聚类效果略逊于 Ind 版,说明特征优选机制能改善聚类分析效果;最后,Ind 版与 Ori 版的性能差距则

进一步验证了 LRAFL 模型联合迭代更新的优势. 

   
(a) AC                                      (b) NMI 

Fig.5  Clustering accuracy and NMI w.r.t. different versions of LRAFL 
图 5  不同版本的 LRAFL 算法准确度和归一化互信息对比 

为进一步验证所提算法性能在不同特征选择量下的表现,图 6 将 LRAFL 与其他几种性能较优的特征选择

算法进行对比,包括MCFS,NDFS,FSASL和DEC,选用的数据集为 Jaffe和Lung,其中,前者的特征维数较少(676),
后者的特征维数较高(3 312).从图 6 可见,LRAFL 在不同特征空间中的 AC 和 NMI 指标都优于其他算法,说明自

适应特征学习机制能够有效地区分输入高维特征的优劣,进一步优化性能.随着有效特征维数的增加,不同算法

的聚类性能都有所提升.然而,当维数进一步增加时,冗余特征导致算法的性能不增反降.相比较而言,LRAFL 除

特征选择之外又添加了特征有效性加权机制,因此其精度曲线较为平坦. 
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(a) Clustering accuracy on Jaffe                   (b) Clustering NMI on Jaffe 

Fig.6  Clustering accuracy and NMI w.r.t. different selected features 

图 6  不同特征寻优下的分簇准确度和归一化互信息对比 
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(c) Clustering accuracy on Lung                    (d) Clustering NMI on Lung 

Fig.6  Clustering accuracy and NMI w.r.t. different selected features (Continued) 
图 6  不同特征寻优下的分簇准确度和归一化互信息对比(续) 

4.3   算法效率分析 

运行效率是算法应用能力的另一关键指标,本节选择在不同数据集中综合聚类性能表现较为突出的几种

算法进行计算效率对比.指标测试时含参数优选过程,表 4 显示了各算法在各数据中的运行时间(单位:s). 
算法运行平台为 Intel Core i5 CPU,双核主频 2.80GHz,内存 4GB,32 位 Win7 操作系统和 Matlab2014b 软件

环境. 
根据表 4 结果并结合表 2、表 3 可知:LRAFL 不仅在综合聚类效果上优于对比算法,而且其运行效率也具

有明显的优越性.以 Jaffe 为例,LRAFL 仅需要 4.76s 完成参数优选和聚类分析运算,而排名第 2 的 NDFS 算法则

耗费了近 80s 时间.此外,部分表示型聚类算法,如 SMR,RSS 和 NSLLRR,以运行效率为代价,在 YaleB, ISOLET
等数据集中取得了较 LRAFL 略优的聚类效果,但从表 4 可见,其运行时间呈指数级增长,基本较 LRFAL 慢 10
倍以上,尤其是 NSLLRR 模型,其综合聚类性能高于除 LRAFL 的其他对比算法,但是受非负系数矩阵构建以及

多个人工可调参数影响,运行效率远远低于所有竞争算法,严重影响其应用扩展能力. 

Table 4  Aggregated results measured by elapsed time of the competing methods 
表 4  所有算法在不同数据集下的运行效率对比 

Method YaleB Jaffe Isolet Yeast Lung Coil Orl 
MCFS 1.074e3 82.23 334.02 270.11 1.277e3 1.445e3 9.038e3 
NDFS 1.146e3 78.18 549.91 252.59 3.649e3 1.017e3 240.59 
FSASL 2.945e3 343.92 4.234e3 3.498e3 8.834e3 5.481e3 940.42 

DEC 1.531e4 89.88 1.637e3 2.213e3 1.250e4 1.295e3 386.41 
SMR 941.22 139.97 7.702e3 3.508e3 1.221e3 4.375e3 1.004e3 
RSS 7.202e3 476.5 2.878e4 1.803e4 6.491e3 2.054e4 2.525e3 

NSLLRR 2.896e5 2.768e4 2.567e6 8.256e5 6.432e4 2.168e6 1.105e5 
LRAFL 155.34 4.76 17.17 170.96 242.81 191.78 24.19 

 

4.4   参数敏感度分析 

根据上述实验结果所示,所有聚类算法都有不同的人设参数待选,对算法应用效果和效率都有极大的影响.
因此,所提算法的参数个数及其对不同设定值的敏感性是影响算法应用能力的又一指标.LRAFL 算法有两个待

选参数——邻域数 k 和正则数γ,图 7 给出了其在不同选值范围下的聚类准确度性能变化,选用的数据集包括

YaleB,Jaffe,Yeast 和 Orl. 
从图 7 结果可知:LRAFL 算法的两个参数中,γ对不同选值的敏感度较小,而且其选择过程也较为直观.本文

采用 2x<300 取值,其中,x∈{−1,2,4,8,16}.k 对不同选值的敏感度较大,但具体应用过程中,k 的取值范围非常清晰,
一般以 10为中心向两边测试,减少了应用难度.此外,邻域数 k是所有算法的待定参数,如何对其进行优选仍是一

个公知问题. 
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(a) YaleB                                 (b) Jaffe 

   
(c) Yeast                                   (d) Orl 

Fig.7  Clustering accuracy of LRAFL w.r.t. different parameters 
图 7  LRAFL 参数优选下的聚类准确度 

5   总  结 

本文提出了一种新的数据聚类算法 LRAFL,兼顾自适应特征优选和簇结构学习两个关键目标.特征优选通

过输入数据的重构表示进行自适应权值计算,并依权值高低进行有效特征筛选.簇结构学习通过对 Laplacian 矩

阵强制进行 c 秩约束,获得精确的数据相似度矩阵,直接进行 c 簇结构划分.LRAFL 能够同时进行特征选择和数

据聚类,且模型待设参数的物理意义明确,实现过程简洁直观.此外,设计了一种快速高效的模型求解算法,并给

出了相应的算法复杂度分析和收敛性分析.通过大量人工合成数据和现实公开数据集验证了所提算法在精度、

归一化互信息、运行效率和参数敏感度上较现存算法具有明显的优势.对比特征选择型算法,LRAFL 在聚类效

果和运行效率上都具有优越的实验结果;对比表示型算法,LRAFL 虽然在部分数据集中无法获得更高的精度指

标,但其运行效率却具有指数级的提升. 
通过实验发现,所提算法 LRAFL 在应用过程中需要人工设定参数 k 和γ,虽然可以通过经验方式进行指引

设置,且γ的取值对最终结果的影响较小,但仍然会削弱所提算法的应用扩展能力.因此,后续将集中进行待定参

数的自适应确定或参数简化工作.此外,各聚类算法在不同的数据集中表现差异较大,不同先验样本分布对算法

的性能影响仍不清楚,对其进行理论分析也是后续的工作之一. 
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