
 Vol.15, No.7 ©2004 Journal of Software  软 件 学 报 1000-9825/2004/15(07)1090 

基于再励学习的主动队列管理算法
∗
 

张雁冰+,  杭大明,  马正新,  曹志刚 

(清华大学 电子工程系 微波与数字通信国家重点实验室,北京  100084) 

A Robust Active Queue Management Algorithm Based on Reinforcement Learning 

ZHANG Yan-Bing+,  HANG Da-Ming,  MA Zheng-Xin,  CAO Zhi-Gang 

(State Key Laboratory on Microwave and Digital Communications, Department of Electronic Engineering, Tsinghua University, 

Beijing 100084, China) 

+ Corresponding author: Phn: +86-10-62782690, E-mail: ybzhang01@mails.tsinghua.edu.cn, http://www.tsinghua.edu.cn 

Received 2003-07-23; Accepted 2003-10-14 

Zhang YB, Hang DM, Ma ZX, Cao ZG. A robust active queue management algorithm based on 
reinforcement learning. Journal of Software, 2004,15(7):1090~1098. 
http://www.jos.org.cn/1000-9825/15/1090.htm 

Abstract: From the viewpoint of decision theory, AQM (active queue management) can be considered as an 
optimal decision problem. In this paper, a new AQM scheme, Reinforcement Learning Gradient-Descent (RLGD), is 
described based on the optimal decision theory of reinforcement learning. Aiming to maximize the throughput and 
stabilize the queue length, RLGD adjusts the update step adaptively, without the demand of knowing the rate 
adjustment scheme of the source sender. Simulation demonstrates that RLGD can lead to the convergence of the 
queue length to the desired value quickly and maintain the oscillation small. The results also show that the RLGD 
scheme is very robust to disturbance under various network conditions and outperforms the traditional REM and PI 
controllers significantly. 
Key words: congestion control; active queue management; reinforcement learning 

摘  要: 从最优决策的角度出发,将人工智能中的再励学习方法引入主动队列管理的研究中,提出了一种基于

再励学习的主动队列管理算法 RLGD(reinforcement learning gradient-descent).RLGD 以速率匹配和队列稳定为

优化目标 ,根据网络状态自适应地调节更新步长 ,使得队列长度能够很快收敛到目标值 ,并且抖动很小 .此
外,RLGD 不需要知道源端的速率调整算法,因而具有很好的可扩展性.通过不同网络环境下的仿真显示,RLGD
与 REM,PI 等 AQM 算法相比,具有更好的性能和鲁棒性. 
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端到端的拥塞控制机制作为 QoS 保证的主要手段,一直是网络研究的热点.目前应用最为广泛的 TCP 协议

是一种反馈式的拥塞控制机制,即源端根据检测到的网络拥塞状况来调整发送窗口大小,从而达到拥塞避免的

目的[1].TCP 协议虽然取得了巨大的成功,但也逐渐暴露出不少问题.比如,在一个 TCP 网络中,如果路由器采用

通常的尾部丢弃(drop-tail)策略,可能造成多个TCP源的同步,即它们同时增大或减小发送窗口,引起路由器队列

振荡,端到端的延时无法保证.因此,人们意识到仅靠源端的流量控制机制很难提供可靠的 QoS 保证,链路上的

路由器必须要提供一定的支持,这就是主动队列管理(active queue management,简称 AQM). 
一般认为,AQM有如下 3个目标:(1) 维持队列长度在一个较小的目标值附近,且尽量稳定.目标值的选取应

是吞吐量和延时的折衷(较短的队列长度可以减小延时,但丢包率相应增大,即吞吐量降低).稳定的队列长度可

以有效地消除延时抖动(delay jitter);(2) 具有较强的鲁棒性,即对环境变化不敏感;(3) 保证一定的公平性.Floyd
等人提出的随机早期检测(random early detection,简称RED)[2]是最早的一种AQM算法.它不是等队列满时才丢

弃分组,而是在队列长度达到一定值时就按一定概率来丢弃.丢弃概率随队列长度的增加而增大.RED 试图用一

种“提前通知”的手段来避免网络进入拥塞的状态,从而提高网络的性能.虽然研究表明 RED 算法的性能对参数

十分敏感 , 但在某些情况下仍然会造成队列振荡 [3], 研究者也提出了很多 RED 的改进算法 , 如
SRED,FRED,BLUE 等[4~9],但通过以一定概率丢弃数据包来“提前通知”源端改变发送速率的方法成为以后几乎

所有 AQM 算法的核心思想.不同的 AQM 算法主要区别就在于用不同的方法来估计网络的拥塞状态,并计算随

机丢包的概率. 
目前 AQM 主要通过两种参数来估计网络的拥塞状态:(平均)队列长度和(平均)包到达率.比如,RED 及其改

进算法都是根据平均队列长度来计算丢包概率的.而 AQ,VAQ[13,15]等算法则是利用达到率来更新一个虚拟链

路(virtual link)的带宽,从而决定丢包概率.Sanjeewa 等人提出的 REM(random exponential marking)[14]算法由于

同时采用了队列长度和到达率这两种参数来计算丢包概率,因而取得了更好的效果.早期的 AQM 主要以仿真

和实验为主要研究手段,丢包率的计算方法和参数的选择都缺乏理论依据.自从 Vishal Misra 等人在文献[12]中
提出了 TCP 的非线性模型以后,经典的控制理论成为分析、设计 AQM 控制器的主要方法.比如,Hollot 等人用

经典的线性控制理论分析了 RED 的稳定性[10],并为 AQM 设计了比例积分(proportional-integrator,简称 PI)控制 
器[11].仿真显示,PI 与 RED 相比的确增强了对队列的控制能力,但其参数严重依赖于网络环境,比如连接数目、

往返时间(RTT)大小等.这使得 PI 控制器不能适应动态变化的网络环境,鲁棒性较差. 
REM 算法通过到达率和队列长度两个参数来调节丢包概率,虽然取得了较好的效果,但由于调整步长固

定,使得队列长度在目标值附近仍然有较剧烈的振荡. 
再励学习(reinforcement learning,简称 RL)是人工智能领域中的一种最优决策算法.由于它无须知道系统模

型,可以只通过反馈信号(称为报酬)来进行强化学习,并随着系统的运行收敛到最优,因而具有广泛的用途.目前

已有不少研究者将 RL 方法用于解决通信网络中的接纳控制[19]、无线网络中的动态信道分配[20]等问题. 
本文将 AQM 归纳为一个最优决策问题,采用再励学习的思想,结合梯度下降法提出了一种新的 AQM 算法

RLGD(reinforcement learning gradient-descent).RLGD 以链路速率匹配和队列长度稳定为优化目标,通过自适应

地调整丢包概率的更新步长和方向,使队列长度能够快速收敛于目标值,并且抖动很小.由于 RL 是一种与模型

无关的学习方法,因此 RLGD 不必关心源端的速率调整方法,只要求有一定的反馈控制机制即可,这使得 RLGD
具有很强的可扩展性.仿真显示,RLGD 比 PI 和 REM 控制器具有更好的性能和鲁棒性. 

1   基于再励学习的 AQM 算法 

1.1   再励学习 

再励学习是人工智能领域中的一种无监督学习算法,它通过反馈的报酬值来指导策略的改进,最终收敛于

最优.在再励学习中,进行学习并执行策略的实体称为 Agent,Agent 以外的所有实体集合称为 Environment.再励

学习就是 Agent 和 Environment 的一个不断交互的过程.图 1 给出了这一过程的图示. 
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Fig.1  Reinforcement learning 
图 1  再励学习 

 
 
在每一时刻 t,Agent 观察得到 Environment 当前的状态 st∈S,这里 S 是所有可能的状态集合,在此基础

上,Agent 选择执行动作 at∈A(st).这里 A(st)是在状态 st∈S 下可行的动作集合.在下一时刻 t+1,Environment 反馈

给Agent一个报酬值 rt+1∈R,并进入下一状态 1ts + .可见,在每一时刻,Agent完成一个从状态到动作的映射,我们把

这一映射称为“策略”,记作 tπ . ( , )t s aπ 表示状态 ts s= 时 ,动作 ta a= 的概率 .再励学习指出了 Agent 根据与

Environment 的交互过程来改进策略的方法,其目标是取得长期总报酬的最大化,即 . ∑
∞

=0
Maximize

t
tr

再励学习提供了一个解决最优化问题的框架.它不关心 Environment 的内部细节,也不考虑报酬的具体形

式,寻求最优解的方法被归纳为动作、状态和报酬 3 个量在 Agent 和 Environment 之间传递的过程.这种简单、

抽象但有效的框架为再励学习打开了广阔的应用空间. 

1.2   RLGD算法 

文献[16]研究了 TCP/AQM 拥塞控制模型,给出了如下的平均队列长度 q 和链路利用率 u 与丢包概率 p 之

间的关系: 
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其中 T(p,R0)是 TCP 源的吞吐率,它取决于丢包率 p 和往返时间 R0,B 是缓冲区大小,c 是链路带宽,n 是 TCP 源数

目.从上式可以看出,队列长度和链路利用率与丢包概率的关系十分复杂,一般的梯度下降法在这里不能直接应

用.因此,我们利用再励学习结合梯度下降法来求解. 

设 t 时刻系统的状态可以表示为矢量 St,t+1 时刻获得的报酬为 1tr + , 表示 t 时刻系统

状态为 S 时,此后获得总报酬的期望值,称为状态值函数(state-value function).显然,为取得长期总报酬的最大化,
应选择使 Q 最大的动作 .由于直接的状态值函数很难求,所以一般用 S
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),( tt St ta t的函数 Q θ 来逼近 Q .其中θt t是矢

量参数,近似函数 )t,( tQ Sθ 的形式可以根据具体问题选取,可以是各种线性或非线性函数形式,甚至是人工神经

网络.在给出 ), tS( tQ θ 的形式以后,有以下定理: 
定理 1. 设 r 是一个有界报酬函数,α满足标准的随机逼近条件(stochastic-approximation conditions),在每一

时刻 t,Agent 依据当前的状态值函数 Q 选择执行的动作,则t
0

t
t

r
∞

=
∑ 可以通过下面的迭代取得最大: 

 tttttt QQQr θ∇−++= −++ )( 111 γαθθ  (3) 
 ),( 111 +++ = ttt QQ Sθ  (4) 

这里,α称为学习因子,γ称为折扣因子.下面,我们给出一个简单的证明,严格的证明可参见文献[17]. 
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证明:由于 Q ),( tt Sθ 是 的近似,我们可调节θtQ t 来使 ),( ttQ Sθ 尽量逼近 ,即使均方误差 最

小.由梯度下降法,θ
tQ 2)),(( ttt QQ Sθ−

t 可按照下式迭代: 
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由于真实值 很难得到,我们用一阶近似来代替,即 QtQ ),(1 tttt Qr Sθγ+= + ,代入式(5),即得式(3). 

基于定理 1,我们构建如下的 RLGD 算法: 

设报酬函数 .这里,c 是当前的数据到达率,B 是链路带宽,q 是当前的队列长

度,q

2
1 2( ) ( refr c B q qω ω= − − − −

1

2)

ref 是目标队列长度,ω 和 2ω 分别称为吞吐量权重和延时权重,它们的比反映了吞吐量和延时的折衷.在这

一定义下,AQM 的目标是,使数据到达率尽量接近链路带宽和使队列长度尽量稳定在目标值附近就相当于最大

化 .RLGD 算法的结构如图 2 所示. 
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Fig.2  Structure of RLGD algorithm 

图 2  RLGD 算法结构 
设状态为当前到达率与链路带宽之差和当前队列长度与目标长度之差,将其表示为矢量形式: 
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这样,Q 的梯度为 
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代入式(3)得, 
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  (10) 1 1, 1 1 1, 2 1( ) (t t t t t refQ c B qθ θ+ + + + += − + − )q
即 RLGD 按照式(9)和式(10)进行迭代,得到 Q 值.其中 1θ 和 2θ 分别根据当前的到达率和队列长度进行调整,且调

整的步长自适应变化. 
最后,按照下式计算丢包概率: 

 1
1 1 tQ

tp φ +−
+ = −  (11) 

这里,φ是大于 1 的常数.在式(11)中,我们的公式保留了与 REM 算法中相似的形式.在这种形式下,一个数据

包经过一条由 L 段链路组成的路径后被丢弃的概率为 

 1
1 1

1
1 (1 ) 1

l
tl

L Qtotal l
t t

l
p p φ +−

+ +
=

∑= − − = −∏  (12) 

可见,RLGD算法中的 Q值与 REM算法中的“价格”类似,也可以被看做是网络拥塞程度的一种度量.如果我

们将其称为“Q 价格”,则式(12)表示一条由 L 段链路组成的路径上的 Q 价格就等于各段链路上的 Q 价格之和. 
图 3 给

 
 

2   仿真结

ns-2[18]

行了仿真.仿
节点采用尾

200s. 
算法中

• 更新

• 学习

• 折扣

 

出了 RLGD 算法的伪代码. 

/*RLGD Algorithm*/ 
T: update period; c: current arrival rate; B: link bandwidth; 
q: current queue length; qref: expected queue length; 
alpha: learning factor; gamma: discount factor; w1: throughput weight; w2: delay weight; 
At each packet arrival epoch do 
{ 

if (now()>last_time+T) 
{ 

S[0]=c−B; S[1]=q−qref;        
r=−w1*(c−B)2−w2*(q−qref)2;       
theta[0]=theta[0]+alpha*(r+gamma*Q−Qold)*(c−B);  
theta[1]=theta[1]+alpha*(r+gamma*Q−Qold)*(q−qref);  
Qold=Q;          
Q=theta[0]*S[0]+theta[1]*S[1];      
p=1−phi−Q;          
last_time=now();         

} 
if (p>rand()/MaxRand()) 

Mark or drop packet; 
Else 
Put packet into queue; 
} 

Fig.3  Pesudo-Code of RLGD algorithm 
图 3  RLGD 算法的伪代码 

果 

是当前网络仿真的主要平台之一.我们使用 Linux 操作系统,在 ns-2 的 2.1b9 版本下对 RLGD 算法进

真网络的拓扑结构如图 4 所示.节点 A,B 之间为瓶颈链路,我们的 RLGD 算法在节点 A 中实现,其余

部丢弃(drop-tail)策略.节点 A 的缓存大小为 200 个数据包,数据包长固定为 1 000byte,仿真时间为

的参数按下面的值设置: 
周期 T=2ms 
因子α=0.0001 
因子γ=0.98 
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• 吞吐率权重ω1=0.01 
• 延时权重ω2=5 
•  φ=1.001 

1Mb 100ms

10Mb 1ms 

BA 

Dn

D3

D2

D1

Sn 

S3

S2 

S1 
 
 
 
 
 

Fig.4  Simulation network topology
图 4  网络仿真拓扑结构  

为验证 RLGD 算法在各种网络环境下的性能,我们设计了以下 5 组仿真实验. 

2.1   实验1 

在这一仿真中,主要验证 RLGD 能否满足 AQM
算法的基本要求,即能否在不影响吞吐率的前提下

将队列长度稳定在任意的目标值上.为此,我们设计

了 80 个 TCP 流在 1s 时同时接入,并一直持续到仿真

结束,图 5 显示了目标队列长度分别设为 20,50 和

120时队列长度的变化情况,可以看出,在 3种情况下

RLGD 都可以快速、准确地将队列长度稳定在目标

值上. 
我们还将 RLGD 的性能与 REM 和 PI 控制器作

了比较(以下仿真均设队列的目标值为 50packets),
结果如图 6 所示. 

由图 6可以看出,我们的RLGD算法不但收敛速

度大大快于其他两种算法,而且消除了 REM 和 PI 算
法在目标值附近振荡的现象,稳定性很好. 

图 7 显示的是 RLGD,REM 和 PI 这 3 种算法下的吞吐率随时间变化的情况,可以看出,经过一定时间,3 种

算法下的吞吐率都收敛到出口带宽上,但在 RLGD 算法下,收敛的速度最快. 
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Fig.7  Throughput of RLGD, REM and PI 
 

图 7 RLGD,REM 和 PI 控制下的吞吐率 
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图 6  RLGD,REM 和 PI 控制下的队列长度变化比较
(RTT＝100ms) 
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图 5  RLGD 控制下的队列长度变化 
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2.2   实验2 

往返时间(RTT)是一个影响 AQM 性能很重要的因素.在实验 2 中,我们保持实验 1 的其他条件不变,但将瓶

颈链路的 RTT 时间由 100ms 增加为 500ms,仿真结果如图 8 所示.可以看出,我们的 RLGD 算法仍然明显优于

REM 和 PI 算法. 

2.3   实验3 

在实验 3 中,我们检验 RLGD 在动态环境下的鲁棒性,为此我们设计了 20 个 TCP 流在 1s 时接入,在 75s 和
150s 时又各有 15 个 TCP 流同时接入,以模拟动态的网络环境.3 种算法的性能如图 9 所示.可以看出,在 REM 和

PI算法下,动态 TCP流的接入对队列长度的冲击较大,而我们的 RLGD算法虽然也会造成队列的抖动,但幅度很

小,并且很快能重新稳定到目标值. 
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Fig.8  Queue length evolution of RLGD
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图 8  RLGD,REM 和 PI 控制下的队列
(RTT＝500ms)
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2.4   实验4 

由于 Web 等服务的出现,现在的 Int
由于 RTT 的影响,TCP 的源端可能刚对它

很大.在实验 4 中,我们比较了 REM,PI 和
个 TCP 流在 1s 时同时接入,在 75s 和 15
的持续时间均只有 10s.图 10 显示了 3 种

队列都表现出很大的不稳定性,而我们的

从实验 3 和实验 4 可以看出,我们的

2.5   实验5 

由于 UDP 流没有 TCP 流那样的反

送,因此对 AQM 性能的影响更大.在实验

据,并记录下在 REM,PI 和 RLGD 这 3 种

UDP 流的影响下,3 种 AQM 算法的性能

都剧烈一些,但性能仍远远好于其他两种
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Fig.9 Queue length evolution of RLGD, REM and PI 
in dynamic environment 

图 9 RLGD,REM 和 PI 算法在动态环境下的性能 
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     200 

ernet 上存在大量持续时间较短的 TCP 流(通常只持续几秒或十几秒).
们的出现作出反应就又消失了.因此,短流的存在对 AQM 的性能影响

RLGD 这 3 种算法抗短流冲击的能力.与实验 3 一样,我们设计了 20
0s 时又各有 15 个 TCP 流同时接入.不同的是,75s 和 150s 时接入的流

算法的队列长度的变化.显然,对短流的冲击,REM 和 PI 算法控制下的

RLGD 仍然能够将其稳定在目标值附近. 
RLGD 算法在动态变化的网络环境中表现出良好的鲁棒性. 

馈调节机制,即它不管网络的拥塞状况,只按照自己源端的数据率来发

5 中,我们设计了 5 个 TCP 流和 5 个 UDP 流在 1s 时同时开始发送数

算法下的队列变化情况,如图 11 所示.与前面的结果比较,可以看出,在
恶化都最为严重.在 RLGD 算法的控制下,虽然队列抖动比前面的实验

算法. 
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Fig.11 Queue length evolution of RLGD, REM and 

图 11  RLGD,REM 和 PI 算法在 TCP 和 UDP 流 
共存环境下的性能 
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Fig.10  Queue length evolution of RLGD, REM and 
PI under short flow influence 

图 10  短流对 RLGD,REM 和 PI 算法的影响 

 
由上面的 5 组仿真可以看出,RLGD 算法不但可以将队列长度稳定在目标值附近,而且对各种动态变化的

网络环境有较强的适应能力,性能远远优于 REM 和 PI 算法. 

3   结  论 

作为端到端拥塞控制机制的一部分,链路端的主动队列管理算法是源端流量控制算法的一种有效的补充.
与以往的主动队列管理的分析和设计方法不同,我们将 AQM 算法归结为一个最优决策问题,利用人工智能中

的再励学习方法,提出了一种新的主动队列管理算法RLGD.与其他AQM算法相比,RLGD以速率匹配和队列稳

定为优化目标,根据当前网络的状态自适应地调整算法的更新步长,避免了队列长度在目标值附近的振荡,从而

减小了延时抖动,提供了更好的端到端的 QoS 保证.值得指出的是,RLGD 算法在设计中无须知道源端的流量控

制机制,可以适用于更广泛的网络环境,具有很好的可扩展性. 
我们还通过大量的仿真对 RLGD 与 REM 和 PI 算法的性能进行了比较,结果显示,RLGD 算法在各种网络

环境下的性能都要优于其他两种算法,具有良好的稳定性和鲁棒性. 
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