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摘  要: 基因表达数据具有高维小样本特点,包含了大量与疾病无关的基因,对该类数据进行分析的首要步骤是

特征选择.常见的特征选择方法需要有类标的数据,但样本类标获取往往比较困难.针对基因表达数据的特征选择问

题,提出基于谱聚类的无监督特征选择思想 FSSC(feature selection by spectral clustering).FSSC 对所有特征进行谱聚

类,将相似性较高的特征聚成一类,定义特征的区分度与特征独立性,以二者之积度量特征重要性,从各特征簇选取

代表性特征,构造特征子集.根据使用的不同谱聚类算法,得到 FSSC-SD(FSSC based on standard deviation)､FSSC- 

MD(FSSC based on mean distance)和 FSSC-ST(FSSC based on self-tuning)这 3 种无监督特征选择算法.以 SVMs 

(support vector machines)和 KNN(K-nearest neighbours)为分类器,在 10 个基因表达数据集上进行实验测试.结果表

明,FSSC-SD、FSSC-MD 和 FSSC-ST 算法均能选择到具有强分类能力的特征子集. 
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Abstract:  Gene expression data usually comprise small number of samples with tens of thousands of genes. There are a large number of 

genes unrelated to diseases in this kind of data. The primary task is to detect those key essential genes when analyzing this kind of data. 
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The common feature selection algorithms depend on labels of data, but it is very difficult to get labels for data. To overcome the 

challenges, especially for gene expression data, the unsupervised feature selection idea is proposed, named as FSSC (feature selection by 

spectral clustering). FSSC groups all of features into clusters by a spectral clustering algorithm, so that similar features are in same 

clusters. The feature discernibility and independence are defined, and the feature importance is defined as the product of its discernibility 

and independence. The representative feature is selected from each cluster to construct the feature subset. According to the spectral 

clustering algorithms used in FSSC, three kinds of unsupervised feature selection algorithms named as FSSC-SD (FSSC based on standard 

deviation), FSSC-MD (FSSC based on mean distance) and FSSC-ST (FSSC based on self-tuning) are developed. The SVM (support 

vector machines) and KNN (K-nearest neighbors) classifiers are adopted to test the performance of the selected feature subsets in 

experiments. Experimental results on 10 gene expression datasets show that FSSC-SD, FSSC-MD, and FSSC-ST algorithms can select 

powerful features to classify samples. 
Key words:  spectral clustering; unsupervised feature selection; feature independence; feature discernibility; feature importance 

生物测序技术的迅速发展实现了大规模基因表达数据的自动获取,为癌症等疾病的发病机理和诊断研究

提供了新途径[13].然而,基因表达数据具有高维小样本特点,包含了大量与疾病无关的基因(冗余基因)[46].因此,

选取具有高分类信息的基因子集是分析基因表达数据的首要任务[5,7].特征选择可以筛选出与分类任务高度相

关的基因,提高分类准确率[8]. 

特征选择是从原始特征集合中选取具有强分类信息且尽可能相互独立的特征构成特征子集,以尽可能地

保留原始系统的分类信息且包含尽可能少的特征,从而达到去除冗余特征、提高分类准确率的目的.根据与分

类器的关系,特征选择算法分为 Filter、Wrapper 和 Embedded 方法[911].根据是否使用类标信息,特征选择算法

又分为有监督特征选择方法和无监督特征选择方法. 

1   相关工作介绍 

有监督特征选择方法通过计算特征与类标的相关性进行特征选择,如 Relief 算法 [12]、mRMR(minimal 

redundancy-maximal relevance)算法[13]、CFS(correlation-based feature selection for machine learning)算法[14]等.

然而,样本类标往往很难获得,因此无监督特征选择算法引起了研究者的关注. 

Dash 等人[15]提出基于熵排序的无监督特征选择算法,利用信息熵度量特征重要性程度,从而选择最优特征

子集;徐峻岭等人[16]提出基于互信息的无监督特征选择算法,利用互信息定义特征的相关度与冗余度,综合考虑

特征的相关度与冗余度来评价特征重要性;张莉等人[17]提出基于 K-均值聚类的无监督特征选择算法,利用特征

对聚类结果的影响以及特征之间的相关性作为特征选择的判别标准;He 等人[18]针对无监督特征选择算法多是

Wrapper 方法,提出独立于任何学习算法的 Filter 特征选择方法——Laplacian score 无监督特征选择算法,利用

同类样本距离更近原理,对每个特征计算其拉普拉斯分数以反映其局部保持能力,Laplacian score越小的特征其

局部保持能力越强,重要度越高,越具有代表性,需要说明的是,该算法也可以通过监督的方式执行;Cai等人[19]提

出多类簇无监督特征选择算法 MCFS(multi-cluster feature selection),使用谱聚类技术,然后求解带有 L1 正则项

的最小二乘问题,并定义特征的 MCFS score,选择 MCFS score 位于最前面的若干个特征,使选择的特征既能保

留更多数据类簇结构,又能覆盖所有可能类簇的特征;王连喜等人[20]提出了一种基于聚类集成的特征选择算法,

利用聚类算法将冗余特征聚成一类簇,然后从各类簇挑选代表性特征构成最优特征子集;Zhao 等人[21]基于谱图

理论提出 SPEC 算法,以特征值的分布与目标的概念是否一致作为评价准则进行特征选择;我们团队提出基于

密度峰值的无监督特征选择算法,分别定义了特征密度与特征距离,以二者之积度量特征的重要性[8,22];He 等 

人[23]提出基于决策图的无监督特征选择算法 DGFS(decision graph based feature selection),定义特征的局部密

度、判别距离和决策图得分,利用局部密度度量特征代表性,利用判别距离度量特征之间的冗余性与相似性,以

决策图得分作为评价标准进行特征选择,决策图得分较高的若干特征构成特征子集;我们团队提出基于基因密

度峰值发现的结肠癌患者诊断基因标志物识别算法[24],定义基因局部密度和距离,以密度峰值点基因作为结肠

癌患者的识别基因;鲁棒的无监督特征选择方法 RUFS(robust unsupervised feature selection)[25]不同于传统无监

督特征选择方法,通过局部学习正则化的鲁棒非负矩阵分解,学习样本的伪类簇标签,在标签学习过程中,通过
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鲁棒加入 l2,1 范数最小化,同时完成特征选择.RUFS 算法在标签学习和特征学习过程中引入了 l2,1 范数,能够有

效地处理异常点和噪音,并能有效去除冗余和噪音特征,兼具鲁棒非负矩阵分解、局部学习和鲁棒特征学习的

优势.同时,RUFS 算法基于有限内存投影,采用迭代算法解决了算法伸缩性问题;非负判别特征选择算法 NDFS 

(nonnegative discriminant feature selection)[26]采用谱聚类学习样本类标,在学习样本类标过程中完成特征选择.

类簇标签和特征选择矩阵的联合学习使 NDFS 算法能够选择最具鉴别性的特征.算法中为了学到更准确的类

别标签,对类指示器添加了非负约束,为了减少冗余甚至噪声特征,在目标函数中加入 l2,1 范数最小化约束,保证

特征选择矩阵的行稀疏性.算法利用判别信息和特征关联来选择更好的特征子集,并设计了一种简单、有效的

迭代算法来优化目标函数.因为谱聚类的强大优势,基于谱聚类思想的特征选择方法得到越来越多学者的关 

注[17,18,20,21,27,28]. 

本文借助谱聚类算法能够发现任意形状类簇,收敛于全局最优解的性能,提出基于谱聚类的无监督特征选

择思想 FSSC(feature selection by spectral clustering).首先对特征进行谱聚类,使相似(具有强冗余性)的特征聚在

同一类簇,定义特征区分度和独立性,以特征区分度与独立性之积量化其重要性,选择各类簇最重要的特征代表

该类簇特征,各类簇的代表特征构成特征子集.利用 SC_SD[29](spectral clustering based on standard deviation)、

SC_MD[29](spectral clustering based on mean distance)、self-tuning[30]算法进行特征谱聚类,得到 3 种不同谱特征

选择算法:FSSC-SD(FSSC based on SC_SD)、FSSC-MD(FSSC based on SC_MD)和 FSSC-ST(FSSC based on 

self-tuning).与其他无监督特征选择算法相比,所提出的算法同时考虑了特征区分度和独立性,能够选择到代表

性强的特征子集.10 个癌症基因数据集的实验测试结果表明,FSSC-SD、FSSC-MD 和 FSSC-ST 算法均能选择

到具有丰富分类信息的关键基因,为癌症发病机理、早期诊断、治疗等提供支撑与基础. 

2   FSSC 无监督特征选择 

特征选择旨在选择具有高分类信息且相互之间低冗余的特征构成特征子集.本文利用谱聚类算法能够发

现任意形状类簇,收敛于全局最优解的优势,提出谱聚类特征选择思想 FSSC,以期选择既具有强区分能力,又彼

此之间相互独立的特征构成特征子集.FSSC 通过对所有特征进行谱聚类,将相似(冗余)特征聚到同一类簇,定义

特征标准差为特征区分度,定义特征与簇内其他区分度更好特征的 Pearson 相关系数和的倒数为特征独立性,

定义特征重要性为其区分度与独立性之积,选择各类簇最重要的特征代表该类簇,所有代表特征构成特征子集.

其思想框架如图 1 所示. 

 

Fig.1  The frame of proposed FSSC algorithm 

图 1  提出的 FSSC 算法框架 

2.1   特征谱聚类 

聚类根据某种相似性原则将数据对象划分为不同类簇,簇内对象相似性较高,但与其他簇对象相似性较低.

传统的 K-means 等聚类算法适合发现球状簇,无法发现非凸状的簇[31,32].谱聚类算法以谱图理论为基础,将样本

聚类问题转化为以样本为顶点、样本间相似性为顶点连接边权重的带权无向图的划分问题.谱聚类算法能够发

现任意形状的簇,且收敛于全局最优解[33].因此,对特征进行谱聚类,有助于揭示特征之间的内在联系,发现真正

的特征簇. 

对特征进行谱聚类,即以特征为顶点、特征间相似性为顶点连接边权重,将特征聚类问题转换为特征图划

分问题,分别采用 SC_SD[29](spectral clustering based on standard deviation)、SC_MD[29](spectral clustering based 

on mean distance)、self-tuning[30]算法对特征进行谱聚类,得到 FSSC-SD(FSSC based on SC_SD)、FSSC-MD 

(FSSC based on SC_MD)和 FSSC-ST(FSSC based on self-tuning)这 3 种谱特征选择算法.其中,self-tuning 算法[30]
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是一种自适应的谱聚类算法,其对传统谱聚类算法计算亲和矩阵的全局尺度参数不能准确体现数据集真实分

布信息的缺陷进行了改进,提出了样本 i 的局部尺度参数i,定义i 为样本 i 到其第 p 个近邻的欧氏距离,采用样

本 i,j 的局部尺度参数i,j 计算其亲和系数 Ai,j.SC_SD 和 SC_MD 谱聚类算法是对 self-tuning 谱聚类算法的改

进[29],针对 self-tuning 谱聚类算法的局部尺度参数会受离群点影响的问题,提出的两种完全自适应的谱聚类算 
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2.2   特征重要度 

给定训练数据集 ,n dD 其中,n 和 d 分别表示样本数和特征维数.用 1 2, ,..., ,...,i df f f f 表示 d 个特征向量,

则 1 2[ , ,..., ,..., ]i dD f f f f 且 ;n
i f 用 1 2, ,..., ,...,j nx x x x 表示 n 个样本,则 d

j x 且 1 2[ ; ;...; ;...; ].j nD x x x x  

定义 1(特征区分度(feature discernibility)). 一个区分能力强的特征对不同类样本的取值往往差异很大,因

此具有较大方差(或标准差),本文用特征标准差度量特征的类别区分能力.故定义特征 fi 的区分度 disi 为其标准

差 stdi,如式(1)所示. 
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fji 表示样本 j 在第 i 个特征的取值,stdi 表示第 i 个特征的标准差(standard deviation). 

定义 2(特征独立性(feature independence)). Pearson 相关系数可以度量两变量之间的相关性,两变量的

Pearson 相关系数绝对值越小,则其越不相关.特征选择的目的是选择区分能力强,且彼此不相关的特征构成特

征子集,剔除不相关和冗余特征.以特征子集中的特征来表达样本,不仅可以保持和提高系统分类能力,且能使

原系统得到简化 .因此 ,本文以 Pearson 相关系数度量特征独立性 ,定义特征与同类簇区分能力更强特征的

Pearson 相关系数绝对值和的倒数为特征独立性.对区分度最大的特征,定义其独立性为与本簇最不相关特征的

Pearson 相关性绝对值的倒数.特征独立性定义见式(2),其中,Mj 是特征 fi 所在的特征类簇.特征 fi,fk 间的 Pearson

相关系数定义见式(3). 

 

1,...,
,

,
: ,

1
,            max { }

min

1
,    otherwise

i k
j

i k

k i j

i j
j d

f f
k M

i

f f
k dis dis k M

dis dis
r

ind

r




 

 
 






 (2) 

 1
,

2 2

1

( )( )

, , 1,2,..., ; 1,2,...,

( ) ( )
i k

n

ji i jk k
j

f f n

ji i jk k
j

f f f f

r i k d j n

f f f f





 
  

 




 (3) 

式(2)所示特征独立性定义保障了:若第 i 特征与区分能力比它强的特征越不相关,则其独立性越强.区分度

最大特征的独立性定义保障了区分能力最强的特征的独立性最强,这样保障了数据集中区分能力最强的特征

一定会被选择到特征子集. 
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定义 3(特征重要度(feature importance)). 特征 fi 的重要度 scorei 定义为特征区分度与特征独立性之积,见

式(4),scorei 越大,特征 fi 越重要. 

 =i i iscore dis ind  (4) 

2.3   算法思想描述 

输入:训练数据集 ,n dD n 为训练样本数,d 为特征数;被选特征子集规模 k; 

输出:特征子集 S. 

BEGIN 

a) 初始化被选特征子集 S=,全部特征集合为 F; 

b) 对全部特征分别采用 SC_SD、SC_MD、self-tuning 算法进行谱聚类,得到 k 个特征簇; 

c) 利用公式(4)计算各特征的 score 值,从各特征簇选取 score 值最大的特征加入特征子集 S; 

d) 输出特征子集 S. 

END 

2.4   算法时间复杂度分析 

本文算法的时间消耗主要在步骤 b)的特征谱聚类和步骤 c)的基于特征重要度的特征选择.假设训练数据

集包含 n 个样本,每个样本的维数为 d.步骤 b)的特征谱聚类的时间复杂度为 O(d2).在步骤 c)的基于特征重要度

的特征选择过程中,计算特征辨识度的时间复杂度是 O(n2d),计算特征独立性的时间复杂度是 O(nd2),计算特征

score 值并对其降序排序的时间复杂度是 O(dlogd),由于 n<<d,故步骤 c)的时间复杂度为 O(d2).因此,本文基于谱

聚类算法的无监督特征选择算法的时间复杂度为 O(d2). 

3   实验结果与分析 

实验采用 10 个常用基因数据集对算法进行测试 ,实验使用数据集可从 Broad Institute Genome Data 

Analysis Center(http://portals.broadinstitute.org/cgi-bin/cancer/datasets.cgi)和 Gene Expression Model Selector 

(http://www.gems-system.org/)获取.数据集详细描述见表 1. 

Table 1  The descriptions of datasets used in experiments 

表 1  实验数据集描述 
数据集 特征数 样本数 类簇数

Colon 2 000 62 2 
SRBCT 2 308 83 4 

Lymphoma 4 026 45 2 
Leukemia 7 129 72 2 

DLBCL Tumor 7 129 77 2 
Carcinoma 7 457 36 2 

CNS 7 129 90 2 
LungCancer-Michigan 7 129 96 2 

Leukemia_MLL 12 582 72 3 
ALL1 12 625 128 2 

 

3.1   实验设计 

为了验证所提出的 3 种谱聚类特征选择算法 FSSC-SD、FSSC-MD 和 FSSC-ST 的性能,实验比较了这 3 种

算法与基于决策图的无监督特征选择算法 DGFS(decision graph-based feature selection)[23]、多类簇无监督特征

选择算法 MCFS(multi-cluster feature selection)[19]、Laplacian 分值特征选择算法(Laplacian score for feature 

selection)[18]、鲁棒的无监督特征选择方法 RUFS(robust unsupervised feature selection)[25]以及非负判别特征选

择算法 NDFS(nonnegative discriminant feature selection)[26]在表 1 数据集的实验结果.其中,在 FSSC-ST 算法中,

高斯核函数参数设置为经验值 7,对比算法 DGFS 采用欧式距离计算特征间距离并升序排序,截断距离 dc 设置

为特征总数 2%位置处的距离值;对比算法 Laplacian、RUFS 和 NDFS 采用余弦相似性度量特征相似性,且近邻
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数 K 均设置为 5,NDFS 算法的正则化参数设置为 0.1. 

实验采用 10 折交叉验证方法划分训练集与测试集,缺失数据采用类内均值填充,为避免特征间不同量纲对

实验结果的影响,采用最大最小化方法标准化数据,采用 SVM 和 KNN(K=1)两种分类器,SVM 分类器采用林智

仁等人开发的 SVM 工具箱 Libsvm[34].其中,核函数采用线性核函数,惩罚因子 C 取 20,其余参数均取默认值.以

5 次 10 折交叉验证实验结果的平均值比较各算法的性能,评价准则采用分类正确率 ACC、AUC(或 MAUC)、

F2[35]、F-measure、Sensitivity 和 Specificity.其中,F2 是针对不平衡数据的评价方法,可以避免 ACC 不适合不平

衡数据与 F-measure 主要强调分类器对正类样本识别能力的缺陷[35].MAUC 是 AUC 对多类问题的推广.实验代

码使用 MATLAB R2017b 实现;实验环境为 Win10 64bit 操作系统,8GB 内存,Intel(R) Core(TM) i5-6600 CPU 

@3.30GHz 3.31GHz. 

3.2   实验结果比较 

本节比较提出的 FSSC-SD、FSSC-MD、FSSC-ST 算法与无监督特征选择算法 DGFS、MCFS、Laplacian、

RUFS 及 NDFS 在表 1 所示数据集选择的基因子集的性能,比较各算法选择的基因子集对应分类器的各指标值. 

3.2.1   平均实验结果 

以 Colon、Carcinoma、ALL1 和 DLBCL-Tumor 数据集为例,对比各算法采用 KNN 的实验结果.图 2~图 5

分别是各算法在 Colon、ALL1、Carcinoma 和 DLBCL-Tumor 数据集对应不同特征子集的实验结果. 

 

(a) ACC                             (b) AUC                          (c) F-measure 

 

(d) Sensitivity                        (e) Specificity                         (f) F2 

Fig.2  The average indexes of KNN classifier of each algorithm for different feature subsets on Colon dataset 

图 2  各算法在 Colon 数据集对应不同特征子集的 KNN 分类器平均指标值 

图 2 所示实验结果显示,本文算法 FSSC-SD、FSSC-ST 和 FSSC-MD 选择的特征子集的 KNN 分类器的各

指标值绝对地优于对比算法.MCFS、RUFS 算法次之,接着是 NDFS 算法,DGFS 算法与 Laplacian 算法选择的特

征子集的 KNN 分类器的性能最差. 

图 3 所示实验结果显示,本文所提出的 FSSC-SD、FSSC-MD、FSSC-ST 算法选择的特征子集的分类性能

最优,接着是 NDFS 算法,MCFS 和 RUFS 算法选择的特征子集的分类性能居中,DGFS 算法与 Laplacian 算法选

择的特征子集的分类能力最差. 
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(a) ACC                                (b) AUC                             (c) F-measure 

 

(d) Sensitivity                          (e) Specificity                          (f) F2 

Fig.3  The average indexes of KNN classifier of each algorithm for different feature subsets on ALL1 dataset 

图 3  各算法在 ALL1 数据集上对应不同特征子集的 KNN 分类器平均指标值 

 

(a) ACC                              (b) AUC                            (c) F-measure 

 

(d) Sensitivity                         (e) Specificity                             (f) F2 

Fig.4  The average indexes of KNN classifier of each algorithm for different feature subsets on Carcinoma dataset 

图 4  各算法在 Carcinoma 数据集上对应不同特征子集的 KNN 分类器平均指标值 
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(a) ACC                               (b) AUC                           (c) F-measure 

 

(d) Sensitivity                          (e) Specificity                            (f) F2 

Fig.5  The average indexes of KNN classifier of each algorithm for different feature subsets on 

DLBCL-Tumor dataset 

图 5  各算法在 DLBCL-Tumor 数据集上对应不同特征子集的 KNN 分类器平均指标值 

图 4 所示实验结果显示,本文提出的 FSSC-ST、FSSC-SD 和 FSSC-MD 算法选择的基因子集的分类性能优

于 DGFS、Laplacian、RUFS 与 NDFS 算法选择的基因子集的分类性能.DGFS、MCFS、Laplacian 算法选择基

因子集的分类性能居中,RUFS 和 NDFS 算法选择的基因子集的各项指标值最低.当选择的特征数较多时,MCFS

算法选择的基因子集的 KNN分类器的 Sensitivity和 Specifity指标上略有超过 FSSC-ST、FSSC-SD和 FSSC-MD

算法.因此,Carcinoma 数据集的实验结果揭示,本文所提算法 FSSC-SD、FSSC-MD 和 FSSC-ST 均能选择出区分

能力好且包含特征数少的特征子集. 

图 5 所示实验结果显示,本文提出的 FSSC-ST、FSSC-SD 和 FSSC-MD 算法选择的基因子集对应分类器的

ACC、AUC、F-measure、Specificity 和 F2 指标非常好,优于对比算法 DGFS、MCFS、Laplacian、RUFS 与 NDFS.

在基因子集规模大于 50 时,本文提出的 FSSC-ST、FSSC-SD 和 FSSC-MD 算法选择的基因子集的 Sensitivity

指标优于其他对比算法.因此,本文提出的 FSSC-SD、FSSC-MD 和 FSSC-ST 算法均能选择到区分能力较好的

特征子集. 

综合图 2~图 5 的实验结果来看,本文提出的 FSSC-SD、FSSC-MD、FSSC-ST 算法均能选择出类别区分能

力很好的特征子集,优于其他对比算法. 

3.2.2   各算法最优值比较 

为了验证本文算法的整体性能,比较各算法在 10 个癌症基因数据 5 次 10 折交叉验证选择的特征子集对应

分类器的各指标平均结果的最优值,采用各算法在 10 个数据集实验结果的 win/draw/loss 来评价其性能.表 2、

表 3 分别展示了各算法在 10 个数据集上所选特征子集对应 KNN、SVM 分类器的最优平均分类准确率 ACC、

AUC、F-measure、Sensitivity、Specificity 和 F2 值的 win/draw/loss 比较.表 4 给出了各算法在表 1 的 10 个数

据集选择的基因子集的 KNN 和 SVM 分类器各指标值的最优值平均的 win/draw/loss 结果比较.表中加粗和下
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划线表示本文提出的 FSSC-SD、FSSC-MD 和 FSSC-ST 算法优于其他对比算法的结果.表中加粗加红和下划线

表示本文提出的 FSSC-SD、FSSC-MD 和 FSSC-ST 谱特征选择算法之间比较,win 大于 loss 的结果. 

Table 2  The highest average index comparison of KNN of selected gene subsets on 10 datasets (win/draw/loss) 

表 2  各算法在 10 个数据集所选基因子集的 KNN 分类器的最高平均分类性能指标比较(win/draw/loss) 
Indexes Algorithms FSSC-SD FSSC-MD FSSC-ST DGFS MCFS Laplacian RUFS NDFS 

ACC 
FSSC-SD  6 / 1 / 3 6 / 1 / 3 9 / 0 / 1 10 / 0 / 0 9 / 0 / 1 10 / 0 / 0 10 / 0 / 0
FSSC-MD 3 / 1 / 6  4 / 2 / 4 9 / 0 / 1 10 / 0 / 0 9 / 0 / 1 10 / 0 / 0 10 / 0 / 0
FSSC-ST 3 / 1 / 6 4 / 2 / 4  9 / 0 / 1 10 / 0 / 0 9 / 0 / 1 10 / 0 / 0 10 / 0 / 0

AUC 
FSSC-SD  3 / 2 / 5 6 / 2 / 2 8 / 0 / 2 9 / 0 / 1 8 / 1 / 1 9 / 0 / 1 9 / 1 / 0 
FSSC-MD 5 / 2 / 3  4 / 2 / 4 9 / 0 / 1 9 / 0 / 1 9 / 1 / 0 9 / 0 / 1 9 / 1 / 0 
FSSC-ST 2 / 2 / 6 4 / 2 / 4  9 / 0 / 1 9 / 0 / 1 8 / 1 / 1 9 / 0 / 1 9 / 1 / 0 

F-measure 
FSSC-SD  7 / 1 / 2 4 / 1 / 5 9 / 0 / 1 10 / 0 / 0 9 / 0 / 1 10 / 0 / 0 9 / 0 / 1 
FSSC-MD 2 / 1 / 7  4 / 1 / 5 9 / 0 / 1 10 / 0 / 0 9 / 0 / 1 10 / 0 / 0 9 / 0 / 1 
FSSC-ST 5 / 1 / 4 5 / 1 / 4  9 / 0 / 1 10 / 0 / 0 9 / 0 / 1 10 / 0 / 0 10 / 0 / 0

Sensitivity 
FSSC-SD  5 / 2 / 3 7 / 2 / 1 9 / 0 / 1 10 / 0 / 0 8 / 1 / 1 10 / 0 / 0 8 / 1 / 1 
FSSC-MD 3 / 2 / 5  5 / 2 / 3 8 / 0 / 2 10 / 0 / 0 8 / 1 / 1 10 / 0 / 0 8 / 1 / 1 
FSSC-ST 1 / 2 / 7 3 / 2 / 5  8 / 0 / 2 10 / 0 / 0 8 / 1 / 1 10 / 0 / 0 7 / 1 / 2 

Specificity 
FSSC-SD  7 / 1 / 2 5 / 1 / 4 10 / 0 / 0 9 / 0 / 1 9 / 0 / 1 9 / 0 / 1 10 / 0 / 0
FSSC-MD 2 / 1 / 7  3 / 2 / 5 10 / 0 / 0 8 / 0 / 2 9 / 0 / 1 7 / 0 / 3 10 / 0 / 0
FSSC-ST 4 / 1 / 5 5 / 2 / 3  10 / 0 / 0 10 / 0 / 0 9 / 0 / 1 10 / 0 / 0 10 / 0 / 0

F2 
FSSC-SD  4 / 1 / 5 4 / 1 / 5 10 / 0 / 0 10 / 0 / 0 9 / 0 / 1 10 / 0 / 0 10 / 0 / 0
FSSC-MD 5 / 1 / 4  5 / 1 / 4 10 / 0 / 0 10 / 0 / 0 9 / 0 / 1 10 / 0 / 0 10 / 0 / 0
FSSC-ST 5 / 1 / 4 4 / 1 / 5  10 / 0 / 0 10 / 0 / 0 9 / 0 / 1 10 / 0 / 0 10 / 0 / 0

表 2 所示实验结果揭示,本文提出的 FSSC-SD、FSSC-MD 和 FSSC-ST 谱特征选择算法选择的基因子集的

KNN 分类器的分类性能绝对地优于对比算法 DGFS、MCFS、Laplacian、RUFS 和 NDFS 选择的基因子集的

分类能力.所提出的 FSSC-SD、FSSC-MD 和 FSSC-ST 算法相比,FSSC-SD 算法选择的基因子集的分类性能最

优,在 ACC、AUC、Sensitivity 和 Specificity 这 4 个指标上优于 FSSC-ST 算法,在 ACC、F-measure、Sensitivity

和 Specificity 这 4 个指标上优于 FSSC-MD 算法.所提出的 FSSC-MD 与 FSSC-ST 算法选择的基因子集的分类

能力相当.在 F2 指标上,提出的 3 种谱特征选择算法 FSSC-SD、FSSC-MD 和 FSSC-ST 选择的基因子集的分类

能力相当,FSSC-MD 略优于 FSSC-SD 和 FSSC-ST 算法. 

Table 3  The highest average index comparison of SVM of selected gene subsets on 10 datasets (win/draw/loss) 

表 3  各算法在 10 个数据集所选基因子集的 SVM 分类器的最高平均分类性能指标比较(win/draw/loss) 
Indexes Algorithms FSSC-SD FSSC-MD FSSC-ST DGFS MCFS Laplacian RUFS NDFS 

ACC 
FSSC-SD  4 / 1 / 5 3 / 1 / 6 10 / 0 / 0 9 / 1 / 0 10 / 0 / 0 10 / 0 / 0 10 / 0 / 0
FSSC-MD 5 / 1 / 4  4 / 2 / 4 10 / 0 / 0 10 / 0 / 0 10 / 0 / 0 10 / 0 / 0 10 / 0 / 0
FSSC-ST 6 / 1 / 3 4 / 2 / 4  10 / 0 / 0 10 / 0 / 0 10 / 0 / 0 10 / 0 / 0 10 / 0 / 0

AUC 
FSSC-SD  6 / 2 / 2 6 / 2 / 2 9 / 0 / 1 8 / 1 / 1 9 / 1 / 0 9 / 0 / 1 9 / 1 / 0
FSSC-MD 2 / 2 / 6  6 / 2 / 2 9 / 0 / 1 8 / 1 / 1 9 / 1 / 0 9 / 0 / 1 9 / 1 / 0
FSSC-ST 2 / 2 / 6 2 / 2 / 6  9 / 0 / 1 8 / 1 / 1 8 / 1 / 1 9 / 0 / 1 8 / 1 / 1

F-measure 
FSSC-SD  4 / 1 / 5 5 / 1 / 4 10 / 0 / 0 9 / 0 / 1 9 / 0 / 1 10 / 0 / 0 9 / 0 / 1
FSSC-MD 5 / 1 / 4  4 / 2 / 4 9 / 1 / 0 9 / 0 / 1 8 / 1 / 1 9 / 1 / 0 8 / 1 / 1
FSSC-ST 4 / 1 / 5 4 / 2 / 4  9 / 1 / 0 9 / 0 / 1 8 / 1 / 1 9 / 1 / 0 8 / 1 / 1

Sensitivity 
FSSC-SD  3 / 7 / 0 3 / 5 / 2 6 / 4 / 0 5 / 5 / 0 5 / 4 / 1 6 / 4 / 0 5 / 4 / 1
FSSC-MD 0 / 7 / 3  3 / 5 / 2 6 / 4 / 0 5 / 5 / 0 5 / 4 / 1 6 / 4 / 0 5 / 4 / 1
FSSC-ST 2 / 5 / 3 2 / 5 / 3  6 / 4 / 0 5 / 5 / 0 5 / 4 / 1 6 / 4 / 0 5 / 4 / 1

Specificity 
FSSC-SD  2 / 4 / 4 2 / 4 / 4 7 / 0 / 3 8 / 0 / 2 7 / 0 / 3 8 / 0 / 2 7 / 0 / 3
FSSC-MD 4 / 4 / 2  3 / 4 / 3 7 / 0 / 3 8 / 0 / 2 7 / 0 / 3 8 / 0 / 2 7 / 0 / 3
FSSC-ST 4 / 4 / 2 3 / 4 / 3  8 / 0 / 2 8 / 0 / 2 7 / 0 / 3 7 / 1 / 2 7 / 0 / 3

F2 
FSSC-SD  4 / 1 / 5 5 / 1/ 4 10 / 0 / 0 10 / 0 / 0 9 / 0 / 1 10 / 0 / 0 9 / 0 / 1
FSSC-MD 5 / 1 / 4  6 / 1 / 3 10 / 0 / 0 10 / 0 / 0 9 / 0 / 1 10 / 0 / 0 9 / 0 / 1
FSSC-ST 4 / 1 / 5 3 / 1 / 6  10 / 0 / 0 10 / 0 / 0 9 / 0 / 1 10 / 0 / 0 9 / 0 / 1

表 3 关于各算法选择的基因子集的 SVM 分类器的各项最优平均值比较显示:本文提出的 FSSC-ST、

FSSC-MD 和 FSSC-ST 算法绝对地优于对比算法 DGFS、MCFS、Laplacian、RUFS 和 NDFS.所提出的 FSSC-SD、
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FSSC-MD 和 FSSC-ST 这 3 种特征选择算法选择的基因子集对应 SVM 分类器的平均 AUC 最高值比较显

示,FSSC-SD 选择的基因子集的性能最好,其次是 FSSC-MD 算法,FSSC-ST 位居第三.所提出的 3 种谱特征选择

算法选择的基因子集对应 SVM 分类器的 ACC 比较显示,FSSC-ST 选择的基因子集的分类性能最好,然后依次

是 FSSC-MD 和 FSSC-SD.F-measure 指标比较显示,FSSC-MD 算法的性能略优于 FSSC-SD 和 FSSC-ST 算法. 

Sensitivity 比较显示,提出的 3 种谱特征选择算法 FSSC_SD、FSSC-MD 与 FSSC-ST 选择的基因子集的分类性

能基本相当,FSSC-SD 略优于 FSSC-MD 和 FSSC-ST,FSSC-MD 略优于 FSSC-ST.Specificity 最高均值比较显示,

提出的 FSSC-ST 与 FSSC-MD 算法略优于提出的 FSSC-SD 算法,FSSC-ST 与 FSSC-MD 性能相当.各算法的基

因子集对应 SVM 分类器的 F2 值显示,FSSC-MD 算法最优,然后依次是 FSSC-SD 算法和 FSSC-ST 算法. 

由表 3 所示各算法选择的基因子集对应 SVM 分类器的实验结果分析得出:本文提出的 3 种无监督特征选

择算法 FSSC-SD、FSSC-MD 和 FSSC-ST 绝对地优于对比算法 DGFS、MCFS、Laplacian、RUFS 和 NDFS.

在所提出的 3 种算法之间,多数情况下的性能指标值比较基本持平,没有一种算法绝对地优于其他两种算法. 

Table 4  The mean highest average index of KNN and SVM  

for the selected gene subsets on 10 datasets (win/draw/loss) 

表 4  各算法在 10 个数据集所选基因子集的 SVM 与 KNN 分类器的 

最高平均分类指标的均值比较(win/draw/loss) 
Index Algorithms FSSC-SD FSSC-MD FSSC-ST DGFS MCFS Laplacian RUFS NDFS 

ACC 
FSSC-SD  7 / 1 / 2 4 / 1 / 5 10 / 0 / 0 10 / 0 / 0 10 / 0 / 0 10 / 0 / 0 10 / 0 / 0
FSSC-MD 2 / 1 / 7  4 / 1 / 5 10 / 0 / 0 10 / 0 / 0 10 / 0 / 0 10 / 0 / 0 10 / 0 / 0
FSSC-ST 5 / 1 / 4 5 / 1 / 4  10 / 0 / 0 10 / 0 / 0 10 / 0 / 0 10 / 0 / 0 10 / 0 / 0

AUC 
FSSC-SD  6 / 2 / 2 6 / 2 / 2 9 / 0 / 1 9 / 0 / 1 9 / 1 / 0 9 / 0 / 1 9 / 1 / 0 
FSSC-MD 2 / 2 / 6  6 / 2 / 2 9 / 0 / 1 9 / 0 / 1 9 / 1 / 0 9 / 0 / 1 9 / 1 / 0 
FSSC-ST 2 / 2 / 6 2 / 2 / 6  9 / 0 / 1 9 / 0 / 1 9 / 1 / 0 9 / 0 / 1 9 / 1 / 0 

F-measure 
FSSC-SD  7 / 1 / 2 5 / 1 / 4 9 / 0 / 1 10 / 0 / 0 9 / 0 / 1 10 / 0 / 0 10 / 0 / 0
FSSC-MD 2 / 1 / 7  4 / 1 / 5 9 / 0 / 1 10 / 0 / 0 9 / 0 / 1 10 / 0 / 0 9 / 0 / 1 
FSSC-ST 4 / 1 / 5 5 / 1 / 4  9 / 0 / 1 10 / 0 / 0 9 / 0 / 1 10 / 0 / 0 10 / 0 / 0

Sensitivity 
FSSC-SD  5 / 2 / 3 7 / 2 / 1 9 / 0 / 1 10 / 0 / 0 8 / 1 / 1 10 / 0 / 0 8 / 1 / 1 
FSSC-MD 3 / 2 / 5  4 / 2 / 4 9 / 0 / 1 10 / 0 / 0 8 / 1 / 1 10 / 0 / 0 8 / 1 / 1 
FSSC-ST 1 / 2 / 7 4 / 2 / 4  9 / 0 / 1 10 / 0 / 0 8 / 1 / 1 10 / 0 / 0 7 / 1 / 2 

Specifity 
FSSC-SD  6 / 1 / 3 5 / 1 / 4 10 / 0 / 0 7 / 1 / 2 9 / 0 / 1 8 / 0 / 2 9 / 0 / 1 
FSSC-MD 3 / 1 / 6  2 / 4 / 4 10 / 0 / 0 8 / 0 / 2 10 / 0 / 0 8 / 0 / 2 10 / 0 / 0
FSSC-ST 4 / 1 / 5 4 / 4 / 2  10 / 0 / 0 8 / 0 / 2 10 / 0 / 0 8 / 0 / 2 10 / 0 / 0

F2 
FSSC-SD  5 / 1 / 4 4 / 1 / 5 10 / 0 / 0 10 / 0 / 0 10 / 0 / 0 10 / 0 / 0 10 / 0 / 0
FSSC-MD 4 / 1 / 5  6 / 1 / 3 10 / 0 / 0 10 / 0 / 0 10 / 0 / 0 10 / 0 / 0 10 / 0 / 0
FSSC-ST 5 / 1 / 4 3 / 1 / 6  10 / 0 / 0 10 / 0 / 0 10 / 0 / 0 10 / 0 / 0 10 / 0 / 0

表 4 给出关于提出的 FSSC-SD、FSSC-MD 和 FSSC-ST 谱特征选择算法在表 1 给出的 10 个基因数据集

选择的基因子集对应 KNN 和 SVM 分类器相应最优指标的均值比较显示:所提出的 3 种谱特征选择算法所选

基因子集的分类性能绝对地优于对比算法 DGFS、MCFS、Laplacian、RUFS 和 NDFS.所提出的算法 FSSC-SD、

FSSC-MD 与 FSSC-ST 相比,FSSC-SD 算法选择的基因子集的分类能力在多数情况下优于所提出的 FSSC-MD

和 FSSC-ST 算法,FSSC-MD 在 AUC 和 F2 指标绝对地优于 FSSC-ST 算法,FSSC-ST 只在 ACC 和 F2 指标略优

于 FSSC-SD 或 FSSC-MD. 

因此,综合表 2～表 4 的实验结果可以得出:所提出的 FSSC-SD、FSSC-MD 和 FSSC-ST 谱特征选择算法绝

对地优于对比算法 DGFS、MCFS、Laplacian、RUFS 和 NDFS.提出的 3 种谱特征选择算法彼此相比,FSSC-SD

选择的特征子集的分类能力最强,其次是 FSSC-MD 和 FSSC-ST 算法. 

3.2.3   特征子集规模比较 

前两小节展示了所提出的 3 种无监督特征选择算法选择的基因子集的分类性能比较,本小节将比较各算

法选择的特征子集的规模,即选择的基因数.图 6 展示了各算法选择的基因子集对应 KNN 和 SVM 分类器的最

优指标值对应基因子集包含的平均基因数.图中颜色越偏于 ColorBar 底部颜色,表示基因数越少(特征子集规模

越小),反之,颜色越偏于 ColorBar 顶部的颜色,特征子集包含的基因数就越多. 
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(a) ACC                                              (b) AUC 

 
(c) F-measure                                              (d) Sensitivity 

 
(e) Specificity                                                (f) F2 

Fig.6  The mean feature number of selected gene subsets with the best average index of 

SVM and KNN by each algorithm for each dataset 

图 6  各算法对各数据集选择的基因子集对应 SVM 和 KNN 分类器的 

最优指标值对应特征子集的平均特征数 

图 6 所示特征子集规模比较显示,本文提出的 FSSC-SD、FSSC-MD 和 FSSC-ST 算法无论采用哪种评价指

标,均能发现在 ALL1 数据集的最具分类能力且规模最小的基因子集.除了 F-measure 指标,在 ACC、AUC、F2、

Sensitivity 和 Specificity 指标上,所提出的 FSSC-SD、FSSC-MD 和 FSSC-ST 算法在各数据集均能选择到规模
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相对较小且具有很好分类能力的基因子集.分析其原因是,F-measure 指标过分强调了对于正类的识别能力,而

忽略了选择的基因子集对于负类的识别能力. 

综合对图 6 所示各算法选择的特征子集规模的分析可知,所提出的 3 种谱特征选择算法 FSSC-SD、FSSC- 

MD 和 FSSC-ST 能够选择到分类性能好且规模不大的特征子集. 

4   各算法统计重要度分析 

为了检验本文提出的 FSSC-SD、FSSC-MD 和 FSSC-ST 算法与对比算法 DGFS[23]、MCFS[19]、Laplacian[18]、

RUFS[25]和 NDFS[26]是否具有统计显著性,本节采用 Friedman 检验方法来检验各特征选择算法间的差异[36,37],

在用 Friedman 检测到算法间的显著性差异后,采用多重比较检验(multiple comparison test)作为事后检验,以发

现各对特征选择算法之间的显著性差异.我们依据各算法在 10 个癌症基因数据 5 次 10 折交叉验证选择的特征

子集对应 KNN 分类器的 ACC、AUC、F-measure、Sensitivity、Specificity 和 F2 各指标平均结果的最优值,在

=0.05 时,进行 Friedman 检测. 

6 种指标下的 Friedman 检测显示各特征选择算法之间存在显著差异.基于 KNN 分类器的预测准确率 ACC 的

2=60.9034,df=7,p=9.9624e-11;AUC 的 2=59.4230,df=7,p=1.9679e-10;F-measure 的 2=58.7260,df=7,p=2.7102e-10; 

Sensitivity 的2=44.7006,df=7,p=1.5633e-07;Specificity 的2=23.7982,df=7,p=0.0012;F2 的2=62.1587,df=7,p=5.5873e-11. 

p<0.05 对所有评价指标均成立,因此得出结论:各算法间存在显著差异. 

表 5～表 10 展示了可信水平为 0.95 时,每一对特征选择算法进行多重比较检验的结果.各表上三角表示各

对算法间的平均等级差,下三角表示各算法对之间的统计重要性,以*表示相应算法之间统计重要性显著. 

表 5～表 10 所示的统计重要性检测结果显示:本文提出的 FSSC-ST 算法与所有对比特征选择算法 DGFS、

MCFS、Laplacian、RUFS 和 NDFS 之间均存在显著性差异.对于所提出的 FSSC-SD 和 FSSC-MD 算法,当使用

所选基因子集对应 KNN 分类器的 ACC、AUC、F-measure、Sensitivity 和 F2 指标时,与所有对比特征选择算

法 DGFS、MCFS、Laplacian、RUFS 和 NDFS 之间均存在显著不同;当使用 Specificity 指标时,与 MCFS 算法

没有显著区别,但与其他对比算法 DGFS、Laplacian、RUFS 和 NDFS 均存在显著性不同.算法 MCFS 与算法

Laplacian、RUFS 和 NDFS 在所有指标下均存在统计显著性不同.对比算法 NDFS 和 RUFS 在除了 Sensitivity

之外的其他指标上均存在显著性不同. 

Table 5  Paired rank comparison of 8 feature selection algorithms in ACC of KNN predictive model 

表 5  8 种特征选择算法依据特征子集对应 KNN 预测模型的 ACC 等级比较 
Algorithm FSSC-SD FSSC-MD FSSC-ST DGFS MCFS Laplacian RUFS NDFS 
FSSC-SD  –0.150 0 0.050 0 5.300 0 2.200 0 4.200 0 3.150 0 4.850 0 
FSSC-MD   0.200 0 5.450 0 2.350 0 4.350 0 3.300 0 5.000 0 
FSSC-ST    5.250 0 2.150 0 4.150 0 3.100 0 4.800 0 

DGFS * * *  –3.100 0 –1.100 0 –2.150 0 –0.450 0 
MCFS * * *   2.000 0 0.950 0 2.650 0 

Laplacian * * *  *  –1.050 0 0.650 0 
RUFS * * *  *   1.700 0 
NDFS * * *  *  *  

Table 6  Paired rank comparison of 8 feature selection algorithms in AUC of KNN predictive model 

表 6  8 种特征选择算法依据对应特征子集的 KNN 预测模型的 AUC 等级比较 
Algorithm FSSC-SD FSSC-MD FSSC-ST DGFS MCFS Laplacian RUFS NDFS 
FSSC-SD  0 0.600 0 5.350 0 2.300 0 4.250 0 3.750 0 4.950 0 
FSSC-MD   0.600 0 5.350 0 2.300 0 4.250 0 3.750 0 4.950 0 
FSSC-ST    4.750 0 1.700 0 3.650 0 3.150 0 4.350 0 

DGFS * * *  –3.050 0 –1.100 0 –1.600 0 –0.400 0
MCFS * * *   1.950 0 1.450 0 2.650 0 

Laplacian * * *  *  –0.500 0 0.700 0 
RUFS * * *  *   1.200 0 
NDFS * * *  *  *  
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Table 7  Paired rank comparison of 8 feature selection algorithms in F-measure of KNN predictive model 

表 7  8 种特征选择算法依据对应特征子集的 KNN 预测模型的 F-measure 等级比较 
Algorithm FSSC-SD FSSC-MD FSSC-ST DGFS MCFS Laplacian RUFS NDFS 
FSSC-SD  –0.300 0 –0.200 0 5.100 0 2.100 0 4.100 0 3.100 0 4.500 0 
FSSC-MD   0.100 0 5.400 0 2.400 0 4.400 0 3.400 0 4.800 0 
FSSC-ST    5.300 0 2.300 0 4.300 0 3.300 0 4.700 0 

DGFS * * *  –3.000 0 –1.000 0 –2.000 0 –0.600 0
MCFS * * *   2.000 0 1.000 0 2.400 0 

Laplacian * * *  *  –1.000 0 0.400 0 
RUFS * * *  *   1.400 0 
NDFS * * *  *  *  

Table 8  Paired rank comparison of 8 feature selection algorithms in Sensitivity of KNN predictive model 

表 8  8 种特征选择算法依据对应特征子集的 KNN 预测模型的 Sensitivity 等级比较 
Algorithm FSSC-SD FSSC-MD FSSC-ST DGFS MCFS Laplacian RUFS NDFS 
FSSC-SD  –0.200 0 0.900 0 4.250 0 2.100 0 3.450 0 3.350 0 3.350 0 
FSSC-MD   1.100 0 4.450 0 2.300 0 3.650 0 3.550 0 3.550 0 
FSSC-ST    3.350 0 1.200 0 2.550 0 2.450 0 2.450 0 

DGFS * * *  2.150 0 –0.800 0 –0.900 0 –0.900 0 
MCFS * * *   1.350 0 1.250 0 1.250 0 

Laplacian * * *  *  –0.100 0 –0.100 0 
RUFS * * *  *   0 
NDFS * * *  *    

Table 9  Paired rank comparison of 8 feature selection algorithms in Specificity of KNN predictive model 

表 9  8 种特征选择算法依据对应特征子集的 KNN 预测模型的 Specificity 等级比较 
Algorithm FSSC-SD FSSC-MD FSSC-ST DGFS MCFS Laplacian RUFS NDFS 
FSSC-SD  0.200 0 0.100 0 3.150 0 0.550 0 2.300 0 1.550 0 3.150 0
FSSC-MD   –0.300 0 2.950 0 0.350 0 2.100 0 1.350 0 2.950 0
FSSC-ST    3.250 0 0.650 0 2.400 0 1.650 0 3.250 0

DGFS * * *  –2.600 0 –0.850 0 –1.600 0 0 
MCFS   *   1.750 0 1.000 0 2.600 0

Laplacian * * *  *  –0.750 0 0.850 0
RUFS * * *  *   1.600 0
NDFS * * *  *  *  

Table 10  Paired rank comparison of 8 feature selection algorithms in F2 of KNN predictive model 

表 10  8 种特征选择算法依据对应特征子集的 KNN 预测模型的 F2 等级比较 
Algorithm FSSC-SD FSSC-MD FSSC-ST DGFS MCFS Laplacian RUFS NDFS 
FSSC-SD  0.900 0 0.300 0 5.200 0 2.100 0 3.900 0 3.100 0 4.700 0 
FSSC-MD *  1.200 0 6.100 0 3.000 0 4.800 0 4.000 0 5.600 0 
FSSC-ST    4.900 0 1.800 0 3.600 0 2.800 0 4.400 0 

DGFS * * *  –3.100 0 –1.300 0 –2.100 0 –0.500 0
MCFS * * *   1.800 0 1.000 0 2.600 0 

Laplacian * * *  *  0.800 0 0.800 0 
RUFS * * *  * *  1.600 0 
NDFS * * *  * * *  

表 10 所示统计分析结果显示:当使用 F2 指标时,本文提出的 3 种谱特征选择算法 FSSC-SD、FSSC-MD 和

FSSC-ST 不仅与所有对比算法 DGFS、MCFS、Laplacian、RUFS 和 NDFS 存在显著性不同,所提出的 FSSC-SD

和 FSSC-MD 算法之间也存在统计显著性差异.另外,Laplacian 和 RUFS、NDFS 算法之间也存在显著性不同. 

由以上统计重要性分析可见,所提出的谱特征选择算法 FSSC-SD、FSSC-MD 和 FSSC-ST 是非常有效的基

因选择算法,能够选择到分类性能显著不同于对比算法的基因子集. 

5   结  论 

针对癌症基因数据的特征选择问题,提出基于谱聚类的无监督特征选择算法 FSSC-SD、FSSC-MD和 FSSC- 

ST 对所有特征进行谱聚类,将相似性较高(强冗余性)的特征聚成一类,从各类簇选择代表特征构成特征子集.提

出特征区分度、特征独立性、特征重要度概念,定义特征区分度为其标准差,定义特征独立性为其与簇内其他
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区分度更高特征的 Pearson相关系数和的倒数,对区分度最大特征,定义其独立性为其与所在特征簇最不相关特

征的 Pearson 相关系数绝对值的倒数,定义特征重要性为其区分度与独立性之积.10 个基因数据集的实验测试

结果及各算法的统计显著性检测结果表明,所提出的无监督谱特征选择算法 FSSC-SD、FSSC-MD 和 FSSC-ST

均能选择到不仅具有强分类能力,且包含基因数较少的特征子集,其中,FSSC-SD 算法选择的特征子集的分类能

力最优.所提出的谱特征选择算法 FSSC-SD、FSSC-MD 和 FSSC-ST 与对比算法 DGFS、MCFS、Laplacian、

RUFS、NDFS 之间存在显著性差异. 
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